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Resumo

O mercado de agoes brasileiro tem atraido muitos investidores e movimenta bilhoes de
reais diariamente. No entanto, decidir quando comprar ou vender uma ac¢ao nao é uma
tarefa facil, pois o mercado é dificil de prever, sendo influenciado por fatores politicos
e economicos. Dessa forma, metodologias baseadas em inteligéncia computacional tem
sido aplicadas para essa tarefa. Entretanto, a maioria dos trabalhos seleciona uma acao
ou indice a priori para aplicagdo de determinado método. A selecao da agdo em si ja é
um problema importante, pois cada mercado possui varias agoes. Assim, um método de
tomada de decisdo multicritério como a técnica para preferéncia de ordem por similaridade
a solucao ideal (TOPSIS) pode ser aplicado. Nesse trabalho, a cada dia as ag¢oes sao
ranqueadas pelo TOPSIS utilizando critérios da andlise técnica, e a mais apta ¢ selecionada
para compra. Mesmo assim, pode ocorrer que o mercado nao esteja favoravel para compra
em determinados dias, ou mesmo, o TOPSIS fazer uma selecao incorreta. Para aumentar
a confiabilidade da selecao, outro método deve ser utilizado. Assim é utilizado um modelo
hibrido composto por decomposi¢do de modo empirico (EMD) e méquina de aprendizado
extremo (ELM). O EMD decompée a série em varias sub-séries, e com isso a componente
principal, ou seja, de tendéncia é extraida. Essa componente é processada pela ELM, a
qual realiza a predi¢ao do préximo elemento da mesma. Se o valor predito pela ELM for
superior ao ultimo valor, entdo a compra da ac¢do é confirmada. Uma segunda confirmagcao
da compra pode ser realizada por meio de regras de negociacao baseadas em indicadores
técnicos. Foram testados indicadores individualmente e combinagoes entre dois indicadores.
O método foi aplicado em um universo de 50 a¢oes do mercado brasileiro. A sele¢ao feita
pelo TOPSIS mostrou resultados promissores, quando comparado com a selegao aleatoria
e ao retorno gerado pelo indice Bovespa. A confirmacao com o modelo hibrido EMD-ELM

conseguiu aumentar o percentual de negociacoes com lucro.

Palavras-chaves: Negociacao de agoes. Analise técnica. Técnica para preferéncia de
ordem por similaridade a solucao ideal (TOPSIS). Decomposi¢do em modos empiricos
(EMD). Méquina de aprendizado extremo (ELM).






Abstract

The Brazilian stock market has attracted many investors and moves billions of Real daily.
However, deciding when to buy or sell a stock is not an easy task because the market is hard
to predict, being influenced by political and economic factors. Thus, methodologies based
on computational intelligence have been applied to this task. However, most papers select
an a priori stock or index to the application of a given method. The stock selection itself is
already a challenging problem, since each market has several stocks. Thus, a multicriteria
decision-making method such as the technique for order preference by similarity to ideal
solution (TOPSIS) can be applied. In this work, every day the stocks are ranked by TOPSIS
using technical analysis criteria, and the most suitable stock is selected for purchase. Even
s0, it may occur that the market is not favorable to purchase on certain days, or even, the
TOPSIS make an incorrect selection.To increase the reliability of the selection, another
method should be used. Thus, a hybrid model composed of empirical mode decomposition
(EMD) and extreme learning machine (ELM) is used. The EMD decomposes the series
into several sub-series, and thus the main (trend) component is extracted. This component
is processed by the ELM, which performs the prediction of the next element of component.
If the value predicted by the ELM is greater than the last value, then the purchase of the
stock is confirmed. A second confirmation of the purchase can be made by negotiation rules
of technical indicators. Individual indicators and combinations between two indicators
were tested. The method was applied to 50 stocks in the Brazilian market. The selection
made by TOPSIS showed promising results when compared to the random selection and
the return generated by the Bovespa index. Confirmation with the EMD-ELM hybrid

model was able to increase the percentage of profit tradings.

Keywords: Stock trading. Technical analysis. Technique for order preference by similarity
to ideal solution (TOPSIS). Empirical mode decomposition (EMD). Extreme learning
machine (ELM).
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1 Introducao

1.1 Definicao do problema

Os mercados acionarios movimentam uma grande quantia de dinheiro em muitos
paises diariamente (dias tteis). No entanto, mercados financeiros sdo essencialmente
dindmicos, nao-lineares, complicados e cadticos por natureza (TAN; QUEK; NG, 2007).
Prever o preco ou o movimento das agoes, assim como o melhor momento para compra-las
e vendeé-las, é uma tarefa dificil e ainda nao solucionada. Essa dificuldade se deve ao fato do
comportamento do mercado ser volatil e influenciado por varios fatores macroeconémicos
como: eventos politicos, politicas de empresas, condi¢ao geral da economia, expectativa
dos investidores, escolhas de investidores institucionais, movimentos de outros mercados,
psicologia dos investidores, entre outros (VARGAS; LIMA; EVSUKOFF, 2017; TAN;
QUEK; NG, 2007).

A previsibilidade ou nao-previsibilidade do mercado financeiro tem sido motivo de
discussao entre pesquisadores e também de investidores profissionais durante décadas. Um
dos pontos centrais dessa discussdo ¢ a validade da hipdtese do mercado eficiente (HME),
criado por Fama na década de 1960. Essa hipotese diz que o preco sempre incorpora
todas as informagoes disponiveis (FAMA, 1970). Assim, se as informagoes forem refletidas
imediatamente nos precos das agoes, entao a alteragdo de preco de amanha é independente
das alteragoes de prego atuais, dependendo apenas das noticias de amanha (MALKIEL,
2003). Noticias, no entanto, sdo por defini¢ao imprevisiveis, tornando as mudangas de
precos também imprevisiveis e aleatorias (MALKIEL, 2003). Isso significa que, por essa
hipétese, os pregos no mercado seguem um movimento aleatério (do inglés: random walk),
sendo impossivel utilizar comportamentos passados para realizar predi¢ao sobre o prego
dos ativos (PAPACOSTANTIS, 2009).

Entretanto, muitos economistas e estatisticos acreditam que o preco das agoes
é, pelo menos, parcialmente previsivel (MALKIEL, 2003). Com base nisso, surgiram
varios trabalhos na tentativa de prever o mercado de ac¢oes e questionar a HME. Nas
ultimas décadas, métodos baseados em inteligéncia computacional tais como redes neurais,

algoritmos evolutivos, légica fuzzy, entre outros, tém sido aplicados para esse problema.

Redes neurais artificiais tem tido um relativo sucesso na previsao de precos e
movimentos no mercado de agoes. Martinez et al. (2009) utilizaram uma rede neural
tradicional para previsao dos pregos de minimo e maximo diarios para duas ac¢oes do
mercado aciondrio brasileiro. J& Oliveira et al. (2011) realizam a predi¢ao do prego de

fechamento da acao Petrobras (PETR4). Kara, Boyacioglu e Baykan (2011) utilizaram
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redes neurais e maquina de vetor de suporte para prever o movimento do indice do mercado
acionario de Istambul (ISE). Nelson, Pereira e Oliveira (2017) utilizaram rede neural de
memoria de longo prazo (do inglés: long short-term memory, abreviado por LSTM) para
predicao de tendéncia de prego de cinco acoes do mercado brasileiro. Vargas, Lima e
Evsukoff (2017) combinaram rede neural convolucional e rede neural recorrente (no caso
uma LSTM) para predigdo do movimento do indice S&P500, tendo como entradas titulos
de noticias e indicadores técnicos. Nascimento et al. (2017) usaram redes neurais sem peso
VG-RAM para avaliar oportunidades de investimento no mercado futuro brasileiro na

escala de dezenas de segundos.

A légica fuzzy também tem sido aplicada em problemas do mercado financeiro,
principalmente por sua capacidade de tratar incertezas. Sistemas de suporte a decisao,
combinando indicadores técnicos e logica fuzzy, sdo utilizados em Dourra e Siy (2002),
Cheung e Kaymak (2007) e Ijegwa et al. (2014). Naranjo, Arroyo e Santos (2018) desenvol-
veram um sistema de negociacao de a¢oes baseado em padroes graficos de candles usando

logica fuzzy.

Algoritmos evolutivos tém sido utilizados principalmente para otimizar parametros
de indicadores técnicos, como visto em Fernandez-Blanco et al. (2008), Bodas-Sagi et
al. (2009), Fayek, El-Boghdadi e Omran (2013) e Almeida, Reynoso-Meza e Steiner
(2016). Brasileiro et al. (2013) desenvolveram um sistema de negociagao utilizando k-
vizinhos mais préximos (kKNN), um indicador de andlise técnica e otimizagao por colonia
de abelhas artificiais. Grande parte dos trabalhos seleciona uma ag¢ao ou indice a priori
para aplicacao de determinado método. No entanto, selecionar a agdo a ser negociada ja
¢ um problema em si, visto que cada mercado possui varias acoes e escolher entre elas
nao é uma tarefa trivial. Para tal, métodos de tomada de decisao multicritérios podem ser
utilizados. Eles tém sido aplicados com éxito para selecao de alternativas em diversos tipos
de aplicagdes, tais como: avaliacao de pregos de iméveis (KROHLING; SOUZA, 2011),
sele¢do de fornecedores (JADIDI; FIROUZI; BAGLIERY, 2010; DESWAL; GARG, 2015),
planejamento energético (LOKEN, 2007), entre outros. Uma técnica muito utilizada é o
TOPSIS (do inglés: Technique for Order Preference by Similarity to Ideal Solution), o
qual avalia o desempenho das alternativas com base na similaridade com a solugao ideal
(HWANG; YOON, 1981).

Métodos de tomada de decisao multicritérios necessitam, como o préprio nome ja
diz, de critérios, ou seja, de algumas medidas de avaliagao das alternativas. Para selecao
de agoes no mercado acionario, a maioria dos trabalhos utiliza critérios fundamentalistas,
ou seja, métricas baseadas nos balangos financeiros das empresas. Kim, Jung e Cho (2009)
aplicaram o TOPSIS para selecao de ativos no mercado acionario coreano. Bulgurcu
(2012) utilizou o TOPSIS para avaliar companhias de tecnologia do mercado acionario de
Istambul. Janani, Ehsanifar e Bakhtiarnezhad (2012) utilizaram uma variagado do TOPSIS
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para formacao de carteira de investimento e ranqueamento de ac¢des para o mercado
acionério de Teera. Saleh e Kimiagari (2017) utilizaram fuzzy TOPSIS para ranquear as
acoes do mesmo mercado. Para o mercado brasileiro, Costa e Junior (2013) realizaram
uma pré-selecao de agoes usando o TOPSIS tendo como critérios: indices financeiros, uma
medida de risco e um parametro qualitativo de governanca corporativa das empresas.

Todos os trabalhos citados acima se basearam em critérios fundamentalistas.

1.2 Motivacao

Como mencionado anteriormente, a maioria dos trabalhos que utilizam métodos de
tomada de decisao multicritérios para realizar a selecao de a¢oes se baseiam na andlise
fundamentalista. Entretanto, a anédlise fundamentalista é mais indicada para investidores
de longo prazo, pois os balangos financeiros das empresas s6 sao divulgados de tempos em
tempos (intervalo de alguns meses). Investidores de curto prazo normalmente utilizam a
analise técnica. A analise técnica consiste em analisar o comportamento de uma agao do
mercado financeiro através do uso de graficos e indicadores, com o proposito de prever a
futura tendéncia dos pregos (MURPHY, 1999). A anélise técnica é comumente utilizada por
meio de indicadores técnicos, os quais sao calculados sobre o historico de pregos. A vantagem
dessa andlise é que os precos estao disponiveis a qualquer momento e, consequentemente,

os indicadores também.

Assim, para investimentos de curto prazo, a combinacao de um método de tomada
de decisao multicritérios como o TOPSIS e critérios provindos da analise técnica pode
ser mais adequada. No entanto, a técnica TOPSIS apenas ranqueia as agoes mais aptas
para se investir. Porém, ha dias em que a maioria das ag¢oes tem queda de preco, sendo
muito provavel assim, que a escolha do TOPSIS esteja incorreta naquele dia. Dessa forma,
utilizar outra técnica em conjunto pode aumentar a confiabilidade do investimento, ou

seja, da realizacao da compra ou nao de determinada agao.

Metodologias combinando técnicas de decomposicao de séries temporais e redes
neurais artificiais tém tido sucesso em aplica¢oes como: previsao da velocidade do vento
(GUO et al., 2012), fluxo de passageiros do metrd (WEIL; CHEN, 2012), energia solar
(MAJUMDER; BEHERA; NAYAK, 2017), conversao de moedas (DAS; BISOI; DASH,
2018), entre outras. A combinagao especifica entre decomposi¢ao de modo empirico (do
inglés: empirical mode decomposition, abreviado por EMD) e méquina de aprendizado
extremo (do inglés: extreme learning machine, abreviado por ELM) é utilizada em Lian et
al. (2013), Majumder, Behera e Nayak (2017) e Das, Bisoi ¢ Dash (2018).

Assim, a técnica decomposicao de modo empirico pode ser utilizada para realizar a
decomposicao da série de precos da agao selecionada pelo TOPSIS e extrair a componente

de tendéncia. A seguir, a maquina de aprendizado extremo pode ser usada para realizar a



28 Capitulo 1. Introducio

predicao da tendéncia, ou seja, se vai subir ou cair. Com isso, hd uma confirmacao (ou

nao) de que a agao selecionada deve ser comprada.

Os indicadores da analise técnica também podem indicar pontos de compra ou
venda de uma agao. Dessa forma, eles podem ser utilizados como uma segunda confirmacao

para a compra da acao.

1.3 Objetivos

O objetivo geral deste trabalho é construir um método capaz de analisar varias
acoes ao mesmo tempo e decidir qual acao deve ser comprada no final do dia. A acao
comprada é vendida no final do dia seguinte. Além disso, o método deve ser construido de

forma a ser aplicavel no mundo real.

Com base nisso, o primeiro objetivo desse trabalho é realizar a sele¢do de agoes
para compra a curto prazo. Para isso serd investigado o uso de indicadores de andlise
técnica como critérios e a técnica TOPSIS para a tomada de decisdao. A cada dia uma

acao ¢ selecionada para compra e vendida no dia seguinte.

O segundo objetivo é confirmar a compra da acao selecionada pelo TOPSIS,

realizando a predicao de tendéncia por meio da combinacao de EMD e ELM.

Por 1ltimo, o objetivo é analisar o uso de uma segunda confirmacao para compra,

por meio de regras de negociacao baseadas na analise técnica.

1.4 Estrutura do trabalho

O restante do trabalho esta dividido como segue. No capitulo 2 é definida a analise
técnica e os indicadores utilizados no trabalho. No capitulo 3 sao descritas as técnicas
utilizadas no trabalho. No capitulo 4 é descrito o funcionamento do método hibrido de
negociagao de agoes. No capitulo 5 sdo apresentados os resultados experimentais para
o mercado acionario brasileiro e no capitulo 6 sao expostas as conclusoes e apontadas

dire¢bes para trabalhos futuros.

1.5 Lista de publicacoes

As publicagoes geradas durante a elaboracao deste trabalho estao listadas a seguir:

e Ebermam, Knidel e Krohling (2018): é proposto a utilizagdo da técnica TOPSIS
para selecao de acoes na bolsa de valores brasileira, tendo como critérios indicadores
da analise técnica. Este artigo apresenta os resultados da primeira parte do método

hibrido usado neste trabalho.
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e Ebermam et al. (2018): é feita uma comparacao entre metodologias que combinam
EMD e redes neurais artificiais para predigao de séries temporais. Uma das combina-
¢Oes utilizada nesse artigo é a do EMD com ELM, a qual também foi utilizada nesta

dissertacao como a segunda parte do método hibrido.
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2 Analise Técnica

A anadlise técnica consiste na analise do comportamento de uma acido do mercado
financeiro, com o propoésito de prever a futura tendéncia dos precos (MURPHY, 1999).
Os indicadores técnicos sao calculados usando a série histérica de pregos e de volume. Ha
diversos tipos de indicadores, sendo que alguns sao seguidores de tendéncia, outros sao

osciladores de precgos, de analise de volume, de momento, entre outros.

2.1 Indice de Forca Relativa (RSI)

2.1.1 Definicao

O RSI é um indicador formulado por Wilder (1978). Ele mede a relacao entre forgas

compradoras e vendedoras do mercado para um determinado ativo. E calculado por:

100
RS, =100 — ———— 2.1
! 1+ RS, (21)
onde RS; é a forcga relativa, calculado por:
dia(A
RS, — media(Aps, 1) (22)

media(Apeg, 1)
onde media(Ayes,n) é¢ a média das variagoes positivas (quando o prego do dia ¢ for maior
do que o prego do dia ¢ — 1) dos ultimos n periodos, e media(A,.,,n) é a média das
variagoes negativas (quando o preco do dia i for menor do que o preco do dia i — 1) dos

ultimos n periodos.

O indicador, no geral, é usado para definir areas de sobrecompra e sobrevenda.
Quando o indicador estd abaixo de um limite (normalmente 30), pode-se interpretar que o
preco do ativo se encontra em uma zona de sobrevenda, ou seja, a forca vendedora esta
perdendo forca e isso pode ser um sinal que o preco ird subir. Acima do limite superior
(normalmente 70) o prego estd na zona de sobrecompra, indicando que a forga compradora

esta perdendo forga, sendo provavel que o preco comece a cair.

2.1.2 Regra de negociacao

O indicador pode ser utilizado de diferentes formas. Normalmente quando o indica-
dor intercepta algum dos limites, é gerado ou um sinal de compra ou de venda. A regra de

negociacao para o RSI é mostrada na Tabela 1.

Caso o valor do indicador intercepte o limite inferior de baixo para cima, ¢ gerado

um sinal de compra. Caso intercepte o limite superior de cima para baixo, é gerado um



32 Capitulo 2. Andlise Técnica

Tabela 1 — Regra RSI

Condicao Sinal
se RSI,_; <30e RSI, > 30 compra
se RSI,_; >70e RSI, <70 venda

nenhuma das condigoes acima | neutro

sinal de venda. Caso nao haja interceptacao, nenhuma decisao é sinalizada, ou seja, o sinal

é neutro.

2.2 Oscilador estocastico

2.2.1 Definicao

O oscilador estocastico ¢ um indicador de momento desenvolvido por George Lane
(TREUHERZ, 2008). Ele pode ser interpretado de forma similar ao RSI, porém os limites
mais utilizados sao 20 e 80. Esse indicador é formado por duas linhas: %K e %D. A linha

%K é calculada por:

Ct — min(Lt, ey Lt—n)
maz(Hy, ..., Hi_p) —min(Ly, ..., Li_y)

onde C} é o preco de fechamento do dia ¢, L; e H; sdo, respectivamente, o preco minimo e

%K, = - 100 (2.3)
maximo do dia t e n é o niimero de periodos utilizados.

Ja a linha %D é uma média mével da linha %K, calculado por:

Z?:_ol YK
n

2.2.2 Regra de negociacao

As regras de negociacao para as linhas %K e %D sao semelhantes ao RSI. A regra

de negociagao para a linha %K, denominada 'regra K’ é mostrada na Tabela 2.

Tabela 2 — Regra K

Condicao Sinal
se K1 <20 e %K, > 20 compra
se %K1 >80 e %K, <80 venda
nenhuma das condigdes acima | neutro

A regra de negociacdo para a linha %D, denominada 'regra D’ é mostrada na
Tabela 3.

Outra interpretagao possivel para o indicador esta no cruzamentos das duas linhas.

A regra para o cruzamento da linhas, denominada 'regra KD’ é mostrada na Tabela 4.
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Tabela 3 — Regra D

Condicao Sinal
se WD, <20 e %D, > 20 compra
se %D, >80 e %D, < 80 venda

nenhuma das condi¢oes acima | neutro

Tabela 4 — Regra KD

Condicao Sinal
se WK;_1 < %D;_y e %WK; > %D, | compra
se WKi_1 > %Di_1 e %K, < %D, | venda
nenhuma das condigoes acima neutro

Quando a linha %K cruza %D para cima é um sinal de compra, caso contrario é

um sinal de venda. Caso nao haja cruzamento das linhas, o sinal permanece neutro.

2.3 Indice de Canal de Commodities (CCl)

2.3.1 Definicao

O CCI é um indicador desenvolvido por Donald R. Lambert, o qual compara o
preco atual com uma média mével de determinado periodo e entao normaliza o oscilador

usando um divisor baseado no desvio médio (MURPHY, 1999). O indicador é calculado

por:

P, — media(P,n)
0.015 - DMA(P)

onde P, é o prego tipico do dia ¢, media(P,n) é a média dos pregos tipicos dos ultimos n

dias e DM A(P) é o desvio médio absoluto dos precos tipicos dos tltimos n dias.

O preco tipico é calculado por:

G+ L+ H,

P, 3

(2.6)

2.3.2 Regra de negociacao

A regra de negociagao para o indicador, denominada ‘regra CCI’ é mostrada na
Tabela 5.

Um sinal de compra é dado quando o indicador cruza de baixo para cima o nivel
de 100 ou -100. O sinal de venda se d4 quando o indicador intercepta esses mesmos niveis,

porém de cima para baixo.
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Tabela 5 — Regra CCI

Condigao Sinal
se (CCI,_1 < —100 e CCI, > —100) ou (CCI,_; < 100 e CCI, > 100) | compra
se (CCIi_; > —100 e CCI; < —100) ou (CCI;—y > 100 e CCI; < 100) | venda

nenhuma das condigoes acima neutro

2.4 Bandas de Bollinger (BB)

2.4.1 Definicao

As Bandas de Bollinger sdo bandas contidas em torno do prego em um gréafico
(BOLLINGER, 2001). Elas foram criadas por John Bollinger na década de 1980. A principal
carateristica desse indicador é que ele leva em consideracao a volatilidade dos precos. O
indicador é formado por trés linhas: linha central, banda superior e banda inferior. Elas

sao calculadas por:

linha central = média(C,n) (2.7)
banda superior = média(C,n) + 2 - o(C) (2.8)
banda inferior = média(C,n) — 2 - o(C) (2.9)

onde a linha central é simplesmente uma média mdvel (normalmente de 20 dias) do preco,
e as duas bandas sao obtidas somando ou subtraindo o desvio padrao do pre¢o (no mesmo
periodo).

A Figura 1 ilustra as Bandas de Bollinger para o caso da agdo Petrobras (PETRA4)
durante o ano de 2016.

20 T
Prego de fechamento

Banda superior

Banda inferior

Prego (em reais)

0 50 100 150 200 250
Tempo (em dias)

Figura 1 — Indicador Bandas de Bollinger aplicado sobre a agao da empresa Petrobras
(PETR4) durante o ano 2016
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2.4.2 Regra de negociacao

A regra de negociagdao para o indicador, denominada 'regra BB’ é mostrada na

Tabela 6.
Tabela 6 — Regra BB

Condicao Sinal
se Cy_1 < banda — inferior,_1 e Cy > banda — inferior; | compra
se Cy_1 > banda — superior;_, e Cy > banda — superior; | venda
nenhuma das condigoes acima neutro

Os sinais de negociagdo acontecem na fuga do preco em relagdo as bandas. Quando
o preco cruza de baixo para cima a banda inferior, é dado um sinal de compra. Quando
o precgo intercepta de cima para baixo a banda superior, o sinal é de venda. Em outros

casos, o sinal é neutro.
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3 Algoritmos utilizados

3.1 Técnica para preferéncia de ordem por similaridade a solucao

ideal (TOPSIS)

A técnica TOPSIS recebe como entrada uma matriz formada pelas alternativas e

critérios. Considere a matriz de decisao A:

i1 T2 ... Tin
o1 T2 ... Tip

A= : (3.1)
Iml -+ -+ Tmn

onde cada linha é uma alternativa, cada coluna é um critério e x;; ¢ o desempenho da

alternativa ¢ de acordo com o critério j.

Como os critérios podem nao ser necessariamente da mesma escala, é preciso
normaliza-los. Os métodos de normalizacao mais conhecidos sdo: normalizagao vetorial,
transformagao em escala linear (méximo-minimo), transformagao em escala linear (maximo)
e transformagdo em escala linear (soma) (CELEN, 2014). As formulas sdo descritas pelas

equacoes 3.2, 3.3, 3.4 e 3.5 respectivamente.

Lij
Qij = m] 5 (32)
i=1TLij
X — T
Gy = (3.3)
J J
fL’ij
ij 3.4
q.] x;n,a;c ( )
xij
= i 3.5

onde g;; ¢ o elemento normalizado da matriz Q).

Alguns critérios podem ser mais importantes que outros para tomada de decisao,
por isso eles precisam ser ponderados por pesos w;. Esses pesos devem ser definidos tal

que:

zn: w; =1 (3.6)
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Definidos os pesos de cada critério, é preciso ponderar cada coluna da matriz pelo

respectivo peso do critério, conforme:

Uij = Qij . U}j (37)

onde v;; ¢ um elemento da matriz ponderada V.
Antes de aplicar o TOPSIS é preciso especificar qual o tipo de cada critério. Existem
dois tipos de critérios: custo e beneficio. O critério do tipo custo, indica que quanto menor

o valor, mais adequado sera. De outra forma, o critério do tipo beneficio indica que quanto

maior o seu valor, mais apto sera.

O primeiro passo do TOPSIS ¢é calcular a solucao ideal positiva e a solugao ideal

negativa dado pelas equagoes 3.8, 3.9, 3.10 e 3.11.

ot = (of,0f,. . ) (3.5)
vT = (v, V5 ,...,0,) (3.9)
onde:

v;-r _ me?x(vij),? =1,2,...,m se cr%t?r%o é beneficio (3.10)

min(v;;),7i =1,2,...,m se critério é custo

in(vy;),2=1,2,... se critério é beneficio

v = mln(v”),z- J2,...,m r% /r% ; nefici (3.11)

max(v;;),4 = 1,2,...,m se critério é custo

O segundo passo é calcular a distdncia Euclidiana de cada alternativa para cada
critério em relacao a solugao ideal positiva e a solugao ideal negativa conforme as equagoes
3.12 e 3.13.

(v — vy)? (3.12)

n

<
[y

S
I

(v; —vy)? (3.13)

<
Il
—

onde d é a distancia positiva da alternativa i e d; ¢ a distancia negativa da alternativa i.

O terceiro passo ¢ calcular o coeficiente de proximidade relativa £ para cada
alternativa, conforme:
d-

U B 14
¢ d; +df (3.14)
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A seguir, ordenam-se as alternativas em relacao aos seus valores de &;; quanto maior

o valor mais apta ¢ a alternativa.

Neste trabalho, para a melhor alternativa (no caso uma agao), é feita a predigao da
tendéncia da mesma para aumentar a confiabilidade da selecao. A decomposicao de modo

empirico (EMD) se mostra promissora para a extra¢ao da componente de tendéncia.

3.2 Decomposicdo de Modo Empirico (EMD)

A decomposicao de modo empirico é uma técnica de analise de dados proposta por
Huang et al. (1998). A decomposicao é baseada na extracao direta de energia associada
a varias escalas de tempo intrinsecas (HUANG et al., 1998). Cada sub-série gerada pela
decomposigao é chamada de fungdo de modo intrinseca (do inglés: Intrinsic Mode Function,

abreviada por IMF), sendo a tltima denominada como residuo.

Uma IMF é uma func¢ao que deve satisfazer duas condigoes: (1) em todo conjunto
de dados, o niimero de extremos e o nimero de cruzamentos em zero, devem ser iguais ou
diferirem no méximo em um; e (2) em qualquer ponto, o valor médio do envelope, definido

pelos maximos e minimos locais, deve ser zero (HUANG et al., 1998).

O método de decomposicao consiste, primeiramente, em identificar todos maximos
e minimos locais de uma série temporal X. Apés isso, os pontos de maximo locais sao
conectados por meio de uma interpolagao ctbica, formando o envelope superior u. Da
mesma forma, conectando os minimos locais é formado o envelope inferior /. Uma nova
série temporal m; é formada pela média dos dois envelopes: (u + [)/2. Subtraindo essa

série da série original, tem-se a primeira componente (h;), conforme:

No entanto, essa componente precisa satisfazer as duas condi¢oes da IMF para se
tornar uma. Se esse fato nao ocorrer, o processo ¢ feito novamente, porém, desta vez, a
série h; é tratada como a série original. Dessa forma, os envelopes sao calculados a partir
de hq, e é feita a média entre eles (m1). Uma nova componente hi; é entdo calculada

conforme:

hll = hl — mi1 (316)

Novamente ¢ verificado se essa componente atende as condi¢oes de uma IMF. Se

nao atender, o processo é repetido novamente. Esse processo é repetido k vezes, até que
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uma IMF seja obtida:

hlk; = hl(kfl) — Mg (317)

Assim, hy; se torna a primeira IMF (¢;) da série:

C1 = hlk (318)

O restante da série é chamado de residuo (r), calculado conforme:

r = X — C1 (319)

A partir do residuo gerado pela subtragao da primeira componente (1), é calculada
a segunda componente (¢3), ou seja, é aplicado o mesmo procedimento, porém, o residuo é
tratado como a série original. O processo é repetido n vezes, até que mais nenhuma IMF
possa ser extraida, ou seja, quando o valor da componente ou do residuo é muito pequeno

ou quando o residuo é uma fun¢ao monotonica. Assim a série pode ser reconstruida por:

X=> ¢+r, (3.20)

=1

onde n é o nimero de IMFs geradas e 7, é o residuo final da série.

A Figura 2 ilustra a decomposicao de uma série temporal feita pelo EMD. No topo
da Figura 2 esta a série original, a qual é seguida pela primeira, segunda, terceira e quarta

IMF e por ultimo o residuo.

Haja visto que se tem varias componentes da série decomposta, sera utilizada uma
rede neural artificial para a predi¢ao da componente de tendéncia (nesse caso, o residuo

da série).

3.3 Maquina de aprendizado extremo (ELM)

A méquina de aprendizado extremo (do inglés: extreme learning machine, abreviado
por ELM) é um algoritmo de aprendizagem para redes neurais artificiais com uma tnica
camada escondida (HUANG; ZHU; SIEW, 2004). Uma rede neural artificial ¢ uma estrutura
de processamento de informagoes paralela e distribuida que consiste em processar elementos
interconectados por meio de sinais unidirecionais chamados conexées (HECHT-NIELSEN
et al., 1988). Elas sdo formadas pela conexao de varios processadores simples, chamados

de neuronios artificiais, cada um produzindo uma sequéncia de ativagoes de valores reais

(SCHMIDHUBER, 2015).
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Figura 2 — Decomposicao de série temporal feita pelo EMD

O neurénio artificial é a unidade basica de processamento dessas redes. Ele recebe
sinais de entrada z;, os quais se propagam por meio de canais chamados conexdes. Cada
conexao tem um determinado valor, chamado de peso w;, e ele pondera as entradas (x; - w;).
As entradas ponderadas sao somadas e é adicionado a essa soma um deslocamento linear,
conhecido como bias (b), gerando assim um tnico sinal (u). Esse sinal passa por uma
fungao de ativagao f(u), resultando assim na saida do neurénio (y). A Figura 3 ilustra um

neuronio artificial.

Fungdo de
ativagdo

Saida

flw) ¥

Entradas

Figura 3 — Neuronio artificial

A funcao de ativagdo confere as redes neurais a capacidade de resolver problemas

nao-lineares (no caso de fungoes de ativa¢ao nao-lineares). As mais utilizadas sao: sigmoidal
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logistica, tangente hiperbdlica e unidade linear retificada (do inglés: Rectified Linear Unit,

abreviada por ReLLU). Elas s@o calculadas pelas Equagoes 3.21, 3.22 e 3.23 respectivamente.

flu) = +1e_u (3.21)
1—e™™®

flu) = 14em (3.22)

f(u) = maz(0,u) (3.23)

Os neurdnios se conectam entre si e assim formam uma rede neural artificial.
Normalmente eles sao agrupados em camadas. A primeira camada é a camada de entrada,
onde nao ocorre nenhum tipo de processamento, apenas a transmissao dos sinais de entrada.
As camadas seguintes, com excecao da tultima, sao chamadas de camadas escondidas
(podendo ser uma ou mais camadas) e sdo responsaveis pelo processamento dos sinais.
A ultima camada, tem por objetivo, apresentar a resposta da rede para o problema em
questao. Na Figura 4 é mostrada a arquitetura de uma rede neural com uma tinica camada

escondida.

camada de camada camada de
entrada escondida saida

f’l

X —f A
T (R
/’. N
X172 —»
"
lb” I'(jfl] » }'4
’/’._ -
XL —» ) B
\\\ / .

Figura 4 — Exemplo de arquitetura de uma rede neural

Na ELM, ha apenas uma camada escondida (além das camadas de entrada e de
saida). Sua principal diferencga para outras redes neurais, é que o treinamento ocorre de
forma deterministica. Os pesos entre a camada inicial e a camada escondida, assim como
os bias, sdo inicializados de forma aleatéria. Os pesos entre a camada escondida e a camada

de saida sido determinados de forma analitica.

O primeiro passo do algoritmo ELM ¢ a construgao da matriz H, que é a matriz

resultante da saida dos neuronios da camada escondida para cada uma das amostras de
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entrada, conforme:

flriwr +b;) ... f(riw, +by)
H= : : (3.24)

onde cada linha corresponde a uma amostra e cada coluna representa um neurdénio da
camada escondida, m ¢é a quantidade de amostras de entrada e n é a quantidade de
neuronios na camada escondida. Nesse caso, x; é uma amostra composta por um vetor de

atributos e w; é um vetor de pesos de um neurdnio.

O segundo passo consiste em calcular a matriz de pesos entre a camada escondida e
a camada de saida, denominada . Ela é calculada como a solucao dos minimos quadrados
para o sistema linear H3 = T, sendo 3 = H'T, onde H' é a inversa generalizada de

Moore-Penrose da matriz H e T é o vetor de respostas para as amostras de entrada

(HUANG; ZHU; SIEW, 2004; HUANG; ZHU; SIEW, 2006).

O pseudo-cédigo do treinamento da ELM é apresentado no algoritmo 1.

Algoritmo 1 Treinamento ELM

1: Inicializacao:

2:  Preparar amostras de entrada

3:  Inicializar pesos e bias entre a primeira e segunda camada com valores aleatérios
4:  Definir nimero de neurdnios da camada escondida

5: Calcular matriz H, conforme 3.24

6

. Calcular 8 conforme: 3 = H'T

A seguir, serd apresentado um exemplo para o treinamento usando ELM.

Considere o problema da porta logica AND onde ha dois tipos de entrada: 1
(passagem de corrente elétrica) e 0 (sem passagem de corrente elétrica). A porta légica
recebe duas entradas e retorna uma resposta: 0&0 = 0, 0&1 =0, 1&0 =0 e 1&1 = 1.

Assim, X e T sao definidos conforme:

(3.25)

—_— = O O
_ o o O

Considere também que a ELM tenha dois neurdnios na camada escondida com

funcao de ativacao sigmoidal logistica, e que os pesos W e os bias B foram definidos
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aleatoriamente conforme:

. B=[-05 0.5] (3.26)

0.2 05
o6 1

Assim f é calculado conforme:

B=H'T
B=(f(XW + B))'T
f( 1o Wi+ Tig - wor +b1)  f(211 - war + T1o - wa + bo)
B: f(@or - wiy + @2 - w1 +b1)  f(21 - War + Xag - wag + b2) T
flzs1 - win + @30 - wor + 1) f(xs1 - way + T3 - waz + ba)
f f )

(£(0-0.240-0.6+ (—0.5
f(0-02+1-0.6+(—0.5
f(1-02+0-0.6+ (0.5
f(1-02+1-0.6+(-0.5

F0-05+0-1+05)]
F0-054+1-140.5)
F1-0540-1+0.5)
F(1-054+1-140.5)

)
)
)
(l’ W11 + T42 - W21 + bl)
)
) T
)
)

(71
(
(
(241 - Wo1 + Ta2 - Wag + 62
(
(
(
(

F(—0.5) f(0.5)
L ron s0s)|
f(=0.3)  f(1)
| f(0.3)  f(2)
.i_
H_e—l(—as) 1+el—0A5 (327)
1 1
=01 P
— | e 1+1 T
Toe(—038)  Tfe T
1 1
L 1+e03 1+e—2
0.38 0.62]"
0.53 0.82
= T
0.43 0.73
0.57 0.88
__—6.4520 6.9861 —17.0639 12.2380_T
| 4.3023  —4.0280 10.9916 —7.2892
0
B —6.4520 6.9861 —17.0639 12.23801| |0
_4.3023 —4.0280 10.9916 —7.2892_ 0
1

[12.9380
| —7.2892
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O calculo da inversa generalizada é um pouco mais complexo, porém a maioria das
linguagens de programacao tem bibliotecas para o célculo da mesma. Uma vez obtido a

matriz [3’ , a salda y da ELM para uma amostra de teste Z é dada conforme:

A

y=f(ZW +B)xf3 (3.28)
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4 Meétodo hibrido para negociacao de acoes

4.1 Introducao

Para decidir qual agdo comprar e em que momento ela deve ser comprada, foi
desenvolvida uma metodologia combinando varias técnicas. Esse método hibrido foi
construido de forma incremental, ou seja, adicionando novas técnicas para confirmacgao
da tomada de decisao. Ele é composto por TOPSIS, EMD, ELM e regras de negociacao

provindas de indicadores técnicos.

Na primeira parte, ¢ feita a selegdo de agdes. A técnica TOPSIS ¢é utilizada para
selecionar a ag¢ao mais apta para compra, dentre um conjunto de agoes. Nesse conjunto,
estao contidas apenas agoes com grande volume de negociagao e que geralmente fazem

parte do indice Bovespa. Assim, a cada dia uma agao é comprada e vendida no dia seguinte.

Na segunda parte, a agao selecionada pelo TOPSIS passa por uma confirmagao
para que a compra seja realizada. Para isso o modelo hibrido composto por EMD e ELM
classifica a tendéncia de preco da acao em alta ou baixa. Se a tendéncia é de alta, entdo a

compra ¢ realizada, caso contrario é recusada.

Na terceira parte, uma segunda confirmacao para compra é realizada. Nesse caso, sdo
utilizados os indicadores técnicos. Muitos desses indicadores, sinalizam pontos de compra
e de venda. Assim, se na acao selecionada pelo TOPSIS e confirmada pelo EMD-ELM, o
indicador sinalizar compra, entao ela é realizada. Serao testadas regras de negociacao de

um indicador individualmente e a combinacao de dois deles.

4.2 Selecao de acao para compra através do TOPSIS

Para a selecao de agoes, primeiramente sao coletados os valores historicos dos
precos e volume das agoes, e a partir desses dados, sao calculados os indicadores técnicos
para cada acao no dia t. Logo ap0s, é formada a matriz de entrada com as alternativas e os
critérios para o método de tomada de decisdo. As alternativas sdo as acgoes, e os critérios
sao os indicadores técnicos. Dessa forma, a matriz de entrada tem dimensao (nimero de

agoes) por (nimero de critérios).

Os critérios utilizados foram os indicadores RSI de 14 dias, linha %K do estocdstico
de 14 dias, linha %D do estocéstico de 3 dias e CCI de 14 dias. O ntimero de dias escolhido
para cada indicador sao valores padrao. Todos os critérios foram definidos como sendo
critérios de custo. O peso de cada critério foi definido como uniforme, ou seja, igual para

todos.
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A técnica TOPSIS é aplicada sobre a matriz, a fim de realizar o ranqueamento
das agoes. A melhor agdo ranqueada é selecionada e avanga-se para o dia seguinte (¢ + 1).
Entao é verificado se o preco dela aumentou ou diminuiu e qual o valor dessa variacao. A

partir de entao, o processo é repetido varias vezes.

E importante destacar que, selecionar uma acao com o TOPSIS, também significa
lidar com o comportamento dindmico e estocastico das séries temporais financeiras. Elas,
ainda que sejam processadas pelos indicadores técnicos, sao as informacoes de entrada

para o TOPSIS.

A metodologia para selegao de agoes baseado no TOPSIS utilizando critérios da

andlise técnica estd ilustrada na Figura 5.

Inicio

Proximo dia, hJ
t = t+1

- Histrico de
precos das
acbes atéodat

y

Calcular indicadoras
técnicos

h 4

Formar matriz de entrada
para o TOPSIS

Aplicar TOPSIS

Acdes rangueadas

L

Selecionar agio melhor
~ rangueada

Figura 5 — Metodologia baseada no TOPSIS usando indicadores da andlise técnica

Para efeitos de negociagao, a selecao da acgao ¢é feita ao final do dia, ou seja, é

comprada pelo prego de fechamento. A venda da agao ocorre no final do dia seguinte e
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uma outra agdo é entdo comprada.

Por exemplo, suponha que o TOPSIS seja aplicado para selecionar uma a¢ao num
conjunto de dez agoes em um determinado dia. Os dados das ac¢oes sdo coletados e os

indicadores técnicos sao calculados, formando a matriz de decisdo, como mostrado na

Tabela 7.

Tabela 7 — Exemplo de formagao da matriz de decisdo para aplicagao do TOPSIS para
selecao de agoes

Alternativas/critérios | RSI | Estocastico K | Estocédstico D | CCI

Acao A 37.46 7.43 9.13 -86.35
Agao B 7.58 3.48 2.33 -166.79
Acgao C 17.65 5.41 4.27 -150.15
Acao D 29.47 14.29 13.08 -105.43
Acao E 49.13 10.80 19.73 -65.99
Agao F 20.93 8.62 6.12 -97.30
Acao G 14.00 4.80 4.12 -106.82
Acao H 17.71 1.09 2.71 -194.24
Acao 1 26.38 4.52 6.57 -98.28
Agao J 20.16 4.16 3.40 -154.57

Com base nos dados fornecidos, o TOPSIS realiza o ranqueamento das agdes como

mostrado na Tabela 8.

Tabela 8 — Exemplo da aplicacgao do TOPSIS para selecao de agdes

Alternativa | Valor de £ | Posicao
Acao A 0.4049 8
Acao B 0.8660 2
Acao C 0.7336 4
Acao D 0.3179 9
Acéo E 0.1231 10
Acéo F 0.5285 7
Acdo G 0.6578 5
Acdo H 0.8847 1
Acao 1 0.5632 6
Acao J 0.7590 3

Dessa forma, ao final do primeiro dia, a agao 'H’ sera comprada. No dia seguinte,
ao final do dia, ela sera vendida e com base em novos dados o TOPSIS ira selecionar outra

acao para compra, repetindo assim o processo.

4.3 Classificacao de tendéncia com EMD-ELM

O modelo hibrido EMD-ELM consiste na decomposicao da série de pregos por meio
do EMD e a predi¢ao da tendéncia do preco pela rede neural ELM. Neste trabalho, ¢é

utilizado apenas a principal componente extraida pelo EMD como entrada para a ELM.
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As primeiras componentes extraidas pelo EMD sdao de frequéncias mais altas
e também mais ruidosas. Nesse trabalho, é proposto a utilizacdo somente da tultima
componente, o residuo. Normalmente, para séries financeiras, essa componente é pouco
ruidosa e contém o maior percentual do valor do preco. Além disso, ela contém a tendéncia

do preco, ou seja, aponta a direcao dos pregos, ignorando pequenas variacgoes.

Apods o TOPSIS selecionar a acao para compra do dia, a série de precos historicos
dessa agao ¢ utilizada para aplicacao do EMD. Sao utilizados p dias anteriores, sendo
que o ultimo elemento da série é o dia atual ¢t. Dessa forma, é formada a série S =
[Tt p, Tt—pi1, .., 24, onde x; é o preco da acdo em um determinado dia. A série é entao

normalizada entre 0 e 1, conforme:

_ Si—min(S)
" maz(S) — min(S)

(4.1)

Ao aplicar o EMD sobre essa série, sao geradas varias IMFs, sendo que a tltima é
o residuo, a qual serd utilizada pelo ELM. A série de residuos [ry, 7, -+ ,7,] é modelada

para ser usada como entrada da rede neural, conforme Tabela 9.

Tabela 9 — Modelagem de série temporal

entradas alvo
1 9 . T"14(u—1) | T14u
T2 T3 s Toy(p-1) | To4p

Tn—p Tn—(u—l) e T'n—1 Tn

Os dados da série temporal sao processadas em p colunas (nimero de atrasos)
representando as entradas da rede e uma coluna que representa os valores esperados para
a salda da rede neural. A rede neural é entao treinada a partir da matriz de entradas. Os
pesos sao gerados aleatoriamente no intervalo de -1 a 1, e a funcao de ativagao foi definida

como sigmoidal logistica. Assim, de acordo com o algoritmo ELM, a matriz 5’ é calculada.

Tendo a rede neural ja treinada, os dados de teste sdo informados a mesma:
[T (u—1)s Tn—(u—2) - - - Tn]. A resposta da rede é uma expectativa do valor de 7,4;. O valor
real de r,, .1 nao é conhecido, pois esta no futuro. Além disso, ele também nao pode ser
conhecido no futuro, pois ao incluir o valor do preco do dia seguinte, a estrutura da série
muda e aplicando o EMD novamente, IMFs diferentes sao geradas. No entanto, o objetivo
é descobrir se a tendéncia é de alta ou de baixa. Isso é feito comparando o tltimo valor da

componente (r,) com a saida da rede neural (y), a qual é a predi¢ao para r,., conforme
4.2:

alta sey > r,
tendéncia = Y (4.2)

baixa sey <r,
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Se a rede neural indicar um aumento de valor, entao a compra da acao é confirmada,
caso contrario, nenhuma acao é comprada. Naturalmente, isso reduz o niimero total de

negociacoes realizadas.

O método composto pelo TOPSIS e EMD-ELM ¢ ilustrado na Figura 6.

Préximo dia,
Sl - Historico de )
" precos das ( ¥/ Agdo selecionada
acbes atdé o diat

|

Calcular indicadores Aplicar EMD sobre histdrico de pregos
técnicos daaciostéodat

! ‘ L,
Formar mafriz de entrada .-_’ IMFy - - - x IMFn .f
para o TOPSIS

J, Aplicar
ELM

Aplicar TOPSIS ,L

valor predito para o
residuo em t+1

Acdes ranqueadas

N30 realizar a
compra

valor = residuo(f) ?

Selecionar ag3o melhor
rangueada ——

Comprar a acdo

Figura 6 — Método combinando TOPSIS e EMD-ELM

Suponha que o TOPSIS tenha selecionado uma determinada acao e que é utilizada
uma janela de 20 pregos passados (totalizando 21 com o prego do dia), como mostrado na
Tabela 10.

A série é primeiramente normalizada e entao decomposta pelo EMD, conforme
Tabela 11.

Sao geradas trés componentes apos a aplicacao do EMD. A tltima componente é
modelada como entrada para rede neural. A modelagem utilizando 6 atrasos é mostrada
na Tabela 12.

Com bases nesses dados, a rede neural ELM ¢ treinada. Entao sao apresentados
os dados de teste para a ELM: [0.5720, 0.5844, 0.5952, 0.6036, 0.6096, 0.6134]. A rede
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Tabela 10 — Serie temporal de uma acao selecionada pelo TOPSIS

Tempo Preco | Tempo Prego | Tempo Preco
t—20 1123 | t—13 1587 | t—6 1292
t—19 1057 | t—12 1685 | t—5 14.21
t—18 1055 | t—11 1441 | t—4 14.86
t—17 1132 | t—10 1390 | t—-3 14.70
t—16 1228 | t—9 1342 | t—2 14.52
t—15 1363 | t—8 1330 | t—1 14.79
t—14 1498 | t—7 12.89 t 13.54

Tabela 11 — Aplicacao do EMD sobre a série normalizada

Tempo | Preco normalizado | IMF1 IMF2 | Residuo
t—20 0.1079 -0.4825 | -0.0694 | 0.6599
t—19 0.0032 -0.5781 | -0.0576 | 0.6388
t—18 0 -0.5786 | -0.0380 | 0.6167
t—17 0.1222 -0.4592 | -0.0130 | 0.5944
t—16 0.2746 -0.3122 | 0.0136 | 0.5733
t—15 0.4889 -0.1029 | 0.0376 | 0.5543
t—14 0.7032 0.1099 | 0.0547 | 0.5386
t—13 0.8444 0.2563 | 0.0609 | 0.5272
t—12 1.0000 0.4267 | 0.0525 | 0.5208
t—11 0.6127 0.0652 | 0.0285 | 0.5190
t—10 0.5317 0.0150 | -0.0044 | 0.5212
t—9 0.4556 -0.0336 | -0.0378 | 0.5269
t—8 0.4365 -0.0359 | -0.0632 | 0.5356
t—17 0.3714 -0.1031 | -0.0721 | 0.5466
t—6 0.3762 -0.1256 | -0.0572 | 0.5591
t—5 0.5810 0.0280 | -0.0190 | 0.5720
t—4 0.6841 0.0677 | 0.0320 | 0.5844
t—3 0.6587 -0.0145 | 0.0780 | 0.5952
t—2 0.6302 -0.0524 | 0.0789 | 0.6036
t—1 0.6730 0.0555 | 0.0080 | 0.6096

t 0.4746 -0.0590 | -0.0798 | 0.6134

neural gera uma saida como 0.6157 por exemplo. Como 0.6157 é maior que o tultimo valor
(0.6134), entao a previsao da rede neural é de uma alta no valor da componente. Dessa

forma, a compra da agao é feita pelo prego do momento (13.54 reais).

4.4 Confirmacao de compra por meio de regras de negociacao de

indicadores técnicos

Uma segunda confirmacao de compra ¢ utilizada com o intuito de aumentar a
confiabilidade da compra. Previamente também é sabido que isso reduzird ainda mais o

niumero de negociagoes. Para isso sao utilizadas as regras de negociagao dos indicadores
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Tabela 12 — Série modelada como entrada para rede neural

entradas alvo

0.6599 0.6388 0.6167 0.5944 0.5733 0.5543 | 0.5386
0.6388 0.6167 0.5944 0.5733 0.5543 0.5386 | 0.5272
0.6167 0.5944 0.5733 0.5543 0.5386 0.5272 | 0.5208
0.5944 0.5733 0.5543 0.5386 0.5272 0.5208 | 0.5190
0.5733 0.5543 0.5386 0.5272 0.5208 0.5190 | 0.5212
0.5543 0.5386 0.5272 0.5208 0.5190 0.5212 | 0.5269

0.5212 0.5269 0.5356 0.5466 0.5591 0.5720 | 0.5844
0.5269 0.5356 0.5466 0.5591 0.5720 0.5844 | 0.5952
0.5356 0.5466 0.5591 0.5720 0.5844 0.5952 | 0.6036
0.5466 0.5591 0.5720 0.5844 0.5952 0.6036 | 0.6096
0.5591 0.5720 0.5844 0.5952 0.6036 0.6096 | 0.6134

técnicos apresentadas no Capitulo 2.

Em um primeiro momento, as regras dos indicadores foram testadas individualmente.
Somente é analisada a agao selecionada pelo TOPSIS e confirmada pelo EMD-ELM. Se
o indicador técnico sinalizar que é o momento de compra para aquela acao, entao ela é

comprada.

Outra proposta testada foi combinar dois indicadores. Uma solugao seria realizar a
compra somente se dois indicadores concordassem. Entretanto essa combinacao entre pares
de indicadores é pouco efetiva, visto que sao raros os momentos em que indicam pontos de
compra ao mesmo tempo. Entdo, ao invés disso, foi testada a unido entre dois indicadores.

Assim, se um dos dois indicadores sinalizar um ponto de compra, entdao a compra é feita.

O método conbinando TOPSIS, EMD-ELM e regras de negociagao de indicadores

de analise técnica ¢ ilustrado na Figura 7.

45 Selecao de parametros

O método hibrido possui varios parametros importantes que precisam ser determi-
nados. Para isso, a determinacao dos parametros se baseia nos resultados do ano anterior.
As configuragoes sao escolhidas com base em dois critérios: maior percentual de operacoes

com lucro e maior retorno.

Para o TOPSIS, os pardmetros sao quais indicadores técnicos serao utilizados como
critérios. Neste trabalho foram utilizados quatro ao total: RSI, estocastico K e D e CCI.

Além da utilizacao de todos juntos, serao testadas combinagoes de dois e trés indicadores.

Com base nos resultados do TOPSIS, a configuragao com maior percentual de

acertos e a com maior retorno continuam a ser utilizadas para selecao. Entao é integrada
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Figura 7 — Método hibrido combinando TOPSIS, EMD-ELM e regras de negociacao de
indicadores de analise técnica

valor = residucit) ?

a elas a metodologia de confirmacao da compra de acao feita pelo EMD-ELM.

Para o EMD-ELM, o parametro mais influente é o tamanho da janela de dados

utilizada. Ela sera testada com valores de 20 a 400, variando de 10 em 10.

Por tltimo, com base também nas duas melhores configuracoes anteriores do
método, é preciso determinar a combinacao de regras de negociacao de indicadores técnicos.

Serao testados os indicadores individualmente e combinagoes entre dois indicadores.

4.6 Efeito do viés de olhar a frente

O efeito do viés de olhar a frente (do inglés: look-ahead bias) envolve o uso inadver-
tido de informacgoes que ainda nao estariam disponiveis naquele momento (MAHFOUD;
MANTI, 1996). Ou seja, qualquer forma de utilizagao de dados futuros pode ser carac-
terizado como look-ahead bias. Até mesmo técnicas de normalizacdo como min-max e
z-score, quando aplicados sobre toda a série temporal sao consideradas look-ahead bias
(FURLANETO et al., 2017).

Muitos trabalhos aplicam técnicas de pré-processamento ou normalizagao sobre
toda a série temporal, inclusive na parte de teste. Isso, como mostrado em Furlaneto et
al. (2017), logicamente causa uma melhora nos resultados. Entretanto, para aplicagoes
em tempo real, como negociacao de agoes, tais metodologias sao inaplicaveis, pois nao ha

como conhecer os dados do futuro.
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Neste trabalho, embora os experimentos sejam feitos com dados do passado, é
utilizado um protocolo semelhante a Furlaneto et al. (2017) para nao utilizagdo de dados
ainda nao disponiveis. O método hibrido toma as suas decisoes ao final do dia, somente com
as informagoes disponiveis até aquele dia. Em nenhum momento os dados s@o normalizados
com base em dados ainda nao disponiveis. A técnica EMD ¢é aplicada somente na série de

precos disponivel até o momento.
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5 Resultados experimentais

5.1 Base de dados

A base de dados é composta pelos valores diarios de preco de abertura, prego
minimo, pre¢o maximo, prego de fechamento e volume de negociacao de diversas agoes
da bolsa de valores brasileira. Foram coletados dados dos anos 2016 e 2017 por meio do
software MetaTrader 5 (MetaQuotes Software Corp., 2018). No total, 50 ag¢oes foram
utilizadas como alternativas para o TOPSIS. Foram consideradas apenas a¢oes com grande
volume de negociacao e que geralmente fazem parte do indice Bovespa. O nome das agoes

e seus codigos de negociacao sao mostrados na Tabela 13.

Tabela 13 — Cédigos e nomes das acoes consideradas nesse trabalho

Codigo | Acao Cédigo Acao
ABEV3 | Ambev SA GOAU4 Gerdau Met
BBAS3 | Brasil HYPE3 Hypera
BBDC3 | Bradesco ON ITSA4 [tatsa
BBDC4 | Bradesco PN ITUB4 Itat Unibanco
BBSE3 | BB Seguridade | JBSS3 JBS
BRAP4 | Bradespar KROTS3 Kroton
BRFS3 | BRF SA LAME4 | Lojas Americanas
BRKMS5 | Braskem LREN3 Lojas Renner
BRML3 | BR Malls Par | MRFG3 Marfrig
BVMF3 | B3 MRVE3 MRV
CCRO3 | CCR SA MULT3 Multiplan
CIEL3 Cielo NATU3 Natura
CMIG4 | Cemig PCAR4 | P. Ac¢tcar CDB
CPFE3 | CPFE Energia | PETR3 Petrobras ON
CPLE6 | Copel PETRA4 Petrobras PN
CSAN3 | Cosan QUALS Qualicorp
CSNA3 | Sid. Nacional RADL3 Raia Drogasil
CYRE3 | Cyrela Realt SANB11 Santander BR
ECORS3 | Ecorodovias SBSP3 Sabesp
EMBR3 | Embraer TIMP3 Tim Part SA
ENBR3 | Energias BR UGPA3 Ultrapar
EQTL3 | Equatorial USIMb Usiminas
ESTC3 | Estécio Part VALE3 Vale
FIBR3 | Fibria VIVT4 Telef Brasil
GGBR4 | Gerdau WEGE3 Weg
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5.2 Métricas de avaliacao

A primeira métrica utilizada para avaliagdo do desempenho da metodologia foi a
acuracia da selecao. Nela, ¢ medido o percentual de selegoes de agoes que tiveram aumento
no prego no dia seguinte. A acurdcia da selegao é calculada conforme:

numero de selecoes corretas

Acuracia = 100 (5.1)

total de selegoes

A outra métrica utilizada foi o retorno cumulativo (Rc), que é basicamente o

retorno agregado sobre o periodo de investimento. Seu calculo é dado por:

e Cit1 — C;

Rc:l:[l(lJr Zoi ) (5.2)

onde C}; é o preco de fechamento de uma acao no dia i e n é o total de dias de negociagao.

O retorno cumulativo apresenta, como resultado, a relacao entre o investimento
inicial e o montante final. Por exemplo um Rc de 2.5 significa que, ao investir 1000 Reais,
o montante ao final do investimento é de 2500 Reais. No entanto, neste trabalho esse valor
sera convertido para retorno percentual, ou seja, o percentual de lucro gerado, calculado
conforme:

Retorno percentual = (Rc — 1) - 100 (5.3)

O retorno percentual utilizado neste trabalho corresponde ao lucro bruto, ou seja,

nao sao considerados os custos de transacao e impostos.

E importante ressaltar que ao utilizar o retorno cumulativo, ndo se determina
um investimento inicial, simplesmente considera-se que todo o capital (independente da
quantia) é investido, ou seja, convertido em agdes. Entretanto, em um investimento real,
nem sempre todo capital pode ser convertido em agoes. Isso ocorre porque, por padrao
compra-se lotes de agdes no mercado (normalmente um lote contém 100 agoes de uma

empresa), e assim ao comprar o maximo de lotes possivel pode ainda sobrar dinheiro.

Por exemplo, considere um investimento inicial R$100000,00. No primeiro dia o
algoritmo sugere a compra da acao A, que vale R$15,00. Esse ativo tem um lote minimo
de 100 ac¢oes, e nesse caso, cada lote custa R$1500,00. Assim, é possivel comprar 66 lotes e

sobram R$1000,00 (sem considerar taxas de transagao e impostos).

No dia seguinte o valor da acdo passa a ser R$16,00. Ao final do segundo dia, a
venda dos 66 lotes da agao A (R$1600,00 cada) gera R$105600,00 e somando com os
R$1000,00 que sobraram tem-se R$106600,00. Ainda no segundo dia, o algoritmo sugere
a compra da acao B, que vale R$10,00. Dessa forma sdo comprados 106 lotes da acao e
sobram R$600,00.

No terceiro dia, a acdo B sobre para R$11,00. A venda dos lotes da acao B gera
R$116600,00 e somando com os R$600,00 restantes tem-se R$117200,00.
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Para o mesmo caso o retorno cumulativo é de:

” Cisr — C, 16 — 15 11— 10
H(H“T):(H ) (L =) = L0667+ L1 = 11733 (5.4)

A Tabela 14 faz uma comparacao entre o retorno cumulativo e uma simulagdo com

um investimento inicial de R$100000,00 para o exemplo descrito anteriormente.

Tabela 14 — Comparacao entre retorno cumulativo e simulagdo com investimento inicial

determinado
Momento Acao | Preco de | prego de | Retorno Capital
vendida | compra | venda | cumulativo | (simulagao)
Final do primeiro dia - 1 R$100000,00

Final do segundo dia A R$15,00 | R$16,00 1.0667 R$106600,00
Final do terceiro dia B R$10,00 | R$11,00 1.1733 R$117200,00

Como pode ser observado, ha uma pequena diferenga entre os ganhos gerado na
simulacao (17,2%) e no retorno cumulativo (17,33%). Assim como também, simulagbes com
capitais iniciais diferentes podem gerar resultados diferentes. O retorno cumulativo porém,

¢ uma medida mais generalizada, nao estando ligada diretamente ao capital investido.

5.3 Resultados usando TOPSIS

5.3.1 Estratégias usadas para comparacao

Para avaliar a selecdo de ativos feito pelo TOPSIS, uma estratégia de selecao
aleatoria é utilizada para comparacao. Nessa estratégia, a cada dia é escolhido um ativo
aleatoriamente. Para gerar medidas estatisticas como média e desvio padrao, a estratégia

foi executada 1000 vezes.

A taxa de retorno gerada pela selecao feita pelo TOPSIS é comparado com o
retorno do indice Bovespa no mesmo periodo de negociacao. O indice Bovespa é formado
por uma carteira tedrica das a¢des mais negociadas no mercado brasileiro e que tem o
objetivo de representar o desempenho médio das agoes mais representativas do mercado
(BM&FBOVESPA, 2018). A estratégia aleatéria também foi utilizada para comparagao

em termos de retorno percentual.

5.3.2 Aplicacdo para o ano de 2016

Uma das etapas mais importantes na utilizacdo do TOPSIS ¢ a escolha dos critérios,
uma vez que eles influenciam fortemente o resultado final do algoritmo. Foram testadas

todas as combinacgoes dos indicadores utilizados e os resultados foram comparados com
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o indice Bovespa e a estratégia aleatoéria, em termos de acurdcia de selecao e retorno

percentual, como apresentado na Tabela 15.

Tabela 15 — Resultados da aplicagdo do TOPSIS para o ano de 2016

Método Critérios Acuracia Retorno percentual
TOPSIS RSI, est. K 49.39% 66.48%
TOPSIS RSI, est. D 43.72% 14.36%
TOPSIS RSI, CCI 53.85% 134.84%
TOPSIS est. K, est. D 54.25% 141.61%
TOPSIS est. K, CCI 57.89% 248.39%
TOPSIS est. D, CCI 57.89% 326.77%
TOPSIS RSI, est. K, est. D 49.39% 50.16%
TOPSIS RSI, est. K, CCI 55.87% 222.13%
TOPSIS RSI, est. D, CCI 52.63% 89.06%
TOPSIS est. K, est. D, CCI 58.30% 269.73%
TOPSIS | RSI, est. K, est. D, CCI 53.44% 133.70%
Aleatério - 51.864+2.73% 55.15459.94%
Ibovespa - - 42.91%

5.3.3 Anilise dos critérios utilizados para o TOPSIS

Como esperado, o uso de diferentes critérios altera os resultados do TOPSIS. No
entanto, ¢ possivel observar que alguns indicadores impactam positivamente os resultados

e outros negativamente.

O indicador CCI esta presente nos melhores resultados tanto em acuracia quanto
em retorno. Ao utilizar todos os indicadores, por exemplo, a acurdcia é de 53,44% e o
retorno é de 133, 70%. Ao retirar o indicador CCI, a acurécia cai para 49, 39% e o retorno
para 50, 16%.

Por outro lado, o indicador RSI esta presente nos piores resultados do algoritmo.
Ao retirar apenas esse indicador, a acuracia da técnica sobe para 58,30% e o retorno para
269, 73%.

Nem sempre os indicadores se comportam de acordo com o seu tipo de critério, por
exemplo, quando um indicador do tipo custo tem um valor baixo, a acao deveria subir no
dia seguinte. Entretanto, a maximizacao ou minimizacao dos indicadores nem sempre tem
uma relacao direta com o comportamento futuro do prego da acao. Esse fato é ilustrado

através de histogramas na Figura 8.

Os histogramas foram construidos com base nos valores dos indicadores para todas
as b0 acdes. No eixo horizontal estao as faixas de valores para os indicadores e, no eixo
vertical estd a frequéncia dos mesmos, ou seja, a quantidade de vezes que ocorreram.

Para cada faixa de valor hé duas classes: alta (representada pela barra verde) e baixa
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Figura 8 — Histogramas dos indicadores

(representada pela barra vermelha). A classe ’alta’ representa os casos em que a¢ao sobe
no dia seguinte. Por exemplo, uma ac¢ao tinha o prego de fechamento de 20 reais e o valor
do RSI era 25 no dia t e, no dia seguinte o preco de fechamento sobe para 21 reais. Nesse
caso, o RSI serd contabilizado para a classe 'alta’ na terceira faixa de valor (20 a 30) do

histograma do indicador. A classe "baixa’ ocorre de forma contraria a classe ’alta’.

No histograma do RSI é possivel observar que, quando o valor do indicador esta
abaixo de 20 (primeiras duas faixas), o nimero de ocorréncias das classes ’alta’ e 'baixa’
sao proximos, com uma leve vantagem da tltima. O mesmo ocorre para as ultimas duas
faixas. O ideal para o TOPSIS seria que, nas primeiras classes houvesse uma dominancia

da classe ’alta’.

Ja no histograma do estocastico K, pode-se notar um certo dominio da classe ’alta’
para as trés primeiras faixas. Isso mostra que, o indicador consegue, de certa forma, se

adequar ao critério do tipo custo. Com isso, ele auxilia no desempenho do TOPSIS.
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O indicador estocéastico D, apresenta um histograma parecido com o estocéastico K.
Nas quatro primeiras faixas, ha um nimero um pouco maior de ocorréncias da classe ’alta’.

Como o indicador anterior, ele consegue uma certa adequacao ao critério do tipo custo.

O histograma do indicador CCI apresenta quantidades significativas apenas da
segunda a sétima faixa. Nas faixas iniciais (segunda e terceira), a classe ’alta’ é mais

frequente. Sendo assim, ele é, em certa medida, compativel com o critério de custo.

De forma geral, a frequéncia das duas classes nas diversas faixas de valores dos
indicadores sdo quase proporcionais. Essa proporcionalidade dificulta a adequacao dos
indicadores aos tipos de critérios do TOPSIS. Indicadores que se mostram mais apropriados

ao seu tipo de critério, tendem a melhorar o resultado do método.

Foi feita também outra analise em forma de histograma, porém, agora em relagao

ao coeficiente de proximidade relativa do TOPSIS, como mostrado na Figura 9.
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Figura 9 — Histograma do coeficiente de proximidade relativa

O histograma segue o mesmo padrao dos anteriores, porém, as faixas de valores
sao as saldas dos TOPSIS para cada acdo em cada dia. Assim como nos histogramas dos
indicadores técnicos, o resultado nao € o ideal, ou seja, deveria haver a dominancia da classe
‘alta’ nas faixas superiores, e o contrario nas faixas inferiores. Entretanto é importante
ressaltar que as faixas mais importantes sdo as superiores, pois a acao selecionada a cada
dia é sempre a de maior coeficiente de proximidade relativa. Nessa simulagao, os valores dos
coeficientes para as agoes que foram selecionadas para compra, sempre se concentraram em
uma das duas ultimas faixas. Nessas faixas, nota-se um relativo predominio da classe ’alta’,

justificando assim o desempenho positivo do TOPSIS na selecao de a¢oes para compra.

5.4 Resultados usando TOPSIS + EMD-ELM

A primeira parte do método tem o objetivo de selecionar a melhor acao dentre as
disponiveis. Para isso é utilizada a técnica TOPSIS com indicadores da analise técnica

como critérios. Os melhores resultados da técnica foram com a utilizagdo dos critérios
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estocastico K e D e CCI (melhor acuracia) e com a utilizagdo de apenas estocéstico D e
CCI (melhor retorno).

A segunda parte do método é responsavel por confirmar ou nao a compra da
acao selecionada pelo TOPSIS. Entretanto, o algoritmo EMD-ELM tem parametros
importantes a serem definidos: a quantidade de amostras utilizadas para treinamento a
cada dia (tamanho da janela de treinamento), o niimero de atrasos utilizados como entrada

para a ELM e a quantidade de neurdnios da camada intermediaria para a ELM.

O ntmero de atrasos e a quantidade de neurdnios foram definidos empiricamente
como 6 e 20, dado que foi constatado através de simulagdes que esses parametros nao

apresentaram grande influéncia nos resultados.

O parametro de maior influéncia ¢ o tamanho da janela de treinamento. Ele foi
testado na faixa de 20 a 400 variando o valor de 10 em 10. Os testes foram realizados
utilizando o TOPSIS com os dois conjuntos de critérios com melhores resultados para o ano

de 2016, descritos anteriormente, e um terceiro conjunto que utiliza todos os indicadores.

Os resultados utilizando TOPSIS, com os critérios estocastico K e D e CCI para

selecao, sao mostrados na tabela 16.

O melhor resultado alcangado para a acuracia foi utilizando uma janela de treina-
mento de 270 dias para o EMD-ELM, no qual sdo feitas 100 negociacoes, sendo 66% com

lucro. O melhor retorno é gerado com uma janela de 370 dias, atingindo 132.79%.

Os resultados utilizando TOPSIS com os critérios estocastico D e CCI para selecao,
sao mostrados na tabela 17. Nesse caso, os melhores resultados tanto de retorno quanto
de acuracia, sao conseguidos utilizando uma janela de treinamento de 50 dias. Sao feitas

79 negociacoes, sendo que 65.82% sao lucrativas, gerando assim um retorno de 135.89%.

Os resultados utilizando TOPSIS, com todos os indicadores do conjunto como

critérios, sdo mostrados na tabela 18.

O TOPSIS, com os quatro indicadores como critérios, apresenta resultados inferiores
as configuracoes anteriores. A melhor acuracia é alcancada com uma janela de 50 dias e o

melhor retorno com uma janela de 290 dias.

5.5 Regras de negociacdo da analise técnica

A terceira parte do método se baseia em regras de negociacao provindas dos
indicadores técnicos. Foram testados varios indicadores técnicos individualmente, além
da combinacao deles. Foram selecionadas duas combinagoes do método que apresentaram
a melhor acuracia e melhor retorno. A primeira configuracao utiliza o TOPSIS tendo
estocéastico K e D e CCI como critérios e o EMD-ELM tendo a janela de treinamento com

270 amostras, 6 atrasos e 20 neurénios. A segunda configuracao tem o TOPSIS com os
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Tabela 16 — Resultados do TOPSIS (K-D-CCI) + EMD-ELM para o ano de 2016

Janela | Negociagoes | Negociagoes | Acurdcia | Retorno percentual | Tempo (s)
com lucro de execucao
20 78 44 56.41 6.78 4.6
30 70 38 54.29 0.23 5.2
40 78 42 53.85 44.13 5.5
50 68 43 63.24 78.68 5.7
60 71 43 60.56 49.63 5.7
70 75 47 62.67 57.95 6.1
80 86 54 62.79 73.19 6.3
90 91 53 58.24 53.31 6.6
100 89 51 57.30 44.51 6.7
110 94 55 58.51 81.59 6.9
120 82 50 60.98 66.91 7.0
130 85 54 63.53 72.28 7.0
140 79 46 58.23 30.09 7.0
150 82 50 60.98 54.64 7.3
160 92 52 56.52 11.74 7.4
170 87 54 62.07 61.94 7.6
180 97 54 55.67 25.49 7.7
190 91 53 58.24 19.97 7.9
200 90 50 55.56 64.05 7.9
210 96 55 57.29 30.46 8.0
220 105 65 61.90 86.30 8.0
230 89 56 62.92 85.85 8.3
240 86 51 59.30 58.13 8.5
250 101 62 61.39 91.45 8.5
260 89 50 56.18 18.62 8.5
270 100 66 66.00 89.81 8.6
280 104 60 57.69 63.16 8.6
290 95 59 62.11 63.31 8.8
300 105 63 60.00 65.96 8.8
310 100 64 64.00 93.60 9.1
320 116 73 62.93 71.80 9.1
330 101 62 61.39 96.31 9.3
340 117 71 60.68 83.96 9.5
350 119 70 58.82 63.92 9.7
360 104 63 60.58 36.01 9.7
370 111 69 62.16 132.79 9.7
380 110 65 59.09 67.83 9.9
390 120 69 57.50 42.80 9.9
400 115 73 63.48 85.81 9.9

critérios estocastico D e CCI e EMD-ELM com janela de treinamento de 50, 6 atrasos e

20 neurodnios.

5.5.1 Regras utilizando apenas um indicador

As primeiras regras de negociagao utilizam apenas o sinal de um indicador. Se o
indicador sinalizar compra, entao é confirmada a compra da ac¢ao. Por exemplo, a primeira
regra nomeada como RSI é dada da seguinte forma: "se o sinal do indicador RSI é compra

entao a decisdo é compra". Os resultados sdo mostrados na Tabela 19.
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Tabela 17 — Resultados do TOPSIS (D-CCI) + EMD-ELM para o ano de 2016

Janela | Negociagoes | Negociagoes | Acurdcia | Retorno percentual | Tempo (s)
com lucro de execucao
20 76 46 60.53 70.03 4.4
30 76 39 51.32 -4.03 5.0
40 78 42 53.85 57.32 5.4
50 79 52 65.82 135.89 5.5
60 78 50 64.10 73.71 5.7
70 81 49 60.49 76.14 6.0
80 93 58 62.37 77.87 6.2
90 93 55 59.14 79.28 6.5
100 91 55 60.44 94.33 6.6
110 92 57 61.96 116.93 6.7
120 84 49 58.33 55.59 6.9
130 87 56 64.37 98.80 7.0
140 80 47 58.75 44.41 7.1
150 81 47 58.02 64.21 7.2
160 93 51 54.84 25.92 7.4
170 80 48 60.00 30.51 7.4
180 95 50 52.63 18.23 7.6
190 90 48 53.33 0.71 7.6
200 88 48 54.55 53.17 7.8
210 90 51 56.67 32.20 8.0
220 103 61 59.22 93.69 8.0
230 86 55 63.95 84.27 8.4
240 86 51 59.30 57.76 8.4
250 100 59 59.00 77.59 8.5
260 87 48 55.17 25.11 8.5
270 92 58 63.04 86.98 8.7
280 96 54 56.25 64.78 8.7
290 92 53 57.61 55.10 8.8
300 106 61 57.55 72.64 9.0
310 98 58 59.18 82.67 9.1
320 110 65 59.09 61.47 9.1
330 98 58 59.18 89.72 9.4
340 116 66 56.90 72.52 94
350 111 63 56.76 74.20 9.5
360 106 64 60.38 67.72 9.7
370 108 63 58.33 120.21 9.7
380 111 62 55.86 68.61 9.8
390 128 71 55.47 54.01 9.9
400 114 68 59.65 93.67 9.9

A maioria dos casos apresentou menos de 10 negociagoes. A utilizagao da regra KD
foi a que apresentou mais negociagdes e também o melhor retorno (segunda configuracao,
com 36.16%).
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Tabela 18 — Resultados do TOPSIS (RSI-K-D-CCI) + EMD-ELM para o ano de 2016

Janela | Negociacgoes | Negociagoes | Acurdcia | Retorno percentual | Tempo (s)
com lucro de execucao
20 94 49 52.13 7.24 4.5
30 89 48 53.93 59.15 5.2
40 87 45 51.72 33.60 5.3
50 73 44 60.27 73.43 5.7
60 70 40 57.14 41.31 5.9
70 72 39 54.17 20.03 6.2
80 79 45 56.96 51.59 6.3
90 93 51 54.84 25.76 6.7
100 90 48 53.33 26.24 6.7
110 95 53 55.79 23.51 6.9
120 82 43 52.44 16.83 6.9
130 81 47 58.02 27.35 7.1
140 80 42 52.50 9.70 7.4
150 76 43 56.58 45.47 7.5
160 96 48 50.00 6.92 7.5
170 74 38 51.35 23.89 7.6
180 81 40 49.38 1.30 7.7
190 78 38 48.72 18.14 8.0
200 7 41 53.25 75.34 8.0
210 91 47 51.65 22.04 8.1
220 98 53 54.08 59.66 8.1
230 87 50 57.47 78.37 8.4
240 77 43 55.84 60.29 8.4
250 86 47 54.65 38.54 8.5
260 81 43 53.09 14.08 8.6
270 88 53 60.23 51.19 8.8
280 89 48 53.93 57.71 8.8
290 84 50 59.52 80.60 8.9
300 101 59 58.42 69.97 8.9
310 100 54 54.00 50.70 9.2
320 100 54 54.00 22.17 9.3
330 101 57 56.44 56.97 9.5
340 111 57 51.35 -2.27 9.5
350 112 56 50.00 11.68 9.7
360 104 55 52.88 10.02 9.7
370 106 58 54.72 66.07 9.7
380 110 60 54.55 23.19 9.8
390 119 63 52.94 7.05 9.9
400 117 66 56.41 23.90 9.9

5.5.2 Regras utilizando dois indicadores

Indicadores podem ser combinados para gerar sinais de negociagao. Nesse caso, a
combinagao deles foi feita pelo conector OU. Assim, se um dos indicadores confirmar a

compra de uma acao, entao ela é realizada. Por exemplo, a regra "RSI ou K"é entendida
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Tabela 19 — TOPSIS (RSI-K-D-CCI) + EMD-ELM + regras

Critérios | janela | Regra | Negociagbes | Negociagoes | Acurdcia | Retorno | Tempo (s)
com lucro de execugao
K-D-CCI | 270 RSI 3 3 100.00 2.90 9.0
D-CCI 50 RSI 4 3 75.00 2.54 6.0
K-D-CCI | 270 K 7 4 57.14 4.90 9.1
D-CCI 50 K 4 3 75.00 12.41 5.9
K-D-CCI | 270 D 1 1 100.00 7.53 9.0
D-CCI 50 D 1 1 100.00 7.53 5.9
K-D-CCI | 270 KD 15 8 53.33 1.90 8.9
D-CCI 50 KD 19 12 63.16 36.16 5.8
K-D-CCI | 270 CCI 3 2 66.67 1.56 9.0
D-CCI 50 CCI 6 3 50.00 5.86 5.8
K-D-CCI | 270 BB 6 5 83.33 7.69 8.9
D-CCI 50 BB 8 6 75.00 10.99 5.9

como: "se sinal do RSI é compra ou sinal do estocastico K é compra entao decisao é

compra'. Os resultados sao mostrados na Tabela 20.

Utilizando regras compostas o niimero de negociagoes aumentou. O melhor resultado
alcancado foi utilizando a regra "KD ou BB'na segunda configuracao, atingindo 51.26%
de retorno tendo 66.67% de negociagoes lucrativas. Em termos de acuracia os melhores
resultados foram utilizando a regra "RSI ou D", entretanto o niimero de negociagoes é

pequena.

5.6 Resultados para o ano de 2017

A partir dos experimentos para o ano de 2016, foram selecionadas as configuragoes
que apresentaram melhores resultados. O método foi testado de maneira sequencial, ou
seja, primeiro apenas com TOPSIS, depois adicionando EMD-ELM e, entao, finalizando

com as regras de negociagao dos indicadores.

O TOPSIS foi aplicado com base nos melhores critérios encontrados para o ano de
2016. As configuracoes usadas foram as que apresentaram melhor retorno e melhor acuracia.
Além disso, foi utilizado também o TOPSIS com todos os indicadores, a estratégia aleatoria

e o indice Bovespa para comparacao. Os resultados sao apresentados na Tabela 21.

Assim como no ano anterior, a selecao feita pelo TOPSIS superou a sele¢ao aleatéria
e o indice Bovespa. A configuragao com os indicadores estocéastico D, CCI e estocastico
K apresentou o melhor resultado. O TOPSIS que utiliza estocastico D e CCI, o qual
apresenta melhor retorno para o ano de 2016, nao conseguiu manter o melhor desempenho
para 2017. Entretanto, manteve a acuracia competitiva com as outras configuracoes. O
desempenho dos métodos, exceto o aleatério, pode ser observado ao longo do ano, em

termos de retorno, como mostrado na Figura 10.
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Tabela 20 — TOPSIS (RSI-K-D-CCI) + EMD-ELM + regras
Critérios | janela Regra Negociagoes | Neg ¢/ | Acurdcia | Retorno | Tempo (s)
lucro de execucao
K-D-CCI | 270 RSI ou K 9 6 66.67 5.42 9.0
D-CCI 50 RSI ou K 9 7 77.78 16.46 5.8
K-D-CCI | 270 RSI ou D 4 4 100.00 10.64 9.0
D-CCI 50 RSI ou D 6 5 83.33 11.40 5.8
K-D-CCI | 270 RSI ou KD 17 10 58.82 4.61 8.8
D-CCI 50 RSI ou KD 22 14 63.64 39.30 5.8
K-D-CCI | 270 | RSI ou CCI 6 5 83.33 4.50 8.8
D-CCI 50 RSI ou CCI 10 6 60.00 8.55 5.8
K-D-CCI | 270 RSI ou BB 8 7 87.50 10.56 8.8
D-CCI 50 RSI ou BB 13 9 69.23 11.66 5.7
K-D-CCI | 270 KouD 7 4 57.14 4.90 8.9
D-CCI 50 KouD 4 3 75.00 12.41 5.7
K-D-CCI 270 K ou KD 18 11 61.11 13.96 9.1
D-CCI 50 K ou KD 21 14 66.67 50.36 5.8
K-D-CCI | 270 K ou CCI 9 ) 55.56 6.35 8.8
D-CCI 50 K ou CCI 10 6 60.00 19.00 5.7
K-D-CCI | 270 K ou BB 13 9 69.23 12.98 8.8
D-CCI 50 K ou BB 11 8 72.73 21.48 5.7
K-D-CCI | 270 D ou KD 16 9 56.25 9.57 8.9
D-CCI 50 D ou KD 20 13 65.00 46.41 5.7
K-D-CCI | 270 D ou CCI 4 3 75.00 9.20 8.9
D-CCI 50 D ou CCI 7 4 57.14 13.83 5.7
K-D-CCI | 270 D ou BB 7 6 85.71 15.80 8.9
D-CCI 50 D ou BB 10 7 70.00 16.15 5.8
K-D-CCI | 270 | KD ou CCI 16 9 56.25 3.79 8.8
D-CCI 50 KD ou CCI 21 14 66.67 39.97 5.8
K-D-CCI | 270 KD ou BB 19 11 57.89 7.34 8.8
D-CCI 50 KD ou BB 24 16 66.67 51.26 6.0
K-D-CCI | 270 | CCIou BB 9 7 77.78 9.37 9.0
D-CCI 50 CCI ou BB 15 9 60.00 14.35 5.9
Tabela 21 — Resultados do TOPSIS para o ano de 2017
Método | Critérios Acurécia Retorno percentual
TOPSIS | est. D, CCI 55.10% 44.17%
TOPSIS | est. K, est. D, CCI 55.92% 86.31%
TOPSIS | Todos 51.84% 43.97%
Aleatério | - 51.064+2.75% 30.50435.53%
Ibovespa | - - 28.21%

A seguir é adicionada a segunda parte do método, o EMD-ELM, para confirmagao
da compra da acao selecionada pelo TOPSIS. Novamente foram testadas as configuracoes
como melhor acuracia e melhor retorno. A primeira configuragao utiliza o TOPSIS tendo
estocéastico K e D e CCI como critérios e o EMD-ELM tendo a janela de treinamento com

270 amostras, 6 atrasos e 20 neurénios. A segunda configuragao tem o TOPSIS com os



5.6. Resultados para o ano de 2017 69
100 -
TOPSIS (D - CCI)
TOPSIS (K - D - CCI)
TOPSIS (todos)
Ibovespa
=
=2
=
<
=2
<
i=5
=]
E
2
=
50 . . . .
o 50 100 150 200 250

tempo (em dias)

Figura 10 — Retorno percentual dos métodos ao longo do ano de 2017

critérios estocastico D e CCI e ELM-ELM com janela de treinamento de 50, 6 atrasos e 20

neuronios. Os resultados sao apresentados na Tabela 22.

Tabela 22 — Resultados TOPSIS+EMD-ELM para o ano de 2017

Critérios | janelas | Negociagdes | Negociagoes | Acurdcia | Retorno | Tempo (s)
com lucro de execucao
K-D-CCI 270 96 57 59.38% | 49.28% 9.0
D-CCI 50 80 44 55% 4.87% 6.2

A primeira configuragao apresentou os melhores resultados, tanto em retorno quanto

em acuracia. Ao acrescentar EMD-ELM, ha um aumento no percentual de negociagoes

com lucro, entretanto o retorno diminui.

Finalmente, é simulado o método com as trés partes. Foi adicionada as duas

configuragoes testadas anteriormente, uma regra de negocia¢ao provinda dos indicadores

técnicos. A regra escolhida para a primeira configuracao foi a combinacao do estocastico

D com o cruzamento das linhas do estocéastico (KD). Para a segunda combinagao foi

escolhida a combinacao de bandas de Bollinger (BB) com a intersecgdo das duas linhas do

estocastico (KD). Os resultados sao apresentados na Tabela 23.

Tabela 23 — Resultados TOPSIS+EMD-ELM+regras para o ano de 2017

Critérios | janela Regra Negociagoes | Neg ¢/ | Acurdcia | Retorno | Tempo (s)
lucro de execugao
K-D-CCI | 270 D ou KD 19 9 47.37 -3.83 9.0
D-CCI 50 KD ou BB 24 11 45.83 -2.61 6.3

A terceira parte do método, embora tenha melhorado a acuracia para o ano de

2016, no ano de 2017 os resultados foram piores tanto em acuracia quanto em retorno.
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5.7 Analise dos resultados

Em 2016, o TOPSIS, na maioria dos casos, conseguiu superar a selecao aleatoria
e o indice Bovespa, tanto em acuracia (exceto no indice Bovespa, para o qual nao é
possivel calcular acurdcia) quanto em retorno. A configuragdo com melhor acuracia foram:
estocdstico D, estocastico K e CCI, atingindo 58.30%. J4 para o retorno, a melhor
configuracao utiliza estocastico D e CCI, alcancando 326.77%. Nas diversas configuragoes
de critérios, somente em uma que ele nao supera o indice Bovespa. E importante notar
que, nem sempre a melhor acuracia gera o melhor retorno. Uma sele¢ao com baixo lucro é

contabilizada como acerto da mesma forma que outra com alto lucro.

A escolha dos critérios corretos tem grande influéncia sobre o resultado da selegao
feita pelo TOPSIS. Por meio dos resultados é possivel observar que alguns indicadores

parecem gerar melhores resultados quando utilizados, como o CCI.

Com base na avaliacao das diversas combinagoes de indicadores para o ano de
2016, foi possivel escolher boas configuragoes para o ano de 2017. O TOPSIS continua
apresentando melhores resultados em termos de acuracia e retorno. O retorno em 2017

porém, nao é tao alto quanto em 2016, mas ainda assim é consideravel.

A segunda parte do método, o EMD-ELM, tem a fun¢ao de confirmar se a acao
selecionada pelo TOPSIS deve ser comprada. Por isso, o EMD-ELM as vezes recusa a
compra de uma agao e, consequentemente, isso reduz o nimero de negociagoes. No entanto,
nem sempre essa rejeicao esta correta, reduzindo assim o niimero de operagoes com lucro.

Dessa forma, o retorno foi menor, porém a confiabilidade das operacoes aumentou.

Um fator importante para o EMD-ELM foi determinar o tamanho da janela
de treinamento. Esse parametro é muito importante, pois a tendéncia detectada pelo
EMD para um més pode ser diferente da de um ano por exemplo. Foram testadas varias
configuracoes para o tamanho da janela de treinamento, para trés configuracoes do TOPSIS

testadas anteriormente no ano de 2016.

A maior acurécia foi alcangada utilizando o TOPSIS com os critérios estocastico
K e D e CCI e uma janela de 270 dias. Nesse casso o EMD-ELM conseguiu aumentar
a acuracia de 58.3% (utilizando apenas o TOPSIS) para 66%. O retorno porém caiu de
269.73% para 89.81%.

Ja o melhor retorno foi conseguido através do uso do TOPSIS com os critérios
estocastico D e CCI e uma janela de 50 dias. Entretanto, em relacao a utilizagdo somente
do TOPSIS, houve uma redugao de 326.77% para 132.79%. Porém, a acurdcia aumentou
de 57.89% para 65.82%.

Utilizando as duas configuragoes citadas acima para o ano de 2017, o comportamento

permaneceu semelhante a 2016, em relacdo ao uso somente do TOPSIS. Utilizando o



5.7. Andlise dos resultados 71

EMD-ELM com a janela de 270 dias, a acurécia sobe de 55.92% para 59.3% e o lucro cai
de 86.31% para 49.28%. J4 utilizando a segunda configuracao, com janela de 50 dias, a

acurdcia permanece praticamente no mesmo caindo de 55.1% para 55% e o retorno cai de
44.17% para 4.87%.

Com a utilizacao das regras de negociagao provinda dos indicadores da analise
técnica, o método atinge uma alta acuracia em 2016, embora tenham o retorno reduzido.
No entanto, para o ano de 2017, as regras reduzem tanto a acuracia quanto o retorno do

método.

Quanto ao tempo, o algoritmo leva em torno de 4 a 10 segundos para realizar o
processamento de um ano inteiro. Isso significa que ele pode ser aplicado também a escalas
de tempo de negociagdo bem menores do que a de um dia, como de minutos e até mesmo

de segundos.

Uma comparacao direta com resultados de trabalhos similares é dificil, devido ao
fato de utilizarem cenarios e abordagens diferentes. No entanto, objetivando posicionar os

resultados obtidos nesse trabalho, apresentamos aqui alguns deles a seguir.

Vargas, Lima e Evsukoff (2017) utilizaram métodos de aprendizagem profunda,
para predizer a direcdo do movimento do indice S&P500, tendo usado como entrada

indicadores técnicos e titulos de noticias. A metodologia conseguiu 62.03% de acertos.

Nelson, Pereira e Oliveira (2017) utilizaram Long-Short term memory (LSTM)
para predicao da tendéncia dos precos de agoes do mercado brasileiro, baseado em pregos
historicos e indicadores técnicos. Eles utilizaram o intervalo de tempo de 15 minutos, e

conseguiram uma acurdcia média de 55.9%.

Kara, Boyacioglu e Baykan (2011) utilizaram redes neurais artificiais e support
vector machine (SVM) para predizer o movimento do ISE (Istanbul Stock Exchange). Nos
resultados experimentais a rede neural alcancou em média 75.74% e a SVM 71.52% de

acuracia.
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6 Conclusao

Neste trabalho foi desenvolvido um método hibrido para negociacao de acgoes
combinando TOPSIS, EMD, ELM e anélise técnica. O método foi construido de forma
incremental, comecando apenas com a técnica TOPSIS, adicionando o modelo hibrido

EMD-ELM e finalizando com regras de negociacao da analise técnica.

O TOPSIS é responsavel por selecionar a agdo mais apta para compra dentre um
conjunto de agdes. O modelo hibrido EMD-ELM ¢ responsavel por confirmar ou recusar a
compra da agdo. O EMD decompde a série, extraindo a componente principal, e o ELM
classifica a tendéncia da mesma. Por tiltimo, uma segunda confirmacao é feita por meio de

regras provindas de indicadores técnicos.

O método foi testado no mercado brasileiro, para um ambiente de 50 agoes. Os
dados foram coletados com base nos anos 2016 e 2017. Os dados de 2016 foram utilizados

para configurar os parametros do método.

A selecao feita pelo TOPSIS foi comparada com a selegao aleatéria e o indice
Bovespa. As métricas usadas foram o percentual de negociagdes com lucro e o retorno
gerado. O TOPSIS conseguiu bons resultados para 2016, superando os outros dois métodos
na maioria dos casos. A técnica é muito influenciada pelos critérios utilizados. Alguns

critérios como CCI, mostraram uma melhora consideravel nos resultados.

A partir dos indicadores utilizados como critérios, selecionados com base no ano de

2016, a técnica continuou apresentando bons resultados para 2017.

A confirmacao da compra pelo EMD-ELM aumentou o percentual de negociagoes
com lucro, porém reduziu o nimero total de negociagbes. O método também apresentou
uma reduc¢ao no retorno. O tamanho da janela de treinamento tem grande influéncia sobre

o método.

Por ultimo, a utilizacao de regras de negociacao de analise técnica acabou nao
trazendo melhorias para o método. Embora tenha mostrado conseguir bons percentuais de
negociagoes com lucro para o ano de 2016 (embora realizando poucas negociagoes), nao

trouxe melhoria em nenhum quesito para 2017.

O modelo proposto, consegue analisar varias agoes ao mesmo tempo. Com isso,
ha uma base mais ampla para a tomada de decisdo. A decisdo nao é somente em que

momento comprar uma ag¢ao, mas qual acdo comprar.

O modelo, principalmente em relacao ao TOPSIS e ao EMD-ELM se mostrou
promissor. Com base nisso, trabalhos futuros podem incorporar diferentes técnicas a eles

ou mesmo modificar as técnicas utilizadas nele. Outros métodos de tomada de decisao,
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assim como outros tipos de redes neurais podem ser testados. Além disso, a logica fuzzy

poderia substituir regras convencionais de indicadores técnicos.

Uma observacao interessante, é que, a medida em que sdo utilizados métodos para
confirmar a compra de ag¢oes, menos negociacoes sao feitas, aumentando o tempo entre
uma compra e outra. As vendas, neste trabalho, sempre ocorrem no dia seguinte a compra.
No entanto, um sistema de tomada de decisao para venda seria interessante nessa situacao,

pois poderia definir um ponto mais propicio para a venda.
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