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CENTRO TECNOLÓGICO
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NO Óxido nı́trico
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RESUMO

A poluição atmosférica tem afetado de forma significativa os seres vivos, mesmo quando seus
valores estão abaixo do permitido pelas entidades regulamentadoras. Neste sentido, as questões
relativas à qualidade do ar têm se tornado cada vez mais importantes, uma vez que vários
problemas de saúde decorrem da poluição atmosférica. Dessa forma, diversos estudos apli-
cado técnicas de análise de séries temporais têm sido realizados, com o intuito de contribuir
como ferramentas na tomada de decisões dos agentes públicos e privados no que diz respeito
à prevenção de concentrações elevadas, ao controle da poluição atmosférica e à formulação de
legislações para esse fim. Uma das metodologias estatı́sticas adotadas é a análise espectral,
sendo a mesma utilizada para identificar propriedades do conjunto de dados, como por exem-
plo a sazonalidade. No entanto, observa-se que, entre os estudos que têm adotado esta técnica,
uma caracterı́stica comum é negligenciar a presença de dados faltantes (missing data), que pode
levar à subestimar a precisão dos resultados. Nota-se que nas séries temporais relacionadas à
poluição atmosférica um problema frequente é a presença de dados faltantes, geralmente de-
vido a falhas dos equipamentos de monitoramento. Assim, este documento concentra-se no
estudo de metodologias usadas para estimar a função de autocorrelação e a densidade espectral
de séries temporais univariadas na presença ou sem dados faltantes. Os estimadores sugeri-
dos são baseadas na metodologia de Amplitude Modulada, proposta por Parzen (1963), e no
periodograma de Lomb-Scargle (LOMB, 1976; SCARGLE, 1982). Além disso, foi proposto
estimadores das funções de autocovariância e autocorrelação de séries temporais, considerando
a conexão entre o domı́nio do tempo e da frequência por meio da relação entre a função de
autocovariância e a densidade espectral. Desta forma, no primeiro artigo desta tese foram apre-
sentados três métodos para estimação da função de autocorrelação de séries temporais univa-
riadas estacionárias na presença de dados faltantes. As propriedades teóricas dos estimadores
foram avaliadas e seus desempenhos para amostras finitas investigados através de um estudo de
simulação numérica. Por fim, foi proposto a aplicação destas metodologias para avaliar uma
série temporal de concentrações de MP10 da Região da Grande Vitória (RGV), Espı́rito Santo,
Brasil, com dados faltantes. No segundo artigo é apresentado um método de estimação para
as funções de autocorrelação e autocovariância de séries temporais considerando a conexão
entre o domı́nio do tempo e da frequência. As propriedades assintóticas do método são ava-
liadas através de estudo de simulação de Monte Carlo para diferentes tamanhos amostrais e
porcentagens de dados faltantes. Já no terceiro artigo, que é a principal contribuição desta tese,
foram propostos dois métodos para estimar a função de densidade espectral de séries temporais
estacionárias na presença de dados faltantes. Foi estudado o efeito da porcentagem de dados
faltantes nos estimadores empregados. Os métodos foram analisados através de simulações e
uma aplicação a dados reais de MP10 monitorados na RGV também foi considerada.

Palavras-chave: Séries Temporais. Análise Espectral. Dados Faltantes. Poluição do Ar. Perio-
dograma de Lomb-Scargle.



ABSTRACT

Air pollution has significantly affected living beings, even when their values ??are below what
is allowed by regulators. In this regard, air quality issues have become increasingly important as
a number of health problems arise from air pollution. In this way, several studies applied time
series analysis techniques have been carried out, aiming to contribute as tools in the decision
making of the public and private agents with respect to the prevention of high concentrations,
the control of air pollution and the formulation legislation for this purpose. One of the sta-
tistical methodologies adopted is the spectral analysis, which is used to identify properties of
the dataset, such as seasonality. However, it is noted that among studies that have adopted this
technique, a common feature is to neglect the presence of missing data, which may lead to un-
derestimation of the accuracy of the results. Note that in the time series related to atmospheric
pollution a frequent problem is the presence of missing data, usually due to the failure of the
monitoring equipment. Thus, this paper concentrates on the study of methodologies used to
estimate the autocorrelation function and the spectral density of univariate time series in the
presence or absence of missing data. The suggested estimators are based on the Amplitude
Modulated methodology, proposed by Parzen (1963), and in the Lomb-Scargle (LOMB, 1976;
SCARGLE, 1982) periodogram. In addition, we proposed estimators of autocovarianance and
autocorrelation functions of time series, considering the connection between the time domain
and frequency by means of the relation between the autocovariance function and the spectral
density. Thus, in the first article of this thesis were presented three methods to estimate the au-
tocorrelation function of univariate stationary time series in the presence of missing data. The
theoretical properties of the estimators were evaluated and their performances for finite sam-
ples investigated through a numerical simulation study. Finally, it was proposed the application
of these methodologies to evaluate a time series of concentrations of PM10 of the Region of
Greater Vitória (RGV), Espı́rito Santo, Brazil, with missing data. The second article presents
an estimation method for the autocorrelation and autocovariance functions of time series con-
sidering the connection between time domain and frequency. The asymptotic properties of the
method are evaluated through a Monte Carlo simulation study for different sample sizes and
percentages of missing data. In the third article, which is the main contribution of this thesis,
two methods were proposed to estimate the spectral density function of stationary time series
in the presence of missing data. The effect of the percentage of missing data on the employed
estimators was studied. The methods were analyzed through simulations and an application to
actual PM10 data monitored at the RGV was also considered.

Keywords: Time series. Spectral Analysis. Missing Data. Air Pollution. Lomb-Scargle Perio-
dogram.
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1 INTRODUÇÃO

A preocupação com os efeitos da poluição do ar veio com o crescimento industrial, iniciado
no perı́odo da Revolução Industrial, que teve inı́cio na Inglaterra, em meados do século XVIII,
devido a alguns episódios de alta concentração de poluentes, episódios esses, que causaram
aumento do número de mortes em algumas cidades da Europa e dos Estados Unidos da América
(EUA). O primeiro desses episódios ocorreu na Bélgica, em 1930, no vale do rio Meuse e
resultou em, aproximadamente, seis mil pessoas com problemas respiratórios e 60 mortes. Anos
mais tarde, em 1948, ocorreu um episódio semelhante ao da Bélgica na cidade de Donora,
(EUA), que resultou em 20 óbitos e na metade da população local hospitalizada (JACOBS;
BURGESS; ABBOTT, 2018). Porém, o terceiro, e mais conhecido entre os grandes desastres
da poluição atmosférica, ocorreu na capital britânica, Londres, no ano de 1952. O episódio
foi marcado por uma intensa inversão térmica, com duração de quatro dias, que acarretou a
morte de quatro mil pessoas por doenças cardı́acas e respiratórias, principalmente bronquite e
pneumonia. O aumento do ı́ndice de mortalidade afetou pessoas de todas as idades, entretanto,
foi maior entre as crianças, com destaque para a mortalidade de recém-nascidos, que quase
duplicou, e de crianças de 1 a 12 meses, a qual mais do que dobrou e, entre os adultos com mais
de 45 anos (LOGAN et al., 1953).

Desde então, o crescimento populacional, principalmente em áreas urbanas, e a intensificação
das atividades de industrialização, aliado ao crescimento da fronta veicular em paı́ses em de-
senvolvimento, têm provocado situações de impacto ambiental que englobam desde problemas
sociais, econômicos e de saneamento básico a poluição atmosférica (BRASSEUR et al., 1999).
O ar poluı́do é uma mistura de partı́culas - material particulado1 (MP) - e gases que são emitidos
para a atmosfera principalmente por indústrias, veı́culos automotivos, termoelétricas, queima
de biomassa e de combustı́veis fósseis (ARBEX et al., 2012). Os poluentes podem ser classi-
ficados em primários e secundários. Os poluentes primários são emitidos diretamente para a
atmosfera, e os secundários são resultantes de reações quı́micas entre os poluentes primários
(BAIRD, 2002; ARBEX et al., 2012). Segundo Vingarzan (2004) e Oltmans et al. (2006) a
industrialização, a urbanização e a queima de combustı́veis fósseis, são os principais fatores
que causam a degradação da qualidade do ar em diversas partes do mundo.

Os principais impactos sobre a saúde pública causados pela poluição atmosférica incluem au-
mento da taxa de mortalidade, aumento da taxa de doenças crônicas, alteração de importantes
funções fisiológicas, aumento no custo das despesas com saúde, diminuição da produtividade
e da qualidade de vida de uma forma geral (MIHELCIC; ZIMMERMAN; AUER, 2014; DE-
RISIO, 2016). Estudos realizados, conforme descrito na sub-seção 3.2, têm mostrado que a
poluição (principalmente por partı́culas inaláveis com diâmetro menor que 2,5 micrômetros

1Conjunto de poluentes constituı́dos de poeiras, fumaças e todo tipo de material sólido e lı́quido que se mantém
suspenso na atmosfera por causa de seu pequeno tamanho.
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(MP2,5), partı́culas inaláveis com diâmetro menor que 10 micrômetros (MP10), monóxido de
carbono (CO), dióxido de enxofre (SO2), óxidos de nitrogênio (NOX) e ozônio (O3)), é um
fator causador de doenças do aparelho respiratório, doenças cardiovasculares, doenças neu-
rológicas, dentre outras. Em relação à poluição do ar, vale frisar que, os efeitos causados ao
meio ambiente e à saúde da população por causa da emissão de poluentes atmosféricos, podem
não ser apenas locais, pois dependem de fatores da região, como o relevo do entorno da fonte
de emissão, as condições meteorológicas e a natureza dos poluentes. Isso significa que, esses
poluentes podem viajar milhares de quilômetros pela atmosfera, distância suficiente para atra-
vessar estados, paı́ses e até fronteiras de continentes, atingindo, assim, comunidades distantes
do ponto de emissão (BERGIN et al., 2005; LEITE et al., 2011).

Em um estudo, publicado no ano de 2018 na revista The Lancet, Landrigan et al. (2018)
afirmaram que durante décadas, a poluição e seus efeitos nocivos sobre a saúde das pessoas,
o meio ambiente e o planeta foram negligenciados tanto pelos governos como pela agenda in-
ternacional de desenvolvimento. Segundo os autores, a poluição é a maior causa ambiental de
doença e morte no mundo de hoje, responsável por cerca de nove milhões de mortes prematuras
em 2015, o que representa, aproximadamente, 16% de todas as mortes. Neste contexto, autores
como Matos (2012) Souza et al. (2014), Freitas et al. (2016), Nascimento et al. (2017), Tufik
et al. (2017), Frauches et al. (2017), entre outros, demonstraram a relação entre poluentes at-
mosféricos na Região da Grande Vitória2 (RGV) e problemas de saúde, o que justifica a escolha
dos dados de poluição atmosférica desta região para o desenvolvimento desta pesquisa.

As mudanças ocorridas na RGV, como a implantação e ampliação de grandes projetos in-
dustriais, aumento dos empreendimentos imobiliários, aumento do consumo de energia e o
aumento da frota veicular, tendem a elevar os ı́ndices de poluição atmosférica, mesmo com
as interposições legais de controle de emissões (MONTE, 2016). Vale mencionar que desde
o inı́cio da década de 1970, a indústria era apontada como a principal fonte de poluição na
RGV. Porém, de acordo com o IEMA (INSTITUTO ESTADUAL DE MEIO AMBIENTE E
RECURSOS HÍDRICOS DO ESTADO DO ESPÍRITO SANTO, 2014), o crescimento da frota
veicular e os empreendimentos imobiliários, têm alterado o perfil da região nos últimos anos.
O inventário de emissões atmosféricas da RGV (ECOSOFT CONSULTORIA E SOFTWARES
AMBIENTAIS, 2011) estimou que os veı́culos e a indústria minero-siderúrgica são os principais
responsáveis pelas emissões de CO e hidrocarbonetos e, a indústria minero-siderúrgica é res-
ponsável por mais de 70% da emissão de SO2 para a atmosfera e por mais de 45% dos óxidos de
nitrogênio (NOx). Além disso, o inventário indicou como principais responsáveis pelos nı́veis
de MP10 a ressuspensão do solo (69,3%), as indústrias (19,6%) e os veı́culos (escapamento e
evaporativa) (3,9%). É importante destacar que, no ano de 2010, a população da RGV era de
cerca de 1.565.393 habitantes que representam, aproximadamente, 45% da população total do
estado do Espı́rito Santo, sendo que, 98,6% dessa população reside em área urbana (INSTI-
TUTO BRASILEIRO DE GEOGRAFIA E ESTATÍSTICA, 2014). Como em áreas urbanas e

2A RGV é composta por cinco municı́pios, a saber: Cariacica, Serra, Viana, Vila Velha e Vitória.
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industriais os ı́ndices de poluição são mais elevados, pode-se inferir que, 45% da polução do
estado foi fortemente afetada pelas emissões de poluição na atmosfera (MONTE, 2016).

Nos estudos recentes relacionados com a poluição do ar, diversos autores, ver sub-seção 3.3,
tem aplicado as técnicas de análise de séries temporais para avaliação de dados de poluição.
Neste contexto, especial atenção tem sido dada aos modelos de séries temporais, principal-
mente, pela necessidade de modelos matemáticos capazes de estimar e prever os nı́veis de po-
luentes na atmosfera em determinada localidade.Vários métodos de modelagem e previsão de
séries temporais estão disponı́veis na literatura, como os autorregressivos (AR), os de médias
móveis (MA), regressão linear com o tempo, suavização exponencial de Holt-Winters, os mo-
delos autorregressivos integrados e de médias móveis (ARIMA) e os modelos autorregressivos
integrados e de médias móveis sazonal multiplicativo (SARIMA), entre outros.

A análise de séries temporais é um tema bem discutido no meio acadêmico. Há, basica-
mente, dois enfoques usados na análise de séries temporais (MORETTIN; TOLOI, 2006). Em
ambos, o objetivo é construir modelos para as séries, com os seguintes propósitos: investigar
o mecanismo gerador da série temporal, fazer previsões de valores futuros da série, descrever
apenas o comportamento da série, procurar periodicidades relevantes da série, entre outros. Em
diversas áreas da ciência, destaca-se o primeiro enfoque em que, a análise é feita no domı́nio
tempo, principalmente, no método proposto pelos estatı́sticos George Box e Gwilym Jenkins na
década de 70. No segundo enfoque, pouco utilizado na análise de séries temporais de poluentes
atmosféricos, a análise é conduzida no domı́nio da frequência3.

Um problema frequente em séries temporais é a presença de dados faltantes4 (missing data),
sobretudo na pesquisa ambiental (XIA et al., 1999), geralmente devido a falhas na aquisição
de dados (PLAIA; BONDÌ, 2006). São vários os motivos que levam a este cenário, dentre
os quais se podem citar: entrada de dados manual, medições feitas de forma incorreta, equi-
pamentos com falhas operacionais e alto custo de coleta de dados (BUUREN; MULLIGEN;
BRAND, 1994; LAKSHMINARAYAN; HARP; SAMAD, 1999; FARHANGFAR; KURGAN;
PEDRYCZ, 2004; FARHANGFAR; KURGAN; PEDRYCZ, 2007; WU; WUN; CHOU, 2004;
COLANTONIO et al., 2010).

É importante frisar que, a análise de dados, incluindo apenas as observações disponı́veis sem
um tratamento estatı́stico para os dados faltantes, pode produzir estimativa falsa da medida de
efeito e subestimar sua precisão (JUNGER, 2008). Na literatura existem diversos métodos para
o tratamento dos dados faltantes em séries temporais (HARTLEY; HOCKING, 1971; BEALE;
LITTLE, 1975; RUBIN, 1976; DEMPSTER; RUBIN, 1977; LITTLE, 1992; SCHAFER, 1997;
JUNGER, 2008; LITTLE; RUBIN, 2014; JUNGER; LEON, 2015). Alguns procedimentos são
simples e acabam produzindo estimativas viesadas e outros, mais sofisticados, dependem de

3A frequência indica a velocidade com que um fenômeno cı́clico se repete. Assim, uma onda de alta frequência
passa do pico ao vale ao pico num curto intervalo de tempo, ou curto perı́odo. Vale ressaltar, que o perı́odo é o
inverso da frequência.

4 Vale dizer que, segundo McKnight et al. (2007), de um modo geral, o termo dados faltantes significa que está
faltando algum tipo de informação sobre o fenômeno em que estamos interessados. Normalmente, são observações
que deveriam ter sido feitas, mas não foram, por algum motivo.
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fortes pressupostos sobre o mecanismo gerador do padrão de dados faltantes e complicadas
implementações computacionais. Rubin (1976) classifica dados incompletos de acordo com
o mecanismo gerador do padrão de valores faltantes em dados “faltantes completamente ao
acaso” ou MCAR (missing completely at random), dados “faltantes ao acaso” ou MAR (missing

at random) e dados “faltantes não ao acaso” ou MNAR (missing non at random).
Uma definição mais formal dos mecanismos de dados faltantes pode ser apresentada consi-

derando um conjunto de dados coletado Y , com m linhas, as quais representam os objetos, n
colunas, as quais representam os atributos, e com yi = (yi1, · · · , yin), onde yij é o valor do
atributo j para o objeto i. Dividido o conjunto de dados Y , em duas partes referentes aos da-
dos observados e aos dados faltantes, tal que Y = (Yobs, Yfal). É preciso também definir uma
matriz R, identificador de dados faltantes, com as mesmas dimensões de Y , em que rij = 1,
se yij é observado, e rij = 1, caso contrário. O mecanismo de dados faltantes é caracterizado
pela distribuição condicional de R dado Y , P (R|Y ), a qual pode ser do tipo MCAR, MAR ou
MNAR (JUNGER, 2008; VERONEZE, 2011; LITTLE; RUBIN, 2014).

A hipótese de MCAR implica que os dados faltantes não dependem dos valores de Y , fal-
tantes ou observados, tem-se P (R|Y ) = P (R), isso significa que a causa que levou aos dados
faltantes é um evento aleatório. Nesse caso, os valores faltantes para uma variável são uma
simples amostra aleatória dos dados dessa variável, ou seja, a distribuição dos valores faltan-
tes é de mesma natureza dos valores observados (GILL et al., 2007; VERONEZE, 2011). Na
hipótese de MAR, os dados faltantes não dependem dos valores de Yfal e apenas dos valores
de Yobs, ou seja, a P (R|Y ) = P (R|Yobs). Neste caso, os valores faltantes de uma variável são
como uma amostra aleatória simples dos dados para essa variável dentro de subgrupos definidos
por valores observados, e a distribuição dos valores faltantes é a mesma que a distribuição dos
valores observados dentro de cada subgrupo (ZHANG, 2003; VERONEZE, 2011). Já quando
a distribuição de R depende dos dados faltantes contidos na matriz Y (Yfal), podendo também
depender dos dados observados, tem-se P (R|Y ) 6= P (R|Yobs), neste caso temos a hipótese
de MNAR (ZHANG, 2003). Esta situação pode acontecer quando a causa dos dados faltantes
numa variável é o próprio valor dela. Os mecanismos MCAR e MAR também são chamados de
ignoráveis, enquanto o mecanismo MNAR é também chamado de não-ignorável. É importante
ressaltar que, segundo McKnight et al. (2007) o termo ignorável não é utilizado para indicar
que os pesquisadores podem ser indiferentes aos dados faltantes.

Vale dizer que, os mecanismos ignoráveis são considerados mais fáceis de lidar, pois seus
efeitos nos modelos estatı́sticos estão disponı́veis para o analista de dados. Ao contrário, quando
o mecanismo é não-ignorável, não existe nenhuma informação dentro do conjunto de dados que
permita modelar e compreender a maneira com que os dados faltantes aconteceram (MCK-
NIGHT et al., 2007; VERONEZE, 2011). Assim, os pressupostos de MAR para o mecanismo
gerador dos dados faltantes podem ser mais realistas em estudos com séries temporais de da-
dos de poluentes, já que esse é o cenário mais provável que se encontra no monitoramento de
poluentes atmosféricos.

Na literatura existem vários métodos disponı́veis para tratar o problema de dados faltantes,
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dentre os quais estão os de imputação única, os de máxima verossimilhança (ML - do inglês
Maximum Likelihood) e os de imputação múltipla. Nos métodos de imputação única, os dados
faltantes são substituı́dos por valores factı́veis. O princı́pio básico dos métodos ML é escolher
como estimativa dos parâmetros aqueles valores que, se verdadeiros, maximizariam a proba-
bilidade de observar o que, de fato, foi observado (ALLISON, 1987; VERONEZE, 2011). Os
métodos de máxima verossimilhança objetivam a estimação dos parâmetros de modelos vincu-
lados à distribuição dos dados. Já a imputação múltipla consiste em três passos, a saber: (i)

São obtidos m bancos de dados completos por meio de técnicas adequadas de imputação; (ii)

Separadamente, os m bancos são analisados por um método estatı́stico tradicional, como se
realmente fossem conjuntos completos de dados; (iii) Os m resultados encontrados no passo ii

são combinados de um jeito simples e apropriado para obter a chamada inferência da imputação
repetida (RUBIN, 1976; NUNES; KLÜCK; FACHEL, 2009). Os resultados dessas análises são
agregados, gerando estimativas únicas para os parâmetros de interesse. Um parâmetro de in-
teresse é uma informação que se deseja conhecer sobre uma população, como por exemplo, a
média populacional.

Entres os trabalhos que desenvolveram metodologias alternativas para a análise de séries
temporais com dados faltantes, destacam-se Toda e McKenzie (1999), Junninen et al. (2004),
Iglesias, Jorquera e Palma (2006), Plaia e Bondı̀ (2006) e Norazian et al. (2008), utilizam a
técnica de imputação para preencher os dados faltantes, já Metaxoglou e Smith (2007), Drake,
Knapik e Leśkow (2014) e Junger e Leon (2015) sugerem a utilização de algoritmos do tipo
Expectation-Maximization (EM) para tratar esse problema. Porém, esta abordagem tem a des-
vantagem de assumir uma distribuição especı́fica (em geral, a normal) para os dados.

Alternativamente, uma abordagem promissora, proposta por Parzen (1963), é constituı́da da
utilização de processos de amplitude modulada, onde a análise é realizada por meio de uma
série temporal alternativa em que as observações presentes são substituı́das por um e as fal-
tantes por zeros. Neste contexto, destacam os trabalhos de Dunsmuir e Robinson (1981b) e
Yajima e Nishino (1999) que estudaram o comportamento assintótico de diferentes estimadores
da função de autocorrelação de processos de memória curta estacionários com dados faltantes.
Baseados na função de densidade espectral assintótica de processos de amplitude modulada,
Dunsmuir e Robinson (1981c) propuseram um estimador de Whittle para coeficientes do mo-
delo ARMA e Dunsmuir e Robinson (1981a) estudaram a distribuição assintótica dessa meto-
dologia. Outras referências que tratam da análise de séries temporais com dados faltantes são
Bloomfield (1970), Bondon (2005), Ghazal e Elhassanein (2006), com destaque para os tra-
balhos de Bondon e Bahamonde (2012) que estudam a estimação de modelos autoregressivos
condicionalmente heterocedásticos e Efromovich (2014) que proporam uma metodologia não
paramétrica de estimação da densidade espectral.

Vale ressaltar que, uma série temporal é composta, em geral, por três componentes não ob-
serváveis, a saber: tendência, sazonalidade e aleatoriedade. A sazonalidade é uma componente
difı́cil de ser modelada, pois é necessário compatibilizar a questão fı́sica do problema em es-
tudo com a questão estatı́stica. Define-se um fenômeno sazonal como aquele que ocorre re-
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gularmente em perı́odos fixos de tempo (LATORRE; CARDOSO, 2001). Na análise de séries
temporais, os modelos ARMA podem ser empregados quando a série em estudo está livre de
tendência e de sazonalidade, os modelos ARIMA são utilizados quando há tendência e, para in-
corporar a componente de sazonalidade, utilizam-se os modelos SARIMA (LATORRE; CAR-
DOSO, 2001; MORETTIN; TOLOI, 2006). Conforme Reisen et al. (2014), os modelos que
descrevem de forma adequada o comportamento fı́sico do dados são essenciais para a previsão
precisa em qualquer área de aplicação. A sazonalidade é um fenômeno caracterı́stico de alguns
poluentes atmosféricos.

O fato das séries temporais apresentarem muitos ciclos de frequências e amplitudes5 diferen-
tes, ou seja, séries com propriedades de não estacionariedade e sazonalidade, é uma oportuni-
dade para analisa-las no domı́nio da frequência. O uso da decomposição de séries temporais via
análise espectral, surgiu como alternativa para indentificação das componentes das frequências
desses ciclos. O espectro mostra a decomposição da variância de uma amostra de dados através
de diferentes frequências. Assim, o espectro descreve as propriedades cı́clicas de uma determi-
nada série temporal. Supõe-se que as flutuações do processo subjacente são produzidas por um
grande número de ciclos elementares de diferentes frequências, e que a contribuição de cada
ciclo é constante em toda a amostra. O espectro então dá a contribuição relativa feita por estes
ciclos elementares para a variância do processo global.

Na literatura, a análise espectral de séries temporais ambientais, baseia-se na avaliação de
dados de médias horárias, diárias ou mensais como única ferramenta para investigar as perio-
dicidades dos mesmos, conforme apresentado na sub-seção 3.3.3. Porém, o caso destes dados
apresentarem margens significativas de dados faltantes ou ter intervalos de amostragem irregula-
res, ou até mesmo ambos, é talvez o principal motivo para a escassez de trabalhos com aplicação
desta técnica a dados de poluição atmosférica com dados faltantes. A transformada rápida de
Fourier (FFT) é um meio muito eficiente para calcular a transformada de Fourier discreta, mas
uma limitação do algoritmo FFT e dos periodogramas comuns é que requer séries temporais
igualmente espaçadas (PRIESTLEY, 1981; DILMAGHANI et al., 2007). Outra limitação do
algoritmo FFT é que ele não tolera valores faltantes. Na análise de séries temporais amostradas
em intervalos de tempo irregular ou séries com dados faltantes, geralmente é utilizado alguma
metodologia para fazer a imputação para preencher os dados faltantes antes de fazer análise
espectral via FFT. Isso, no entanto, não é inteiramente satisfatório porque modifica as proprie-
dades estatı́sticas dos dados através da introdução de dados artificiais (LEROY, 2012).

Para superar essas limitações e, visando propor uma técnica que ofereça maior eficiência nas
aplicações empı́ricas, nesta Tese sugerem-se duas metodologias para estimar a densidade es-
pectral. A primeira foi proposta por (PARZEN, 1963), em que o problema da análise espectral
de séries temporais estacionárias com dados faltantes é tratado com base no conceito de ampli-
tude modulada. Se {Xt}t∈Z é um processo estritamente estacionário com observações faltantes,
{at} uma sequência independente de {Xt} e Yt = atXt o processo observado, a estimação

5A amplitude refere-se à magnitude da distância vertical entre pico e vale numa função cı́clica.
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da função de densidade espectral fX(λ) do processo de interesse, {Xt}, é calculada utilizando
observações do processo modulado {Yt}.

A segunda metodologia considerada neste trabalho foi introduzida pela primeira vez em as-
trofı́sica e ela permite estimar o periodograma da séries temporal não igualmente espaçada, sem
utilizar uma técnica de imputação para substituir os valores perdidos: O periodograma Lomb-
Scargle. Ao estudar variáveis na Astronomia, Lomb (1976) propôs uma forma de encontrar
periodicidades em dados não igualmente espaçados. Na tentativa de encontrar uma alternativa
para imputar pseudo-dados em modelos sinusoidais, o autor propôs usar mı́nimos quadrados
para curvas senoidais. Scargle (1982) prolongou o trabalho de Lomb definindo o periodograma
Lomb-Scargle e derivando a distribuição nula para ele. Press e Rybicki (1989) propuseram
uma formulação matemática prática para o periodograma Lomb-Scargle. Vale ressaltar, que
são poucos os trabalhos que aplicaram o periodograma Lomb-Scargle em dados de poluição
do ar (DILMAGHANI et al., 2007; HOCKE; KÄMPFER, 2009; DUTTON et al., 2010; BOW-
DALO; EVANS; SOFEN, 2016), e nos poucos encontrados, nota-se que não foi feito a avaliação
da eficiência deste método para diferentes configurações de dados faltantes e propriedade es-
tatı́sticas das séries temporais sob estudo.

Com base nas questões discutidas acima, os métodos no domı́nio do tempo e da frequência
para computar a função de autocorrelação e densidade espectral de séries temporais com dados
faltantes tornam-se o núcleo principal desta tese. Como primeira contribuição, foi avaliado,
empiricamente, através de estudo de simulação de Monte Carlo, quatro métodos de estimação
da função de autocorrelação de séries temporais univariadas estacionárias com dados faltan-
tes. Na segunda contribuição, propõe-se um método de estimação das funções de matriz de
autocorrelação e autocovariância de séries temporais univariadas estacionárias na presença de
observações faltantes, a partir do domı́nio da frequência. A terceira contribuição foi propor
dois métodos para estimar o periodograma de séries temporais na presença de dados faltantes.
Como contribuições adicionais, as metodologias são aplicadas em dados de MP10 coletados nas
estações da Rede Automática de Monitoramento da Qualidade do Ar da Grande Vitória, com o
objetivo de analisar as séries de concentrações na presença de dados faltantes.

Essas contribuições são apresentadas na seção 5 em três artigos. Uma vez que todos os
resultados teóricos são novos e devido a algumas complexidades analı́ticas, as propriedades as-
sintóticas dos métodos de estimação não estão totalmente estabelecidas aqui e são deixadas para
trabalhos futuros. No entanto, as investigações de tamanho de amostra finito, demonstram cla-
ramente que, os métodos funcionam muito bem e suportam seu uso em problemas reais.

No primeiro artigo, denominado “Estimating the autocorrelation function in the presence

of missing data: an application to PM10 concentrations”, foram apresentados três métodos
para estimação da função de autocorrelação de séries temporais univariadas estacionárias na
presença de dados faltantes. O primeiro método foi proposto por (PARZEN, 1963), os outros
dois foram por (TAKEUCHI, 1995). As propriedades teóricas dos estimadores foram avalia-
das e seus desempenhos para amostras finitas investigados através de um estudo de simulação
numérica. Por fim, foi proposto a aplicação destas metodologias para avaliar séries temporais
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de concentrações de MP10 com dados faltantes.
No segundo artigo, intitulado “Spectral approaches for time series with missing data: an ap-

plication to air pollution data” foram propostos dois métodos para estimar a função de densi-
dade espectral de séries temporais estacionárias. Foi estudado o efeito da porcentagem de dados
faltantes nos estimadores empregados. Os métodos foram analisados através de simulações e
uma aplicação a dados reais de MP10 monitorados na RGV também foi considerada.

O terceiro artigo, denominado “The application of the spectral decomposition theorem to esti-

mate the ACF function of stationary time series with missing data”, é apresentado um método de
estimação para as funções de autocorrelação e autocovariância de séries temporais na presença
dados faltantes no domı́nio da frequência. As propriedades assintóticas do método são ava-
liadas através de estudo de simulação de Monte Carlo para diferentes tamanhos amostrais e
porcentagens de dados faltantes.

Por fim, destaca-se que, quatro trabalhos adicionais foram desenvolvidos e serviram de su-
porte para os três principais artigos desta tese (descritos no parágrafo anterior). Esses traba-
lhos estão apresentados no Capı́tulo 8, “Apêndice: estudos adicionais”. O primeiro, denomi-
nado “Previsão da concentração de material particulado inalável, na Região da Grande Vitória,
ES, Brasil, utilizando o modelo SARIMAX”, foi publicado na Revista Engenharia Sanitária e
Ambiental. O objetivo foi modelar e prever a concentração média diária de material particu-
lado inálavel (MP10), na RGV, Espı́rito Santo, Brasil, utilizando o modelo SARIMAX, para o
perı́odo 01/01/2012 a 30/04/2015. Os dados deste estudo foram do tipo séries temporais de
concentrações de MP10 e de variáveis meteorológicas (velocidade do vento, umidade relativa,
precipitação pluvial e temperatura), obtidas junto ao Instituto Estadual de Meio Ambiente e
Recursos Hı́dricos (IEMA), sendo escolhida a estação da Enseada do Suá para fazer o estudo de
predição e previsão. Os resultados evidenciaram que em comparação com os modelos ARMA,
o desempenho estatı́stico do modelo SARIMAX foi superior, no que diz respeito à predição de
eventos de qualidade do ar regular. Dentre as variáveis meteorológicas avaliadas, a velocidade
do vento e a precipitação pluvial foram significativas e melhoraram o ajuste do modelo. Em
termos de previsão da qualidade do ar, os modelos de séries temporais mostraram resultados
satisfatórios.

O segundo artigo adicional, denominado “Picos de concentração de poluição atmosférica na
Região da Grande Vitória, ES, Brasil: uma aplicação da regressão logı́stica”, foi publicado na
Revista Sociedade & Natureza. Esse trabalho objetivou avaliar os impactos das variáveis mete-
orológicas temperatura, umidade relativa, velocidade do vento e precipitação na probabilidade
de ocorrência de picos/episódios de concentração de poluentes na RGV, Espı́rito Santo, Brasil,
por meio do modelo Logit, para o perı́odo de 01/01/2012 a 31/12/2014. Os dados deste estudo
foram do tipo séries temporais relativos às concentrações de PTS, MP10, SO2, CO, NO2, O3

e às variáveis meteorológicas (velocidade do vento, umidade relativa, precipitação pluvial e
temperatura). Os resultados mostraram que os ı́ndices de concentrações na RGV estão associ-
ados às mudanças das variáveis meteorológicas. Entre as variáveis meteorológicas avaliadas, a
velocidade do vento e a precipitação foram mais significativas na redução da probabilidade de
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ocorrência de classificação do ar como “não boa”. O modelo Logit mostrou ser uma ferramenta
estatı́stica satisfatória para avaliar a qualidade do ar “não boa” da região de estudo.

Um terceiro artigo complementar, denominado “Identification of periodic components in time

series with missing data: an application to air pollution data”, foi enviando para avaliação no
Journal of Applied Statistics. Neste artigo, utilizou-se o periodograma Lomb-Scargle para esti-
mar o espectro de séries temporais com dados faltantes, sem utilizar uma técnica de imputação
para substituir os valores perdidos. Ensaios de Monte Carlo foram realizados para comparar a
raiz do erro quadrático médio (REQM) do estimador proposto com os do método de estimação
tradicional. O estudo empı́rico evidenciou que o método de estimação sugerido apresenta bom
desempenho, em termos da REQM, para diferentes porcentagens de dados faltantes. É demons-
trado, por simulações que, no cenário de séries temporais com dados faltantes, a metodologia
padrão leva a resultados enganadores enquanto o método proposto não é afetado. A metodologia
é aplicada para identificação de periodicidade de uma série de MP10 que possui caracterı́sticas
sazonais e concentrações ocasionais de grandes picos de poluentes.

O quarto artigo adicional, denominado “Análise estatı́stica das concentrações de poluentes
atmosféricos na Região da Grande Vitória, ES, Brasil, no perı́odo de 2008 a 2017”, foi sub-
metido para avaliação na Revista Engenharia Sanitária e Ambiental. Este estudo teve como
objetivo avaliar, estatisticamente, os dados de séries temporais de MP10 e PTS na RGV, entre
2008 e 2017, verificando se as séries de cada poluente monitoradas em diferentes estações são
geradas por um mesmo processo estocástico. Os resultados obtidos apresentam-se como um
indicativo da necessidade de reformulação do projeto inicial da RAMQAr que, se somados a
um estudo de dispersão de contaminantes, podem garantir a ampliação da área de cobertura
da rede, com destaque para a reespacialização das estações já existentes, visando melhorar sua
representatividade de dados e instalação de novas estações em locais ainda desprovidos de mo-
nitoramento.

Este trabalho está estruturado da seguinte forma: além desta introdução, o Capı́tulo 2 apre-
senta os objetivos da pesquisa. O Capı́tulo 3 destina-se à revisão de literatura. No Capı́tulo 4
são apresentados os materiais e métodos. O Capı́tulo 5 refere-se aos principais resultados e dis-
cussões, descritos em forma de dois artigos. As conclusões gerais estão descritas no Capı́tulo
6. O Capı́tulo 7 destina-se as referências. Por fim, no Capı́tulo 8, quatro estudos adicionais
são apresentados, sendo que os mesmos serviram de suporte para os resultados principais da
pesquisa.
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2 OBJETIVOS

2.1 OBJETIVO GERAL

Este trabalho teve como objetivo geral propor métodos para a estimação da função de auto-
correlação e da densidade espectral de séries temporais univariadas estacionárias na presença
de dados faltantes, com aplicação para a poluição do ar, na Região da Grande Vitória, Espı́rito
Santo.

2.2 OBJETIVOS ESPECÍFICOS

De forma especı́fica, pretendeu-se:

a) Propor uma metodologia para estimação da densidade espectral de séries temporais com
dados faltantes e avaliar empiricamente, através da simulações de Monte Carlo, as pro-
priedades assintóticas dos estimadores;

b) Propor métodos para estimar as funções de autocovariância e autocorrelação de séries
temporais univariadas na presença de dados faltantes a partir da conexão entre domı́nios
de tempo e frequência;

c) Avaliar por meio de simulação numérica os métodos de estimação da função de auto-
correlação, de séries temporais univariadas estacionárias na presença de dados faltantes,
baseados na abordagem de Amplitude Modulada proposta por (PARZEN, 1963);

d) Aplicar a técnica de análise espectral para analisar e interpretar o comportamento dos
dados de PM10, na presença de observações faltantes, medidos nas nove estações da Rede
Automática de Monitoramento da Qualidade do Ar da Região da Grande Vitória, ES,
Brasil.
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3 REVISÃO DE LITERATURA

3.1 POLUIÇÃO ATMOSFÉRICA

A Resolução no 491, de novembro de 2018, do Conselho Nacional do Meio Ambiente (CO-
NAMA, 2018), caracteriza como poluente atmosférico qualquer forma de matéria em quan-
tidade, concentração, tempo ou outras caracterı́sticas, que tornem ou possam tornar o ar: i)
impróprio ou nocivo à saúde; ii) inconveniente ao bem-estar público; iii) danoso aos materiais,
à fauna e à flora; ou, iv) prejudicial à segurança, ao uso e ao gozo da propriedade e às atividades
normais da comunidade.

No que tange às emissões de poluentes, essas podem ser classificadas em antropogênicas e
naturais. Quanto às antropogênicas, as mesmas são decorrentes das ações do homem (indústria,
transporte, geração de energia e outras). Já as naturais originam-se de processos naturais, como
emissões vulcânicas e processos microbiológicos. Além disso, os poluentes podem ser classi-
ficados, segundo a sua origem, em primários e secundários. Os primários são lançados, dire-
tamente na atmosfera, pelas fontes de emissão, como por exemplo: SO2, CO, NOX e hidro-
carbonetos (HC). Já os secundários formam-se na atmosfera por meio da reação quı́mica entre
poluentes primários ou desses com constituintes naturais da atmosfera. Pode-se citar como
exemplo: O3 e peridóxido de hidrogênio (H2O2).

Conforme Dallarosa (2005), os poluentes atmosféricos podem ser dividos de forma genérica
em três grupos de substâncias: sólidos, lı́quidos e gasosos. Entretanto, em função da grande
interação que ocorre entre essas fases, pode-se restringı́-los a dois grupos: particulados e gases.
De acordo com Godish (1991), particulados e gases são a principal forma de ocorrência de
poluentes na atmosfera.

A seguir encontra-se uma breve descrição dos principais poluentes atmosféricos.

• Dióxido de enxofre (SO2): gás tóxico e incolor, pode ser emitido por fontes naturais ou
por fontes antropogênicas e pode reagir com outros compostos na atmosfera, formando
material particulado de diâmetro reduzido;

• Dióxido de nitrogênio (NO2): gás poluente altamente oxidante, sendo que sua presença
na atmosfera é fator preponderante na formação do ozônio troposférico;

• Hidrocarbonetos (HC): compostos formados de carbono e hidrogênio e que podem se
apresentar na forma de gases, partı́culas finas ou gotas;

• Material particulado (MP): mistura complexa de sólidos com diâmetro reduzido. Seus
componentes apresentam caracterı́sticas fı́sicas e quı́micas variadas. Geralmente, o ma-
terial particulado é classificado de acordo com o diâmetro das partı́culas, em função da
relação existente entre diâmetro e possibilidade de penetração no trato respiratório;
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• Monóxido de carbono (CO): gás inodoro e incolor, formado no processo de queima de
combustı́veis;

• Ozônio (O3): poluente secundário, formado a partir de outros poluentes atmosféricos, e
altamente oxidante na troposfera (camada inferior da atmosfera).

A Resolução CONAMA no 491/2018 CONAMA (2018) define padrão de qualidade do ar como:

• um dos instrumentos de gestão da qualidade do ar, determinado como valor de concentração
de um poluente especı́fico na atmosfera, associado a um intervalo de tempo de exposição,
para que o meio ambiente e a saúde da população sejam preservados em relação aos riscos
de danos causados pela poluição atmosférica;

• padrões de qualidade do ar intermediários - PI: padrões estabelecidos como valores tem-
porários a serem cumpridos em etapas;

• padrão de qualidade do ar final - PF: valores guia definidos pela Organização Mundial da
Saúde - OMS em 2005.

Segundo Hinrichs, Kleinbach e Reis (2011), o estabelecimento de padrões de qualidade do
ar é uma tarefa complexa. Existe uma grande variação na suscetibilidade de diferentes pessoas
aos poluentes. Também existem efeitos sinérgicos a serem considerados, já que a poluição
atmosférica atua somando-se aos efeitos de outras substâncias.

Os poluentes e seus padrões de qualidade do ar fixados pela Resolução CONAMA no 491/2018
são apresentados na Tabela 1. Os parâmetros regulamentados são: Material Particulado (MP10):
partı́culas de material sólido ou lı́quido suspensas no ar, na forma de poeira, neblina, aerossol,
fuligem, entre outros, com diâmetro aerodinâmico equivalente de corte de 10 micrômetros; Ma-
terial Particulado (MP2,5): partı́culas de material sólido ou lı́quido suspensas no ar, na forma
de poeira, neblina, aerossol, fuligem, entre outros, com diâmetro aerodinâmico equivalente
de corte de 2,5 micrômetros; Partı́culas Totais em Suspensão (PTS): partı́culas de material
sólido ou lı́quido suspensas no ar, na forma de poeira, neblina, aerossol, fuligem, entre ou-
tros, com diâmetro aerodinâmico equivalente de corte de 50 micrômetros; Dióxido de enxofre
(SO2); Dióxido de nitrogênio (NO2); Ozônio (O3); Fumaça; e, Monóxido de carbono (CO). As
concentrações-padrão são expressas em ppm ou µg/m3.

O Governo do Estado do Espı́rito Santo, por meio do Decreto no 3463-R, de 16 de dezembro
de 2013 (GOVERNO DO ESTADO DO ESPÍRITO SANTO, 2013), estabeleceu os padrões es-
taduais de qualidade do ar, em que, além dos padrões já descritos e estabelecidos na Resolução
CONAMA n◦ 491/2018 (excessão feita à fumaça), estão incluı́das as partı́culas sedimentadas
(poeira sedimentada). Além disso, o decreto inseriu o conceito de Metas Intermediárias (MI),
que são estabelecidas como valores temporários a serem cumpridos em etapas, visando à me-
lhoria gradativa da qualidade do ar, e Padrões Finais (PF), que representam os alvos de longo
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prazo. No mais, foram criadas três MI que levam ao gradual atendimento dos padrões finais, es-
tabelecidos com base nas diretrizes da OMS para os poluentes de interesse investigados por essa
organização, uma estratégia semelhante à adotada pelo estado de São Paulo, em abril de 2013
(para mais detalhes ver Instituto Estadual de Meio Ambiente e Recursos Hı́dricos do Estado do
Espı́rito Santo (2014)) (MONTE, 2016).

Vale frisar que, em relação aos padrões de qualidade do ar, existe uma diferença entre os va-
lores estabelecidos pela Resolução CONAMA no 491, em vigor (PI-1), e as diretrizes da OMS,
uma vez que as diretrizes da OMS (revisadas em 2005) levam em conta os diversos estudos
cientı́ficos realizados a partir de 1990. Na Tabela 1 são apresentados os padrões nacionais e
estaduais de qualidade do ar e as diretrizes da OMS. É importante ressaltar que, as diretrizes
da OMS não são padrões legais de qualidade do ar, elas têm o objetivo de prover uma base
de informações de proteção à saúde pública e servem de orientação para o estabelecimento de
padrões de qualidade do ar (LIRA, 2009). Tais valores de referência podem, e devem consi-
derar, não apenas os aspectos de saúde e meio ambiente, mas também a viabilidade técnica,
considerações econômicas e, principalmente, os fatores polı́ticos e sociais.

3.2 POLUIÇÃO ATMOSFÉRICA E SAÚDE

A poluição atmosférica tem afetado de forma significativa a vida dos seres vivos, mesmo
quando seus valores estão abaixo do permitido pelos órgãos regulamentadores. As crianças e os
idosos estão entre os grupos que têm se mostrado mais vulneráveis aos efeitos da poluição do
ar (MARTINS et al., 2002). Os efeitos dos poluentes atmosféricos variam em função do tempo
de exposição e de suas concentrações. De forma geral, os efeitos podem ser classificados como
agudos e crônicos (LIRA, 2009).

• Agudos: são de caráter temporário, estão relacionados à exposição a altas concentrações
e os seus efeitos são imediatos.

• Crônicos: os efeitos são de caráter permanente, estão relacionados à exposição a baixas
concentrações de poluentes e são de longo prazo.

Segundo Holgate et al. (1999), um nı́vel elevado dos poluentes pode ocasionar desde irritação
dos olhos, nariz e garganta, bronquite e pneumonia, até doenças respiratórias crônicas, câncer de
pulmão, problemas cardı́acos, entre outros. Conforme Cançado et al. (2006), isso ocorre,

pois a poluição do ar causa uma resposta inflamatória no aparelho respiratório indu-
zida pela ação de substâncias oxidantes, as quais acarretam aumento da produção, da
acidez, da viscosidade e da consistência do muco produzido pelas vias aéreas, levando,
consequentemente, à diminuição da resposta e/ou eficácia do sistema mucociliar. O
aumento da poluição do ar tem sido associado ao aumento da viscosidade sanguı́nea,
de marcadores inflamatórios (proteı́na C reativa, fibrinogênio) e da progressão de ar-
teriosclerose, a alterações da coagulação, à redução da variabilidade da frequência
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Tabela 1: Padrões nacionais e estaduais de qualidade do ar e diretrizes da OMS
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cardı́aca (indicador de risco para arritmia e morte súbita), à vasoconstricção e ao au-
mento da pressão arterial, todos fatores de risco para doenças cardiovasculares.

Diversos estudos epidemiológicos têm demonstrado associações significativas entre a expo-
sição às concentrações elevadas de poluentes atmosféricos e a problemas de saúde (OSTRO et
al., 1995; OSTRO et al., 1996a; OSTRO et al., 1996b; OSTRO et al., 1999; OSTRO; HURLEY;
LIPSETT, 1999; MARTINS et al., 2002; GOUVEIA et al., 2003; NASCIMENTO et al., 2006;
BRAGA et al., 2007; SOUZA et al., 2014; ESTRELLA et al., 2018; LIU et al., 2018; TIBUA-
KUU et al., 2018). Autores como Brunekreef e Holgate (2002), Maynard (2004), World Health
Organization (2005), Liu et al. (2018), Tibuakuu et al. (2018), entre outros, demonstraram a
relação entre os poluentes legislados (MP10, CO, SO2, NOX e O3) e os problemas de saúde. No
ano de 2012, por exemplo, a morte de 4,3 milhões pessoas foi atribuı́da à poluição atmosférica
(WORLD HEALTH ORGANIZATION, 2014).

Pope III et al. (2002) avaliaram a relação entre a exposição a longo prazo à poluição do ar por
partı́culas finas e todas as causas de morte, câncer de pulmão e mortalidade cardiopulmonar.
Os resultados evidenciaram que a poluição relacionada a partı́culas finas e óxido de enxofre foi
associada a todas as causas, câncer de pulmão e mortalidade cardiopulmonar. Cada aumento de
10 µg/m3 na poluição do ar por partı́culas finas foi associado a um aumento de, aproximada-
mente, 4%, 6% e 8% do risco de mortalidade por todas as causas, cardiopulmonar e câncer de
pulmão, respectivamente. Medidas da fração de partı́culas grossas e partı́culas totais em sus-
pensão não foram consistentemente associadas com a mortalidade. Os autores concluı́ram que
a exposição a longo prazo à poluição do ar por partı́culas finas relacionada à combustão é um
importante fator de risco ambiental para a mortalidade por causa cardiopulmonar e por câncer
de pulmão. Estudos semelhantes recentes, também evidenciam a associação entre os poluentes
atmosféricos, a mortalidade e o agravamento de doenças respiratórias (HOEK et al., 2013; XI-
ONG et al., 2015; TO et al., 2016) e cardiovasculares (CHANG; CHEN; YANG, 2015; BRAVO
et al., 2016; ZÚÑIGA et al., 2016).

Martins et al. (2002) estudaram os efeitos causados pela poluição atmosférica na morbidade
por gripe e por pneumonia em idosos no perı́odo de 1996 a 1998. Os dados diários de aten-
dimentos por pneumonia e gripe em idosos foram obtidos em um pronto-socorro médico de
um hospital-escola de referência no Municı́pio de São Paulo. Os nı́veis diários de CO, O3,
SO2, NO2 e MP10 foram obtidos na Companhia de Tecnologia de Saneamento Ambiental (CE-
TESB), e os dados diários de temperatura mı́nima e umidade relativa do ar foram obtidos no
Instituto Astronômico e Geofı́sico da USP (Universidade de São Paulo). Utilizou-se o modelo
aditivo generalizado de regressão de Poisson para verificar a relação entre a pneumonia, gripe
e poluição atmosférica, tendo como variável dependente o número diário de atendimentos por
pneumonia e gripe e, como variável independente, as concentrações médias diárias dos po-
luentes atmosféricos. Os resultados encontrados relataram que os poluentes O3 e SO2 estão
diretamente associados à pneumonia e à gripe. Pôde-se observar que um aumento interquartil
para os poluentes O3(38, 80µg/m

3) e SO2(15, 05µg/m
3), ocasionaram um acréscimo de 8,07%

e 14,51%, respectivamente, no número de atendimentos por pneumonia e gripe em idosos, in-



29

dicando que a poluição atmosférica promove efeitos adversos para a saúde de idosos.
Braga et al. (2007) avaliaram os efeitos agudos do MP10 sobre os atendimentos em pronto-

socorro por doenças cardiovasculares e respiratórias no Municı́pio de Itabira, MG. Os resul-
tados evidenciam que elevações de 10 µg/m3 de MP10 foram associadas aos aumentos nos
atendimentos por doenças respiratórias em torno de 4%, no dia corrente e no dia seguinte, para
crianças menores de 13 anos, e de 12% nos três dias subsequentes para os adolescentes entre
13 e 19 anos de idade. Já por doenças cardiovasculares, houve um efeito agudo, principalmente
para os indivı́duos com idade entre 45 e 64 anos.

Castro et al. (2009) realizaram um estudo na cidade do Rio de Janeiro em uma amostra
aleatória de 118 escolares, com idade entre 6 e 15 anos, da rede pública, residentes até dois
quilômetros do local do estudo. As informações sobre a qualidade do ar foram obtidas por
meio de uma unidade móvel de monitoramento dos poluentes da Secretaria Municipal de Meio
Ambiente do Rio de Janeiro, no local de estudo. Os autores utilizaram dados dos poluentes
MP10, O3, SO2, NO2 e CO como indicadores diários da poluição atmosférica das crianças
sob a mesma condição de exposição. As condições meteorológicas foram obtidas por meio
de medidores localizados no Aeroporto do Galeão. Foram utilizadas as temperaturas mı́nima,
média e máxima e a umidade relativa do ar. Os resultados encontrados mostram que, mesmo
dentro dos nı́veis aceitáveis, a poluição atmosférica, principalmente por MP10 e NO2, esteve
associada à diminuição da função respiratória no Rio de Janeiro.

Negrete et al. (2010) avaliaram os efeitos da exposição à poluição do ar sobre as internações
hospitalares por Insuficiência Cardı́aca Congestiva (ICC) de adultos e idosos na cidade de Santo
André, São Paulo, para o perı́odo de 2000 a 2007. Conforme os resultados obtidos pelos autores,
para um aumento de 24,6 µg/m3 de MP10, foi observado um aumento de 3,0% nas internações
por ICC no mesmo dia da exposição.

Na Região da Grande Vitória (RGV), Souza et al. (2014) realizaram um estudo, cujo obje-
tivo foi investigar a associação entre concentrações dos poluentes atmosféricos e atendimentos
diários por causas respiratórias em crianças. Foram analisadas as contagens diárias de ad-
missões hospitalares de crianças menores de seis anos e as concentrações diárias dos poluentes
atmosféricos MP10, SO2, NO2, O3 e CO, de janeiro de 2005 a dezembro de 2010. Os autores
combinaram duas técnicas para a análise estatı́stica: modelo de regressão de Poisson em mode-
los aditivos generalizados e análise de componentes principais. Os resultados mostraram que,
o aumento de 10,49 µg/m3 (intervalo interquartı́lico) nos nı́veis do poluente MP10, levou a um
aumento de 3,0% do valor do risco relativo estimado por meio do modelo aditivo generalizado,
enquanto no modelo aditivo generalizado usual a estimativa foi de 2,0%. Ainda, segundo os
resultados, existe uma relação significativa entre os nı́veis de concentração dos poluentes e o
número de atendimentos hospitalares em crianças menores de seis anos, mesmo em um ambi-
ente com nı́veis abaixo dos padrões recomendados pelo CONAMA e pela OMS.

Freitas et al. (2016) analisaram o impacto da poluição atmosférica na morbidade respiratória e
cardiovascular de crianças e adultos em Vitória, ES. Foi realizado um estudo utilizando modelos
de séries temporais via regressão de Poisson a partir de dados de hospitalizações e poluentes
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em Vitória, de 2001 a 2006. Foram testadas como variáveis independentes o MP10, o SO2 e o
O3, em defasagem simples e acumulada até cinco dias. Introduziram-se temperatura, umidade
e variáveis indicadoras dos dias da semana e feriados da cidade como variáveis de controle
nos modelos. Os autores observaram que, para cada incremento de 10 µg/m3 dos poluentes
MP10, SO2 e O3, houve aumentos no risco relativo percentual (RR%) para as hospitalizações
por doenças respiratórias totais de 9,67; 6,98 e 1,93, respectivamente.

Nascimento et al. (2017) em um estudo realizado na RGV, objetivaram analisar a associação
entre a concentração de material particulado fino na atmosfera e atendimento hospitalar por
doenças respiratórias agudas em crianças. Os autores avaliaram dados de contagem diária de
atendimentos ambulatoriais e hospitalizações por doenças respiratórias (CID-10) em crianças
de zero a 12 anos em três hospitais da RGV. Para a coleta de material particulado fino, foram
utilizados amostradores portáteis de partı́culas instalados em seis locais na região estudada. O
Modelo Aditivo Generalizado com distribuição de Poisson, ajustado para efeitos das covariáveis
preditoras, foi utilizado para avaliar a relação entre os desfechos respiratórios e a concentração
de material particulado fino. De acordo com os resultados, foi identificada associação posi-
tiva entre atendimentos ambulatoriais e hospitalizações de crianças com até 12 anos devido à
doenças respiratórias agudas e a concentração de material particulado fino na atmosfera.

Calderón-Garcidueñas et al. (2016) realizaram um estudo de revisão para examinar o im-
pacto da poluição do ar no desenvolvimento do cérebro de crianças e as consequências clı́nicas,
cognitivas, estruturais, cerebrais e metabólicas. Consequências potenciais a longo prazo para
os cérebros dos adultos e os efeitos sobre a esclerose múltipla (EM) também foram discutidos.
Segundo os autores, a neuroinflamação difusa, o dano à unidade neurovascular e a produção
de autoanticorpos para as proteı́nas neurais e de junção estreita, são achados preocupantes em
crianças cronicamente expostas a concentrações acima dos padrões atuais de O3 e MP2,5 e, po-
dem constituir fatores de risco significativos para o desenvolvimento da doença de Alzheimer
mais tarde na vida.

Bowe et al. (2017) avaliaram a relação entre a poluição atmosférica e saúde renal. Os autores
usaram modelos de sobrevivência para avaliar a associação entre concentrações de MP10, NO2 e
CO e risco de incidência da taxa de filtração glomerular estimada (eTFG) inferior a 60 mL/min
por 1,73 m2 , doença renal crônica incidente, declı́nio de eGFR de 30% ou mais e doença renal
terminal. No estudo, os autores trataram a exposição como variável no tempo quando ela era
atualizada anualmente e quando os participantes da coorte se mudavam. Segundo os resultados,
a exposição a concentrações mais altas de MP10 , NO2 e CO está associada ao aumento do risco
de doença renal crônica incidente, declı́nio de eGFR e doença renal terminal.

Wang et al. (2019) investigaram as diferenças urbano-rurais e sexuais nos riscos de aumento
de dez cânceres mais comuns na China, relacionados à alta concentração de MP2,5 no lado
sudeste da linhagem de Hu. De acordo com os resultados do trabalho, os riscos aumentados
de câncer de pulmão, ovário, próstata e leucemia estão intimamente associados ao aumento
da exposição ao MP2,5, além disso, o MP2,5 afeta, significativamente, os riscos de câncer de
pulmão e leucemia na área rural. Segundo os autores, os resultados demonstram que, os maiores
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riscos para o câncer de pulmão e leucemia com o aumento da exposição ao MP2,5, são mais
significativos para o sexo feminino.

No mais, estudos recentes comprovaram ainda os efeitos da exposição à poluição atmosférica
por material particulado na performance cognitiva humana (ZHANG; CHEN; ZHANG, 2018) e,
também, a associação entre o aumento do risco de incidência de diabetes melitus e a exposição
ao ar poluı́do por material particulado (BOWE et al., 2018). Raz et al. (2014) exploraram a
associação entre a exposição materna à poluição do ar por MP2,5 e as chances do transtorno
do espectro do autismo em seu filho. Os autores concluı́ram que maior exposição materna ao
MP2,5 durante a gravidez, particularmente no terceiro trimestre, foi associada a maiores chances
de uma criança ter transtorno do espectro do autismo. Segundo Béjot et al. (2018), a poluição do
ar deve ser considerada como um novo fator de risco cerebrovascular e neurodegenerativo mo-
dificável. Esse enorme problema de saúde pública mundial requer polı́ticas de saúde ambiental
capazes de reduzir a poluição do ar e, portanto, o ônus do AVC 9Acidente Vascular Cerebral) e
da demência.

Os principais poluentes atmosféricos, bem como o resumo de seus efeitos sobre saúde hu-
mana e o meio ambiente, são descritos na Tabela 2
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çã

o
cr

ôn
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õe

s
de

ro
ch

as
e

ou
-

tr
os

m
at

er
ia

is
).

D
ió
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ór

io
su

pe
-

ri
or

e
no

s
ol

ho
s.

É
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às
pl

an
ta

s,
ag

in
do

co
m

o
in

ib
id

or
da

fo
to

ss
ı́n

te
se

e
pr

od
uz

in
do

le
sõ
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3.3 ESTADO DA ARTE SOBRE O USO DE TÉCNICAS ESTATÍSTICAS NA POLUIÇÃO
ATMOSFÉRICA

O aumento dos nı́veis de poluição atmosférica ocorrido nos últimos anos tem feito com
que, cada vez mais, os pesquisadores voltem suas atenções para essa problemática, que afeta
a população com um todo. Para o gerenciamento da qualidade do ar é necessário conhecer
as concentrações de poluentes e gerar previsões satisfatórias delas. A utilização de modelos
de previsão é uma ferramenta importante para conhecer o comportamento e caracterı́sticas de
determinados poluentes, podendo, desta forma, prever possı́veis picos de concentração. Para
isto, pode-se fazer uso de duas classes de modelos, os experimentais e os matemáticos. Nesta
última, têm-se os modelos determinı́sticos e os modelos estocásticos e, o presente estudo se
concentrou na classe de modelagem estocástica. Uma vez que o objetivo desta pesquisa foi
avaliar a técnica de análise espectral de séries temporais com dados faltantes e sazonalidade,
para aplicação em dados de poluentes atmosféricos, esta seção visa descrever alguns estudos
que aplicaram técnicas estatı́sticas para a análise de séries temporais de concentrações de polu-
entes atmosféricos, metodologias para o tratamento de dados faltantes e análise no domı́nio da
frequência (análise espectral) da poluição atmosférica6.

3.3.1 Estado da arte sobre o uso de técnicas estatı́sticas para análise de séries temporais
de poluição atmosférica

Jorquera et al. (1998) realizaram previsões para o nı́vel máximo de concentração de O3 diário,
na cidade de Santigo, Chile, utilizando modelos de séries temporais (ARMAX), de redes neu-
rais e o modelo fuzzy. Rao e Zurbenko (1994) propuseram um método estatı́stico para filtrar
ou moderar a influência das flutuações meteorológicas nas concentrações de O3. O uso desta
técnica para avaliar tendências na qualidade do ar ambiente do O3 foi demonstrado com dados
de O3 de um local de monitoramento em Nova Jersey. Já Liu e Johnson (2002) fizeram pre-
visões para picos diários de concentração de O3, em Milwaukee, Estados Unidos, no perı́odo de
1987 a 1993, por meio do modelo de regressão com erros de séries temporais (RTSE), através da
inclusão de variáveis exógenas, o que os autores denominaram de principal componente (PC)
com gatilho. Liu e Johnson (2003) estudaram os picos diários de concentração de O3, para
Milwaukee, EUA (Estados Unidos da América), no perı́odo de 1999 a 2002, utilizando o PC
com gatilho na abordagem de Box-Jenkins com RTSE.

Chaloulakou et al. (2003) mediram, no centro de Atenas, Grécia, durante o perı́odo de 1 de
junho de 1999 a 31 de maio de 2000, as concentrações de MP2,5 e MP10. O conjunto de dados
foi utilizado para estabelecer nı́veis base de concentração de MP2,5 e MP10, que poderiam ser
usados no futuro para avaliar a eficácia das estratégias implementadas de controle de emissões,
comparar os nı́veis de concentração de MP2,5 e MP10 observados com os padrões de partı́culas

6Cabe mencionar que a técnica de análise espectral não foi desenvolvida recentemente, porém, salvo engano,
foram encontrados poucos trabalhos com aplicação dessa técnica em estudos sobre poluição atmosférica.
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ambientais da União Europeia e dos EUA, dentre outros. Por fim, os autores utilizaram os da-
dos coletados para investigar a relação entre material particulado e parâmetros meteorológicos,
como velocidade e direção do vento local e, desenvolver um modelo de regressão para prever
a média diária de MP10 em Atenas. Os resultados do estudo sublinharam a importância das
fontes de emissão locais, principalmente do tráfego, que são responsáveis pelos elevados nı́veis
de concentração de MP2,5 e MP10 observados durante este perı́odo de amostragem.

Agirre-Basurko, Ibarra-Berastegi e Madariaga (2006) utilizaram três modelos, um de re-
gressão linear múltipla e dois modelos de redes neurais, para modelar e prever a qualidade
do ar da cidade de Bilbao, Espanha. Os modelos usaram como dados de entrada o fluxo de
veı́culos e as variáveis meteorológicas, temperatura, umidade relativa, pressão, radiação, gradi-
ente de temperatura, direção do vento e velocidade do vento, no perı́odo de 1993 a 1994. Como
saı́da prevista para os modelos, adotou-se as concentrações de O3 e NO2, com horizonte de
previsão de oito horas à frente. Os resultados mostraram que os modelos de redes neurais obti-
veram resultados melhores para a previsão das concentrações de O3 e NO2 quando comparados
ao modelo de regressão linear múltipla. Quanto ao desempenho dos modelos de redes neurais,
o que mais se destacou foi o modelo que considerou a sazonalidade das séries de concentrações
de O3 e NO2.

Goyal, Chan e Jaiswal (2006) realizaram um estudo com três modelos estatı́sticos aplica-
dos à média diária de concentração de MP10, medido nas cidades de Delhi e Hong Kong. O
trabalho objetivou desenvolver um modelo estatı́stico de previsão das concentrações de MP10
e promover um estudo comparativo através do desempenho dos modelos, a saber: i) modelo
de regressão linear múltipla (modelo 1); ii) modelo de séries temporais ARIMA (modelo 2);
e iii) combinação entre os modelos 1 e 2 (modelo 3). Além do MP10, alguns parâmetros me-
teorológicos foram adotados, como a velocidade do vento, a temperatura, a radiação solar e a
umidade relativa do ar, medidos no perı́odo de junho de 2000 a junho de 2001. Na comparação
entre os modelos, as medidas de erro mostraram que o modelo 3 foi o que obteve o melhor
desempenho. O estudo de previsão ocorreu apenas para a cidade de Delhi, e compreendeu o
perı́odo de Junho de 2001 a junho de 2002. O modelo 3 foi utilizado, e os resultados da previsão
foram satisfatórios.

Sousa et al. (2006) avaliaram o desempenho de três métodos estatı́sticos, a saber: modelo de
séries temporais, regressão linear múltipla e modelos de redes neurais artificiais de feedforward,
para prever as concentrações médias diárias de O3 na cidade do Porto, em Portugal. Os estudos
foram realizados para o ano de 2002 e seus respectivos quatro trimestres, separadamente. Os re-
sultados evidenciaram que os melhores ı́ndices de desempenho foram obtidos com modelos de
redes neurais artificiais feedforward na etapa de validação. Os autores concluı́ram que, os mo-
delos de redes neurais artificial feedforward foram mais eficientes para prever as concentrações
de O3 no local de estudo.

Arain et al. (2007) desenvolveram uma metodologia para incluir os efeitos do fluxo de vento
em modelos de regressão de uso da terra (LUR) para prever as concentrações de NO2 para es-
tudos de exposição em saúde. Segundo os autores, o NO2 é amplamente utilizado em estudos
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de saúde como um indicador da poluição do ar gerada pelo tráfego em áreas urbanas. Os re-
sultados apontaram que a inclusão da direção do vento observada, interpolada de alta resolução
de uma rede de 38 estações meteorológicas, em um modelo LUR, melhorou as estimativas de
concentração de NO2 em áreas densamente povoadas, de alto tráfego e industriais/comerciais
na área urbana de Toronto-Hamilton (THUA) de Ontário, Canadá. O estudo também demons-
trou que os campos de vento podem ser integrados na estrutura de regressão do uso da terra.
Tal integração teve uma influência perceptı́vel na previsão geral do modelo e, talvez mais im-
portante, na avaliação dos efeitos na saúde sobre a distribuição espacial relativa da poluição do
tráfego em todo o THUA. Os autores sugeriram que a metodologia desenvolvida no estudo pode
ser aplicada em outras grandes áreas urbanas em todo o mundo.

Vardoulakis e Kassomenos (2008) aplicaram a técnica de análise de correlação e regressão
para avaliar dados de contrações de MP10 monitorados entre 2001 e 2003 em Atenas (Grécia)
e Birmingham (Reino Unido). Os dados de MP10 de Atenas e Birmingham foram analisados
quanto às relações com outros poluentes (NOX , CO, O3 e SO2) e parâmetros meteorológicos
(velocidade do vento, temperatura, umidade relativa , precipitação, radiação solar e pressão at-
mosférica). Correlações positivas significativas entre MP10 e NOX , CO e radiação solar foram
observadas nos locais de monitoramento selecionados durante as estações frias. Por outro lado,
correlações negativas entre MP10 e O3, velocidade do vento e precipitação foram observadas
durante as mesmas estações. No entanto, segundo os autores, essas correlações tornaram-se
mais fracas durante as estações quentes, devido à formação de aerossóis secundários e maior
ressuspensão de poeira do solo. Além disso, os autores empregaram a técnica de análise de com-
ponentes principais e a de regressão para quantificar a contribuição das fontes de não-combustão
para os nı́veis de MP10 observados. Os resultados evidenciaram que esta contribuição variou
entre 45% e 70% em Birmingham e, entre 41% e 74% em Atenas. Por fim, foi verificado que o
transporte de longo alcance de partı́culas da Europa continental teve um efeito marcante sobre
os nı́veis de MP10 em Birmingham, enquanto o clima local teve uma influência mais forte sobre
os nı́veis de MP10 em Atenas.

Pires et al. (2008) aplicaram a técnica de análise de componentes principais para identificar
locais similares de poluição atmosférica e as fontes emissoras na região metropolitana de Porto,
Portugal. Pires et al. (2009) realizaram um estudo em Portugal com o objetivo de mostrar como
a análise de componentes principais pode ser usada para identificar medições redundantes em
redes de monitoramento da qualidade do ar. Segundo os autores, o bom desempenho obtido
pelos modelos mostrou que os locais de monitoramento selecionados pelo procedimento apre-
sentado no estudo foram suficientes para inferir as concentrações de poluentes atmosféricos
na região definida pelos locais iniciais de monitoramento. Além disso, os analisadores de po-
luentes do ar correspondentes às medições redundantes podem ser instalados em regiões não
monitoradas, permitindo a ampliação da rede de monitoramento da qualidade do ar.

Gomes (2009) realizou um estudo de previsão de ı́ndices de qualidade do ar da RGV, ES, Bra-
sil, utilizando o modelo autorregressivo de valores inteiros INAR(p). O perı́odo de análise foi
de 01/01/07 a 19/03/07, sendo as previsões datadas de 20/03/07 a 25/03/07. Os poluentes inves-
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tigados foram CO, NOX , SO2 e O3. Para a escolha do modelo mais adequado o autor utilizou o
critério de seleção automática para modelos INAR(p) e o AICCINAR, que seleciona a melhor
ordem p para cada modelo. Os resultados mostraram que todas as previsões para os ı́ndices
de qualidade do ar foram classificadas como BOA, conforme a Resolução CONAMA 03/1990
(CONAMA, 1990). Porém, baseados nas diretrizes da OMS (WORLD HEALTH ORGANIZA-
TION, 2005), a previsão do poluente SO2, para o dia 20/03/07, estação do Centro de Vila Velha,
excedeu o valor de 20 µg/m3 para média de 24 horas, ou seja, mesmo estando dentro o limite
do padrão nacional,na época, essa concentração é prejudicial para a saúde humana.

Liu (2009) realizaram simulações para as concentrações de MP10, na cidade de Ta-Liao,
China. O autor adotou o modelo de regressão com erros de séries temporais (RTSE), incluindo
uma variável explicativa resultante da análise de componentes principais (ACP) para completar
a simulação de MP10 (denominada de “CP trigger”). Segundo o autor, as variáveis O3, tempera-
tura do ponto de orvalho, NOX , direção do vento e ACP foram significantes nos modelos RTSE
na maior parte do tempo. Os resultados demonstraram que as predições são melhores quando da
presença da ACP. Estudos semelhantes foram realizados por Liu (2007) e Liu et al. (2013), no
contexto de regressão múltipla e dos modelos Box-Jenkins (BOX; JENKINS; REINSEL, 2008)
de séries temporais.

Lyra, Oda-Souza e Viola (2011) ajustaram dois modelos de regressão linear múltipla à concentração
média de 24 h de MP10. Os dados de concentração de MP10 e os dados dos elementos mete-
orológicos (temperatura e umidade do ar, precipitação pluvial, velocidade do vento e pressão
atmosférica) foram monitorados em São Cristóvão, na cidade do Rio de Janeiro, entre 01/05/02
e 31/08/03. Os resultados apontaram que, dentre os elementos meteorológicos avaliados, a umi-
dade relativa do ar e a precipitação pluvial explicam a maior parte da variabilidade do MP10 na
cidade do Rio de Janeiro. Quando considerada a concentração do material particulado do dia
anterior nas avaliações, esta variável é a mais significativa para a variação do material particu-
lado do dia. Os autores concluı́ram que, em termos de previsão da qualidade do ar, os modelos
mostram resultados satisfatórios, e podem ser utilizados operacionalmente.

Leite et al. (2011) realizaram um estudo cujo objetivo foi analisar a qualidade do ar at-
mosférico de Uberlândia, em Minas Gerais, por meio de modelos de regressão logı́stica simples.
Foram utilizados os dados de MP10 do perı́odo de 2003 a 2008. As variáveis preditoras referen-
tes ao clima (umidade relativa, velocidade do vento, precipitação diária e temperatura média) e
ao fluxo de veı́culos foram utilizadas de forma contı́nua no modelo logı́stico. Já as variáveis re-
lacionadas ao dia da semana e a estação do ano foram codificadas de forma binária. Os autores
concluı́ram que existe relação significativa de atributos climáticos e variáveis temporais com a
qualidade do ar de Uberlândia. Além disso, modelos logı́sticos simples podem ser usados para
calcular probabilidades de se obter qualidade do ar considerada boa.

Paschalidou et al. (2011) empregaram dois tipos de modelos de redes neurais artificiais (NN)
utilizando as técnicas multicamadas perceptron (MLP) e radial basis function (RBF), bem como
um modelo baseado na análise de regressão de componentes principais (PCRA), para prever
as concentrações horárias de MP10 em quatro áreas urbanas (Larnaca, Limassol, Nicosia e
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Paphos)do Chipre. Segundo os autores, o desenvolvimento do modelo foi baseado em uma
variedade de parâmetros meteorológicos e poluentes correspondentes ao perı́odo de dois anos,
entre julho de 2006 e junho de 2008, e a avaliação do modelo foi obtida através do uso de
uma série de instrumentos e metodologias de avaliação bem estabelecidos. Os resultados da
avaliação revelaram que os modelos MLP NN exibem o melhor desempenho de previsão com
valores do coeficiente de correção variando entre 0,65 e 0,76, enquanto que os modelos NN
RBF e PCRA revelam um desempenho bastante fraco, com valores do coeficiente de correlação
entre 0,37-0,43 e 0,33-0,38, respectivamente. Os autores concluı́ram que, os modelos avalia-
dos no estudo podem fornecer às autoridades locais previsões confiáveis sobre a qualidade do
ar.

Gripa et al. (2012) compararam dois modelos, um de séries temporais e um de regressão
linear múltipla, para modelagem e previsão das concentrações médias de MP10, monitoradas
na RGV, ES, com a incorporação de fatores meteorológicos. Ambos os modelos evidenciaram
resultados semelhantes. No entanto, o modelo de regressão apresentou medidas de previsão
das concentrações médias de MP10 um pouco melhores do que a do modelo de séries tempo-
rais.

Jian et al. (2012) utilizaram o modelo ARIMA para investigar o efeito de fatores meteo-
rológicos nas concentrações de partı́culas submicrométricas (UFP) e partı́culas com diâmetro
menor ou igual a 1,0 micrometro (MP1,0), sob condições de tráfego intenso em Hangzhou,
China, uma cidade com um rápido aumento de frota de veı́culos rodoviários. Os resultados
do modelo ARIMA indicaram que a pressão barométrica e a velocidade do vento foram anti-
correlacionadas enquanto que a temperatura e a umidade relativa correlacionaram-se positiva-
mente com as concentrações do número de UFP e de massa do MP1,0. De acordo com os
resultados, os fatores meteorológicos pressão barométrica, velocidade do vento, temperatura e
umidade relativa foram preditores significativos para a concentração do número de UFP e de
massa do MP1,0. Segundo os autores, os modelos desenvolvidos no trabalho podem ser úteis
em futuros estudos de larga escala na China.

Arhami, Kamali e Rajabi (2013) apontam que progressos recentes no desenvolvimento de
metamodelos de redes neurais artificiais abriram o caminho para o uso confiável desses mode-
los na previsão de concentrações de poluentes atmosféricos na atmosfera urbana. Os autores
desenvolveram uma estudo na cidade de Teerã, Irã, em que empregaram as redes neurais arti-
ficiais para construir predições dos poluentes NOX , NO2, NO, O3, CO e MP10, com base nos
dados coletados em uma estação de monitoramento na área central, densamente povoada, da
cidade. Os autores utilizaram como variáveis explicativas a velocidade do vento, a temperatura
do ar, a umidade relativa e a direção do vento. A natureza complexa das condições da fonte de
poluentes foi refletida através do uso de hora do dia e mês do ano, como variáveis de entrada,
e o desenvolvimento de diferentes modelos para cada dia da semana. Os resultados mostraram
que modelos de redes neurais artificiais podem ser usados como metamodelos confiáveis para a
previsão de poluentes atmosféricos horários em ambientes urbanos.

Kanaroglou et al. (2013) desenvolveram um modelo de regressão do uso da terra para as
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concentrações de poluição do ar com SO2. Foram utilizados no estudo dados de monitoramento
móvel coletados em Hamilton, Ontário, Canadá, entre 2005 e 2010. As concentrações observa-
das de SO2 foram regredidas em relação a um conjunto abrangente de variáveis de uso e trans-
porte da terra. Os autores usaram um modelo de regressão de mı́nimos quadrados ordinários e
um modelo autorregressivo simultâneo de erro espacial. De acordo com os resultados, o uso do
modelo autorregressivo espacial foi eficaz para remover a autocorrelação espacial que ocorreu
nos resı́duos do modelo de regressão de mı́nimos quadrados ordinários. Estudos semelhantes
foram conduzidos por Jerrett et al. (2005), Hoek et al. (2008), Atari et al. (2008), Wheeler et al.
(2008), Adamkiewicz et al. (2010), Allen et al. (2011) e Gulliver et al. (2011). Esta técnica é
muito utilizada pois, segundo os autores, o objetivo é desenvolver um modelo capaz de prever
as concentrações de poluentes em locais não monitorados. Segundo Kanaroglou et al. (2013), a
modelagem de regressão do uso do solo é uma ferramenta poderosa para atribuir a distribuição
espacial das concentrações de poluentes do ar. Uma vez que o modelo é desenvolvido, ele
pode ser aplicado para estimar as concentrações de poluição do ar em locais dentro da área de
estudo.

Reisen et al. (2014) modelaram a média diária de concentração de material particulado inalável,
na cidade de Cariacica, Espı́rito Santo, Brasil, utilizando um processo integrado fracionado
sazonal, com volatilidade. Segundo os autores, as estimativas fracionárias evidenciaram que
a série é estacionária na média e apresentou o fenômeno de memória longa a longo prazo
e, também, nos perı́odos sazonais. Uma propriedade de variância não-constante também foi
encontrada nos dados. Neste contexto, foi considerado o modelo SARFIMA (modelo auto-
regressivo sazonal fracionário integrado de média móvel) com inovações do tipo GARCH para a
modelagem de previsão de MP10. Os autores concluı́ram que o modelo ajustado capturou bem a
dinâmica da série. Os intervalos de previsão fora da amostra foram melhorados considerando-se
os erros heteroscedásticos e foram capazes de capturar os perı́odos de maior volatilidade.

Monte, Albuquerque e Reisen (2015) realizaram um estudo para estimar e prever a concentração
horária de O3 na RGV, Espı́rito Santo, Brasil, utilizando um modelo ARMAX-GARCH, no
perı́odo 01/01/2011 a 31/12/2011. O estudo utilizou dados cedidos pelo Instituto Estadual
de Meio Ambiente e Recursos Hı́dricos (IEMA). De acordo com os resultados apresentados,
as previsões horárias para o dia 31/12/2011 foram muito próximas dos valores observados.
Observou-se também que as estimativas seguiram a trajetória diária da concentração de O3. Os
autores concluı́ram que o modelo ARMAX-GARCH é mais eficaz na predição de episódios de
poluição de O3, em comparação aos modelos ARMA e ARMAX.

Monte, Albuquerque e Reisen (2016) objetivaram verificar os impactos das variáveis meteo-
rológicas temperatura, umidade relativa, velocidade do vento e precipitação sobre a qualidade
do ar, na RGV, Espı́rito Santo, Brasil, considerando o poluente MP10, por meio do modelo Lo-
git. O perı́odo de estudo foi de janeiro de 2005 a dezembro de 2010, onde a qualidade do ar foi
classificada como “não boa” e “boa”. Também foram estimados os efeitos dos dias da semana
e das estações do ano sobre a probabilidade de ocorrência de qualidade do ar “não boa”. Os
autores concluı́ram que fatores meteorológicos como a precipitação pluviométrica e a veloci-
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dade do vento contribuı́ram significantemente para a redução da probabilidade de ocorrência de
qualidade do ar “não boa”. Observaram também que, nos finais de semana, quando a produção
industrial diminui, reduz-se os serviços logı́sticos e o fluxo de carros é menor, a chance de ocor-
rer qualidade do ar “não boa” é fortemente reduzida, quando comparado aos dias de semana.
Além disso, notou-se que nas estações do outono e do inverno, a probabilidade de se verifi-
car qualidade do ar “não boa” caiu de maneira relevante, sendo que na primavera e no verão
notou-se uma elevação desta probabilidade.

Monte, Albuquerque e Reisen (2017) utilizaram e a metodologia vetorial autorregressiva
(VAR) e o teste de causalidade de Granger para verificar as inter-relações entre as concentrações
de O3 e NO2 na RGV, Espı́rito Santo, Brasil. Segundo os autores, os resultados revelaram que as
concentrações de O3 e de NO2 da Região (estação) de Laranjeiras foram as menos afetadas por
concentrações de outras estações. Devido à localização, as concentrações de O3 e NO2 da Ense-
ada do Suá tiveram significativa influência de outras regiões, especialmente de Jardim Camburi,
Ibes e Vitória - Centro. A concentração de O3 na região do Ibes foi fortemente influenciada
pelas concentrações de O3 e de NO2 da Enseada do Suá. Além disso, as concentrações em
Cariacica sofreram impactos relevantes das concentrações da Enseada do Suá, provavelmente,
devido à direção do vento Norte/Nordeste, predominante na RGV.

Sarnaglia, Monroy e Vitória (2018) consideraram a modelagem e previsão de concentrações
máximas diárias de O3 por hora em Laranjeiras, Serra, Brasil, através de modelos de regressão
dinâmica. A fim de levar em conta a assimetria natural e o rigor excessivo dos dados, os au-
tores utilizaram um modelo de regressão linear com erros autorregressivos e inovações após
um membro da famı́lia da mistura de escala de distribuições de desvio-normal. Poluentes e
variáveis meteorológicas foram considerados como preditores, juntamente com alguns fatores
determinı́sticos, isto é, dias da semana e estações do ano. Segundos os resultados do trabalho,
o modelo estimado foi capaz de explicar satisfatoriamente a estrutura de correlação da série
temporal do O3.

Reisen et al. (2018) avaliaram uma metodologia para a estimativa de modelos sazonais de
séries temporais de memória longa na presença de “outliers”. O trabalho objetivou propor um
estimador semiparamétrico robusto para os parâmetros do modelo SARFIMA, através do uso de
um periodograma robusto. Os autores demostraram, através de simulações, que a metodologia
robusta se comporta como a clássica para estimar os parâmetros de memória longa, se não
houver outliers. Por outro lado, no cenário contaminado (presença de outliers), a metodologia
padrão leva a resultados enganosos, enquanto o método proposto não é afetado. A metodologia
foi aplicada para modelar e prever concentrações de SO2 na RGV.

Reisen et al. (2019) consideraram a modelagem de fatores para séries temporais de alta di-
mensão contaminadas por outliers aditivos. O estimador do número de fatores foi obtido por
uma análise própria de uma matriz de covariância robusta definida não-negativa. Os autores
realizaram estudo de Monte Carlo para analisar o desempenho do estimador robusto do número
de fatores sob os cenários de séries temporais multivariadas, com e sem outliers aditivos. Por
fim, foi realizado uma aplicação na qual a análise fatorial robusta foi empregada para reduzir
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a dimensionalidade dos dados de MP10 e, portanto, identificar o comportamento poluidor do
poluente em questão.

3.3.2 Estado da arte sobre o uso de metodologias para tratar dados faltantes em séries
temporais de poluição atmosférica

Um dos primeiros estudos sobre dados faltantes em séries de concentrações de poluentes
atmosféricos foi realizado por Davison e Hemphill (1987). Os autores realizaram um estudo
sobre a análise estatı́stica de dados de O3 quando faltavam medições. No trabalho, dois métodos
são propostos para lidar com observações faltantes que, segundo os autores, frequentemente
apresentam problemas na análise estatı́stica dos dados ambientais do O3. O primeiro baseia-
se na superação dos dados em relação aos limites e fornece uma classe flexı́vel e geral de
modelos para análise estatı́stica de dados de poluição do ar. O segundo usa os valores medidos
de variáveis relacionadas para imputar os dados faltantes. Na época, os autores aplicaram os
métodos propostos para realizar avaliação de dados monitorados no Texas, EUA.

Junninen et al. (2004) avaliaram dois contextos de imputação para aplicação em dados de
concentrações de poluentes. No estudo realizado, os dados foram avaliados no contexto de
análise univariada (linear, spline e interpolação pelo vizinho mais próximo) e multivariada (re-
gressão baseados em imputação, vizinho mais próximo, auto-organização de mapa e multi-layer

perceptron). Além disso, um procedimento de imputação múltipla foi considerado, para fazer a
comparação entre os regimes de imputação única e múltipla. O objetivo dos autores foi avaliar
e comparar métodos de análise univariada e multivariada para imputação de dados faltantes em
um conjunto de dados de qualidade do ar. Os conjuntos de dados utilizados na modelagem
consistiram em séries de concentrações de NOX , NO2, O3, MP10 e CO, juntamente com quatro
parâmetros meteorológicos: velocidade do vento, direção do vento, temperatura e umidade re-
lativa. Os resultados mostraram que os métodos univariados são dependentes do comprimento
do intervalo de tempo, ou seja, a quantidade de dados faltantes, e que seu desempenho também
depende da variável em estudo. Os resultados obtidos com os métodos multivariados eviden-
ciaram que tanto a auto-organização de mapa quanto o multi-layer perceptron apresentam um
desempenho um pouco melhor que o método vizinho mais próximo. A vantagem do método
auto-organização de mapa sobre os demais, é que ele depende menos da localização real dos
dados faltantes, enquanto que as vantagens dos métodos vizinho mais próximo são, particu-
larmente, importantes em aplicações práticas, ou seja, é computacionalmente menos exigente
e não gera novos valores os dados. Os resultados mostraram que, em geral, um significativo
aumento em performances pode ser alcançado pela hibridização dos métodos multivariados e
que, a forma como esta combinação deve ser feita depende da variável sob estudo.

Iglesias, Jorquera e Palma (2006) propuseram uma metodologia estatı́stica para manipular
regressões com longa dependência nos erros e dados faltantes. A estratégia de estimação foi de-
senvolvida através das abordagens Bayesiana e clássica. O estudo foi ilustrado com aplicação
em um conjunto de dados de concentrações de poluentes atmosféricos da cidade de Santiago,



42

no Chile, para o perı́odo de 01 de janeiro de 1989 a 31 de dezembro de 1996, com um número
muito alto de observações faltantes: 531 dias sem observação. Para correção dos dados faltan-
tes, os autores utilizaram o filtro de Kalman. A fim de explicar a variação nas concentrações de
MP10, os autores utilizaram como variáveis explanatórias da regressão a velocidade do vento,
a precipitação, as concentrações de CO2 e SO2. Essas variáveis mostraram-se correlacionadas
com a concentração de MP10. De acordo com os resultados apresentados, a aplicação da meto-
dologia aos dados reais, com a abordagem clássica, mostrou que a inferência pode ser distorcida
se a longa dependência nos erros não for considerada.

Plaia e Bondı̀ (2006) propuseram uma metodologia de imputação de dados faltantes a qual
nomearam de método efeito Site-Depen-Dente (SDEM). O objetivo dos autores foi propor um
método de imputação (SDEM) e comparar seu desempenho com outros métodos de imputação
única e múltipla conhecidos na literatura. No estudo, foi considerado um conjunto de dados
das concentrações de MP10 medidos em oito estações de monitoramento distribuı́das na região
metropolitana de Palermo, na Sicı́lia, em 2003. Os resultados encontrados concordam, através
dos indicadores de desempenho, em avaliar o método proposto (SDEM) como o melhor método
entre os comparados no trabalho, independente da duração da lacuna de dados faltantes.

Plaia e Bondı̀ (2010) realizaram um estudo cujo o objetivo foi propor um novo método de
imputação de regressão (único) que, considerando a estrutura e as caracterı́sticas particulares do
conjunto de dados, cria um conjunto de dados “completo” que pode ser analisado por qualquer
pesquisador em diferentes ocasiões e usando diferentes técnicas. Os autores utilizaram um
conjunto de dados de MP10 registrados em Palermo em 2003 para simular situações de dados
faltantes, a fim de avaliar o desempenho do método de imputação por meio de indicadores de
desempenho. Brown, Harris e Cox (2013) discutiram as consequências da falta de dados durante
as atividades de monitoramento da qualidade do ar e o cálculo da concentração média anual de
massa de poluentes ambientais. Além disso, os autores realizaram uma descrição matemática
de um método para a determinação da concentração média anual usando a média simples.

Gómez-Carracedo et al. (2014) utilizaram um conjuntos de dados de qualidade do ar (NO,
NO2, NOX , CO, O3, MP10, MP2,5 e MP1,0) de uma estação de imersão automática situada
numa zona costeira suburbana próxima da cidade da Corunha, Espanha, com taxas de dados
faltantes variando de 4% a 24%, para verificar se grandes diferenças ocorrem quando distintos
métodos de imputação (Média Incondicional, Mediana modificada, Baseado em componentes
principais, Expectation maximization (EM) e Imputação múltipla) atualmente utilizados, são
aplicados para o preenchimento dos dados faltantes. Todos os métodos foram executados de
forma semelhante, embora a imputação múltipla tenha gerado valores imputados mais disper-
sos. De acordo com os resultados apresentados, as principais diferenças ocorreram quando
uma variável com valores ausentes correlacionou-se mal com as outras caracterı́sticas e quando
uma variável apresentou cargas relevantes em vários fatores não rotacionados, o que, algumas
vezes alterou a ordem dos fatores rotacionados. Os melhores resultados foram obtidos com o
algoritmo EM.

Zainuri, Jemain e Muda (2015) apresentaram vários métodos de imputação para dados de
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qualidade do ar, especificamente na Malásia. Os autores objetivaram selecionar o melhor
método de imputação e comparar se havia alguma diferença nos métodos utilizados entre as
estações de monitoramento na Malásia. Foram simulados, de forma aleatória, dados faltan-
tes para vários casos com 5, 10, 15, 20, 25 e 30% de informações perdidas. Os métodos
utilizados no trabalho para imputação foram a substituição média e mediana, algoritmo EM,
decomposição em valores singulares (SVD), método K-vizinhos mais próximos (KNN) e método
sequencial K-vizinho mais próximo (SKNN). O desempenho das imputações foi comparado
usando os indicadores de desempenho coeficiente de correlação (R), ı́ndice de concordância (d)
e erro absoluto médio (MAE). Com base nos resultados obtidos, os autores concluı́ram que EM,
KNN e SKNN são os três melhores métodos.

Junger e Leon (2015) discutiram questões teóricas e metodológicas para imputação de dados
faltantes em séries temporais multivariadas de poluentes atmosféricos. Os autores apresentaram
um método baseado em imputação que usa o algoritmo EM sob a suposição de distribuição nor-
mal. Diferentes abordagens foram consideradas para a filtragem da componente temporal. Foi
realizado um estudo de simulação para avaliar a validade e o desempenho do método proposto
em comparação com alguns métodos frequentemente utilizados. As simulações mostraram que,
quando a quantidade de dados faltantes era de apenas 5%, a análise completa dos dados pro-
duziu resultados satisfatórios. independentemente do mecanismo gerador dos dados ausentes,
enquanto a validade começou a degenerar quando a proporção de valores faltantes excedia 10%.
Segundo os resultados, o método de imputação proposto pelos autores apresentou boa acurácia
e precisão em diferentes contextos com relação aos padrões de observações ausentes. A maioria
das imputações obteve resultados válidos, mesmo sob ausência não aleatória. Os métodos pro-
postos no trabalho foram implementados como um pacote denominado multivariate time series

data imputation (mtsdi) no software estatı́stico R.
Zakaria e Noor (2018) realizaram uma estudo sobre métodos de imputação para preenchi-

mento de dados faltantes em séries de concentrações de poluentes atmosféricos na Malásia.
No estudo, os dados de monitoramento horário de CO, O3, MP10, SO2, NOX , NO2, tempe-
ratura ambiente e umidade foram utilizadas para avaliar quatro métodos de imputação (Mean

Top Bottom, Regressão Linear, Imputação Múltipla e Vizinho Mais Próximo). As observações
dos poluentes do ar foram simuladas com quatro percentagens de dados perdidos, isto é, 5%,
10%, 15% e 20%. No trabalho, foram utilizadas medidas de desempenho para descrever a
adequação do ajuste dos métodos de imputação, a saber: o Erro Absoluto Médio, a Raiz do
Erro Quadrático Médio, o Coeficiente de Determinação e o Índice de Concordância. A partir
dos resultados das medidas de desempenho, os autores concluı́ram que, o método Mean Top

Bottom de imputação foi o mais adequado para o preenchimento dos valores faltantes nos dados
de poluentes atmosféricos. Por outro lado, a Regressão Linear foi o método que apresentou os
piores resultados para imputação dos dados.

Miller et al. (2018) avaliaram quatro métodos de imputação de dados faltantes para abor-
dar os dados de concentração de BTEX (benzeno, tolueno, etilbenzeno e xilenos), medidos em
Windsor e Sarnia, Ontário, Canadá, no outono de 2005. Os métodos de imputação avaliados
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foram: imputação do valor médio, ponderação inversa da distância, proporções interespécies
e regressão. As concentrações e relações entre espécies foram geralmente similares entre as
duas cidades. Usando essas cidades industrializadas como estudos de caso, os autores demons-
traram que as técnicas de proporções interespécies ou regressão dos dados para os quais há
informação completa, junto com uma concentração medida (i.e. benzeno) para prever resulta-
dos de concentrações perdidas (i.e. TEX), que existe uma boa concordância entre os valores
previstos e medidos. Os autores apontam que, na ausência de quaisquer concentrações conheci-
das, o método ponderação inversa da distância pode fornecer uma concordância razoável entre
as concentrações observadas e estimadas para as espécies BTEX, e foi superior à imputação de
valor médio que não foi capaz de preservar a tendência espacial.

3.3.3 Estado da arte sobre o uso da análise espectral de séries temporais de poluição
atmosférica

Rao, Samson e Peddada (1976) realizaram uma comparação entre as caracterı́sticas espectrais
da concentração de SO2 e a velocidade do vento no domı́nio da frequência (análise espectral)
em Long Island, Nova Iorque. Os resultados evidenciaram que, durante o inverno, os dois es-
pectros têm um pico dominante correspondente à escala de tempo sinótico, indicando que as
variações climáticas sinóticas são responsáveis pelas oscilações de longo perı́odo do poluente.
Schlink, Herbarth e Tetzlaff (1997) desenvolveram um método de previsão de séries temporais
para permitir o aviso antecipado do smog no inverno. Os autores construı́ram, com base na
análise espectral, um modelo de componente para a série temporal de concentrações de SO2

usando essencialmente um algoritmo recursivo de Kalman. Salcedo et al. (1999) utilizaram as
técnicas da análise espectral e de séries temporais para a identificação de variações a longo prazo
na média (tendência) e de componentes cı́clicos ou periódicos de nı́veis ambientais de poluição
atmosférica da cidade de Porto em Portugal. Já Kelsall, Zeger e Samet (1999), motivados por
um estudo da associação entre as contagens da mortalidade diária e a poluição do ar, apre-
sentaram uma abordagem de estimação, no domı́nio da frequência, para modelos log-lineares
que respondem tanto pela superdispersão quanto pela autocorrelação. Os autores aplicaram
os métodos para estimar a associação entre as contagens de mortalidade e a concentração de
partı́culas transportadas pelo ar na Filadélfia, EUA, para os anos de 1974-1988.

Hies et al. (2000) apresentaram um método, utilizando análise espectral, para analisar séries
temporais de carbono elementar para diferentes fontes de poluição atmosférica em Berlim. O
estudo compreendeu o perı́odo de 01 de abril de 1994 a 31 de março de 1995. As séries tem-
porais de médias diárias de carbono elementar em vários locais urbanos foram avaliadas com
os respectivos espectros. Periodicidades tı́picas, e bem conhecidas, causadas por influências
antropogênicas e meteorológicas foram identificadas usando espectros de coerência e fase. Os
autores mostraram que, o aquecimento doméstico pela combustão do carvão aparece com uma
periodicidade de 365 dias, o tráfego contribui com picos de 3,5; 4,6 e 7 dias no espectro e o car-
bono elementar de longo alcance elevado pode ser identificado como picos caracterı́sticos com
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periodicidades na gama de 13 a 42 dias. Como as amplitudes relativas das várias influências
variam dependendo da localização do ponto de medição na área urbana, segundo os autores, o
uso de espectros estimados ajuda a encontrar a influência do tráfego, aquecimento doméstico
do carvão e transporte de longo alcance na concentração de carbono elementar.

Sebald et al. (2000) utilizaram a análise espectral para investigar os processos de formação e
decomposição do ozônio troposférico. O conjunto de dados considerado foi o das concentrações
médias horárias de O3, NOX e parâmetros meteorológicos, como temperatura, velocidade do
vento, umidade relativa do ar, máximo diurno da temperatura do ponto de orvalho e pressão
barométrica. Os parâmetros foram medidos continuamente de 1993 a 1995 nas redes monitora-
mento da qualidade do ar e de parâmetros meteorológicos do Deutscher Wetterdienst (Serviço
Meteorológico Alemão). Para detectar a razão para concentrações extremamente altas de O3

no verão, os autores dividiram os dados em duas componentes, a saber: componente sazonal
de baixa frequência e de alta frequência. A segunda componente foi avaliada utilizando o es-
pectro de densidade de potência correspondente. Mostrou-se que as variações meteorológicas
de grande escala e de escala sinótica afetam as concentrações de O3 em todos os locais de mo-
nitoramento. Os autores concluı́ram que, no conjunto de dados de 1993-1995 esta influência
contribuiu para picos com durações de ciclo de 16-35 dias no espectro de densidade de potência
estimado a partir dos dados de O3.

Marr e Harley (2002) aplicaram a análise espectral para descrever a história e a distribuição
espacial das diferenças de dia da semana nas concentrações de O3 ambiente, NOX e COV,
através da análise de medições realizadas por duas décadas, de locais localizados em toda a
Califórnia. Segundo os autores, a análise espectral das séries temporais de concentração mos-
trou que padrões semanais nas concentrações de O3, tipicamente com valores mais altos nos
finais de semana, se tornaram mais difundidos na Califórnia entre 1980 e 1999. Em contraste,
um forte padrão semanal das concentrações de NOX estão presentes durante todo o perı́odo,
e padrões semanais em concentrações de COV, embora não tão evidentes, também estiveram
presentes durante todo o perı́odo de 20 anos.

Fuentes (2002) apresentaram novas abordagens e ferramentas espectrais para estimar a estru-
tura espacial de um processo não estacionário. Mais especificamente, os autores propuseram
uma abordagem para a análise espectral de processos espaciais não-estacionários que é ba-
seada no conceito de espectros espaciais, isto é, funções espectrais que são dependentes do
espaço. Esta noção de espectro espacial generaliza a definição de espectros para processos es-
tacionários, e sob certas condições, o espectro espacial em cada local pode ser estimado a partir
de uma única realização do processo espacial. Segundo os autores, a motivação para realização
do trabalho foi a modelagem e previsão de concentrações de O3 ao longo de diferentes frontei-
ras geopolı́ticas, nos EUA, para avaliação da conformidade com os padrões de qualidade do ar
ambiente.

Cvitaš et al. (2004) analisaram, fazendo uso da aplicação da transformada de Fourier, os da-
dos obtidos durante muitos anos de monitorização contı́nua de O3 em 12 estações selecionadas
da rede EUROTRAC-TOR (Eureka environmental project: European experiment on Transport
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and transformation of environmentally relevant trace Constituents in the troposphere over Eu-
rope, subproject Tropospheric Ozone Research). A média das transformações ao longo dos
anos, as funções de autocorrelação e transformadas de Fourier foram calculadas para cada lo-
cal. Os resultados confirmaram a existência de uma variação comum nas frações de volume de
O3 com perı́odos quase que variando entre 7 e 44 dias. Segundo os autores, estas frequências
estão provavelmente relacionadas com influências meteorológicas da escala sinótica cı́clica-
quase cı́clica.

Kandlikar (2007) utilizou métodos espectrais para analisar mudanças na qualidade do ar em
um único local de monitoramento em Déli, Índia, de 2000 a 2006. Cálculos de densidade espec-
tral de potência de dados de concentração diária de MP10, CO, NOX e SOX revelam a presença
de tendências e oscilações periódicas para todos os poluentes. Os autores aplicaram a Análise
do Espectro Singular (SSA) para decompor os dados diários em tendências não lineares, esta-
tisticamente significativas, ciclos sazonais e outras oscilações. Perı́odos de reduções acentuadas
foram observados para as concentrações de SOX e CO em 2001 e 2002, respectivamente. Foi
observado que a queda acentuada, tanto na tendência quanto na amplitude do ciclo sazonal de
CO, coincide com a mudança para o Gás Natural Comprimido como combustı́vel na frota de
transporte público de Nova Déli. Mudanças observadas nas concentrações de SOX e MP10

foram provavelmente causadas por fontes não relacionadas ao tráfego de veı́culos.
Choi et al. (2008) investigaram a dependência regional antropogênica na variação semanal de

poluentes do ar e sua relação com as condições meteorológicas sobre a China para os verões de
2001-2005. A análise espectral foi aplicada às observações diárias locais de concentrações de
MP10 e precipitação de 31 estações terrestres, estimativas de reanálise de variáveis atmosféricas
regionais e captação de nuvens por satélite. Os resultados confirmam a presença da interação
entre MP10 e as condições meteorológicas na camada limite, e sugerem uma possı́vel ligação
da formação de nuvens à concentração MP10 em uma escala semanal. Um estudo semelhante
foi realizado por Kai et al. (2008) que usaram a análise espectral e mais dois métodos para
investigar propriedades de escala de tempo em séries temporais de ı́ndices de poluição do ar
(SO2, NO2 e MP10) em Xangai, na China.

Tchepel e Borrego (2010) utilizaram a análise espectral para compreender os processos
fı́sicos subjacentes e a influência das fontes de emissão na variabilidade das concentrações de
poluentes atmosféricos na região metropolitana do Porto (Portugal). Foram utilizadas séries
temporais anuais de poluentes relacionados ao tráfego (CO e MP10). Utilizaram-se, como
métodos, o periodograma e a análise espectral bivariada para identificar as contribuições das
flutuações de curto prazo (perı́odos de 12 e 24 h) nas concentrações de CO e MP10. Os autores
concluı́ram que as análises realizadas revelaram a influência distinta das emissões de tráfego lo-
cal e de longo alcance e que a metodologia mostrou ser uma ferramenta poderosa para a análise
das causas da poluição do ar.

Tchepel et al. (2010) propuseram uma abordagem para a estimativa de concentrações de
fundo usando dados medidos de qualidade do ar decompostos em componentes de linha de
base e de curto prazo da área urbana de Lisboa (Portugal). Para isso, os autores utilizaram a
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densidade espectral para dados de monitoramento da qualidade do ar com base na análise da
série de Fourier. Depois, as flutuações de curto prazo, associadas à influência das emissões
locais e as condições de dispersão, foram extraı́das das medições originais usando um filtro
de média móvel iterativo e levando em conta a contribuição de frequências mais altas deter-
minadas a partir da análise espectral. No trabalho, os autores aplicaram esta metodologia para
definir as concentrações de fundo de material particulado (MP10) usadas como dados de entrada
para um modelo CFD de escala local, e comparada com uma abordagem alternativa usando
concentrações de fundo fornecidas por um sistema de modelagem de qualidade do ar de me-
soescala. Os resultados apresentaram um melhor desempenho para o modelo em microescala
quando inicializado por séries temporais decompostas, o que demonstrou a importância da me-
todologia proposta na redução da incerteza das previsões do modelo. Conforme apontou o
estudo, a decomposição das medições de qualidade do ar e a remoção das flutuações de curto
prazo discutidas no trabalho, é uma técnica valiosa para determinar concentrações de fundo
representativas.

Kumar e Ridder (2010) estimaram um modelo de heterocedasticidade condicional autorre-
gressivo generalizado (GARCH) associado com o método FFT-ARIMA (transformada rápida
de Fourier-autorregressivo integrado de média móvel), para prever os episódios de concentração
de O3 em duas cidades europeias, Bruxelas e Londres. Segundo os autores, a FFT tem sido
usada para modelar as periodicidades (a periodicidade anual é especialmente distinta) exibidas
pela série de tempo. Os resultados revelaram que modelar a concentração de O3 por meio do
modelo GARCH, além de melhorar os intervalos de confiança das previsões de curto prazo,
também proporcionou maior acurácia na probabilidade de previsão de episódios crı́ticos de
concentração de O3.

He e Lu (2012) realizaram uma investigação sobre a variação periódica dos nı́veis de poluen-
tes em uma interseção de tráfego tı́pica de Hong Kong. Foram realizadas medições de CO, CO2

e MP. Os dados medidos mostraram variações periódicas com os intervalos do sinal de trânsito.
A abordagem da densidade espectral de potência (PSD) foi usada para inspecionar as tendências
e as oscilações periódicas dos poluentes medidos. A análise do espectro singular foi aplicada
para decompor os dados medidos em tendências e oscilações não lineares estatisticamente signi-
ficativas no processo. A partir dos resultados, a maioria das tendências apresentaram inclinação
a aumentar devido à hora do rush próxima, durante o experimento. Além disso, segundo os
autores, todas as oscilações mudaram regularmente com um perı́odo de 136 segundos, o que é
coincidente com o perı́odo do sinal de tráfego e a frequência calculada usando o PSD.

Iordache e Dunea (2013) realizaram um estudo na Romênia com o objetivo de fazer a aplicação
da análise de espectro cruzado (CSA) para revelar as correlações entre séries de poluentes at-
mosféricos e séries meteorológicas em diferentes frequências. Os dados foram coletados nas
cidades de Brasov, Ploiesti e Târgoviste no perı́odo de novembro de 2011 a março de 2012, com
uma hora de amostragem. Todos os valores de amplitude cruzada computados foram interpreta-
dos como uma medida de covariância entre os respectivos componentes de frequência nas duas
séries, selecionando cinco picos mais altos com os correspondentes perı́odos, que foram filtra-
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dos e classificados de forma decrescente. Os resultados mostraram uma contribuição importante
das flutuações de curto prazo (perı́odos de 12 e 24 horas) para a variância total dos poluentes
analisados (NO2, SO2 e partı́culas suspensas), com dependência significativa do fator meteo-
rológico (radiação incidente, temperatura do ar ou umidade relativa) e menos nas condições
do local. Segundo os autores, esse tipo de análise de dados pode auxiliar na identificação de
constantes ou padrões, caracterizando as interações entre variáveis, o que é uma ferramenta útil
para parametrização e calibração de modelos de poluição do ar.

Fajardo et al. (2018) com objetivo de estudar séries temporais com memória longa, sugeri-
ram a utilização de um periodograma alternativo, denominado M-periodograma, que é obtido
relacionando o periodograma a um problema de regressão e usando um M-estimador para os
coeficientes do modelo de regressão. Segundo os autores, além de ser um periodograma alterna-
tivo atraente para séries temporais de memória longa, ele também é resistente a valores discre-
pantes aditivos. O desempenho de robustez do estimador foi investigado através de simulação
de Monte Carlo. Como uma aplicação prática, os autores investigaram o efeito de observações
atı́picas em dados de poluição do ar, MP10. Os autores apontam que, além da importância de
modelar e prever este poluente, a séries de MP10 apresentaram, em geral, caracterı́sticas inte-
ressantes, como sazonalidade, assimetria, e também altos nı́veis de poluição, que podem ser
considerados como observações atı́picas no contexto do trabalho.

Vale dizer que, salvo engano, foram encontrados poucos trabalhos que aplicaram as técnicas
de análise espectral para avaliar séries temporais de poluentes atmosféricos com dados faltan-
tes. Entre os trabalhos encontrados, destacam-se os de (DILMAGHANI et al., 2007; HOCKE;
KÄMPFER, 2009; DUTTON et al., 2010; MOSHENBERG; LERNER; FISHBAIN, 2015;
BOWDALO; EVANS; SOFEN, 2016). Dilmaghani et al. (2007), Hocke e Kämpfer (2009),
Dutton et al. (2010) e Bowdalo, Evans e Sofen (2016) utilizaram o periodograma de Lomb-
Scargle para identificar periodicidades em dados de poluição atmosférica com dados faltan-
tes. Já Moshenberg, Lerner e Fishbain (2015) apresentaram o teorema de amostragem discreta
para a tarefa de atribuir dados faltantes em séries temporais longitudinais de qualidade do ar.
Dentro do contexto do teorema de amostragem discreta, dois esquemas espectrais para pre-
enchimento de valores faltantes são apresentados - um método baseado em Transformação de
Cosseno Discreta (DCT) e outro na Decomposição Variável Única em Cluster (K-SVD). Os au-
tores concluı́ram que, os métodos espectrais são uma ótima opção para a imputação de dados de
qualidade do ar, que deve ser considerada, especialmente, quando os padrões de dados ausentes
são desconhecidos.

As diversas aplicações que podem ser feitas com a junção das técnicas clássicas de análise
de séries temporais no domı́nio do tempo e análise espectral, fazem com que esta área de es-
tudo seja umas das mais dinâmicas na avaliação de dados de concentrações de poluentes at-
mosféricos. Dessa forma, justifica-se a continuidade dos estudos relativos ao tema. Além
disso, na maioria dos estudos que utilizam a análise espectral para avaliar dados de poluição
atmosférica, os dados faltantes são preenchidos utilizando técnicas de imputação única ou
múltipla, para posterior análise. Segundo Junger (2008), a principal desvantagem dos proce-
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dimentos baseados em imputação é que em sua maioria a imprecisão devida à imputação não
é contemplada na análise e, portanto, a variância dos estimadores é subestimada. São pou-
cos os trabalhos que propuseram estimadores para a função de densidade espectral na presença
de dados faltantes, sendo esse o foco principal desta pesquisa. Do mais, por se tratar de um
assunto relativamente recente dentro da poluição do ar, a exploração tende a trazer novos resul-
tados.
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4 MATERIAIS E MÉTODOS

4.1 REGIÃO DE ESTUDO E REDE DE MONITORAMENTO

A área de estudo compreenderá a RGV, Espı́rito Santo, Brasil, localizada na costa sul do
oceano Atlântico [latitude 20◦19 S (Sul), longitude 40◦20 W (Oeste)]. A RGV é constituı́da
pelos municı́pios de Vitória, Vila Velha, Cariacica, Serra e Viana. Por estar situada na região
litorânea, a RGV apresenta clima tropical quente (Aw), de acordo com a classificação climática
de Köppen (KÖPPEN, 1900), possuindo inverno ameno e seco, e verão chuvoso e quente. As
temperaturas médias variam entre 24◦ C (Celsius) e 30◦ C.

No ano de 2010, a população do Espı́rito Santo era de 3.514.952 (INSTITUTO BRASILEIRO
DE GEOGRAFIA E ESTATÍSTICA, 2014). Deste total 1.687.704 estava residindo na região
metropolitana do estado, que é composta pelos municı́pios da Grande Vitória, mais Fundão e
Guarapari. Tomando-se somente a RGV, a população chegou a 1.565.393, o que representa
cerca de 45% da população capixaba. Segundo o Instituto Brasileiro de Geografia e Estatı́stica
(INSTITUTO BRASILEIRO DE GEOGRAFIA E ESTATÍSTICA, 2014) a RGV abrange uma
área de 1.461 Km2, sendo um dos principais polos de desenvolvimento urbano e industrial
do estado. A região sofre com diversos tipos de problemas ambientais, entre os quais está
à deterioração da qualidade do ar, devido às emissões atmosféricas por indústrias, pela frota
veicular e ressuspensão do solo causada pelo vento e tráfego veicular.

Vale ressaltar que a RGV possui uma Rede Automática de Monitoramento da Qualidade do
Ar (RAMQAR) inaugurada em julho de 2000, de propriedade do IEMA. Esta rede é distribuı́da
em nove estações distribuı́das por quatro municı́pios da RGV, a saber: o municı́pio Serra com
três estações localizadas nas regiões de Laranjeiras, Carapina e Cidade Continental; o municı́pio
Vitória com três estações localizadas nas regiões de Jardim Camburi, Enseada do Suá e Centro
de Vitória; o municı́pio de Vila Velha apresenta duas estações localizadas nas regiões do Ibes e
Centro de Vila Velha; e, o municı́pio de Cariacica com uma estação em Cariacica. A localização
espacial das estações de monitoramento da RAMQAR está ilustrada na Figura 1.

Na Tabela 3, são apresentadas os códigos de identificação das estações junto ao IEMA, seus
respectivos códigos de identificação neste estudo (ID), a localização das estações de acordo
com os bairros em que estão alocadas, o ano de inı́cio da operação de cada estação e suas
coordenadas planas (UTM).

A RAMQAR monitora os seguintes poluentes: Partı́culas Totais em Suspensão (PTS); Mate-
rial Particulado Inalável (MP10); Material Particulado Respirável (MP2,5), Dióxido de Enxofre
(SO2); Ozônio (O3); Óxidos de Nitrogênio (NOX); Dióxido de Nitrogênio (NO2); Monóxido
de Carbono (CO) e Hidrocarbonetos totais (HCT), Hidrocarbonetos não Metano (HCnM), Me-
tano (CH4), Monóxido de Nitrogênio (NO). E, ainda, realiza-se o monitoramento dos seguintes
parâmetros meteorológicos: Direção escalar do vento (DV); Velocidade escalar do vento (VV);
Precipitação pluviométrica (PP); Umidade relativa do ar (UR); Precipitação Pluviométrica (PP);
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Figura 1: Estações de monitoramento da qualidade do ar na Grande Vitória.

Tabela 3: Localização das estações da RAMQAr

Estação Localização Bairro 
Início da 

Operação 

Coordenadas (m) 

Leste Norte 

RAMQAr 1 Hospital Dório Silva Laranjeiras 2000 369917 7766305 

RAMQAr 2 ArcelorMittal Tubarão Carapina 2000 368945 7762315 

RAMQAr 3 Unidade de Saúde Jardim Camburi 2000 367429 7760371 

RAMQAr 4 Corpo de Bombeiros Enseada do Suá 2000 365266 7753279 

RAMQAr 5 Ministério da Fazenda Centro (Vitória) 2005 360857 7752450 

RAMQAr 6 
4º Batalhão da Polícia 

Militar 
IBES 2000 362532 7749346 

RAMQAr 7 
Ao lado do Colégio 

Marista 
Centro (Vila Velha) 2000 365354 7750721 

RAMQAr 8 
CEASA Vila Capixaba 

(CEASA) 
2000 353697 7749998 

RAMQAr 9 ArcelorMittal Tubarão Cidade Continental 2011 371218 7763588 
 

Fonte: Instituto Estadual de Meio Ambiente e Recursos Hı́dricos do Estado do Espı́rito Santo (2018)
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Temperatura do ar (T); Pressão atmosférica (P); Desvio padrão da direção do vento (SIGT); e,
Radiação solar (RS). Os poluentes e parâmetros meteorológicos monitorados em cada estação
RAMQAR encontram-se na Tabela 4.

Tabela 4: Poluentes e parâmetros meteorológicos monitorados nas estações da RAMQAR

Estação MP2.5 PTS MP10 SO2 CO NO NO2 NOX HCT O3 CH4 HCnM Meteorologia

RAMQAR 1 X X X X X X X X
RAMQAR 2 X X DV,VV,UR,PP,P,T,RS,SIGT
RAMQAR 3 X X X X X X
RAMQAR 4 X X X X X X X X X X X X DV,SIGT,VV
RAMQAR 5 X X X X X X X X X X
RAMQAR 6 X X X X X X X X X X X X DV,SIGT,T,UR,VV
RAMQAR 7 X X
RAMQAR 8 X X X X X X X X DV,SIGT,UR,VV,T
RAMQAR 9 X X X X X X X DV,VV

Fonte: Instituto Estadual de Meio Ambiente e Recursos Hı́dricos do Estado do Espı́rito Santo (2018)

4.2 DADOS

Para fins de aplicação da metodologia estudada neste trabalho e avaliação da qualidade do
ar na RGV, foi adotado nos estudos principais: (i) Primeiro artigo: as concentrações de MP10

medidas na estação de monitoramento localizada em Enseada do Suá, Vitória e (ii) Terceiro
artigo: as concentrações de MP10 medidas nas noves estações de monitoramento da RAMQAR
da RGV. Para o primeiro artigo principal, as concentrações referem-se ao perı́odo de 01 de
janeiro de 2008 a 31 de dezembro de 2017 e para o terceiro, ao perı́odo de 01 de janeiro de
2008 a 31 dezembro de 2018.

Já para os estudos adicionais foi adotado: i) no primeiro artigo: as concentrações de MP10 da
estação de monitoramento da Enseada do Suá; as variáveis meteorológicas, temperatura, humi-
dade relativa, precipitação e velocidade do vento, monitoradas nas estações de Carapina e Caria-
cica; ii) segundo artigo: as concentrações máximas de PTS, MP10, SO2, CO, NO2 e O3 medidas
entre as estações que fazem o monitoramento do poluente; as variáveis meteorológicas, tem-
peratura, humidade relativa, precipitação e velocidade do vento; iii) terceiro artigo: as médias
diárias de concentrações de MP10 medidas nas estações de Carapina, Laranjeiras, Jardim Cam-
buri, Enseada do Sul, Centro de Vitória, Ibes, Centro de Vila Velha e Cariacica; e, iv) Quarto
artigo: as concentrações de MP10 das estações Laranjeiras (E1), Carapina (E2), Jardim Cam-
buri, Enseada do Suá, Vitória (Centro), IBES e Cariacica e as concentrações PTS das estações
Jardim Camburi, Enseada do Suá, Centro de Vitória, IBES e Cariacica. Para o primeiro artigo
adicional as concentrações referem-se ao perı́odo de 01 de janeiro de 2012 a abril de 2015.
Para o segundo, ao perı́odo de 01 de janeiro de 2012 a 31 de dezembro de 2014 e, para o ter-
ceiro, ao perı́odo de 01 janeiro de 2010 a 31 dezembro de 2016, e, para o quarto, ao perı́odo
de 01 de janeiro de 2008 a 31 de dezembro de 2017, sendo a periodicidade diária e medida em
µg/m3.
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o perı́odo de 01 de janeiro de 2008 a 31 de dezembro de 2017

4.3 RECURSOS COMPUTACIONAIS

As rotinas para a simulação, aplicação da metodologia proposta, desenvovimento de novos
códigos e toda análise será utilizando o software R (R Development Core Team, 2016). O am-
biente R é disponibilizado sobre os termos da GNU: General Public License, primeira comu-
nidade de compartilhamento de softwares livres. A página principal é http://www.r-project.org,
localizada em Viena, Áustria. O R é em grande parte um veı́culo para o desenvolvimento de
novos métodos interativos de análise de dados. Possui um grande número de procedimentos es-
tatı́sticos convencionais, entre eles estão os modelos lineares, modelos de regressão não linear,
análise de séries temporais, testes estatı́sticos paramétricos e não paramétricos, análise multiva-
riada, etc. Tem uma grande quantidade de funções para o desenvolvimento de ambiente gráfico
e criação de diversos tipos de apresentação de dados (REISEN; SILVA, 2011).
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5 RESULTADOS E DISCUSSÕES

Nesta seção encontram-se os três principais artigos resultantes desta tese.
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Abstract

Atmospheric pollution data generally has missing information. This paper presents a study of different methodologies
to estimate the autocorrelation function (ACF) of a time series with missing data. We consider the estimators proposed
by Yajima & Nishino (1999) and an imputation technique. The mean squared errors of the different estimators
are compared through Monte Carlo simulations for different proportions of missing data. As an application, the
autocorrelation function of the Inhalable Particulate Matter concentrations (PM10) was estimated. Additionally, a
spectral analysis of the series under study was considered. The statistical methodology discussed in this paper can be
very useful in practical situations when dealing with time series with missing data.

Keywords:
PM10 concentrations, time series, autocorrelation function, missing data.

1. Introduction

The analysis of time series is a topic well discussed in the academic environment. There are two approaches
relate to time series tools: time and frequency domain analysis. In both, the objective is to construct models with
the following main purposes: to investigate the generating mechanism of the time series; to forecast future values; to
describe the behaviour of the series; to detect the relevant periodicities; among others. Several methods to modeling
and prediction the time series are available in the literature, such as moving average (MA), linear regression in time,
exponential smoothing of Holt-Winters and ARIMA (Integrated Autoregressive Mobile Average Model) models.

A frequent problem in time series is the presence of missing data, specially in the environmental area, usually
due to data acquisition failures (Xia et al., 1999), (Plaia & Bondı̀, 2006). There are several reasons for this scenario,
among which we can cite: manual data entry, measurements made incorrectly, equipment with operational failures
and high cost of data collection (Van Buuren et al., 1994, Lakshminarayan et al., 1999, Farhangfar et al., 2004, 2007,
Wu et al., 2004, Colantonio et al., 2010).

Data analysis including only available data, without statistical treatment for missing data, may produce inaccurate
estimates, see for example, the discussion in (Junger, 2008, Junger & Leon, 2015). In the literature there are several
methods for the treatment of missing data in time series (Hartley & Hocking, 1971, Beale & Little, 1975, Rubin,
1976, Dempster & Rubin, 1977, Little, 1992, Schafer, 1997b, Junger, 2008, Little & Rubin, 2014, Junger & Leon,
2015). Some procedures are simple and end up producing biased estimates and others more sophisticated depend on
strong assumptions about the mechanism of generating missing data patterns and complicated computational imple-
mentations. Rubin (1976) classified incomplete data according to their generating mechanisms. Data can be missing
at random (MAR), missing completely at random (MCAR) or missing not at random (MNAR).

In the literature, there are several available methods to treat time series with missing data, such as, single imputa-
tion, maximum likelihood and multiple imputation. In the single imputation methods, the missing data are replaced by
feasible values such as mean or median values. The maximum likelihood methods aim of estimating the parameters of
the models linked to the data distribution. Multiple imputation method consists of three steps, namely: (i) Complete
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databases are obtained through appropriate imputation techniques; (ii) Separately, m banks are analyzed by a tradi-
tional statistical method, as if they were indeed complete sets of data; (iii) The results found in step ii are combined in
a simple and appropriate way to obtain the so-called repeated imputation inference (Rubin, 1976, Nunes et al., 2009).
The results of these analyses are aggregated, generating unique estimates for the parameters of interest, which is the
information that one wishes to know about the parameter of the population, such as the mean. According to Junger
(2008), Junger & Leon (2015), the main disadvantage of the single imputation is by the fact that the imprecision due
to imputation procedure is not considered in the analysis and, therefore, the variances of the estimators are underesti-
mated. Unlike single imputation methods, multiple imputation methods do not tend to underestimate variance (Little
& Rubin, 2014).

As examples of papers that have developed alternative methodologies for the analysis of time series with missing
data one can mention Toda & Makenzie (1999), Junninen et al. (2004), Iglesias et al. (2005), Plaia & Bondı̀ (2006)
and Norazian et al. (2008). Metaxoglou & Smith (2007), Drake et al. (2014) and Junger & Leon (2015) suggest
the use of Expectation-Maximization (EM) algorithms (see, Dempster & Rubin (1977), for details of the algorithm
EM) to address this problem. However, this approach has the disadvantage of assuming a specific (usually normal)
distribution for the data.

Parzen (1963) proposed a promising approach which makes the use of amplitude modulation technique, where
the analyses are performed by means of an alternative time series in which the present observations are replaced by
one and missing by zeros. Dunsmuir & Robinson (1981b) and Yajima & Nishino (1999) have studied the asymptotic
behaviour of different estimators for the autocorrelation function of stationary short-memory processes with missing
data. Based on the asymptotic spectral density function of amplitude modulation technique, Dunsmuir & Robinson
(1981c) proposed a Whittle estimator for ARMA model coefficients and Dunsmuir & Robinson (1981a) studied
the asymptotic distribution of this methodology. Other references that deal with the analysis of time series with
missing data are Bloomfield (1970), Bondon (2005), Ghazal & Elhassanein (2006), with emphasis on the works of
Bondon & Bahamonde (2012), who studied the estimation of conditionally heteroscedastic autoregressive models,
and Efromovich (2014) who proposed a non-parametric estimation of spectral density.

In the context of Air pollution area, Junninen et al. (2004) and Plaia & Bondı̀ (2006) proposed methodologies for
imputation of missing values in air quality data sets. In the former work, univariate and multivariate methods were
evaluated; in the second one, the Site-Dependent Effect method (SDEM) was proposed. Iglesias et al. (2005) and
Norazian et al. (2008) have also explored methodologies for filling missing observations in air pollution data (with
application specifically for PM10 pollutant).

Although there are many simple methodologies suggested in the literature to fill missing data in time series, it is
unclear which one to adopt since they produce, in general, estimates with very large bias (Schafer (1997a)). However,
the methodologies which seems to give more precisely estimates depend on complicated computer implementations
and require strong assumptions about the generating pattern of the missing data.

Based on the above discussion, the main objective of this paper is to explore and evaluate the methodologies to
estimate the autocorrelation function of incomplete series proposed by Parzen (1963) and Yajima & Nishino (1999)
and to compare with a standard imputation method which is widely used in the Air Quality area. These methodologies
are applied to the data of PM10 concentrations. To the best of our knowledge, these methods have not yet been explored
by practitioners, specially those in the air pollution area. Therefore, this papers also contributes to the insertion of
these methodologies in the applied area.

This paper is organized as follows. Section 2 presents the statistical methods. Section 3 presents simulation and
an empirical studies and Section 4 deals with the analysis of PM10 concentrations. Some conclusions are drawn in
Section 5.

2. Time Series Models

Consider the following process Xt (t = 1, 2, . . . ) with expansion

Xt = µ +

∞∑

j=0

β jεt− j, (1)
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where µ is the mean of Xt, i.e, E(Xt) = µ,
∞∑

j=0

β2
j < ∞, (2)

and εt is a white noise process with E(εt) = 0 and Var(εt) = σ2
ε . Xt is defined as a second order stationary time series

with variance Var(Xt) = E(Xt − µ)2 = σ2 and autocovariance

γ(l) = Cov(Xt, Xt+l) = E(Xt − µ)(Xt+l − µ), l = ±1, · · · (3)

which is a function only of the time difference l. The autocorrelation (ACF) between Xt and Xt+l is given by

ρ(l) =
Cov(Xt, Xt+l)√

Var(Xt)
√

Var(Xt+l)
=
γ(l)
γ(0)

, (4)

where Var(Xt) = Var(Xt+l) = γ(0).
A special case that satisfies Equation (1) is the ARMA(p, q) (Autoregressive Moving Average Processes) defined

as:

Xt = µ +

p∑

j=1

φ j(Xt− j − µ) + εt +

q∑

j=1

θ jεt− j, (5)

where the polynomials φ(z) = 1−φ1z−· · ·−φpzp and θ(z) = 1+θ1z+ · · ·+θqzq with real coefficients have no common
zeros, neither φ(z) nor θ(z) has zeros in the closed unit disk {z ∈ C : |z| ≤ 1}. For further details, see Brockwell &
Davis (2002), Wei (2006) and Box et al. (2008), among others.

Given a sample X1, . . . , Xn of Xt, the usual estimator of γ(l) is the sample autocovariance function

γ̂(l) = n−1
n−l∑

t=1

(Xt − X)(Xt+l − X), (6)

where X = n−1 ∑n
t=1 Xt is the sample mean and the ACF is estimated by

ρ̂(l) =
γ̂(l)
γ̂(0)

(7)

where γ̂(0) is the estimate of the variance of the process.
The estimators discussed above are only possible to be computed when the time series is complete, that is, there is

no missing data. One way to obtain ACF estimators when there are missing values, is to use one the method suggested
by Parzen (1963), usually called the amplitude modulated estimation method. This is summarized as follows.

Let the process Yt be defined as

Yt = atXt,

where Xt is assumed to be defined for all time, at is given by

at =


1 if Xt is observed,
0 if Xt is missing.

Yt is Xt when it is observed, and zero when the value of Xt is missing.
In practice, missing values may occur regularly or randomly. Parzen (1963) consider the case of periodic sampling

where the observed data consist of repeated groups of A consecutive observations followed by B missed observations.
It is reference concentrate on non-parametric spectral analysis of time series with missing values, while a parametric
approach is considered by Dunsmuir and Robinson (1981b). In the time domain, asymptotic properties of nonparamet-
ric estimators of autocovariances and autocorrelations of amplitude odulated time series are established by (Dunsmuir
& Robinson, 1981b) and (Yajima & Nishino, 1999). These results can be used to build Yule-Walker type estimators
for an AR process with missing observations (Bondon & Bahamonde, 2012).
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Now, let

ā = n−1
n∑

t=1

at,

Ca(l) = n−1
n−l∑

t=1

atat+l,

CY (l) = n−1
n−l∑

t=1

YtYt+l.

Parzen (1963), in terms of these quantities, defines an estimate of γ(l) as:

γ̂X(l) =
CY (l)
Ca(l)

. (8)

If Xt has nonzero mean (µ), then it may be estimated by µ̂X =
∑n

t=1 Yt∑n
t=1 at

. In this case, to calculate γ̂X(l), Yt should be
replaced by Yt − µ̂X .

The following set of assumptions base the definitions of the time series ACF estimators with missing observations
through the use of the apline modulation process proposed by Parzen (1963).

Assumption 1. at is a real, deterministic sequence, asymptotically stationary, satisfying
∑

t |at+1 − at | < ∞, and Xt is
a strictly stationary process with E{|Xt |k} < ∞, k > 0.

Assumption 2. at and Xt are independent, strictly stationary processes, with E{|at |k} < ∞, k > 0 and E{|Xt |k} < ∞,
k > 0 (Yajima & Nishino, 1999, Toloi & Morettin, 1993).

Assumption 3. at and Xt is a sequence of independent and identically distributed random variables with a non-zero
mean µa and strictly positive variance σ2

a. Xt is as strictly stationary process with E{|Xt |k} < ∞, k > 0, independent of
at (Toloi & Morettin, 1993).

Yajima & Nishino (1999) suggest three estimators for the autocorrelation function ρx(l) for time series with miss-
ing data. The first one was proposed by Parzen (1963), the asymptotic properties of which were later investigated by
Dunsmuir & Robinson (1981b). We denote it by ρ̂PDR(l),

ρ̂PDR(l) =
CY (l)/Ca(l)
CY (0)/Ca(0)

=

∑n−l
t=1 YtYt+l/

∑n−l
t=1 atat+l∑n

t=1 Y2
t /

∑n
t=1 a2

t
. (9)

In equation (9), the numerator and the denominator are estimators of γx(l) and γx(0), respectively, and ρ̂PDR(l) is
interpreted as a kind of Yule-Walker estimator.

The second one was proposed by Takeuchi (1995) and independently adjusted by Shin & Sarkar (1995) as the
initial value of a Newton-Raphson procedure for obtaining the method of maximum probability of an AR(1) model.
The estimator is defined by

ρ̂S S T (l) =

∑n−l
t=1 YtYt+l∑n−l
t=1 at+lY2

t

=

∑n−l
t=1 atat+lXtXt+l∑n−l

t=1 atat+lX2
t

, (10)

one can see it is a least-square estimator of the model, consisting of all observed pairs (Xt+l, Xt), where (Xt+l) is a
dependent variable and Xt denotes an independent variable (Yajima & Nishino, 1999).

Finally, the third estimator was also proposed by Takeuchi (1995) and it is defined by

ρ̂T (l) =

∑n−l
t=1 YtYt+l√∑n−l

t=1 at+lY2
t

√∑n−l
t=1 atY2

t+l

. (11)

The estimator ρ̂T (l) is the sample correlation coefficient based on all observed pairs (Xt+l, Xt). The study of these
estimations, in the context of ARMA(p, q) models, is one of the purposes of this paper, on the basis of different
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empirical properties of missing data. These estimators have the same limiting distribution under complete sampling
(Yajima & Nishino, 1999). From an analytical point of view, the properties of the estimators were discussed in Yajima
& Nishino (1999) and in Dunsmuir & Robinson (1981b) for both long and short memory processes, respectively, that
is, in the context of the Box and Jenkins models. Long memory can be modeled by the ARFIMA(p, d, q) process
where d is the fractional parameter(see, for example, Reisen (1994), Lévy-Leduc et al. (2011a) and Lévy-Leduc et al.
(2011b) among others). Stationary models ARMA(p, q) belong to that class of the ARFIMA models with d = 0.

It is noteworthy that all the approaches discussed above, for the analysis of stationary processes in the time domain,
can be extended to the frequency domain. In section 4, an example of this type of application will be presented for
frequency domain analysis of a time series of PM10 concentrations.

3. A simulation study

The empirical behaviour of the estimators was analysed using Monte Carlo simulations. The time series were
generated from an autoregressive process of moving average (ARMA) process with εt ∼ N(0, 1). We obtained 1000
replications (RE) of sample sizes N = 100 and N = 1000. The model parameters are displayed in the tables.

The series were investigated with ratios of 5%, 10%, 15%, 30%, and 40% of missing data. Greenland & Rothman
(1998) indicates that, for a small proportion of missing data and for a large number of observations, the analysis of
the complete data generally produces good results. In this way, the percentage of 5% of missing data was considered
as reference of the smallest amount of tolerable missing information. The percentage of 40%, on the other hand,
was used to evaluate the estimation methods of the autocorrelation function under extreme conditions of missing
information.

As mentioned in the Section 1, data with incomplete observations are quite common in practice and many proce-
dures for making missing data imputation have been developed and are available in the literature to solve or mitigate
this problem. In this direction, for the purposes of comparison, the Expectation Maximization (EM) algorithm is also
considered in this work to perform imputation. This method was proposed by Dempster & Rubin (1977). According
to Little & Rubin (2014), the EM algorithm is a general method for obtaining maximum likelihood estimates for
incomplete databases. Since these estimates may be difficult to obtain for complex databases, a procedure to reduce
this difficulty is required. This is the goal of the EM algorithm (Mcknight et al., 2007). After imputing the data, the
sample autocorrelation function defined in equation (6) was computed.

The EM algorithm can be used when one wants to estimate a set of parameters that follow a certain probability
distribution, which is obtained using only part of the data. Suppose A = A1, A2, · · · , Am represents the m sample units
for which values are known, and B = B1, B2, · · · , Bn represents the units for which values are not known.Therefore, it
is possible to explain the algorithm as follows:

1. Choose initial values for the model parameters (e.g., mean and covariance matrix for the multivariate normal
model).

2. Do until convergence:
(a) Expectation: calculate the expected log-likelihood function with respect to the conditional distribution of

A given B, under the current estimates of parameters; that is, impute values for missing data based on the
values of the parameters;

(b) Maximization: find the values of the parameters that maximize the likelihood based for all data;that is,
estimate new values for the parameters.

Convergence is attained when the difference between the estimated values of the parameters in two consecutive
iterations is smaller than a pre-established difference. For a more detailed study of the algorithm EM as follows
references can be consulted: Dempster & Rubin (1977) and Junger & Leon (2015).

It is noteworthy that the algorithm EM was chosen as the reference method for imputation due to the study
performed by Junger & Leon (2015). The authors proposed some procedures for imputation of data in multivariate
time series, e.g., daily concentrations of atmospheric pollutants, based on the MS algorithm. The temporal trajectory
of the series is modeled with the use of splines, regression models or ARIMA (autoregressive integrated moving
average) models with multiple covariance regimes. The authors performed a simulation with several missing data
configurations to evaluate the validity of the proposed methods and those available as standard in most statistical
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analysis applications, such as: imputation by the mean, the median, the nearest neighbor and the conditional mean.
The methods were evaluated for their performance by means of accuracy and agreement indicators. In addition,
the authors included a penalization criterion for the information lost in order to contemplate in the study model the
uncertainty introduced by the imputation. According to results, the proposed imputation method exhibited good
accuracy and precision in different configurations with respect to the patterns of missing observations.

All the codes were implemented using the software R (R Core Team, 2017). The normal multivariate EM al-
gorithm is implemented in the R mtsdi (multivariate time-series data imputation) library, which was developed by
Junger (2008) and Junger & Leon (2015). The mtsdi library is a collection of routines for imputing missing data in
time series.

The tables display display the mean over 1000 replications of the sample bias and mean squared error (MSE).
The ACF estimates were obtained with the classical estimator of ACF (7), for imputed series, and with the estima-
tors ρ̂PDR(l), ρ̂S S T (l) and ρ̂T (l) (9), (10) and (11), respectively, for the series with missing observations. The values
presented in bold correspond to the smallest men squared error.

From the results presented in Tables 1 and 2, it is inferred that the estimates obtained for the ACF of series imputed
using the MS algorithm and estimated by the sub-study methods proposed by Yajima & Nishino (1999), presented
results very close to the true values. However, the imputation procedure showed a slight tendency to overestimate the
ACF values, for φ = 0.3, and a slight tendency to overestimate the ACF values for φ = 0.7, as the percentage of lost
data increases. In addition, the results of the simulation study show that with 5% of data lost, all procedures yielded to
good estimates for the ACF. In this case, the amount of data lost is too small to prevent the efficiency of the estimation
of the autocorrelation function.

The results shown in Tables 1 and 2 were obtained for a large sample (N = 1000) for φ = 0.3 and φ = 0.7. It
should be noted that the results of the ACF estimates obtained with the evaluated estimators, for φ = 0.7, present a
better performance than those obtained with the series imputed with the algorithm EM, regardless of the percentage
of missing data. Watch the fact that the algorithm is sensitive to a set of non-stationary data, that is, it produces unsat-
isfactory results for φ close to one. The results indicate that both estimators (ρ̂PDR(l), ρ̂S S T (l) and ρ̂T (l) of the ACF in
the presence of missing data provide estimates very close to the theoretical autocorrelation function, regardless of the
percentage of missing data (5%, 10%, 15%, 30% and 40%). Empirically, the proposed estimators have significantly
small MSEs (Tables 1 and 2), obtained from the estimated and theoretical values. These characteristics indicate that
these methodologies can be applied to samples with large and small percentages of missing data. It is observed that
the estimate of the ACF obtained with the series imputed by the algorithm EM tends to underestimate the value of the
ACF for large series, fact very visible for φ = 0.7.

It is important to say that the imputation procedure by the algorithm EM tested in this study showed good results
in several fault situations. However, even with good results, it should be considered that the imputed data are only
estimates of the values that would be observed. According to Junger (2008), samples imputed with complex patterns
and with a large percentage of missing data should receive special attention. Therefore, the empirical results suggest
that the methodology proposed in this work is shown as an alternative to the problem and can be applied to data sets
with missing observations, without compromising the statistical analysis.

The empirical study was extended to perform the process ARMA(1, 1), with φ = 0.3 and φ = 0.7, for N = 1000.
In addition, to evaluate the methods under the assumption of non-asymmetric data, the ARMA(1, 0) process, with
φ = 0.7, was adjusted for simulated data by a chi-square distribution (d f = 2) . The results in Tables 3 and 4 show
that the estimators behave well for data generated from non-asymmetric distributions and data from an ARMA(1,1)
process. In these two cases, the efficiency of the methods under the two conditions of missing data references (5%
and 40%) was evaluated. The results also suggest that the estimators ρ̂PDR(l), ρ̂S S T (l) and ρ̂T (l) maintain its properties,
even when applied to simulated data with probability distributions different from a normal distribution.
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Table 1: Estimates of the ACF for an ARMA(1, 0) process with φ = 0.3, using the proposed estimators and EM algorithm with sample size N = 1000
(theoretical ACF: ρ(1) = 0.3, ρ(2) = 0.09, ρ(3) = 0.027, ρ(4) = 0.0081 and ρ(5) = 0.00243).

P1 Estimator ρ̂(1) ρ̂(2) ρ̂(3) ρ̂(4) ρ̂(5)
EM algorithm Mean 0.29071 0.08727 0.02764 0.00990 0.00905

MS E 0.00102 0.00122 0.00155 0.00149 0.00137
ρ̂PDR(l) Mean 0.30548 0.09102 0.02819 0.00964 0.00894

MS E 0.00102 0.00131 0.00169 0.00163 0.00150
5% ρ̂S S T (l) Mean 0.30533 0.09102 0.02824 0.00971 0.00896

MS E 0.00103 0.00132 0.00170 0.00164 0.00151
ρ̂T (l) Mean 0.30531 0.09101 0.02812 0.00965 0.00891

MS E 0.00102 0.00131 0.00169 0.00163 0.00150
EM algorithm Mean 0.26910 0.07989 0.02563 0.01067 0.00623

MS E 0.00193 0.00134 0.00123 0.00128 0.00128
ρ̂PDR(l) Mean 0.29718 0.08597 0.02560 0.00862 0.00381

MS E 0.00126 0.00153 0.00151 0.00158 0.00163
10% ρ̂S S T (l) Mean 0.29723 0.08608 0.02561 0.00869 0.00392

MS E 0.00123 0.00154 0.00150 0.00156 0.00163
ρ̂T (l) Mean 0.29731 0.08607 0.02556 0.00853 0.00379

MS E 0.00121 0.00153 0.00151 0.00159 0.00164
EM algorithm Mean 0.25972 0.08132 0.02879 0.00947 0.00685

MS E 0.00237 0.00128 0.00116 0.00109 0.00144
ρ̂PDR(l) Mean 0.30038 0.08961 0.02733 0.00428 0.00071

MS E 0.00102 0.00163 0.00151 0.00146 0.00193
15% ρ̂S S T (l) Mean 0.30088 0.08967 0.02726 0.00424 0.00007

MS E 0.00101 0.00162 0.00149 0.00147 0.00193
ρ̂T (l) Mean 0.30030 0.08951 0.02733 0.00435 0.00077

MS E 0.00098 0.00161 0.00151 0.00144 0.00192
EM algorithm Mean 0.21853 0.08037 0.03854 0.02720 0.02444

MS E 0.00766 0.00113 0.00130 0.00146 0.00144
ρ̂PDR(l) Mean 0.29203 0.09128 0.03111 0.01410 0.01083

MS E 0.00202 0.00186 0.00220 0.00207 0.00190
30% ρ̂S S T (l) Mean 0.29152 0.09131 0.03091 0.01449 0.01095

MS E 0.00186 0.00185 0.00219 0.00210 0.00188
ρ̂T (l) Mean 0.29299 0.09139 0.03109 0.01387 0.01084

MS E 0.00185 0.00184 0.00218 0.00206 0.0018
EM algorithm Mean 0.19751 0.07973 0.03917 0.02528 0.02392

MS E 0.01150 0.00112 0.00111 0.00137 0.00165
ρ̂PDR(l) Mean 0.29414 0.09168 0.02345 0.00043 -0.00351

MS E 0.00281 0.00264 0.00257 0.00265 0.00280
40% ρ̂S S T (l) Mean 0.29624 0.09257 0.02314 0.00002 -0.00368

MS E 0.00256 0.00267 0.00257 0.00265 0.00281
ρ̂T (l) Mean 0.29641 0.09128 0.02371 0.00066 -0.00348

MS E 0.00247 0.00259 0.00258 0.00263 0.00283
(1) P = percent of missing data.
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Figure 1: Box Plot estimates of the ACF for an ARMA(1, 0) process with φ = 0.3, using the proposed estimators and EM algorithm with sample
size N = 1000, with (a) 5% and (b) 40% missing data.
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Table 2: Estimates of the ACF for an ARMA(1, 0) process with φ = 0.7, using the proposed estimators and EM algorithm with sample size N = 1000
(theoretical ACF: ρ(1) = 0.7, ρ(2) = 0.49, ρ(3) = 0.343, ρ(4) = 0.2401 and ρ(5) = 0.16807).

P1 Estimator ρ̂(1) ρ̂(2) ρ̂(3) ρ̂(4) ρ̂(5)
EM algorithm Mean 0.66646 0.46321 0.32368 0.22695 0.15966

MS E 0.00167 0.00202 0.00233 0.00243 0.00215
ρ̂PDR(l) Mean 0.69964 0.48664 0.34033 0.23884 0.16782

MS E 0.00062 0.00147 0.00222 0.00262 0.00244
5% ρ̂S S T (l) Mean 0.69989 0.48695 0.34070 0.23912 0.16807

MS E 0.00058 0.00145 0.00221 0.00261 0.00246
ρ̂T (l) Mean 0.69991 0.48664 0.34008 0.23872 0.16791

MS E 0.00054 0.00140 0.00220 0.00262 0.00244
EM algorithm Mean 0.63507 0.44339 0.31021 0.21660 0.15325

MS E 0.00485 0.00345 0.00300 0.00265 0.00249
ρ̂PDR(l) Mean 0.69837 0.48492 0.33553 0.23198 0.16118

MS E 0.00074 0.00154 0.00225 0.00250 0.00259
10% ρ̂S S T (l) Mean 0.69773 0.48473 0.33554 0.23190 0.16107

MS E 0.00065 0.00152 0.00226 0.00249 0.00260
ρ̂T (l) Mean 0.69766 0.48486 0.33585 0.23175 0.16126

MS E 0.00058 0.00146 0.00224 0.00249 0.00258
EM algorithm Mean 0.60324 0.42617 0.30445 0.21939 0.15735

MS E 0.00991 0.00521 0.00312 0.00252 0.00254
ρ̂PDR(l) Mean 0.69558 0.48460 0.34079 0.23972 0.16647

MS E 0.00082 0.00167 0.00221 0.00267 0.00302
15% ρ̂S S T (l) Mean 0.69702 0.48593 0.34204 0.24048 0.16714

MS E 0.00067 0.00166 0.00229 0.00274 0.00310
ρ̂T (l) Mean 0.69689 0.48500 0.34028 0.23909 0.16630

MS E 0.00006 0.00158 0.00224 0.00268 0.00307
EM algorithm Mean 0.52290 0.37979 0.27965 0.20767 0.15826

MS E 0.03246 0.01337 0.00574 0.00261 0.00196
ρ̂PDR(l) Mean 0.70251 0.49431 0.34790 0.24410 0.17096

MS E 0.00193 0.00209 0.00304 0.00231 0.00274
30% ρ̂S S T (l) Mean 0.70267 0.49338 0.34812 0.2442 0.17054

MS E 0.00123 0.00201 0.00297 0.00221 0.00277
ρ̂T (l) Mean 0.70075 0.49438 0.34764 0.24405 0.17081

MS E 0.00092 0.00180 0.00291 0.00231 0.00275
EM algorithm Mean 0.47083 0.34796 0.26369 0.20339 0.16225

MS E 0.05347 0.02137 0.00788 0.00347 0.00259
ρ̂PDR(l) Mean 0.70359 0.49102 0.34641 0.24229 0.17439

MS E 0.00232 0.00260 0.00309 0.00414 0.00519
40% ρ̂S S T (l) Mean 0.70056 0.49062 0.34615 0.24209 0.17314

MS E 0.00129 0.00314 0.00324 0.00420 0.00493
ρ̂T (l) Mean 0.70245 0.49183 0.34581 0.24157 0.17393

MS E 0.00095 0.00174 0.00285 0.00395 0.00497
(1) P = percent of missing data.

Table 3: Estimates of the ACF for an ARMA(1, 1) process with φ = 0.7 and θ = 0.3, using the proposed estimators and EM algorithm with sample
size N = 1000 (theoretical ACF: ρ(1) = 0.72, ρ(2) = 0.504, ρ(3) = 0.352, ρ(4) = 0.246 and ρ(5) = 0.1728).

P1 Estimator ρ̂(1) ρ̂(2) ρ̂(3) ρ̂(4) ρ̂(5)
EM algorithm Mean 0.76035 0.52873 0.36877 0.25591 0.17890

MS E 0.00190 0.00156 0.00192 0.00255 0.00307
ρ̂PDR(l) Mean 0.79752 0.55511 0.38722 0.26866 0.18754

MS E 0.00634 0.00365 0.00300 0.00311 0.00343
5% ρ̂S S T (l) Mean 0.79790 0.55527 0.38750 0.26891 0.18773

MS E 0.00632 0.00362 0.00301 0.00313 0.00346
ρ̂T (l) Mean 0.79798 0.55475 0.38709 0.26872 0.18752

MS E 0.00631 0.00354 0.00294 0.00311 0.00341
EM algorithm Mean 0.52847 0.39399 0.29736 0.22652 0.18101

MS E 0.03789 0.01352 0.00467 0.00268 0.00241
ρ̂PDR(l) Mean 0.80251 0.56643 0.40011 0.27716 0.19866

MS E 0.00940 0.00647 0.00531 0.00540 0.00520
40% ρ̂S S T (l) Mean 0.80180 0.56974 0.39968 0.27763 0.19963

MS E 0.00782 0.00742 0.00570 0.00564 0.00553
ρ̂T (l) Mean 0.80106 0.56549 0.40036 0.27644 0.19898

MS E 0.00715 0.00584 0.00514 0.00516 0.00525
(1) P = percent of missing data.
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Figure 2: Box Plot estimates of the ACF for an ARMA(1, 0) process with φ = 0.7, using the proposed estimators and EM algorithm with sample
size N = 1000, with (a) 5% and (b) 40% missing data.
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Figure 3: Box Plot estimates of the ACF for an ARMA(1, 1) process with φ = 0.7 and θ = 0.3, using the proposed estimators and EM algorithm
with sample size N = 1000, with (a) 5% and (b) 40% missing data.
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Table 4: Estimates of the autocorrelation function obtained for an ARMA(1, 0) process (Chi-Square g.f. = 2) with φ = 0.7, using the proposed
estimators with sample size N = 1000 (theoretical ACF: ρ(1) = 0.7, ρ(2) = 0.49, ρ(3) = 0.343, ρ(4) = 0.2401 and ρ(5) = 0.16807).

P1 Estimator ρ̂(1) ρ̂(2) ρ̂(3) ρ̂(4) ρ̂(5)
EM algorithm Mean 0.66589 0.46710 0.32489 0.22835 0.15899

MS E 0.00164 0.00167 0.00185 0.00220 0.00247
ρ̂PDR(l) Mean 0.69759 0.48795 0.33769 0.23550 0.16239

MS E 0.00054 0.00128 0.00170 0.00228 0.00267
5% ρ̂S S T (l) Mean 0.69787 0.48815 0.33802 0.23578 0.16267

MS E 0.00051 0.00135 0.00180 0.00239 0.00276
ρ̂T (l) Mean 0.69728 0.48661 0.33712 0.23560 0.16237

MS E 0.00048 0.00122 0.00167 0.00229 0.00267
EM algorithm Mean 0.46795 0.34364 0.25914 0.19951 0.15804

MS E 0.05554 0.02315 0.00892 0.00418 0.00302
ρ̂PDR(l) Mean 0.69934 0.48323 0.33622 0.23264 0.16276

MS E 0.00319 0.00284 0.00304 0.00406 0.00416
40% ρ̂S S T (l) Mean 0.70376 0.48675 0.33916 0.23467 0.16516

MS E 0.00190 0.00390 0.00349 0.00425 0.00454
ρ̂T (l) Mean 0.70043 0.48396 0.33641 0.23331 0.16348

MS E 0.00146 0.00225 0.00265 0.00396 0.00407
(1) P = percent of missing data.
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Figure 4: Box Plot estimates of the autocorrelation function obtained for an ARMA(1, 0) process (Chi-Square g.f. = 2) with φ = 0.7, using the
proposed estimators with sample size N = 1000, with (a) 5% and (b) 40% missing data.
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Figure 5: Box Plot estimates of the ACF for an ARMA(1, 0) process with φ = 0.3 and φ = 0.7, using the proposed estimators, the EM algorithm and
the classical ACF estimator for the complete sample, sample size N = 1000, with (a) φ = 0.3 and 5% missing data, (b) φ = 0.3 and 40% missing
data, (c) φ = 0.7 and 5% missing data and (d) φ = 0.7 and 40% missing data.
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Figure 6: Box Plot estimates of the ACF for an ARMA(1, 1) process with φ = 0.7 and θ = 0.3, the EM algorithm and the classical ACF estimator
for the complete sample, sample size N = 1000, with (a) 5% and (b) 40% missing data.

ρ(1)Sample ρ(1)EM algorithm ρ(1)PDR ρ(1)SST ρ(1)T

0.
60

0.
65

0.
70

0.
75

(a)

ρ(1)Sample ρ(1)EM algorithm ρ(1)PDR ρ(1)SST ρ(1)T

0.
4

0.
5

0.
6

0.
7

0.
8

0.
9

(b)

Figure 7: Box Plot estimates of the ACF for an ARMA(1, 0) process (Chi-Square g.f. = 2) with φ = 0.7, using the proposed estimators, the EM
algorithm and the classical ACF estimator for the complete sample, sample size N = 1000, with (a) 5% and (b) 40% missing data.
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4. An application to PM10 pollutant

4.1. Area of study
To apply the studied methodology, this paper used data collected in the Region of Greater Vitória (RGV), Espı́rito

Santo, Brasil. RGV is located on the south coast of the Atlantic Ocean (latitude 20 ◦ 19S, longitude 40 ◦ 20W). The
RGV is constituted by the municipalities of Vitória, Vila Velha, Cariacica, Serra and Viana. Because it is situated in the
coastal region, the RGV has a warm tropical climate (Aw), with mild and dry winter, and a hot and rainy summer, with
averange temperatures ranging from 24 ◦C to 30 ◦C. According to the Brazilian institute of geography and statistics
(Instituto Brasileiro de Geografia e Estatı́stica, 2014), the metropolitan region of Vitória has 1,475,332 inhabitants,
covers an area of 1,461 square kilometres and is one of the main centers of urban and industrial development in the
state. The region suffers from several environmental problems, among them the deterioration of air quality due to
atmospheric emissions by industries and the vehicular fleet.

The RGV has an automatic network for air quality monitoring (RAMQAR), owned by the state institute for the
environment and water resources, that was put in service in July, 2000. The network is distributed among eight moni-
toring stations located in the municipalities that compose the RGV, as follows: Serra with three stations (Laranjeiras,
Carapina and Cidade Continental); Vitória with three stations (Jardim Camburi, Enseada do Suá, and Central Vitória);
Vila Velha with two stations (Ibes and Central Vila Velha); and Cariacica (Cariacica). The locations of the RAMQAR
monitoring stations are shown in Figure 8.

Figure 8: Location of the air quality monitoring stations in the RGV.

The RAMQAR network monitors the following pollutants: PM10, total suspension particles (TSP), Respirable
Particulate Material PM2.5 Ozone (O3), Nitrogen Oxide (NOx), Nitrogen Dioxide (NO2), Non-Methane Hydrocar-
bons (HCnM), Methane (CH4), Nitrogen Monoxide (NO), Carbon Monoxide (CO), Sulphur dioxide (SO2) and Total
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Table 5: Meteorological parameters and pollutants monitored at each RAMQAR station.
Stations MP2.5 PTS MP10 SO2 CO NO NO2 NOX HCT O3 CH4 HCnM Meteorological

Laranjeiras X X X X X X X X
Carapina X X DV,VV,UR,PP,P,T,RS,SIGT
Jardim Camburi X X X X X X
Enseada do Suá X X X X X X X X X X X X DV,SIGT,VV
Centro (Vitória) X X X X X X X X X X
IBES X X X X X X X X X X X X DV,SIGT,T,UR,VV
Centro (Vila Velha) X X
Vila Capixaba (CEASA) X X X X X X X X DV,SIGT,UR,VV,T
Cidade Continental X X X X X X X DV,VV

Source: Instituto Estadual de Meio Ambiente e Recursos Hı́dricos do Estado do Espı́rito Santo (2014).

Hydrocarbons (HCT). The following meteorological parameters are also monitored: Scalar wind direction (WD),
scalar wind velocity (WV), precipitation (PP), relative humidity (RH), Air temperature (T), atmospheric pressure (P),
Standard deviation of wind direction (SIGT) and solar radiation (I). The pollutants and meteorological parameters that
RAMQAR monitor at each station are shown in Table 5.

4.2. Analysis of PM10 concentrations with missing observations

As previously mentioned, the daily average PM10 concentrations (Figure 9) is the data set here analyzed to illus-
trate the methodology previously discussed. The series is expressed in µg/m3 and it was observed in Enseada do Suá,
Vitória, Espı́rito Santo, Brazil. For a preliminary understanding of the variable under study, some statistical descrip-
tive measures are presented in Table 6. An analysis corresponding to the time series, for the period from 2012/01/01
to 2014/12/31, making a total of 1096 observations, and this total 93 are missing data. It is noteworthy that, for the
calculation of descriptive statistics, it was considered in the observed data.
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Figure 9: Daily PM10 concentrations series with missing data.

The mean PM10 concentration was approximately 26.64 µg/m3, with a standard deviation of 7.60 µg/m3. Note
that, on average, the concentrations did not exceed 50 µg/m3, but the standard deviation and the high coefficient of
variation indicate a poorly representative average. In addition, the results show that the maximum value was more than
triple the mean value, demonstrating the great variability of PM10 concentrations in RGV. The minimum value was
observed in march 2013, in the rainy season of the region, which starts from october until mid-april (Instituto Estadual
de Meio Ambiente e Recursos Hı́dricos do Estado do Espı́rito Santo, 2014). At this time of year, the performance
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Table 6: Descriptive measures of the variable under study.

Descriptive measures PM10 time series
nobs 1096.00
NAs 93.00

Minimum 1.54
Maximum 54.67
1. Quartile 21.62
3. Quartile 31.12

Mean 26.64
Median 26.21

Variance 57.80
Stdev 7.60

Coefficient of variation 42.63
Skewness 0.25

Kurtosis 0.69

of the frontal systems and zones of convergence of humidity favor the increase of precipitation. In this period, the
concentrations of PM10 are lower, mainly, by the intensification of the efficiency of the removal processes by wet
deposition.

Figures 10(a), 10(b) and 10(c), respectively, show the ACF estimates obtained: (a) with the ρ̂PDR(l) estimator,
(b) with ρ̂S S T (l), and (c) by applying ρ̂T (l). These plots clearly show the presence of the seasonality behavior with
period s = 7, which is an expected data behavior since the series was observed daily. It is worth mentioning that
seasonality in series of PM10 is expected, since according to the Instituto Estadual de Meio Ambiente e Recursos
Hı́dricos do Estado do Espı́rito Santo (2014) a main source emitting particles in the RGV are automotive transports
representing more than 60% particle emissions are linked to resuspension of particles in roads, there is a variation
between measured concentrations on weekdays and weekends, since the flow of vehicles is higher during the days of
the week.

The fact that the time series presents many cycles of different frequencies and amplitudes, that is, series with
properties of non-stationarity and seasonality is an opportunity to analyze them in the frequency domain. The use of
time series decomposition through spectral analysis emerged as an alternative for the identification of cycle compo-
nents. The spectrum shows a decomposition of the variance of a data sample through different frequencies. Thus, the
spectrum describes as a cyclic good of a given time series. The assays are as varied as the number of impressions of
different frequencies, and is a contribution of each cycle and constant in an entire sample. The spectrum then makes
a direct contribution through these elementary cycles to a global process variance.

A statistical tool that, for more than a century, has been widely used in the various scientific areas where it is
fundamental to find the periodic components of the phenomena under study is the Periodogram. The periodogram
was introduced by Schster, in 1898, with the aim of identifying periodic components in time series. For each frequency
λ, the ordinate I(λ) estimates the contribution of that frequency to the series being studied. Thus, in a superficial way,
large values of the periodogram ordinates imply significant frequencies in the series and small values, correspond to
little significant frequencies. Usually the frequencies that interest are those that produce ”peaks” in the periodogram,
especially when working with air quality data. The mathematical concept of the periodogram is formalized following.

Let Xt be a stationary process with zero mean, as defined in equation (1), and consider the autocovariance function
γ(l). The periodogram for the observed time series x1, · · · , xn is given by

I(n)
X (λ) =

1
2πn

∣∣∣∣∣∣
n∑

t=1

Xte−iλt

∣∣∣∣∣∣
2

, λ ∈ [0, π]. (12)
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Figure 10: ACF estimates of PM10 concentrations with missing data.

It is well-known that the periodogram is an asymptotically uniased estimator of the spectral density function

fY (λ) =
1

2π

∞∑

t=−∞
γ(l)e−iλt, λ ∈ [0, π], (13)

even though it is inconsistent (Jiang & Hui, 2004). If Xt follows a stationary linear process, then the periodogam
I(n)
Y (λk) at Fourier frequencies λk = 2πk

n (for k = 0, 1, ...,N , where N = (n− 1)/2) are asymptotically independent. The
asymptotic unbiasedness and independence of the periodogram allow one to construct a consistent estimator of fY (λ)
by locally averaging the periodogram.

Our main tool for deriving estimators for the spectrum of the unobserved process Xt will be the statistic

d(N)
Y (λ) =

n−1∑

t=0

Yte−iλt =

n−1∑

t=0

atXte−iλt, − π < λ < π, (14)

which is called the finite Fourier transform of the values Y0, · · · ,Yn−1.
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Definition 1. For the time series Yt with modulated amplitude, its generalized periodogram is defined as

GI(n)
Y (λ) =

1
2π

n−1∑

t=0

γ̂Y (l)e−iλt, (15)

where λ are Fourier frequencies, and

γ̂Y (l) = CY (l) = n−1
n−l∑

t=1

YtYt+l, 0 ≤ l ≤ n − 1. (16)

The generalized periodogram has properties similar to the common periodograms. It can be used to construct a
variety of tests for hidden periodicities following the ideas of common tests based on the periodogram in equation (12)
(Jiang & Hui, 2004)

The frequency domain counterpart of the sample ACF is the periodogram which is presented in Figure 11. The
sample spectrum has peaks at frequencies very close to zero and also at frequencies which are multiples of 1/7. The

periodogram demonstrates that the highest peak is associated with a frequency of 0.14324, implying s =
1

0.14324
=

6.98, that is, a seasonal component with a periodicity of seven days.
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Figure 11: Periodogram of PM10 concentrations.
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As time series of atmospheric pollutants exhibit periodic variations, which, if identified, may aid in the process
of identifying sources of pollution and nature of the phenomenon. In addition, they are analyzes for the process
of prediction of peak concentrations of pollutants. A time series methodology (Iordache & Dunea, 2013), but little
explored in studies on air pollution (Hies et al., 2000, Sebald et al., 2000, Tchepel & Borrego, 2010, Tchepel et al.,
2010), a spectrum analysis is a versatile technique and a critical application in meteorology (Iordache & Dunea, 2013).
This may be due to the fact that air quality time series often has periods of consecutive missing values making difficult
the use of Spectrum (Fourier) Analysis, which requires equally spaced observations (Iordache & Dunea, 2013), which
justifies the use of the methodology of amplitude modulated processes for estimation of the periodogram, as studied
in this article.

There is a relationship between the temporal and spatial scales of air pollution. In this context, as short-term
fluctuations of concentrations of atmospheric pollutants in RVG are related to local scale phenomena, mainly local
meteorological conditions that influence the dispersion patterns. In contrast, the seasonal changes in emissions and the
long-term transport of pollution will contribute to the low-frequency spectrum. Typically, time series of atmospheric
pollution has a broad spectrum related to the periodicity of atmospheric physical processes and sources in the region
(Tchepel et al., 2010).

In addition, a periodogram of the PM10 concentrations imputed with the EM algorithm was calculated. It is worth
mentioning that for imputation the real series was subdivided into three sub-series of 365 observations. Figure 12 (a)
presents the periodogram of the imputed series, estimated by the equation (12). Figure 12 (b) contains the estimated
linear regression between the values of the periodograms (Figures 11 and 12 (a)), respectively, estimated with the
series in the presence of the missing data and the series imputed by the EM algorithm. It is observed (Figures 11 and
12 (a)) that in both periodograms the property of seasonality is verified, however in the estimation of the periodogram
with the imputed series the values are lower than those estimated using the method proposed in this article. Figure 12
(b) shows that for frequencies close to zero and 0.14324. It is important to note that the latter is the frequency that
shows the seasonality of the data set, the estimated periodogram, using the imputation method via the EM algorithm,
presented a tending to underestimate the values of the periodogram, when compared to the method proposed in this
paper, which evidences a possible decrease in the efficiency of this methodology of imputation of missing data in
studies in which it is objectified to identify the periodicity of the data. This is due to the fact that the variance tends to
be underestimated when using the imputation of missing data, which, consequently, results in the underestimation of
the values of the periodogram.
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Figure 12: (a) Periodogram of the PM10 concentrations series imputed and (b) Regression line between estimated periodograms.

According to Rubin (2004) one of the problems resulting from the imputation of missing data is that a single

72



imputation can lead to the underestimation of the variances because the variance due to the data imputation was not
counted. In the case of the EM algorithm, it provides estimates of maximum likelihood in the presence of missing data.
In the first step ”E” the missing data are estimated based on the observed values and the initial values of the imputation
model parameters. Already, step ”M” re-estimates the parameters of the imputation model using the imputed data.
The algorithm iterates from steps E to M until the log probability converges to a stationary point (Barzi & Woodward,
2004). In this way, the underestimation of the typical variance of the average imputations is minimized, but this
process is affected as the percentage of missing data is high. It should be noted that the simulation study corroborates
this result, one that has shown that the efficiency of the imputation methods decreases with increasing percentage of
missing data.

5. Concluding remarks

This paper presents a study of methodologies for the treatment of missing data in time series. Such methodologies
are based on imputation methods and estimators of the time series autocorrelation function in the presence of missing
data. For the processes investigated in this study, the ACF estimates were obtained using the estimators proposed by
Parzen (1963) and Yajima & Nishino (1999) and by the algorithm EM (Dempster & Rubin, 1977) have significantly
small MSE, compared to the corresponding theoretical values . The results of the numerical experiments suggest that
the EM method tends to underestimate the ACF values. The empirical investigation considered different scenarios,
emphasizing the effect of the percentage of missing data in the estimators. A data application of PM10 was considered
and with both estimators it was possible to identify the seasonality property of the series. From the obtained results,
it can be observed that the methodologies tested in the work present accurate results, even under extreme conditions
of missing data (40%). Therefore, these methodologies can be used as an alternative for the estimation of the auto-
correlation function of time series in the presence of missing data, in addition, they can be applied in studies with
incomplete database of concentrations of atmospheric pollutants.
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Abstract

In this paper, two estimators were proposed for the time series spectrum
in the presence of missing data. These estimators extend to complete data
cases. The asymptotic properties of the periodogram estimators were es-
tablished and their empirical properties were investigated for �nite samples
under di�erent error reporting scenarios. The performance of the estima-
tors was evaluated through Monte Carlo simulations. The numerical results
showed that, as expected, under the scenario for time series without missing
data, the classical method and those proposed in this work presented sim-
ilar results. On the other hand, in the presence of missing data, while the
classical spectral density estimators may not be applied without a previous
treatment of the data, the proposed methods presented good results for miss-
ing data percentages smaller or equal to 20%. The e�ciency of the proposed
methods decreases as the percentage of missing data increases, respectively,
to 30% and 40%. As a practical application, the proposed methodology was
used to estimate the time series spectrum of the daily average concentrations
of the pollutant PM10 in the Greater Vitória Region, Espírito Santo, Brazil.
This series generally has interesting characteristics such as seasonality and
missing data.

Keywords: Lomb-Scargle periodogram, Amplitude modulate, Missing
data, PM10 pollutant.
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1. Introduction

Basically, the time series analysis has two usual approaches: the time
and the frequency domain. In both, the objective is to construct models
for the series to investigate its generative mechanism, to look for relevant
characteristics, such as periodicities and tendency, among others, in order
to describe its behavior, what allows, for example, to establish a coherent
forecast method. The time domain approach, with methods proposed by the
statisticians George Box and Gwilym Jenkins in the '70s, are vastly used in
several areas of science, such as in the time series analysis of atmospheric
pollutant concentrations. The frequency domain approach is less used but
has relevant importance when applied to time series with periodic structure.

For more than a century, a statistical tool has been widely used to �nd the
periodic component phenomena in time series: the periodogram, introduced
by Schuster (1898). Its basic functionality plots, for each frequency λ, the
ordinate I(λ), which estimates the contribution of that frequency to the
series. Thus, in a super�cial way, large values of the periodogram ordinates
imply signi�cant frequencies in the series and small values, correspond to
little signi�cant frequencies. Usually, the frequencies of interest are those
that produce "peaks" in the periodogram graph. Later, in this paper, the
mathematical concept of the periodogram will be formalized.

The theory of this paper was mainly developed motivated by the study
and modeling the real time series related to the daily average concentrations
of the pollutant PM10 in the Greater Vitória Region, Espírito Santo, Brazil.
These series present a frequent problem of missing data in its structure, due
to fails in the air quality monitoring network. These fails generally occur
because the equipment for measuring the concentrations of atmosphere pol-
lutants may have defects that make it impossible to operate for some time,
causing data loss. Data analysis, including only the available observations
without a statistical treatment for the missing data, can produce a false es-
timate of the e�ect measure and underestimate its accuracy Junger (2008).
Therefore, several authors have developed alternative methodologies for the
analysis of time series with missing data. For example, Toda and Makenzie
(1999), Junninen et al. (2004), Iglesias et al. (2005), Plaia and Bondì (2006)
and Norazian et al. (2008), use the imputation technique, whilst Metaxoglou
and Smith (2007), Drake et al. (2014) and Junger and Leon (2015) suggest
the use of Expectation-Maximization (EM) algorithms to mitigate this prob-
lem. However, this last approach has the disadvantage of assuming a speci�c
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(usually normal) distribution for the data.
The periodicity is another usual characteristic of the series related to the

daily average concentrations of some air pollutants. In the literature, specif-
ically in the analysis of environmental time series, the spectral analyses is
mostly used as a tool to investigate the periodicities in the analyzed data. For
example, Hies et al. (2000) presented a method, using spectral analysis, to
analyze time series of elemental carbon for di�erent sources of atmospheric
pollution in Berlin. Sebald et al. (2000) used the spectral analysis to in-
vestigate the tropospheric ozone formation and decomposition processes in
Germany and Kumar and De Ridder (2010) estimated a generalized autore-
gressive conditional heteroscedasticity (GARCH) model associated with the
FFT-ARIMA (fast moving Fourier-autoregressive integrated moving average)
to predict ozone concentrations in two European cities, Brussels and London,
as examples of the application of spectral analysis in atmospheric pollution
data.

The classic spectral analysis is rarely applied to air pollution data because
this data generally present a large quantity of missing data or have an ir-
regular sampling interval or even both. The discrete Fourier transform, used
in the classic periodogram, requires equally spaced time series sampling and
does not tolerate missing values (Priestley, 1981). Some methodologies use
data imputation to �ll the missing data before doing the spectral analysis.
This, however, is not entirely satisfactory because it modi�es the statistical
properties of the data by entering arti�cial data Leroy (2012).

In this paper, to overcome these limitations, two methodological ap-
proaches were used to estimate the time series spectrum with missing data.
The �rst, proposed by Parzen (1963), the estimator was constructed based on
the autocovariance function calculated using the modulated amplitude pro-
cess, where the analysis is performed by means of an alternative time series
{Xt = CtYt}, where {Ct}t∈Z represents the censoring process. If {Yt} is ob-
served at the instant t, then {Ct} gets one, otherwise {Ct} is �lled with zero.
The asymptotic properties of the estimator of the autocovariance function,
proposed by Parzen (1963), were investigated in Dunsmuir and Robinson
(1981) under several assumptions about the noise of linear representation
{εt}t∈Z, assumed that {Ct}t∈Z is asymptotically stationary. More recently,
Yajima and Nishino (1999); Pinto (2013) compares three estimators of the
autocorrelation function for a stationary process with missing observations.
They impose the same assumptions on {εt}t∈N as those in Dunsmuir and
Robinson (1981).
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The second statistical methodology proposed, the Lomb-Scargle peri-
odogram, was introduced for the �rst time in astrophysics, and it allows
to estimate the periodogram of the time series with missing data, or un-
equally spaced sampled, without using an imputation technique to replace
the missing values. When studying variables in astronomy, Lomb (1976) pro-
posed a way to �nd periodicities in data not equally spaced. In an attempt
to �nd an alternative to impute pseudo-data in sinusoidal models, Lomb
(1976) proposed to use least squares for sinusoidal curves. Scargle (1982)
extended Lomb's work by de�ning the Lomb-Scargle periodogram and de-
riving its null distribution. Press and Rybicki (1989) proposed a practical
mathematical formulation. It is noteworthy that few studies have applied the
Lomb-Scargle periodogram to air pollution data (Hocke and Kämpfer, 2009;
Dutton et al., 2010; Bowdalo et al., 2016), and no one of then evaluated the
e�ciency of this method for di�erent percentages of missing data.

In this context, the objective of this work was to evaluate, through a
Monte Carlo simulation study, methodologies for estimation of the time series
periodogram with missing data and to apply these methodologies to make
the spectral analysis of the data of atmospheric pollutant concentrations
monitored in the Greater Vitória Region, Espírito Santo, Brazil.

This paper is organized as follows. The section 2 presents the method-
ology for the spectral analysis of time series of atmospheric pollutant con-
centrations with missing data. Section 3 presents the simulations and the
empirical studies. Section 4 deals with the statistical analysis of time series
of daily PM10 concentrations. Finally, section 5 presents the paper conclu-
sions.

2. Material and methods

2.1. Estimation of the periodogram with amplitude modulation

Let {Yt}t∈Z be a stationary time series with zero mean and autocovariance
function γ(l) = E[Yt, Yt+l], l = 0, 1, · · · , which satis�es

Assumption 1.
∞∑

l=−∞
|γ(l)| <∞. (1)

The aim of this article is to study autocovariance and spectral estimation
when in the time series {Yt}t∈Z some observations may be missed. In this
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context, the data Xt are not observed for each k = 1, 2, · · · , N but rather
only for t = t1, t2, · · · , tm, where tj − tj−1 ≤1. Following Parzen (1963), we
introduce the amplitude modulated observations

Xt = CtYt (2)

where

Ct =

{
1 if Yt is observed
0 if Yt is missing.

Throughout the paper, it is considered that the following assumptions are
true. These properties are essential to allow the retrieval of the covariance
structure of {Yt}t∈Z (Bahamonde et al., 2010).

Assumption 2. {Ct}t∈Z is a real, deterministic sequence, asymptotically
stationary, satisfying

∑
t |Ct+1−Ct| <∞, and {Xt}t∈Z is a strictly stationary

process with E[|Xt|k] <∞, k > 0. (Toloi and Morettin, 1993).

Assumption 3. {Ct}t∈Z and {Xt}t∈Z are independent, strictly stationary
processes, with E[|Ct|k] < ∞, k > 0 and E[|Xt|k] < ∞, k > 0 (Yajima and
Nishino, 1999; Toloi and Morettin, 1993).

Assumption 4. {Ct}t∈Z and {Xt}t∈Z is a sequence of independent and iden-
tically distributed random variables with a non-zero mean µa and strictly
positive variance σ2

C. Xt is as strictly stationary process with E[|Xt|k] <∞,
k > 0, independent of {Ct} (Toloi and Morettin, 1993).

In order that the following convergence holds

CN =
1

N

N∑

t=1

Ct
a.s.−→ µC (3)

we shall assume that the sequence {Ct}t∈Z is ergodic.
We set µC = E[C0] and γC(l) = Cov[C0, Cl] and for notational conve-

nience, we set
v(l) = E[C0Cl] = γC(l) = µ2

C .

According to Bahamonde and Doukhan (2016) the following assumption
is a condition for estimating the covariance function.
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Assumption 5. (Bahamonde and Doukhan, 2016) E[C0] 6= 0 and E[C0Cl] 6=
0 for each l = 0, 1, · · · .

Remark 1. (Bahamonde and Doukhan, 2016) A Assumption 5 essentially
means that we indeed to observe a reasonable amount of data. The condition
5 holds if E[C0] = P(C0 = 1) 6= 0. This follows from ergodicity which holds
eg. for the case of independently distributed C.

We denote by X̄N , ȲN the sample means of (Xt)
N
t=1 and (Yt)

N
t=1. Usual

estimates of the autocovariance coe�cients γY (l) = Cov[Yt, Yt+l] are γ̂X,N(l)
and v̂N(l) as de�ned:

γ̂X,N(l) =

{
1

N−l
∑N−l

t=1 XtXt+l if 0 ≤ l < N,
1

N−l
∑N

t−lXtXt+l if −N < l < 0.

v̂C,N(l) =

{
1

N−l
∑N−l

t=1 CtCt+l if 0 ≤ l < N,
1

N−l
∑N

t−l CtCt+l if −N < l < 0.

Both estimates are obtained from the observations {X1, · · · , XN} = {Y1C1,
· · · , YNCN} according to Equation 2 and they are unbiased (Bahamonde
et al., 2010). The following estimator of the theoretical ACF of interest is
de�ned under the Equation 2 and was introduced by Parzen (1963),

γ̂Y,N(l) =
γ̂X,N(l)

v̂C,N(l)
, if v̂C,N(l) 6= 0. (4)

Note that Assumption 5 implies together with any law of large number
type that

lim
N→∞

P(v̂C,N(l) = 0) 6= 0

thus, these empirical covariances are well de�ned.
The correlation function ρY (h) is estimated by

ρ̂Y,N(l) =
γ̂Y,N(l)

v̂Y,N(0)
. (5)

According to Bahamonde and Doukhan (2016) the construction of the
estimator γ̂Y,N(l) de�ned by equation 4 assumes that the observed process
{Xt}t∈Zis centered. This assumption is convenient to derive asymptotic be-
havior, but according to Bahamonde and Doukhan (2016) it is not necessarily
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the best formulation from the theoretical point of view. The authors propose
an alternative estimate representation for the time series sample ACF in the
presence of missing data given by:

γ̃Y,N(l) = γ̂Y,N(l)− {XN}2. (6)

Using the fact that Ct is a non-negative and bounded random variables we
derive that γ̃Y,N(l)− γ̂Y,N(l) is arbitrarily small. Therefore γ̃Y,N(l)− γ̂Y,N(l) =
oP so that limiting distributional results proved for γ̂Y,N(l) will hold for γ̃Y,N(l)
(Bahamonde and Doukhan, 2016).

Theorem 1. Let {Yt}t∈Z be a real valued, stationary sequence time series of
square integrable observed, satisfy Assumptions 2 to 5, with censored data.
Let the modulating process {Ct}t∈Zbe a nonnegative bounded stationary pro-
cess. We assume that {Ct}t∈Z be independent of the process {Yt}t∈Z. Then,

γ̂Y,N(l)− γ(l)
a.s.−→ 0 as N −→∞. (7)

See the proof in Bahamonde et al. (2010).

2.1.1. Spectral density function

Let {Yt}t∈Z a stationary process with zero mean and autocovariance func-
tion, γ(l), satisfying a condition asymptotic independence, in the sense that
time-dependent values of the process are poorly dependent, which can be
expressed in the form Assumption 1. For a given time series {Y1 · · · , YN},
the classical periodogram, is de�ned by

IN(λ) =
1

2πN

∣∣∣∣∣
N∑

t=1

Yte
−iλt

∣∣∣∣∣

2

, λ ∈ [−π, π]. (8)

Under Assumption 1, the spectral density of Yt, t = 1, 2, · · · , is de�ned as
the Fourier transform of γ(l), that is,

fY (λ) =
1

2π

∞∑

l=−∞
γ(l)e−iλl,−π ≤ λ ≤ π, (9)

with eiλ = cosλ+ isenλ and i =
√
−1. It is noted that, from the equation 9

follows

γ(l) =

∫ π

−π
eiλlf(λ)dλ, l ∈ Z, (10)
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that is, the sequence γ(l) can be recovered from f(λ) using the inverse Fourier
transform.

If we place l = 0 in the equation 10, we have

γ(0) = Var(Yt) =

∫ π

−π
f(λ)dλ (11)

which shows that the spectrum f(λ) may be interpreted as the decomposi-
tion of the variance of a process. The term f(λ)dλ is the contribution to
the variance attributable to the component of the process with frequencies
in the interval (λ, λ + dλ). A peak in the spectrum indicates an important
contribution to the variance from the components at frequencies in the cor-
responding interval Wei (2006). A natural estimator of the spectral density
function is the periodogram, de�ned in the next subsection.

2.1.2. Spectral density function under missing data

In this section we consider the estimation of functionals of the spectral
density function from time series in presence of missing observations. Using
the estimator of the covariance of {Yt}t∈Z given by {γ̂Y,N(l)}, we introduce
estimates of the spectral density.

De�nition 1. For the time series Xt with modulated amplitude, its general-
ized periodogram is de�ned as

ÎAMY,N (λj) =
1

2π

∑

l∈N
γ̂Y,N(l)e−iλj l =

1

2π

∑

|l|<N

γ̂X,N(l)

v̂C,N(l)
e−iλj l, (12)

where λj = 2πl
N
, (l = 0, 1, · · · , N) are Fourier frequencies.

The generalized periodogram has properties similar to the common pe-
riodograms. It can be used to construct a variety of tests for hidden peri-
odicities following the ideas of common tests based on the periodogram in
equation 8 (Jiang and Hui, 2004)

Proposition 1. If {Yt} is ergodic and normal with mean zero, then the
following results hold for j = 1, 2, · · · , N

1. Asymptotic unbiasedness: E[ÎAMY,N (λj)] = fY (λj) +O
(

1√
N

)
.

2. Variance approximation: V ar[ÎAMY,N (λj)] = f 2
Y (λj) + τ 2Y (λj) + o(1).
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3. Asymptotic independence: for λk 6= λj,

Cov
(
ÎAMY,N (λk), Î

AM
Y,N (λj)

)
= O

(
1

N

)
.

The detailed proof of Proposition 1 can be found in (Jiang and Hui, 2004),
as well as the de�nition of τ 2Y (λj).

Note that the generalized periodogram is an asymptotically unbiased es-
timator of 9 at Fourier frequencies. However, it is inconsistent in estimating
9. A consistent estimator of 9, for λ ∈ [0, π], can be obtained via directly
smoothing the data {(λj, ÎAMY,N (λj)), l = 1, 2, · · · , N} using a locally weighted
average (Jiang and Hui, 2004). Following Fan and Kreutzberger (1998); Jiang
and Hui (2004), we run the local linear regression smoother to the data, and
obtain the estimator

f̂Y (λ) =
N∑

l=1

(
λ− λj
h

)
ÎAMY,N (λj), (13)

where

KN(t) =
1

N

sN,2 − ht · sN,1
sN,0 · sN,2 − s2N,1

K(t)

where K(t) is a kernel function and sN,l = 1
Nh

∑N
l=1K

(
λ−λj
l

)
(λ− λj)l.

Theorem 2. Let {Y1, Y2, · · · , YN} be a sample observation of a second order
stationary time series {Yt}t∈Z, with missing data, satisfying Assumptions 2
to 5. Let ÎAMY,N (·) be an estimator of the spectral density of {Yt}t∈Z, where γ(l)
satis�es the Assumption 1. Then,

|ÎAMY,N (λ)− fY (λ)| a.s.−→ 0 as N −→∞, for λ ∈ [−π, π]. (14)

Due to some analytical complexities, the proof of this result will be left
for the version of the paper that will submitted.

2.2. The Lomb-Scargle Periodogram

There are several statistical methodologies in the literature for periodicity
research in time series. However, in the vast majority, it is assumed as an
initial hypothesis that the data are regularly spaced and statistically homo-
geneous. The periodogram, as described in equation 8, presents a series of
problems when applied in time series not equally spaced or with missing data
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(Scargle, 1982, 1989). According to Dilmaghani et al. (2007), the main one is
the fact that sines and cosines are no more orthogonal on the set of unequally
spatialized observations. This invalidates a derivation of equation 1, which
is based on the orthogonality of sines and cosines on the set of natural fre-
quencies (Bloom�eld, 2004). The solution is to de�ne a time o�set to make
the sine and cosine orthogonal on the set of unequally spaced observations
for an arbitrary frequency (Dilmaghani et al., 2007).

This change results in the application of the Lomb-Scargle periodogram.
Lomb (1976) while studying astronomical data, sought a way to �nd journals
in data not equally spaced. Scargle (1982) continued Lomb's work by de�ning
the Lomb-Scargle periodogram.

The Lomb PSD estimation method is based on the general transform
theory which shows that the projection of a signal Y (t) onto one element
of an orthonormal base bi(t) is the value c that minimizes the mean squared
error (ε(c)) de�ned as the integral, over the de�nition interval, of the squared
di�erences between Y (t) and c × bi(t). The Lomb method implements this
minimization over the unevenly distributed sampled values of Y (t) consider-
ing that the basis functions are the Fourier kernel bi(t) = eωit, with ωi = 2πfi.

The Lomb method for power spectral density estimation is based on the
minimization of the squared di�erences between the projection of the sig-
nal onto the basis function and the signal under study (Lomb, 1976). This
method can be generalized to any transform estimation on unevenly sampled
signals. Let {Y (t)}t∈Z be the continuous signal under study and bi(t) an
orthogonal basis set that de�nes the transform. It is well known that the
coe�cients c(i) that represent {Y (t)} in the transform domain are

c(i) =

∫ ∞

−∞
Y (t)bi(t)dt (15)

and also that these coe�cients ci(t) are those which minimize the squared
error ε(ci) de�ned as

ε(ci) =

∫ ∞

−∞
[Y (t)− c(i)bi(t)]2 dt. (16)

In dealing with uniformly sampled signals, this formalism becomes its
discrete counterpart, which in the case of the Fourier domain is well studied
as the discrete-time Fourier transform (DTFT), the discrete-valued version
(DFT), and the associated fast algorithm (FFT) to calculate it. When the
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signal Y (t) is accessible only at unevenly spaced samples at tn instants, the
solution has generally been to reduce it to a uniformly sampled signal by
imputation of the data. However, this method brings some distortion in the
spectrum we are estimating. To avoid this problem, Lomb (1976) proposed
to estimate the Fourier spectra of an unequally sampled signal by adjusting
the model

Y (tn) + εn = acos(ωitn) + bsin(ωitn) (17)

in such a way that the mean squared error εn is minimized with the proper
a and b parameters. This expression is a particularization for real signals of
the more general

Y (tn) + εn = c(i)ejωitn , (18)

where Y (t) and c can be complex valued. For any transform, not necessarily
the Fourier transform, the expression will be

Y (tn) + εn = c(i)bi(tn). (19)

Minimization of εn variance (mean squared error) leads to minimization
of

N∑

n=1

|Y (tn)− c(i)bi(tn)|2 (20)

which results in a value for c(i)

c(i) =
1

k

N∑

n=1

|Y (tn)b∗i (tn)|2 k =
N∑

n=1

|bi(tn)|2. (21)

This result can be referred to as a generalized Lomb method to estimate
transforms of unevenly sampled data (Laguna et al., 1998).

The signal power at index of the transformation will be (Lomb, 1976)

PY (i) = c(i)
N∑

n=1

Y (tn)∗bi(tn) = k × |c(i)|2 = |c̃(i)|2, (22)

with c̃(i) = c(i)
√
k. Lomb (1976) introduces a delay at the basis (sin and

cos rather than exponentials), which becomes in a more e�cient estimation
algorithm, the Lomb normalized periodogram (Laguna et al., 1998).
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Be,

Y = N−1
N∑

t=1

(Yt), (23)

and

σ̂2 = (N − 1)−1
N∑

t=1

(Yt − Y )2, (24)

respectively, the mean and the process variance estimator Yt. The normal-
ized Lomb-Scargle periodogram at the f frequency is de�ned as (Press and
Rybicki, 1989)

PL
Y,N(λj) = (2σ̂2)−1

{
[R(λj)]

2

∑N
t=1 cos2 λj(tn − τ)

+
[I(λj)]

2

∑N
t=1 sin2 λj(tn − τ)

}
, (25)

where λj are Fourier frequencies, Y and σ̂2 are the mean and variance of the
measurements, respectively, de�ned in equations 23 and 24, while the sums

R(λj) =
N∑

t=1

(Yt − Y ) cosλj(tn − τ), (26)

I(λj) =
N∑

t=1

(Yt − Y ) sinλj(tn − τ). (27)

The frequency-dependent time o�set τ is evaluated at each λ via

τ =
1

2λj
arctan

[∑N
t=1 sin(2λjtn)∑N
t=1 cos(2λjtn)

]
. (28)

According to Scargle (1982), if tn becomes tn+T0, then τ becomes τ+T0.
The Lomb-Scargle periodogram can be used for the analysis of equally spaced
time series because its statistical properties are equivalent to the classical
periodogram, but for Scargle (1982) the calculation of the periodogram by
equation 25 is a little more complicated than by the traditional methodology
(equation 8). For Scargle (1982) the secret is to impose continuity on τ as
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a function of λ, and to use su�ciently high-frequency resolution so that no
phase jumps are missed. It is also important to note that

lim
λ→0

τ(λ) =

(
1

N

) N∑

i=1

tn = 〈t〉. (29)

Equations (25 to 29) describe the Lomb-Scargle periodogram. These
equations were de�ned according to the Lomb (1976), Scargle (1982), Scar-
gle (1989), Press and Rybicki (1989), Glynn et al. (2006), Dilmaghani et al.
(2007), Hocke and Kämpfer (2009), Townsend (2010) and Leroy (2012).

2.2.1. Estimation of autocovariance function via Lomb periodogram

In this section, an autocovariance function estimator is proposed for time
series with missing data in the frequency domain using the inverse transform
of the Lomb-Scargle periodogram.

Proposition 2. Let γ̂N(l) be an estimator of the autocovariance function
of the sample {Y1, Y2, · · · , YN} of {Yt}t∈Z satisfying Assumption 1. If the
discrete Fourier transform of Yt is given by PL

Y,N(·), then

γ̂Y,N(l) = F−1[PL
Y,N(λj)], −π < λj ≤ π, for l = 0,±1,±2, · · · , [N/2−1].

(30)
where F−1 represents the inverse Fourier transform. The autocovariance γ̂(l)
is can be calculated by taking the inverse Fourier transform in 25 using the
FFT algorithm. If N −→ ∞ for l = 1, 2, · · · , N − 1, then γ̂Y,N(l) − γ(l) =

OP

(
1√
N

)
.

Due to some analytical complexities, the proof of this result will be left
for the version of the paper that will submitted.

3. Monte Carlo simulation study

This section reports a Monte Carlo simulation study to investigate the
performance of the spectral density estimators of the sample with missing
data previously discussed. For the numerical experiments, the data gener-
ating process of {Yt}t∈Z is an autoregressive process of order 1 (AR(1)) as
follows:

Yt = φYt−1 + εt, (31)
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where |φ| < 1 and εt is a zero mean Gaussian white noise process with
variance σ2. For further details about this process, see Brockwell and Davis
(2002), Wei (2006) and Box et al. (2008), among others.

In the simulations, φ = 0.3, φ = 0.7 and p = 5%, 10%, 15%, 20%, 30% and
40% are set. The sample size are N = 100 and N = 500. Two scenarios are
considered: (i) samples that have no missing data (p = 0) and (ii) samples
that have missing data (p 6= 0). The results of the empirical means of the
periodogram estimators are presented in the Figures 1 to 6 and the root
of mean square error values (RMSE) and bias in the Tables 1 to 3. Both
of the studied scenarios considered 1000 replications. All simulations were
performed using Software R (R Core Team, 2019).

In this paper, the percentage of 5% of missing data was considered as ref-
erence of the smallest amount of tolerable missing information. The percent-
age of 40%, on the other hand, was used to evaluate the estimation methods
of the periodogram under extreme conditions of missing information.

The empirical RMSE corresponds to the mean over all values of the mean
of RMSEj for the Fourier frequencies at j = 1, · · · , [N/2− 1].

RMSE =
1

m

m∑

j=1

RMSEj (32)

where

RMSEj =

√√√√ 1

K

K∑

k=1

(
f̂ (k)(λj)− f(λj)

)2
(33)

where f̂ (k)(λj) is the estimated periodogram corresponds to the replication
k(k = 1, · · · , K), f(.) is the spectral density of the AR(p) process, K = 1000
and m = [N/2− 1].

The Figures 1 and 2 show the graphs of the theoretical spectrum of an
AR(1) process, with φ = 0.3 (Figure 1) and φ = 0.7 (Figure 2), and the
averages of the periodograms estimated by ÎN , P̂

L
X,N and ÎAMY,N for the scenario

with no missing data, with N = 100 and N = 500, respectively. For the case
of simulations with samples in the absence of missing data, we observe a
similar behavior of the two estimators of the spectrum, indicating that the
variability of the series is captured by the estimators. The results suggest
that under the hypothesis of p = 0 the proposed estimators can be used to
estimate the spectrum of stationary processes.
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The Table 1 displays the RMSE values de�ned by Equation 32 and the
bias values for the case of the series generated by an AR(1) process, with
φ = 0.3 and φ = 0.7, with no missing data. The entries in this table show
that, even for a small sample size (N = 100), the periodograms P̂L

X,N and

ÎAMY,N are fairly well behaved in relation to the classical periodogram (Equa-
tion 8). As the sample size increases (N = 500), all periodograms presented
similar values of RMSE and bias, both for φ = 0.3 and φ = 0.7, as would be
expected from the asymptotic results. The periodogram ÎAMY,N provided small-
est estimates for the RMSE, but it is not the best alternative for time series
with no missing data, since it tends to underestimate the values when the
sample size is small and overestimate when the sample size is large. The es-
timates obtained with P̂L

X,N and ÎAMY,N were more accurate, which is expected,
since that they are closer to the classic periodogram.
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Figure 1: Empirical means of the periodograms, size samples of (a) N = 100 and (b)
N = 500, from the AR(1) process (φ = 0.3) and p = 0. The theoretical spectral density is
displayed with a solid line.

90



0.0 0.1 0.2 0.3 0.4 0.5

0
2

4
6

8
10

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

Spectrum
Classic
Lomb
Am.modulation

(a)

0.0 0.1 0.2 0.3 0.4 0.5

0
2

4
6

8
10

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

Spectrum
Classic
Lomb
Am.modulation

(b)

Figure 2: Empirical means of the periodograms, size samples of (a) N = 100 and (b)
N = 500, from the AR(1) process (φ = 0.7) and p = 0. The theoretical spectral density is
displayed with a solid line.

Table 1: RMSE and Bias of the periodograms estimators de�ned in section 2 for AR(1),
with p = 0.

Parameter Estimator Sample size (N)
100 500

IN (λ) R̂MSE 0.8223 0.9042

B̂ias -0.0421 -0.0064

φ = 0.3 PL
Y,N (λ) R̂MSE 0.8219 0.9046

B̂ias -0.0385 -0.0054

ÎAM
Y,N (λj) R̂MSE 0.5428 0.5966

B̂ias -0.1085 0.0700

IN (λ) R̂MSE 1.9729 2.3210

B̂ias -0.2181 -0.0329

φ = 0.7 PL
Y,N (λ) R̂MSE 1.9716 2.3206

B̂ias -0.2127 -0.0292

ÎAM
Y,N (λj) R̂MSE 1.6058 1.551

B̂ias -0.2031 0.2450

The discussion of the e�ciency of the proposed estimators, in series with
di�erent percentages of missing data, is based on the empirical results given
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in Tables 2 and 3 and Figures 3, 4, 5 and 6. When compared to the ÎAMY,N ,

the periodogram P̂L
X,N showed the highest values for RMSE in all missing

data con�gurations evaluated. For both estimators, the values of RMSE
undergo signi�cant changes when the percentage of missing data exceeds
20%, regardless of sample size and model parameter (see Tables 2 and 3);
for example, considering the case presented in Table 2 for N = 500, when
the percentage is 40% missing data (extreme case of missing information)
the RMSE value of the estimates obtained with ÎAMY,N showed an increase of
108.9% when compared to the estimates obtained with no missing data. The
estimates of the RMSE obtained with the estimator P̂L

X,N , for the scenario of
40% of missing data, showed an increase of 0.32% in relation to the RMSE
of series without missing data.

Considering the results presented in Tables 2 and 3 and Figures 3, 4, 5
and 6, even when the periodogram P̂L

X,N , shows the minimum accurate results
of the measurements of accuracy, it is the most suitable for spectral estima-
tion of stationary processes with large percentages of missing data and with
expressive serial correlation. On the other hand, the results showed that the
estimator ÎAMY,N is more suitable for time series with low serial correlation. It
should be noted (see Figures 3, 4, 5 and 6) that for close to zero frequencies,
the estimators showed a slight tendency to underestimate the results, espe-
cially for small samples sizes with large percentages of missing data. In series
with 40% missing data, a signi�cant decrease in the e�ciency of the estima-
tors was evidenced, suggesting the need to develop more e�cient alternatives
in these scenarios.

The classical periodogram cannot be applied in time series with miss-
ing data without a previous treatment of the data, either the imputation
or analysis including only the available data. Therefore, its use should be
avoided when the series contains missing data, since data analysis including
only available data, without statistical treatment for missing data, may pro-
duce false estimates of extent of the e�ect measure and underestimation of its
accuracy. On the other hand, the estimators proposed in this work presented
accurate estimates, even for a large number of missed observations, so that
an alternative methodology for the spectral analysis of series can be used in
the presence of missing data.
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Table 2: RMSE and Bias of the periodograms estimators de�ned in section 2 for AR(1),
with φ = 0.3 and p = 1.

N Estimator Percentage of missing data
5% 10% 15% 20% 30% 40%

100 PL
Y,N (λ) R̂MSE 0.8368 0.8149 0.8509 0.8233 0.8350 0.8778

B̂ias -0.0635 -0.0914 -0.1115 -0.1643 -0.2481 -0.3486

ÎAM
Y,N (λj) R̂MSE 0.5529 0.5748 0.6038 0.6440 0.7383 0.9084

B̂ias -0.0577 -0.0538 -0.0209 0.0351 0.1227 0.2382

500 PL
Y,N (λ) R̂MSE 0.8942 0.8751 0.8673 0.8612 0.8750 0.9075

B̂ias -0.0247 -0.0595 -0.091 -0.1321 -0.2112 -0.3068

ÎAM
Y,N (λj) R̂MSE 0.6115 0.6788 0.7486 0.7976 1.0010 1.2468

B̂ias 0.0857 0.1683 0.2370 0.2707 0.4376 0.6237

Table 3: RMSE and Bias of the periodograms estimators de�ned in section 2 for AR(1),
with φ = 0.7 and p = 1.

N Estimator Percentage of missing data
5% 10% 15% 20% 30% 40%

100 PL
Y,N (λ) R̂MSE 1.9297 1.9289 1.9355 1.9709 2.0942 2.3358

B̂ias -0.3221 -0.4145 -0.5813 -0.6639 -0.9601 -1.3419

ÎAM
Y,N (λj) R̂MSE 1.6517 1.6900 1.8023 1.8005 1.9498 2.1081

B̂ias -0.1693 -0.1850 -0.1291 -0.1099 0.0753 0.1705

500 PL
Y,N (λ) R̂MSE 2.1279 2.0613 2.0088 1.9803 1.9894 2.1174

B̂ias -0.1292 -0.229 -0.3256 -0.4441 -0.7333 -1.1033

ÎAM
Y,N (λj) R̂MSE 1.5851 1.6065 1.6802 1.7721 2.0109 2.2798

B̂ias 0.2987 0.3509 0.4455 0.5465 0.7941 1.0912
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Figure 3: Empirical means of the periodograms, size samples of N = 100, from the AR(1)
process (φ = 0.3) with (a) p = 5%, (b) p = 10%, (c) p = 15%, (d) p = 20% (e) p = 30%
and (f) p = 40%. The theoretical spectral density is displayed with a solid line.
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Figure 4: Empirical means of the periodograms, size samples of N = 500, from the AR(1)
process (φ = 0.3) with (a) p = 5%, (b) p = 10%, (c) p = 15%, (d) p = 20% (e) p = 30%
and (f) p = 40%. The theoretical spectral density is displayed with a solid line.
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Figure 5: Empirical means of the periodograms, size samples of N = 100, from the AR(1)
process (φ = 0.7) with (a) p = 5%, (b) p = 10%, (c) p = 15%, (d) p = 20% (e) p = 30%
and (f) p = 40%. The theoretical spectral density is displayed with a solid line.
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Figure 6: Empirical means of the periodograms, size samples of N = 500, from the AR(1)
process (φ = 0.7) with (a) p = 5%, (b) p = 10%, (c) p = 15%, (d) p = 20% (e) p = 30%
and (f) p = 40%. The theoretical spectral density is displayed with a solid line.
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4. An application to PM10 pollutant

4.1. Area of study

To apply the studied methodology, this paper used data collected in the
Region of Greater Vitória (RGV), Espírito Santo, Brasil. RGV is located
on the south coast of the Atlantic Ocean (latitude 20 ◦ 19S, longitude 40 ◦

20W). The RGV is constituted by the municipalities of Vitória, Vila Velha,
Cariacica, Serra and Viana. Because it is situated in the coastal region, the
RGV has a warm tropical climate (Aw), with mild and dry winter, and a hot
and rainy summer, with average temperatures ranging from 24 ◦C to 30 ◦C.
According to the Brazilian Institute of Geography and Statistics (Instituto
Brasileiro de Geogra�a e Estatística, 2014), the metropolitan region of Vitória
has 1,475,332 inhabitants, covers an area of 1,461 square kilometers and is
one of the main centers of urban and industrial development in the state.
The region su�ers from several environmental problems, among them the
deterioration of air quality due to atmospheric emissions by industries and
the vehicular �eet.

The RGV has an automatic network for air quality monitoring (RAMQAR),
owned by the state institute for the environment and water resources, that
was put in service in July, 2000. The network is distributed among nine
monitoring stations located in the municipalities that compose the RGV, as
follows: Serra with three stations (Laranjeiras, Carapina and Cidade Conti-
nental); Vitória with three stations (Jardim Camburi, Enseada do Suá, and
Central Vitória); Vila Velha with two stations (Ibes and Central Vila Velha);
and Cariacica (Cariacica). The locations of the RAMQAR monitoring sta-
tions are shown in Figure 7.

The RAMQAR network monitors the following pollutants: PM10, to-
tal suspension particles (TSP), Respirable Particulate Material PM2.5 Ozone
(O3), Nitrogen Oxide (NOx), Nitrogen Dioxide (NO2), Non-Methane Hy-
drocarbons (HCnM), Methane (CH4), Nitrogen Monoxide (NO), Carbon
Monoxide (CO), Sulphur dioxide (SO2) and Total Hydrocarbons (HCT). The
following meteorological parameters are also monitored: Scalar wind direc-
tion (WD), scalar wind velocity (WV), precipitation (PP), relative humidity
(RH), Air temperature (T), atmospheric pressure (P), Standard deviation
of wind direction (SIGT) and solar radiation (I). The pollutants and mete-
orological parameters that RAMQAR monitor at each station are shown in
Table 4.
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Figure 7: Location of the air quality monitoring stations in the RGV.

Table 4: Meteorological parameters and pollutants monitored at each RAMQAR station.
Stations PM2.5 TSP PM10 SO2 CO NO NO2 NOX HCT O3 CH4 HCnM Meteorological

Laranjeiras X X X X X X X X
Carapina X X WD,WV,RH,PP,P,T,I,SIGT
Jardim Camburi X X X X X X
Enseada do Suá X X X X X X X X X X X X WD,SIGT,WV
Central (Vitória) X X X X X X X X X X
IBES X X X X X X X X X X X X WD,SIGT,T,RH,WV
Central (Vila Velha) X X
Vila Capixaba (CEASA) X X X X X X X X WD,SIGT,RH,WV,T
Cidade Continental X X X X X X X WD,WV

Source: Instituto Estadual de Meio Ambiente e Recursos Hídricos do Estado do Espírito Santo (2014).

4.2. Analysis of PM10 concentrations with missing observations

The daily average PM10 concentrations (Figure 8) is the data set here
analyzed to illustrate the methodology previously discussed. The series is ex-
pressed in µg/m3 and it was observed in the stations of Carapina (CARA),
Laranjeiras (LARA), Jardim Camburi (CAMB), Enseada do Suá (ENSE),
Central Vitória (CENVIT), Ibes (IBES), Central Vila Velha (CENVV), Cariacica
(CARI) and Cidade Continental (CIDCONT), all of them located in Espírito
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Santo, Brazil. These time series were analyzed in the period from January
1st, 2008 to December 31st, 2018.

The choice of this data set was motivated by the fact that, in addition
to the importance of modeling and predicting this pollutant in the context
of air quality control, all PM10 series present missing data (see Figure 8 and
Table 4.2), which would require an application of the statistical methodology
suggested here for their spectral analysis. The recent works of Reisen et al.
(2014a,b, 2017); Fajardo et al. (2018); Pinto et al. (2018); Solci et al. (2019);
Reisen et al. (2019), deal with these series for models from di�erent contexts.
The main interest of this paper is to show the applicability of the spectral
estimators in the presence of missing data in a real data set, that does not
meet the standard assumption of the classical methodology of data without
missing observations. These observations may be associated with the non-
functioning of the contaminant concentration measurement equipment.

It should be mentioned that the PM10 series should have a periodic com-
ponent with seasonal period s = 7, since according to Instituto Estadual de
Meio Ambiente e Recursos Hídricos do Estado do Espírito Santo (2014), the
main source emitting particles in the RGV is vehicles (more than 60% of
particulate emissions are linked to particulate resuspension on roads). Thus,
there is a variation between the concentrations measured on weekdays and
on weekend days. The �ow of vehicles is greater during the days of the week.
Data may also have other signi�cant periodic components that are generally
related to annual deterministic trends in the series, and these components
will not be studied in this paper.

Table 4.2 presents the descriptive statistics of the inhalable particulate
matter time series with their number and percentage of missing data. It is
important to observe the high percentages of missing data that these series
have justify the use of the Lomb-Scargle periodogram. In general, by observ-
ing the variances, the coe�cient of variation and the interquartile distances,
it can be seen that the data under study presented a great variability in statis-
tical terms, which is corroborated by Figure 8. It is noteworthy that, for the
calculation of descriptive statistics, only the observed data was considered.

It is worth mentioning that, considering the observed data, the concentra-
tions monitored at the Carapina station exceeded the value of 50 µg.m(− 3)
on 19 occasions, Cariacica on 500, Enseada do Suá on 51, Jardim Camburi
on 14, Laranjeiras on 347, Central Vila Velha on 11, Ibes on 57, Vitória on
27 and Cidade Continental on 61 times. These results meet the guidelines
established by WHO and the �nal air quality standard of CONAMA Res-
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CARA LARA CAMB ENSE CENVIT IBES CENVV CARI CIDCONT

nobs 4018.00 4018.00 4018.00 4018.00 4018.00 4018.00 4018.00 4018.00 4018.00
NAs 1531.00 1131.00 1367.00 952.00 821.00 1278.00 2619.00 1711.00 2929.00

NAs/N (%) 38.10 28.14 33.94 23.69 20.43 31.81 65.18 42.26 72.29
Minimum 4.42 6.71 3.54 8.33 6.79 5.00 5.21 5.50 0.00
Maximum 88.25 118.79 66.17 83.58 83.12 88.12 90.75 120.83 208.00
1. Quartile 15.33 21.60 16.25 20.79 19.21 19.50 17.06 26.75 17.21
3. Quartile 23.88 41.21 27.08 32.08 29.42 32.34 28.00 47.79 28.08

Mean 20.52 32.60 22.39 27.02 24.94 26.66 23.31 38.93 27.08
Median 18.88 30.88 21.12 25.92 23.71 25.38 22.04 36.50 21.83
Variance 62.82 203.20 69.31 81.92 67.57 97.50 79.76 288.23 911.65

Stdev 7.93 14.25 8.33 9.05 8.22 9.87 8.93 16.98 30.19
Skewness 1.81 0.82 0.91 0.95 1.01 0.96 1.57 1.00 4.95
Kurtosis 6.27 0.99 1.22 1.99 2.11 2.07 6.63 1.52 26.79
CV (%) 38.65 43.71 37.20 33.93 32.96 37.02 38.31 43.62 111.49

olution no 491/2018 (not yet in force) (BRASIL, 2018) for this pollutant.
Special mention should be made of the Cariacica and Laranjeiras stations,
which exceeded the WHO limit in 512 and 380 days, respectively.

Figures 9 and 10 show the periodograms estimated with P̂L
X,N and ÎAMY,N

of the natural logarithm of the time series of PM10 measured in monitor-
ing stations of the RGV. The estimated periodograms represent the relative
contributions of di�erent frequencies to the variance. In general, spectral
estimators have large peaks concentrated at frequencies close to zero and
also at frequencies that are integer multiples of 1

7
. These plots also indicate

seasonality of period 7, corresponding to the seven-day period for all mon-
itoring stations. Period 7 is due to the fact that the series correspond to
the average daily observations. An interesting distinction between the graph
of the periodogram P̂L

X,N (Figure 9) and the graph of the periodogram ÎAMY,N
(Figure 10) is the di�erence of the vertical scale. However, in all the graphs
it is possible to identify the seasonality property, which suggests that the
methodology proposed in this work can be used to estimate the time series
spectrum of atmospheric pollutant concentrations in the presence of missing
data. It is worth noting that, the periodograms for the data of the Cidade
Continental station, located in the municipality of Serra, were not estimated,
due to the fact that the missing data percentage is greater than 70%.

Seasonality in PM10 series is expected, since according to the o�cial emis-
sion inventory published by Instituto Estadual de Meio Ambiente e Recursos
Hídricos do Estado do Espírito Santo (2011), the main source emitting parti-
cles in the RGV are linked to dust resuspension of particles in roads (around
60% of PM10). Thus, there is variation between concentrations measured on
weekdays and weekend days, since vehicle �ow is higher during the days of
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Figure 8: Daily PM10 concentrations series with missing data.
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the week. However, PM10 can also be emitted from other sources, such as soil
erosion and building construction. In addition, pollution transported from
other sites can make a signi�cant contribution to the observed levels.

It is important to say that the mathematical modeling of time series of
atmospheric pollution plays an essential role in the scienti�c understanding
of atmospheric phenomena and in the provision of political strategies to deal
with relevant problems such as climate change, air quality and, in general,
with degradation of the ecosystem. In mathematical modeling, the model
accuracy must be evaluated in relation to the observations to ensure that the
errors in model formulations are minimal and that the model limitations are
understood. In this context, it is essential to search for models which are
able to deal with characteristics of the data that may make its analysis more
di�cult to perform. This section showed an application to air pollution time
series with missing data which, as it was discussed throughout this paper, is
a characteristic that causes several problems in frequency analysis.

5. Concluding remarks

This paper proposes the use of two estimators for the spectral density
of a time series with missing data. Asymptotic properties of the proposed
spectral estimators are established and simulations are provided to show the
performance of the estimator under di�erent scenarios. The e�ciency of the
methods, under di�erent percentages of missing data, is also investigated in
the simulation study. The results showed that the two methods are suitable
for estimation of the spectrum of stationary time series. Therefore, the pro-
posed method becomes a good alternative for the spectral analysis of data
sets with missing observations. An application to a real data set related to
the daily average concentrations of the pollutant PM10 in the Greater Vitória
Region, Espírito Santo, Brazil was performed to show the usefulness of the
methodology proposed.
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Figure 9: Estimated P̂L
X,N periodograms of daily log PM10 concentrations series with

missing data.
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Figure 10: Estimated ÎAM
Y,N periodograms of daily log PM10 concentrations series with

missing data.
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Abstract

In this paper, an estimator of ΓN starting from frequency domain is pro-
posed using the Lomb-Scargle periodogram. The asymptotic properties of
the proposed estimator {ρ̂L(h)} are evaluated. In absence of missing data,
the �nite sample size investigation showed that the proposed method be-
haves simmilar to the standard one presented estimates close to the true
ACF values. Under full sampling, the asymptotic distribution of the pro-
posed estimator is equal to the other two estimators. On the other hand,
in the presence of missing data, the estimator {ρ̂L(h)} yields good estimates
for some missing data con�gurations, however, it is suitable once that the
classical estimator can not be used. Therefore, the ACF estimator {ρ̂L(h)}
proposed is an alternative method to estimate ΓN in time series with missing
data.

Keywords: Autocovariance function, Lomb-Scargle periodogram, Missing
data, estimation.

1. Introduction

The estimation of the autocorrelation function (ACF) of the sample {Y1,
· · · , YN} is one important step in the process of building time series models
(Bahamonde et al., 2010; Yajima and Nishino, 1999). In classical time series
analysis, the innovations {εt}t∈Z of the linear process {Yt} are often assumed
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to be independent and identically distributed (iid), see for example Box et al.
(2008) and Brockwell and Davis (2006). In this case, the asymptotic prop-
erties of the partial sums, especially the sample ACF and the ratio of the
sample covariance have been extensively studied in the literature, see (Ba-
hamonde et al., 2010). The results of the asymptotic theory for the sample
ACF of autoregressive processes can be found in Bartlett (1946); Anderson
and Walker (1964); Cavazoscadena (1994); He (1996) and Hosking (1996). A
summary of properties can be found in Brockwell and Davis (2006).

In practice, a frequent problem in time series is the presence of missing
data, usually due to data acquisition failures. Several reasons lead to this
scenario, among which we can mention: manual data entry, measurements
made incorrectly, equipment with operational failures and high cost of data
collection. The analysis of irregularly observed time series is one of the most
important problems faced by researchers of diverse areas whose data appear
in the form of time series. The study of the asymptotic properties of the
ACF function of time series models in the presence of absent observations is
more di�cult than in the complete case.

Time series analysis in the frequency domain is based on the study of
the spectral density function but most of the existing estimation methods
are designed for uniformly sampled and complete data (Wang et al., 2005).
The estimation of the autocorrelation function can be done in both time
domain and frequency domain, see for example cotta.... , however, when
observations are missing, the estimation of autocorrelation is still an open
problem. Therefore, methods to estimate the spectral density of time series
with missing data should be considered.

In this direction, some methodologies have been proposed in the litera-
ture, see, for example, Parzen (1963); Bloom�eld (1970); Toloi and Morettin
(1993); Jiang and Hui (2004); Wang et al. (2005); Bahamonde et al. (2010);
Efromovich (2014); Bahamonde and Doukhan (2016), among others. It is
worth to mention that the spectral density of a stationary process can be
interpreted as the proportion of variance assigned to the oscillations of the
time series at a given frequency.

The fast Fourier transform (FFT) is a very e�cient technique to calcu-
late the discrete Fourier transform but the limitation of the FFT algorithm
is that it requires equally spaced time series (Priestley, 1981). Another lim-
itation of the FFT algorithm is that it does not cope with missing values.
In the analysis of time series sampled at irregular time intervals or series
with missing data, some methodology is usually employed in order to �ll in
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the missing data before doing FFT spectral analysis. This, however, is not
satisfactory as it modi�es the statistical properties of the series by insert-
ing arti�cial data Leroy (2012). Furthermore, according to Marshall (1980)
the imputation will probably smooth the series so that the autocorrelation
estimates may not represent the actual autocorrelation structure.

To overcome these limitations, the Lomb-Scargle periodogram was intro-
duced in the astrophysics �eld to allow the estimation of the spectral density
function of time series with missing or unequally spaced data without using
imputation techniques. The history behind the Lomb-Scargle periodogram is
what follows: In an attempt to �nd an alternative to impute pseudo-data in
sinusoidal models, Lomb (1976) proposed to use least squares for sinusoidal
curves. Scargle (1982) extended Lomb's work by de�ning the Lomb-Scargle
periodogram and deriving its distribution.

Therefore, this work considers the estimation of autocovariance function
(ACOVF) and ACF with missing data starting from the Lomb-Scargle pe-
riodogram. The approach consists of applying the methodology proposed
by Lomb (1976) to obtain a discrete Fourier transform for time series with
missing data. Next, ACOVF and ACF are obtained from an inverse diago-
nalization procedure of the matrix containing the estimated spectral density.

The outline of this paper is as follows: Besides the introduction, Section 2
discusses the estimation of the ACOVF and ACF from the Lomb-Scargle
periodogram. Section 3 summarizes the simulation experiments. Concluding
remarks are given in Section 4.

2. The model and the estimation of the autocovariance function

Let {Yt}, t = 1, 2, ..., be a stationary process with autocovariance function
γY (h) = Cov[Yt, Yt+h], h = 0, 1, ..., which satis�es

(A1)
∑∞

h=−∞ |γY (h)| <∞.

Under Assumption (A1), the spectral density of {Yt}, t = 1, 2, ..., is
de�ned as

f(λ) =
1

2π

∞∑

h=−∞
γY (h)e−ihλ, for all λ ∈ [−π, π]. (1)
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Let {Y1, Y2, ..., YN} be the �rst N observations of {Yt}t∈Z. The covariance
matrix of {Y1, Y2, ..., YN} is de�ned by

ΓN = [γ(i− j)]Ni,j=1. (2)

The following properties establishes, from the time to the frequency do-
main, a very useful analytical connection between functions, that is, this
allows to interpret the spectral density as a multiple of the matrix of co-
variance of the process multiplied by ortogonal vectors. Actually, this has
similar interpretation of the classical result of spectral diagonalization of an
any positive semi-de�nite square matrix (Cotta, 2019).

Proposition 1. Let A be an N ×N regular circulant matrix with �rst row
[a0, . . . , aN−1].

1. A has eigenvectors gj with (not necessarily distinct) eigenvalues

δj =
N−1∑

h=0

ahω
jh = p(ωj) =

N−1∑

h=0

ahω
h
j , j = 0, 1, . . . , N − 1, (3)

where ωj = ωj, p(ωj) = a0 + a1ωj + . . .+ aN−1ω
N−1
j , and

gj = N−1/2[1, ωj, ω2j, . . . , ω(N−1)j]′. (4)

2. Setting j = 0 in (1), δ0 = a0 + a1 + ...+ an−1 is always an eigenvalue.

3. The eigenvectors are mutually orthogonal, that is, g∗j gk = 0 if k 6= j
and g∗j gk = 1 for k = j, where g∗j is the conjugate transpose of gj.

4. If F is an N ×N Fourier matrix then, it is unitary and FAF ∗ = ∆,
that is AF ∗ = F ∗A, where ∆ = diag[δ0, δ1, . . . , δN−1]. Also A =
F ∗∆F .

Proof. This proposition is directly derived from 8.18 to 8.28 in Seber (2008).

The following Corollaries are straightforward derived from Proposition 1.

Corollary 1. If A is symmetric regular circulant then:

1. ah = aN−h, h = 1, . . . ,m, where

m =

{
N/2 N even

(N − 1)/2 N odd.
(5)
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2. The eigenvectors are gj given by Proposition 1.

3. The eigenvalues of A are

δj =
N−1∑

h=0

ah cos(2πjh/n), j = 0, . . . , N − 1. (6)

4. A spectral decomposition of A is

A =
N−1∑

j=0

δjgjg
∗
j . (7)

Corollary 2. Let δj be an eigenvalue of A as in Corollary 1. Then, for N
odd, the pair of real orthogonal eigenvectors corresponding to δj are

cj = (δj + δN−j)/
√

2 =
√

2/N [1, cosλj, cos 2λj, . . . , cos(N − 1)λj],

and

sj = i(δN−j + δj)/
√

2 =
√

2/N [1, sinλj, sin 2λj, . . . , sin(N − 1)λj],

for j = 1, . . . , [N/2] and setting c0 =
√

1/N [1, 1, 1, . . . , 1]. Additionally,
PN AP

′
N = ∆s where ∆s = diag[δ0, δ1, δ1, . . . , δ[N/2], δ[N/2]] and PN = [c0, c1,

s1, . . . , c[N/2], s[N/2]]
′. For the case when N is even, both δ0 and δn/2 have

multiplicity 1 and PN = [c0, c1, s1, . . . , 2
−1/2 cN/2]′. Again, PN AP

′
N = ∆s.

Proposition 2. Let ΓN be the covariance matrix of the �rst N observations
from {Yt}t∈Z which satis�es (A1), and let f(.) be its spectral density as given
by (1). Let λj = 2πj/N, j = 0, . . . , [N/2], where [.] denotes the integer part
of N/2. Let DN be an N ×N matrix,

DN =

{
diag{f(0), . . . , f(λ[N/2]), f(λ[N/2])} if N is odd,
diag{f(0), . . . , f(λ(N−2)/2), f(λ(N−2)/2), f(λN/2)} if N is even.

(8)
and let PN be the eigenvectors which will lead to the diagonalization of ΓN
de�ned in Corollary 2. Then, the components xNij of the matrix

PN ΓN P
′
N −2πDN , (9)

converge to zero uniformly as N →∞ ,i.e. sup1≤i,j≤N |x(N)
ij | → 0.
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Proof. See the proof in Cotta (2019), Proposition 2.

Let now {Y1, Y2, ..., YN} be a sample of {Yt}t∈Z and f̂N(.) be an estimator
of the spectral density in (1). Given D̂N as an estimator of DN in (8) by
replacing f(.) with f̂N(.), an alternative estimator of ΓN can be obtained by

Γ̂N = 2πP ′N D̂N PN . (10)

where PN was de�ned previously.
The focus is now on the properties of f̂N(.) related to f(.) that allow the

convergence of γ̂N(.) towards γ(.). Let {Yt}t∈Z be a second order stationary
process. Given a sample {Y1, Y2, ..., YN}, the classical periodogram function,
at the Fourier frequency λj = 2πj/N, j = 1, . . . , [N/2], is de�ned as

IN(λj) =
1

2πN

∣∣∣∣∣
N∑

k=1

Yk exp(ikλj)

∣∣∣∣∣

2

. (11)

Although the periodogram is a natural estimator of f(.), It is well-known
that IN(.) is not a consistent estimator of f(.) in the sense that the variance
of IN(.) does not go to zero as N goes to in�nite. In addition, IN(.) has an
erratic and wildly �uctuating form. These features make the periodogram to
be a poor estimator of the spectral density f(.) see, for example, Priestley
(1981). Sine {Yt}t∈Z is a stationary process with autocovariance function that
satis�es Assumption 1, one way to obtain an estimator of the spectral density
with reduced variance is simply to omit some terms of IN(.) which correspond
to the tail of the sample autocovariance function. In general, omitting the
terms in IN(.) will increase the bias, however if these correspond to the tails
of the sample ACF satisfying Assumption 1, this will not seriously a�ect
the bias of this "new" periodogram. In this context, the new periodogram
is given as follows and it is usually called truncated window periodogram
(Cotta, 2019).

Before introducing a class of consistent estimators of the spectral density
of {Yt}t∈Z, the following assumptions are introduced:

(A2) {MN := M} is a sequence of positive integers withM →∞ and M
N
→ 0

as N →∞.

(A3) {WN(.)} is a sequence of weight functions with WN(k) = WN(−k) and
WN(k) ≥ 0, for all k.
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(A4)
∑

|k|≤M
WN(k) = 1 and

∑

|k|≤M
W 2
N(k)→ 0 as N →∞.

In view of (A1)-(A4), a consistent class of estimators has the form

f̂T,N(λj) = (2π)−1
m∑

k=−m
WN(k)IN(λj+k). (12)

For more details of the properties of f̂T,N see, for example, Brockwell and
Davis (2013), Priestley (1981) and Fuller (1996).

Theorem 1. Let {Y1, Y2, ..., YN} be a sample observation of a second order
stationary time series {Yt}t∈Z satisfying (A1). Let f̂T,N(.) be an estimator of

the spectral density of {Yt}t∈Z satisfying (A2) to (A4). De�ne D̂N as in (8)
but replacing f(.) with f̂T,N(.). Let Γ̂N as in (10) where γ̂N(h) is obtained.
Then,

Γ̂N − 2πP ′NDN PN = op

(
1√
N

)
as N →∞. (13)

Proof. See the proof in Cotta (2019), Theorem 1.

In this article, an alternative way to derive the IN(λj) periodogram func-
tion is based on the Lomb-Scargle periodogram (Lomb, 1976; Scargle, 1982).

The Lomb-Scargle periodogram is now introduced and exhibits similar
performance (in theoretical and empirical meaning), to IN(λ), λ ∈ [−π, π],
when the sample is equally spaced, i.e, with no missing data. The Lomb-
Scargle periodogram reduces to the Fourier transform in case of evenly sam-
pled data. In presence of data gaps, the sine and cosine model functions
are orthogonalized by additional phase factors (Lomb, 1976). Scargle (1989)
investigated the reconstruction of unevenly sampled time series by applica-
tion of the Lomb-Scargle periodogram and subsequent, the inverse Fourier
transform (Hocke and Kämpfer, 2009).

The Lomb-Scargle periodogram is equal to a linear least-squares �t of
sine and cosine model functions to the observed time series Yt which shall be
centered around zero (Lomb, 1976; Press et al., 1992). Writing {Yt}t∈Z as a
sum of sine and cosine, we have:

Yt = Acos(λjtj − τ) +Bsin(λjtj − τ) + εj (14)

117



where A and B are constant amplitudes, λ is the Fourier frequency (λj =
2πj/N, j = 1, · · · , [N/2]), εj is noise at time tj, and τ is the additional phase
which is required for the orthogonalization of the sine and cosine model
functions of equation (14) when the data are unevenly spaced.

The power spectral density PL
N(λj) of the Lomb-Scargle periodogram is

given by

PL
N(λj) =

1

2

{
[R(λj)]

2

∑N
t=1 cos2 λj(tj − τ)

+
[I(λj)]

2

∑N
t=1 sin2 λj(tj − τ)

}
, (15)

where

R(λj) =
N∑

t=1

(Yt − Y ) cosλj(tj − τ), (16)

I(λj) =
N∑

t=1

(Yt − Y ) sinλj(tj − τ), (17)

Y is the mean of Y series and τ is evaluated at each λ via

τ =
1

2λj
arctan

[∑N
t=1 sin(2λjtj)∑N
t=1 cos(2λjtj)

]
. (18)

Scargle (1982) presented τ as an exact solution for the orthogonalization
of the sine and cosine functions of (14) in case of unevenly sampled data
(
∑N

j=1 cos(λjtj − τ)
∑N

j=1 sin(λjtj − τ) = 0).
The Lomb-Scargle periodogram can be used for the analysis of equally

spaced time series because its statistical properties are equivalent to the
classical periodogram. However, for Scargle (1982), the calculation of the
periodogram by equation 15 is more complicated than by the traditional
methodology (equation 11). For Scargle (1982), the key factor is to impose
continuity on τ as a function of λ and to use a su�ciently high-frequency
resolution so that no phase jumps are missed. It is also important to note
that

lim
λ→0

τ(ω) =

(
1

N

) N∑

i=1

tj = 〈t〉. (19)
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Equations (14 to 19) describe the Lomb-Scargle periodogram. These
equations were de�ned according to the Lomb (1976), Scargle (1982), Scar-
gle (1989), Press and Rybicki (1989), Glynn et al. (2006), Dilmaghani et al.
(2007), Hocke and Kämpfer (2009), Townsend (2010) and Leroy (2012).

As previously mentioned, the main objective of this work is to obtain
an ACF estimator with missing data which satis�es all assumptions of the
de�nition of ACF presented in Proposition 1.5.1 and De�nition 1.5.1 (non-
negative de�niteness) (Theorem 1.5.1) in Brockwell and Davis (2006). In
order to obtain such estimator, in 2, the diagonal elements of matrix DN

is replaced by the Lomb-Scargle spectral estimator PL
N(.). This leads to the

following equation

Γ̂
L

N = 2πP ′N D̂
L

n P
′
N , (20)

where D̂
L

N is de�ned similarly as (8) but replacing f(.) with PL
N(.).

Proposition 3. Let {Y1, Y2, ..., YN} be a sample observation of a second order
stationary time series {Yt}t∈Z satisfying (A1). Let ILN(.) be an estimator of
the spectral density of {Yt}t∈Z and de�ne D̂N as in (8) but replacing f(.)
with ILN(.). Let Γ̂N as in (10) where γ̂LN(h) is obtained. Suppose that (A1) to

(A4) hold. Then, γ̂LN(h)− γ(h) = op

(
1√
N

)
as N →∞ for h = 0, . . . , N − 1.

Now, given a sample {Y1, Y2, ..., YN} of {Yt}t∈Z, the N×N autocorrelation
matrix ρ̂N and its version ρ̂LN are, respectively,

ρ̂N =
Γ̂N
γ̂11

, (21)

and

ρ̂LN =
Γ̂
L

N

γ̂L11
, (22)

where γ̂11 = γ̂N(0) and γ̂L11 = γ̂LN(0). Finally, the ACOVF and ACF, γ̂N(.)
and ρ̂N(.), and their counterparts, namely γ̂MN , ρ̂MN , are extracted from the

rows of the circulant matrices Γ̂N , ρ̂N , Γ̂
L

N and ρ̂LN , respectively.

3. Monte Carlo simulation study

This section reports a Monte Carlo simulation study to investigate the
performance of the robust sample ACOVF and ACF estimators discussed

119



previously. For the numerical experiments, the data generating process of
{Yt}t∈N is an autoregressive process of order 1 (AR(1)) as follows:

Yt = φYt−1 + εt, (23)

where |φ| < 1 and εt is a zero mean Gaussian white noise process with
variance σ2.

Let {Y1, Y2, ..., YN} be a realization of {Yt}t∈N, the standard biased ACF
estimator is

ρ̂(h) =
γ̂(h)

γ̂(0)
, −N < h < N (24)

where

γ̂(h) = N−1
N−|h|∑

t=1

(Yt+|h| − Ȳ )(Yt − Ȳ ), −N < h < N (25)

where Ȳ = N−1
∑N

t=1 Yt.
For the comparison between the proposed ACF estimator of samples with

missing data and the proposed estimator of Parzen (1963), the latter is sum-
marized in the sequel. Let {Yt}t∈N be a discrete-time second-order stationary
time series with zero-mean. Following Parzen (1963), we assume that the ob-
servations are given by

Zt = CtYt (26)

where {Ct}t∈N is a non-negative modulating process taking values in [0, 1].
When Ct takes values in 0, 1, the observations are censured, more general
modulations can be considered as well. Throughout the paper, this process
is assumed to be independent of {Yt}t∈N. This property is essential in order
to allow recovery of the covariance structure of {Yt}t∈N (Bahamonde et al.,
2010).

We denote by Z̄, Ȳ the sample means of (Zt)
N
t=1 and (Yt)

N
t=1. Usual

estimates of the autocovariance coe�cients γZ(h) = Cov[Zt, Zt+h] are the
empirical estimates γ̂Z,N(h) and v̂N(h) as follow:

γ̂Y,N(h) =

{
1

N−h
∑N−h

t=1 (Zt − Z̄)(Zt+h − Z̄) if 0 ≤ h < N,
1

N−h
∑N

t−h(Zt − Z̄)(Zt+h − Z̄) if −N < h < 0.
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v̂C,N(h) =

{
1

N−h
∑N−h

t=1 CtCt+h if 0 ≤ h < N,
1

N−h
∑N

t−hCtCt+h if −N < h < 0.

Both estimates are obtained from the observations {Z1, · · · , ZN} = {Y1C1,
· · · , YNCN} according to Equation (26) and they are unbiased (Bahamonde
et al., 2010). The following estimator is de�ned considering Equation (26)
and was introduced by Parzen (1963),

γ̂Y,N(h) =
γ̂Z,N(h)

v̂C,N(h)
, if v̂C,N(h) 6= 0. (27)

The correlation function ρY (h) is estimated by ρ̂AMN (h) =
γ̂Z,N (h)

v̂Z,N (0)
. Dun-

smuir and Robinson (1981) investigated the asymptotic properties of (27) un-
der various assumptions about {εt}t∈N and assuming that {Ct}t∈N is asymp-
totically stationary. More recently, Yajima and Nishino (1999); Pinto (2013)
compared three estimators of the autocorrelation function of stationary pro-
cesses with missing observations. They impose the same assumptions on
{εt}t∈N as those in Dunsmuir and Robinson (1981).

In the simulations, φ = 0.3, φ = 0.7 and p = 5%, 10%, 15%, 20% and 40%
are set. The sample size areN = 100, 300, 600 and 1000, and each experiment
is replicated 1000 times. Two scenarios are considered: (i) samples have no
missing data (p = 0) and (ii) samples have missing data (p 6= 0). Under both
scenarios, the comparison between the estimators is done by contrasting the
plots and the empirical root mean square error (RMSE) and bias of the
theoretical ρ(h) = φh with ρ̂(h), ρ̂LN(h) and ρ̂AMN (h), for h = 0, 1, . . . , 8.

It is worth saying that, the percentage of 5% of missing data is considered
by the literature as reference of the smallest amount of tolerable missing
information that any method can provide reliable estimates. Above this
value, missind data tecniques must be considered and the percentage of 40%
is used to evaluate the estimation methods of the autocorrelation function
under extreme conditions of missing information.

In this direction, Figure 1 displays the plots of ρ(h) and the means of
ρ̂(h), ρ̂LN(h) and ρ̂AMN (h) for the scenario with no missing data, with φ = 0.3
and N = 100, 300, 600 and 1000. The case of φ = 0.7 and p = 0 is shown
in Figure 2. For the case of simulations with samples in the absence of
missing data, we observed similar behavior in all graphs, indicating that all
the estimators capture the correlation structure of the series. Therefore, these
estimators have the same asymptotic properties under complete sampling
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but as will be shown below, they can behave asymptotically di�erent in the
presence of missing data.

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂

Lag

A
C

F

0 2 4 6 8

0.
2

0.
6

1.
0

ρ̂
I

Lag

A
C

F

0 2 4 6 8

0.
2

0.
6

1.
0

ρ̂
L

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
AM

Lag

A
C

F

(a)

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂

Lag

A
C

F

0 2 4 6 8

0.
2

0.
6

1.
0

ρ̂
I

Lag

A
C

F

0 2 4 6 8
0.

2
0.

6
1.

0

ρ̂
L

Lag
A

C
F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
AM

Lag

A
C

F

(b)

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
I

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
L

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
AM

Lag

A
C

F

(c)

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂

Lag

A
C

F

0 2 4 6 8
0.

0
0.

4
0.

8

ρ̂
I

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
L

Lag

A
C

F

0 2 4 6 8

0.
0

0.
4

0.
8

ρ̂
AM

Lag

A
C

F

(d)

Figure 1: Autocorrelation function of zt. From left to right and top to bottom, plots are
ρ(h), ρ̂(h), ρ̂L(h), and ρ̂AM (h) when p = 0, φ = 0.3 and (a) N = 100, (b) N = 300, (c)
N = 600 and (d) N = 1000.
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Figure 2: Autocorrelation function of zt. From left to right and top to bottom, plots are
ρ(h), ρ̂(h), ρ̂L(h), and ρ̂AM (h) when p = 0, φ = 0.7 and (a) N = 100, (b) N = 300, (c)
N = 600 and (d) N = 1000.

Related to Figures 1 and 2, Figure 3 and 4 show the boxplot of the
simulated ACF values for both scenarios, respectively. It is observed that the
estimator of the autocorrelation function {ρ̂L(h)}, in the frequency domain,
proposed in this work presents a pattern of variability similar to the classical
estimator {ρ̂(h)} and to the proposed Parzen (1963) estimator {ρ̂AM(h)} of
the idea of amplitude modulated.

In the tables 1 and 3 , we present the root mean squared errors (RMSE)
of ρ̂(h), ρ̂LN(h) and ρ̂AMN (h) as N increases, for h = 0, 1, . . . , 8, p = 0, φ = 0.3
and φ = 0.7. Tables 2 and 4 present the estimated results for BIAS. It is
observed that estimators have RMSE close to each other in the absence of
missing data, depending on the parameter evaluated. Besides, as expected as
the sample size increases, the estimated RMSE values decrease. By observing
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the Tables 2 and 4 one can conclude that the proposed estimator ρ̂LN(h)
underestimates the theoretical value of the ACF, which is also observed in
the results of the estimators ρ̂(h) and ρ̂AMN (h). Thus, ρ̂LN(h) is suitable even
in the context where the presence of missing data is uncertain.
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Figure 3: Boxplots of estimated ACF of zt when p = 0, φ = 0.3 and (a) N = 100, (b)
N = 300, (c) N = 600 and (d) N = 1000.
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Figure 4: Boxplots of estimated ACF of zt when p = 0, φ = 0.7 and (a) N = 100, (b)
N = 300, (c) N = 600 and (d) N = 1000.

The results for the scenario with missing data p 6= 0 are displayed in
tables 5, 6, 7 and 8 for p = 5%, p = 10%, p = 15% and p = 20%, respectively.
Comparing the tables, it is observed that as the missing data percentage is
increased the performance of both estimators reduces. However, as expected,
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ρ̂AMN (h) still exhibits a somewhat better performance than ρ̂LN(h). Therefore,
the comparison is not only about the advantage of the use ρ̂LN(h) for missing
data, but also in the case of unequally spaced observations and dimension
reduction techniques.

Table 1: RMSE of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8, and p = 0 (φ = 0.3).

N 1 2 3 4 5 6 7 8

ρ̂(h)
100 0.0948 0.1062 0.1056 0.1046 0.1072 0.1053 0.1063 0.1040

300 0.0552 0.0602 0.0625 0.0629 0.0625 0.0605 0.0615 0.0619

600 0.0415 0.0442 0.0444 0.0444 0.0448 0.0453 0.0443 0.0437

1000 0.0301 0.0351 0.0344 0.0356 0.0348 0.0348 0.0336 0.0338

ρ̂IN (h)
100 0.0994 0.0781 0.0923 0.0994 0.1083 0.1086 0.1069 0.1089

300 0.0582 0.0557 0.0480 0.0559 0.0623 0.0629 0.0634 0.0639

600 0.0385 0.0427 0.0331 0.0386 0.0428 0.0455 0.0456 0.0437

1000 0.0302 0.0339 0.0265 0.0298 0.0328 0.0344 0.0352 0.0348

ρ̂LN (h)
100 0.0954 0.0747 0.0855 0.0995 0.1074 0.1079 0.1091 0.1087

300 0.0551 0.0524 0.0462 0.0563 0.0612 0.0606 0.0622 0.0631

600 0.0415 0.0426 0.0318 0.0381 0.0430 0.0448 0.0444 0.0438

1000 0.0301 0.0344 0.0256 0.0296 0.0330 0.0343 0.0336 0.0339

ρ̂AM
N (h)

100 0.0937 0.1068 0.1076 0.1082 0.1135 0.1130 0.1137 0.1128

300 0.0546 0.0600 0.0623 0.0630 0.0633 0.0613 0.0626 0.0641

600 0.0414 0.0444 0.0447 0.0444 0.0450 0.0454 0.0445 0.0442

1000 0.0299 0.0349 0.0343 0.0355 0.0349 0.0350 0.0338 0.0340

Table 2: BIAS of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8 and p = 0 (φ = 0.3).

N 1 2 3 4 5 6 7 8

ρ̂(h)
100 -0.0186 -0.0193 -0.0222 -0.0191 -0.0182 -0.0185 -0.0233 -0.0223

300 -0.0089 -0.0079 -0.0090 -0.0090 -0.0057 -0.0065 -0.0050 -0.0028

600 -0.0047 -0.0051 -0.0051 -0.0060 -0.0041 -0.0047 -0.0041 -0.0016

1000 -0.0044 -0.0041 -0.0029 -0.0039 -0.0020 -0.0017 -0.0014 -0.0017

ρ̂IN (h)
100 -0.0249 0.0145 0.0635 0.0764 0.0864 0.0863 0.0848 0.0854

300 -0.0094 0.0008 0.0277 0.0413 0.0493 0.0504 0.0503 0.0512

600 -0.0040 -0.0023 0.0142 0.0282 0.0336 0.0360 0.0360 0.0349

1000 -0.0019 -0.0018 0.0075 0.0205 0.0251 0.0271 0.0283 0.0278

ρ̂LN (h)
100 -0.0197 0.0140 0.0566 0.0769 0.0844 0.0858 0.0884 0.0877

300 -0.0092 -0.0025 0.0246 0.0416 0.0475 0.0481 0.0496 0.0506

600 -0.0052 -0.0040 0.0128 0.0272 0.0337 0.0353 0.0356 0.0349

1000 -0.0046 -0.0037 0.0067 0.0202 0.0253 0.0269 0.0266 0.0272

ρ̂AM
N (h)

100 -0.0036 -0.0020 -0.0050 -0.0022 -0.0017 -0.0023 -0.0074 -0.0066

300 -0.0033 -0.0014 -0.0024 -0.0025 0.0008 -0.0001 0.0014 0.0037

600 -0.0020 -0.0020 -0.0019 -0.0029 -0.0010 -0.0016 -0.0010 0.0015

1000 -0.0027 -0.0021 -0.0009 -0.0018 -0.0000 0.0003 0.0006 0.0004
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Table 3: RMSE of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8, and p = 0 (φ = 0.7).

N 1 2 3 4 5 6 7 8

ρ̂(h)
100 0.0845 0.1276 0.1527 0.1614 0.1638 0.1632 0.1581 0.1550

300 0.0456 0.0710 0.0847 0.0912 0.0942 0.0953 0.0960 0.0958

600 0.0294 0.0454 0.0554 0.0629 0.0670 0.0689 0.0705 0.0697

1000 0.0241 0.0375 0.0451 0.0494 0.0508 0.0505 0.0504 0.0506

ρ̂IN (h)
100 0.0889 0.1253 0.1424 0.1264 0.1035 0.0891 0.0940 0.1048

300 0.0439 0.0675 0.0819 0.0879 0.0842 0.0747 0.0686 0.0679

600 0.0304 0.0464 0.0563 0.0610 0.0620 0.0596 0.0522 0.0451

1000 0.0219 0.0344 0.0425 0.0469 0.0501 0.0500 0.0456 0.0395

ρ̂LN (h)
100 0.0862 0.1280 0.1485 0.1364 0.1067 0.0934 0.0957 0.1072

300 0.0459 0.0714 0.0853 0.0896 0.0875 0.0757 0.0675 0.0646

600 0.0298 0.0454 0.0557 0.0629 0.0668 0.0628 0.0557 0.0508

1000 0.0242 0.0375 0.0452 0.0493 0.0508 0.0495 0.0456 0.0403

ρ̂AM
N (h)

100 0.0749 0.1160 0.1421 0.1527 0.1569 0.1602 0.1598 0.1611

300 0.0432 0.0673 0.0812 0.0894 0.0937 0.0956 0.0971 0.0974

600 0.0287 0.0445 0.0545 0.0620 0.0661 0.0683 0.0702 0.0698

1000 0.0237 0.0371 0.0446 0.0489 0.0502 0.0501 0.0503 0.0507

Table 4: BIAS of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8 and p = 0 (φ = 0.7).

N 1 2 3 4 5 6 7 8

ρ̂(h)
100 -0.0363 -0.0547 -0.0667 -0.0703 -0.0720 -0.0709 -0.0643 -0.0606

300 -0.0149 -0.0235 -0.0265 -0.0259 -0.0244 -0.0248 -0.0238 -0.0239

600 -0.0058 -0.0088 -0.0106 -0.0116 -0.0124 -0.0121 -0.0115 -0.0102

1000 -0.0037 -0.0059 -0.0080 -0.0100 -0.0103 -0.0088 -0.0071 -0.0059

ρ̂IN (h)
100 -0.0452 -0.0565 -0.0665 -0.0542 -0.0264 0.0060 0.0365 0.0588

300 -0.0132 -0.0151 -0.0177 -0.0188 -0.0162 -0.0064 0.0082 0.0242

600 -0.0083 -0.0115 -0.0135 -0.0155 -0.0161 -0.0140 -0.0063 0.0045

1000 -0.0045 -0.0065 -0.0085 -0.0092 -0.0098 -0.0087 -0.0053 0.0011

ρ̂LN (h)
100 -0.0389 -0.0542 -0.0667 -0.0535 -0.0262 0.0069 0.0360 0.0592

300 -0.0155 -0.0235 -0.0273 -0.0252 -0.0209 -0.0103 0.0045 0.0212

600 -0.0072 -0.0084 -0.0118 -0.0113 -0.0133 -0.0081 -0.0006 0.0104

1000 -0.0042 -0.0058 -0.0083 -0.0096 -0.0105 -0.0080 -0.0043 0.0027

ρ̂AM
N (h)

100 -0.0120 -0.0164 -0.0205 -0.0199 -0.0196 -0.0181 -0.0115 -0.0083

300 -0.0066 -0.0101 -0.0103 -0.0081 -0.0057 -0.0058 -0.0046 -0.0047

600 -0.0018 -0.0023 -0.0027 -0.0028 -0.0031 -0.0025 -0.0019 -0.0006

1000 -0.0014 -0.0022 -0.0034 -0.0049 -0.0050 -0.0034 -0.0016 -0.0004
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Table 5: RMSE of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8, and φ = 0.3.

p N 1 2 3 4 5 6 7 8

5%

ρ̂LN (h)
100 0.1031 0.0749 0.0875 0.1003 0.1097 0.1106 0.1083 0.1073

300 0.0595 0.0529 0.0482 0.0592 0.0629 0.0631 0.0648 0.0667

600 0.0449 0.0435 0.0332 0.0388 0.0441 0.0433 0.0447 0.0455

ρ̂AM
N (h)

100 0.0982 0.1075 0.1131 0.1139 0.1168 0.1196 0.1150 0.1153

300 0.0553 0.0634 0.0646 0.0674 0.0669 0.0662 0.0679 0.0693

600 0.0415 0.0453 0.0462 0.0457 0.0468 0.0442 0.0462 0.0463

10%

ρ̂LN (h)
100 0.1184 0.0760 0.0930 0.1052 0.1127 0.1128 0.1151 0.1108

300 0.0727 0.0550 0.0489 0.0606 0.0645 0.0676 0.0668 0.0668

600 0.0562 0.0452 0.0342 0.0410 0.0466 0.0460 0.0463 0.0484

ρ̂AM
N (h)

100 0.1103 0.1175 0.1201 0.1217 0.1207 0.1221 0.1254 0.1232

300 0.0615 0.0684 0.0674 0.0696 0.0683 0.0706 0.0687 0.0698

600 0.0434 0.0476 0.0490 0.0488 0.0502 0.0484 0.0488 0.0480

15%

ρ̂LN (h)
100 0.1231 0.0749 0.0951 0.1086 0.1167 0.1201 0.1154 0.1133

300 0.0834 0.0538 0.0539 0.0631 0.0703 0.0691 0.0711 0.0683

600 0.0685 0.0471 0.0334 0.0425 0.0467 0.0481 0.0492 0.0500

ρ̂AM
N (h)

100 0.1126 0.1232 0.1244 0.1248 0.1312 0.1322 0.1296 0.1268

300 0.0642 0.0714 0.0729 0.0728 0.0742 0.0732 0.0744 0.0725

600 0.0471 0.0502 0.0506 0.0499 0.0507 0.0510 0.0504 0.0526

20%

ρ̂LN (h)
100 0.1348 0.0741 0.1019 0.1094 0.1184 0.1196 0.1191 0.1163

300 0.0965 0.0565 0.0525 0.0638 0.0684 0.0697 0.0696 0.0704

600 0.0788 0.0469 0.0343 0.0450 0.0468 0.0495 0.0499 0.0501

ρ̂AM
N (h)

100 0.1190 0.1262 0.1325 0.1330 0.1314 0.1289 0.1333 0.1349

300 0.0698 0.0759 0.0764 0.0765 0.0777 0.0777 0.0751 0.0792

600 0.0476 0.0527 0.0515 0.0546 0.0533 0.0522 0.0539 0.0538

40%

ρ̂LN (h)
100 0.1718 0.0820 0.1096 0.1268 0.1318 0.1318 0.1323 0.1289

300 0.1481 0.0558 0.0593 0.0727 0.0769 0.0753 0.0783 0.0773

600 0.1368 0.0525 0.0394 0.0494 0.0541 0.0555 0.0563 0.0539

ρ̂AM
N (h)

100 0.1684 0.1706 0.1712 0.1818 0.1747 0.1798 0.1798 0.1751

300 0.0914 0.0969 0.1008 0.0998 0.0997 0.0972 0.1004 0.1000

600 0.0684 0.0698 0.0687 0.0715 0.0711 0.0714 0.0694 0.0701
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Table 6: BIAS of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8 and φ = 0.3.

N 1 2 3 4 5 6 7 8

5%

ρ̂LN (h)
100 -0.0345 0.0104 0.0609 0.0789 0.0868 0.0866 0.0870 0.0849

300 -0.0217 -0.0044 0.0269 0.0444 0.0493 0.0499 0.0513 0.0523

600 -0.0184 -0.0082 0.0135 0.0273 0.0341 0.0343 0.0359 0.0358

ρ̂AM
N (h)

100 -0.0017 0.0010 0.0029 -0.0010 -0.0003 0.0034 0.0021 0.0044

300 -0.0010 -0.0004 0.0013 0.0002 0.0021 0.0017 0.0006 -0.0030

600 -0.0002 -0.0014 -0.0011 -0.0008 -0.0010 0.0007 0.0004 -0.0023

10%

ρ̂LN (h)
100 -0.0580 0.0106 0.0619 0.0820 0.0892 0.0895 0.0917 0.0902

300 -0.0415 -0.0051 0.0274 0.0465 0.0511 0.0545 0.0532 0.0534

600 -0.0368 -0.0121 0.0133 0.0302 0.0363 0.0362 0.0371 0.0388

ρ̂AM
N (h)

100 -0.0096 -0.0058 -0.0070 -0.0065 -0.0048 -0.0036 -0.0091 -0.0035

300 -0.0042 0.0024 0.0014 0.0005 0.0001 -0.0002 -0.0016 0.0002

600 -0.0028 -0.0016 -0.0002 0.0008 0.0001 0.0026 0.0021 0.0019

15%

ρ̂LN (h)
100 -0.0673 0.0118 0.0658 0.0830 0.0934 0.0954 0.0925 0.0913

300 -0.0555 -0.0109 0.0310 0.0475 0.0547 0.0557 0.0567 0.0541

600 -0.0514 -0.0166 0.0136 0.0307 0.0361 0.0380 0.0397 0.0399

ρ̂AM
N (h)

100 -0.0002 -0.0019 -0.0021 -0.0013 0.0001 0.0035 0.0000 0.0044

300 -0.0040 -0.0021 -0.0017 -0.0040 -0.0039 -0.0007 -0.0017 0.0003

600 -0.0040 -0.0021 -0.0021 -0.0009 -0.0015 -0.0021 -0.0012 0.0003

20%

ρ̂LN (h)
100 -0.0851 0.0120 0.0724 0.0848 0.0933 0.0947 0.0952 0.0935

300 -0.0694 -0.0148 0.0309 0.0486 0.0535 0.0555 0.0555 0.0550

600 -0.0641 -0.0185 0.0147 0.0326 0.0361 0.0389 0.0407 0.0396

ρ̂AM
N (h)

100 -0.0082 -0.0025 0.0064 0.0044 0.0025 0.0001 -0.0048 -0.0081

300 -0.0035 -0.0067 -0.0032 -0.0030 -0.0006 0.0009 -0.0043 -0.0041

600 0.0016 0.0005 0.0013 0.0003 0.0001 0.0022 0.0036 -0.0001

40%

ρ̂LN (h)
100 -0.1338 0.0189 0.0771 0.0986 0.1031 0.1061 0.1051 0.1023

300 -0.1285 -0.0169 0.0359 0.0546 0.0604 0.0596 0.0620 0.0625

600 -0.1250 -0.0297 0.0187 0.0365 0.0422 0.0433 0.0450 0.0427

ρ̂AM
N (h)

100 -0.0040 -0.0019 -0.0057 -0.0018 -0.0115 -0.0029 0.0023 -0.0064

300 -0.0032 -0.0006 0.0054 0.0037 0.0028 0.0002 -0.0012 -0.0058

600 0.0022 -0.0010 -0.0005 -0.0023 0.0004 -0.0041 -0.0066 -0.0061
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Table 7: RMSE of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8, and φ = 0.7.

p N 1 2 3 4 5 6 7 8

5%

ρ̂LN (h)
100 0.1114 0.1412 0.1512 0.1338 0.1085 0.0981 0.1032 0.1091

300 0.0677 0.0831 0.0903 0.0919 0.0857 0.0722 0.0654 0.0631

600 0.0548 0.0589 0.0639 0.0657 0.0669 0.0607 0.0521 0.0471

ρ̂AM
N (h)

100 0.0833 0.1210 0.1437 0.1548 0.1622 0.1679 0.1714 0.1688

300 0.0474 0.0721 0.0837 0.0905 0.0950 0.0966 0.0970 0.0963

600 0.0327 0.0476 0.0564 0.0621 0.0651 0.0672 0.0671 0.0682

10%

ρ̂LN (h)
100 0.1422 0.1575 0.1548 0.1291 0.1039 0.0875 0.0883 0.1011

300 0.0999 0.1007 0.1034 0.1022 0.0908 0.0765 0.0662 0.0632

600 0.0871 0.0770 0.0734 0.0707 0.0699 0.0625 0.0533 0.0479

ρ̂AM
N (h)

100 0.0868 0.1196 0.1390 0.1526 0.1604 0.1654 0.1674 0.1689

300 0.0511 0.0718 0.0847 0.0938 0.0978 0.1003 0.1006 0.0991

600 0.0355 0.0487 0.0569 0.0630 0.0670 0.0681 0.0687 0.0688

15%

ρ̂LN (h)
100 0.1808 0.1887 0.1712 0.1364 0.0986 0.0865 0.0928 0.1090

300 0.1345 0.1237 0.1160 0.1073 0.0904 0.0730 0.0610 0.0617

600 0.1208 0.0993 0.0887 0.0800 0.0747 0.0654 0.0540 0.0465

ρ̂AM
N (h)

100 0.0994 0.1330 0.1506 0.1603 0.1655 0.1700 0.1735 0.1778

300 0.0559 0.0759 0.0877 0.0941 0.0967 0.1004 0.1012 0.1032

600 0.0395 0.0524 0.0616 0.0662 0.0697 0.0701 0.0720 0.0720

20%

ρ̂LN (h)
100 0.2200 0.2072 0.1830 0.1407 0.1039 0.0881 0.0912 0.1004

300 0.1689 0.1421 0.1246 0.1110 0.0926 0.0735 0.0621 0.0610

600 0.1550 0.1207 0.1013 0.0873 0.0776 0.0645 0.0517 0.0454

ρ̂AM
N (h)

100 0.1052 0.1367 0.1569 0.1676 0.1739 0.1788 0.1802 0.1795

0.0621 0.0792 0.0903 0.0979 0.1020 0.1063 0.1067 0.1029

600 0.0427 0.0540 0.0638 0.0671 0.0710 0.0719 0.0726 0.0743

40%

ρ̂LN (h)
100 0.3717 0.2871 0.2107 0.1470 0.1035 0.0840 0.0917 0.1044

300 0.3138 0.2400 0.1853 0.1377 0.0989 0.0711 0.0600 0.0576

600 0.2975 0.2178 0.1663 0.1283 0.0969 0.0700 0.0527 0.0424

ρ̂AM
N (h)

100 0.1526 0.1834 0.1831 0.2011 0.2015 0.2047 0.2082 0.2139

300 0.0905 0.1049 0.1106 0.1135 0.1182 0.1225 0.1233 0.1237

600 0.0614 0.0694 0.0797 0.0820 0.0814 0.0845 0.0870 0.0866
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Table 8: BIAS of ρ̂(h), ρ̂LN (h) and ρ̂AM
N (h), for h = 0, 1, . . . , 8 and φ = 0.7.

N 1 2 3 4 5 6 7 8

5%

ρ̂LN (h)
100 -0.0734 -0.0786 -0.0750 -0.0580 -0.0244 0.0102 0.0432 0.0646

300 -0.0490 -0.0449 -0.0393 -0.0334 -0.0236 -0.0087 0.0071 0.0217

600 -0.0445 -0.0363 -0.0329 -0.0270 -0.0243 -0.0154 -0.0073 0.0057

ρ̂AM
N (h)

100 -0.0124 -0.0137 -0.0124 -0.0118 -0.0096 -0.0077 -0.0057 -0.0058

300 -0.0048 -0.0072 -0.0064 -0.0043 -0.0021 -0.0002 0.0025 0.0033

600 -0.0042 -0.0059 -0.0065 -0.0067 -0.0059 -0.0046 -0.0040 -0.0029

10%

ρ̂LN (h)
100 -0.1122 -0.1068 -0.0951 -0.0689 -0.0338 0.0030 0.0318 0.0543

300 -0.0861 -0.0731 -0.0634 -0.0527 -0.0397 -0.0201 0.0018 0.0214

600 -0.0794 -0.0598 -0.0459 -0.0329 -0.0269 -0.0169 -0.0070 0.0065

ρ̂AM
N (h)

100 -0.0112 -0.0163 -0.0148 -0.0146 -0.0112 -0.0093 -0.0091 -0.0108

300 -0.0054 -0.0084 -0.0108 -0.0102 -0.0102 -0.0086 -0.0055 -0.0030

600 -0.0031 -0.0042 -0.0022 -0.0005 -0.0005 -0.0002 -0.0003 0.0001

15%

ρ̂LN (h)
100 -0.1524 -0.1424 -0.1181 -0.0834 -0.0366 0.0031 0.0345 0.0624

300 -0.1226 -0.1004 -0.0817 -0.0664 -0.0472 -0.0238 -0.0015 0.0213

600 -0.1143 -0.0856 -0.0653 -0.0487 -0.0379 -0.0245 -0.0094 0.0052

ρ̂AM
N (h)

100 -0.0156 -0.0255 -0.0239 -0.0246 -0.0231 -0.0166 -0.0141 -0.0119

300 -0.0058 -0.0111 -0.0110 -0.0117 -0.0110 -0.0114 -0.0105 -0.0070

600 -0.0017 -0.0034 -0.0024 -0.0026 -0.0016 -0.0007 -0.0008 -0.0012

20%

ρ̂LN (h)
100 -0.1935 -0.1661 -0.1367 -0.0918 -0.0448 0.0004 0.0335 0.0568

300 -0.1574 -0.1195 -0.0924 -0.0688 -0.0487 -0.0226 0.0006 0.0196

600 -0.1491 -0.1083 -0.0807 -0.0606 -0.0462 -0.0307 -0.0142 0.0023

ρ̂AM
N (h)

100 -0.0133 -0.0225 -0.0226 -0.0226 -0.0163 -0.0126 -0.0098 -0.0058

300 -0.0082 -0.0081 -0.0066 -0.0048 -0.0065 -0.0060 -0.0056 -0.0035

600 -0.0030 -0.0025 -0.0031 -0.0036 -0.0048 -0.0037 -0.0026 -0.0010

40%

ρ̂LN (h)
100 -0.3470 -0.2575 -0.1798 -0.1107 -0.0516 -0.0049 0.0333 0.0582

300 -0.3041 -0.2241 -0.1643 -0.1141 -0.0715 -0.0338 -0.0061 0.0170

600 -0.2925 -0.2099 -0.1531 -0.1114 -0.0784 -0.0482 -0.0236 -0.0035

ρ̂AM
N (h)

100 -0.0222 -0.0244 -0.0123 -0.0082 -0.0088 -0.0082 -0.0065 -0.0064

300 -0.0102 -0.0093 -0.0096 -0.0094 -0.0063 -0.0029 -0.0028 -0.0006

600 -0.0071 -0.0073 -0.0064 -0.0067 -0.0059 -0.0062 -0.0051 -0.0066

4. Conclusion

This paper presents an estimation method for the autocovariance and
autocorrelation functions of stationary univariate processes. The procedure
consists in replacing the traditional periodogram with the Lomb-Sacargle pe-
riodogram in the inverse diagonalization procedure of the matrix containing
the estimated spectral density. According to the results, it can be concluded
that there is no loss of information, so the proposed method can be used to
estimate the autocovariance and autocorrelation functions, even in the pres-
ence of missing data. Therefore, the authors suggest the use of the proposed
method in time series in which there are occurrences of missing observations.
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6 CONCLUSÕES GERAIS

A poluição atmosférica tem afetado de forma significativa os seres vivos, mesmo quando
seus valores estão abaixo do permitido pelas entidades regulamentadoras. Neste sentido, as
questões relativas à qualidade do ar têm se tornado cada vez mais importantes, uma vez que
vários problemas de saúde decorrem da poluição atmosférica. Dessa forma, diversos estudos
aplicando técnicas de análise de séries temporais têm sido realizados, com o intuito de contribuir
como ferramentas na tomada de decisões dos agentes públicos e privados no que diz respeito
à prevenção de concentrações elevadas, ao controle da poluição atmosférica e à formulação de
legislações para esse fim. Uma das metodologias estatı́sticas adotadas é a análise espectral,
sendo a mesma utilizada para identificar propriedades do conjunto de dados, como por exemplo
a sazonalidade. No entanto, observa-se que, entre os estudos que têm adotado esta técnica, uma
caracterı́stica comum é negligenciar a presença de dados faltantes (missing data), que pode
levar à subestimar a precisão dos resultados. Nota-se que nas séries temporais relacionadas à
poluição atmosférica um problema frequente é a presença de dados faltantes, geralmente devido
a falhas dos equipamentos de monitoramento.

Assim, este documento concentra-se no estudo de metodologias usadas para estimar a função
de autocorrelação e a densidade espectral de séries temporais univariadas na presença ou sem
dados faltantes. Os estimadores sugeridos são baseadas na metodologia de Amplitude Modu-
lada, proposta por Parzen (1963), e no periodograma de Lomb-Scargle (LOMB, 1976; SCAR-
GLE, 1982). Além disso, foi proposto estimadores das funções de autocovariância e autocorre-
lação de séries temporais, considerando a conexão entre o domı́nio do tempo e da frequência
por meio da relação entre a função de autocovariância e a densidade espectral.

Assim, este trabalho objetivou propor métodos para a estimação da função de autocorrelação
e da densidade espectral de séries temporais univariadas estacionárias na presença de dados fal-
tantes, com aplicação para a poluição do ar, na Região da Grande Vitória, Espı́rito Santo. Três li-
nhas de pesquisa foram propostas: i) avaliar diferentes estimadores da função de autocorrelação
de séries temporais estacionárias na presença de dados faltantes, com aplicação de dados de
poluição atmosférica; ii) avaliar, por meio de estudo de simulação de Monte Carlo, a utilização
do periodograma de Lomb-Scargle (LOMB, 1976; SCARGLE, 1982) e da metodologia de Am-
plitude Modulada, proposta por Parzen (1963), para estimar a densidade espectral de séries tem-
porais na presença de dados faltantes. Além disso, aplicar estas metodologias em dados de PM10

monitorados na RGV, ES, Brasil; e, iii) propor estimadores das funções de autocovariância e
autocorrelação de séries temporais, considerando a conexão entre o domı́nio do tempo e da
frequência por meio da relação entre a função de autocovariância e a densidade espectral. As
três linhas de pesquisa deram origem à três artigos principais, estando suas conclusões descritas
a seguir.

O primeiro artigo apresenta um estudo de metodologias para tratamento de dados faltantes
em séries temporais. Tais metodologias baseiam-se em métodos de imputação e estimadores da
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função de autocorrelação de séries temporais na presença de dados faltantes. Para os processos
investigados neste estudo, as estimativas de ACF obtidas usando-se os estimadores propostos
por (PARZEN, 1963) e (YAJIMA; NISHINO, 1999) e pelo algoritmo EM (DEMPSTER; RU-
BIN, 1977; JUNGER; LEON, 2015) têm MSE significativamente pequenos, comparado aos
valores teóricos correspondentes. Os resultados dos experimentos numéricos sugerem que o
método EM tende a subestimar os valores de ACF. A investigação empı́rica considerou dife-
rentes cenários, enfatizando o efeito da porcentagem de dados faltantes nos estimadores. Uma
aplicação a dados de PM10 foi considerada e com ambos os estimadores foi possı́vel identificar
a propriedade de sazonalidade da série. A partir dos resultados obtidos, pode-se observar que
as metodologias testadas no trabalho apresentam resultados acurados, mesmo sob condições
extremas de dados faltantes (40%). Portanto, estas metodologias podem ser utilizadas como
uma alternativa para estimação da função de autocorrelação de séries temporais na presença de
dados faltantes, além disso, podem ser aplicadas em estudos com banco de dados incompletos
de concentrações de poluentes atmosféricos.

Em relação ao segundo artigo, foi proposto a utilização de dois estimadores para a densi-
dade espectral de uma série temporal com dados faltantes. As propriedades assintóticas dos
estimadores espectrais propostos são estabelecidas e simulações são fornecidas para mostrar o
desempenho do estimador sob diferentes cenários. A eficiência dos métodos, sub diferentes
porcentagens de dados faltantes, também é investigada no estudo de simulação. Os resultados
evidenciaram que os dois métodos são adequados para estimação do espectro de séries tem-
porais estacionárias. Portanto, o método proposto torna-se uma boa alternativa para a análise
espectral de conjuntos de dados com observações faltantes. Um conjunto de dados relacio-
nados à variável poluição do ar é usado para mostrar a utilidade da metodologia proposta em
aplicações reais.

Já no terceiro artigo, foi apresentado um método de estimação para as funções de autoco-
variância e autocorrelação de processos univariados estacionários. O procedimento consiste
em substituir o periodograma tradicional pelo periodograma de Lomb-Sacargle no procedi-
mento de diagonalização inversa da matriz contendo a densidade espectral estimada. De acordo
com os resultados obtidos, pode-se concluir que não há perda de informação assintoticamente,
assim o método proposto pode ser utilizando para estimar as funções de autocovariância e
autocorrelação, mesmo na presença de dados faltantes. Portanto, os autores sugerem o uso do
método proposto em uma série temporal em que há ocorrências de observações faltantes.

Para trabalhos futuros sugere-se: i) que as técnicas de análise espectral discutidas neste tra-
balho sejam utilizadas para reconstruir, por meio de algum procedimento matemático, as séries
temporais de concentrações de poluentes com dados faltantes; ii) os métodos de estimação da
densidade espectral propostos neste trabalho foram concentrados em investigações empı́ricas.
Portanto, as propriedades assintóticas dos estimadores e as provas relativas permanecem como
problemas abertos para novas linhas de pesquisa; e, iii) estender o estudo de simulação das
técnicas propostas nesta Tese para os casos em que as séries temporais além de apresentarem
dados faltantes, apresentam comportamento de memória longa e volatilidade.
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CALDERÓN-GARCIDUEÑAS, L. et al. Air pollution, a rising environmental risk factor for
cognition, neuroinflammation and neurodegeneration: the clinical impact on children and
beyond. Revue neurologique, Elsevier, v. 172, n. 1, p. 69–80, 2016.
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do Brasil, PublicaÃ§Ã£o DOU nÂo 223, de 21/11/2018, Brası́lia, DF, p. 155–156, novembro
2018.
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DRAKE, C.; KNAPIK, O.; LEŚKOW, J. Em-based inference for cyclostationary time series
with missing observations. In: Cyclostationarity: Theory and Methods. [S.l.]: Springer,
2014. p. 23–35.
DUNSMUIR, W.; ROBINSON, P. M. Asymptotic theory for time series containing missing
and amplitude modulated observations. Sankhyā: The Indian Journal of Statistics, Series A,
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Revista de Saúde Pública, REVISTA DE SAUDE PUBLICA, v. 50, 2016.
FUENTES, M. Interpolation of nonstationary air pollution processes: a spatial spectral
approach. Statistical Modelling, Sage Publications Sage CA: Thousand Oaks, CA, v. 2, n. 4,
p. 281–298, 2002.
GHAZAL, M.; ELHASSANEIN, A. Periodogram analysis with missing observations. Journal

http://www.es.gov.br/Banco%20de%20Documentos/PDF/Maio/100511/RTC10131-R1.pdf
http://www.es.gov.br/Banco%20de%20Documentos/PDF/Maio/100511/RTC10131-R1.pdf


141

of Applied Mathematics and Computing, Springer, v. 22, n. 1, p. 209–222, 2006.
GILL, M. K. et al. Effect of missing data on performance of learning algorithms for hydrologic
predictions: Implications to an imputation technique. Water resources research, Wiley Online
Library, v. 43, n. 7, 2007.
GODISH, T. Air quality. 2. ed. Chelsea, Michigan: Lewis, 1991. 422 p.
GOMES, K. Modelagem INAR (p) para previsão de ı́ndices de qualidade do ar. Dissertação
(Mestrado) — Universidade Federal do Espı́rito Santo, 2009.
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Brasileira de Meteorologia, scielo, v. 31, p. 546–554, 12 2016. ISSN 0102-7786. Disponı́vel
em: 〈http://www.scielo.br/scielo.php?script=sci arttext&pid=S0102-77862016000500546&
nrm=iso〉.
MONTE, E. Z.; ALBUQUERQUE, T. T. d. A.; REISEN, V. A. Inter-relações entre as
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8 APÊNDICE: ESTUDOS ADICIONAIS

Neste apêndice encontram-se os quatro artigos adicionais desta tese, que estão diretamente
ligados ao tema central da pesquisa. Os artigos estão formatados de acordo com as normas das
revistas as quais os artigos foram aceitos ou submetidos.
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RESUMO
Este trabalho objetivou modelar e prever a concentração média diária de 

material particulado inalável (MP
10

), na Região da Grande Vitória (RGV), Espírito 

Santo, Brasil, utilizando o modelo SARIMAX para o período de 01/01/2012 

a 30/04/2015. Os dados deste estudo foram do tipo séries temporais de 

concentrações de MP
10

 e de variáveis meteorológicas (velocidade do 

vento, umidade relativa, precipitação pluvial e temperatura), obtidas junto 

ao Instituto Estadual de Meio Ambiente e Recursos Hídricos (IEMA), sendo 

escolhida a estação da Enseada do Suá para fazer o estudo de predição e 

previsão. Baseando-se em indicadores de desempenho de modelagem, 

verificou-se que o modelo SARIMAX (1,0,2) (0,1,1)
7
 é o mais acurado entre os 

estudados, objetivando fazer predições e previsões da qualidade do ar na 

RGV. Em comparação com os modelos ARMA, o desempenho estatístico 

do modelo SARIMAX foi superior, no que diz respeito à predição de eventos 

de qualidade do ar regular. Dentre as variáveis meteorológicas avaliadas, a 

velocidade do vento e a precipitação pluvial foram significativas e melhoraram 

o ajuste do modelo. Em termos de previsão da qualidade do ar, os modelos de 

séries temporais mostraram resultados satisfatórios.

Palavras-chave: poluição do ar; MP
10

; séries temporais; SARIMAX.
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Previsão da concentração de material 
particulado inalável, na Região da Grande 

Vitória, ES, Brasil, utilizando o modelo SARIMAX
Inhalable particulate matter concentration forecast, 

in the Greater Vitória Region, ES, Brazil, using the SARIMAX model

Wanderson de Paula Pinto1, Valdério Anselmo Reisen2, Edson Zambon Monte3

ABSTRACT
This study aimed to model and forecast the average daily concentration 

of inhalable particulate matter (PM
10

), in the Greater Vitoria Region (GVR), 

Espírito Santo, Brazil, using the SARIMAX model, for the period from 

January 1st, 2012 to April 30th, 2015. Data set from the State Environmental 

Institute was used. The Enseada do Suá station was chosen for purposes 

of prediction and forecasting. Some meteorological parameters (wind 

speed, relative humidity, rainfall and temperature) measured at the GVR 

were taken as explanatory variables of PM
10

 concentrations. Based on 

modelling performance indicators, it was verified the SARIMAX model 

(1.0.2) (0.1.1)
7
 is the most accurate between the ones studied, purposing to 

predict and forecast the air quality in the GVR. The statistical performance 

of the SARIMAX model was better than the ARMA model, with regard to 

prediction of regular air quality events. Among the evaluated meteorological 

variables, wind speed and rainfall were significant and improved the model 

estimated. Regarding to air quality forecasting, the time series models 

showed satisfactory results.

Keywords: air pollution; PM
10

; time series; SARIMAX.

DOI: 10.1590/S1413-41522018168758

INTRODUÇÃO
A poluição atmosférica caracteriza-se basicamente pela presença 
de gases tóxicos e partículas sólidas no ar (SEINFELD & PANDIS, 
2006). Suas fontes são classificadas em antropogênicas, como, por 
exemplo, emissões provenientes de indústrias e escapamentos de 
veículos; e naturais, como as decorrentes de erupções vulcânicas. 

Segundo Holgate et al. (1999), um nível elevado dos poluentes pode 
ocasionar desde irritação nos olhos, nariz e garganta, bronquite e 
pneumonia, até doenças respiratórias crônicas, câncer de pulmão, 
problemas cardíacos etc. Diversos estudos epidemiológicos têm 
demonstrado associações significativas entre a exposição às con-
centrações elevadas de poluentes atmosféricos e problemas de saúde 
(OSTRO et al., 1996; MARTINS et al., 2002; GOUVEIA et al., 2003; 

149



308 Eng Sanit Ambient | v.23 n.2 | mar/abr 2018 | 307-318

Pinto, W.P.; Reisen, V.A.; Monte, E.Z.

ALMEIDA, 2006; NASCIMENTO et al., 2006; CURTIS et al., 2006; 
BRAGA et al., 2007; SOUZA et al., 2014).

A previsão da qualidade do ar pode ser utilizada como ferra-
menta de alerta sobre a concentração de poluentes na atmosfera e 
permitir a tomada de decisão quanto à adaptação de comportamento 
da população de grupos de risco, como crianças, idosos e pessoas 
com doenças respiratórias. Além disso, também pode servir para 
as autoridades competentes como informação para a preparação de 
planos para redução de emissões e gerenciamento da qualidade do 
ar (GOMES, 2009). 

Na literatura, existem vários trabalhos que utilizaram modelos esta-
tísticos para modelar e fazer previsão da qualidade do ar. Agirre-Basurko, 
Ibarra-Berastegui e Madariaga (2006) utilizaram três modelos, um de 
regressão linear múltipla e dois de rede neural para modelar e prever 
a qualidade do ar da cidade de Bilbao, Espanha. O fluxo de veículos e 
as variáveis meteorológicas foram usados como modelos de dados de 
entrada – temperatura, umidade relativa, pressão, radiação, gradiente 
de temperatura, direção do vento e velocidade do vento – no período 
de 1993 a 1994. Como saída prevista para modelos,  adotou-se as con-
centrações de O3 e NO2, com horizonte de previsão de oito horas à 
frente. Os resultados mostraram que os modelos de rede neural obti-
veram resultados melhores para a previsão das concentrações de O3 
e NO2 quando comparados ao modelo de regressão linear múltipla. 
Quanto ao desempenho dos modelos de rede neural, o que mais se 
destacou foi o modelo que considerou a sazonalidade da série das con-
centrações de O3 e NO2.

Goyal, Chan e Jaiswal (2006) realizaram um estudo com três 
modelos estatísticos aplicados à média diária de concentração de 
MP10, medido nas cidades de Delhi e Hong Kong. O trabalho obje-
tivou desenvolver um modelo estatístico de previsão das concentra-
ções de MP10 e promover um estudo comparativo através do desem-
penho dos modelos, a saber: 
1. modelo de regressão linear múltipla (modelo 1);
2. modelo de séries temporais ARIMA (modelo 2); 
3. combinação entre os modelos 1 e 2 (modelo 3). 

Além do MP10, alguns parâmetros meteorológicos foram ado-
tados, como a velocidade do vento, a temperatura, a radiação 
solar e a umidade relativa do ar, medidos no período de junho 
de 2000 a junho de 2001. Na comparação entre os modelos, as 
medidas de erro mostraram que o modelo 3 foi o que obteve o 
melhor desempenho. O estudo de previsão ocorreu apenas para 
a cidade de Delhi, e compreendeu o período de junho de 2001 a 
junho de 2002. O modelo 3 foi utilizado, e os resultados da pre-
visão foram satisfatórios.

Gomes (2009) realizou um estudo de previsão de índices de qua-
lidade do ar da Região da Grande Vitória (RGV), Espírito Santo, 

Brasil, utilizando o modelo autorregressivo de valores inteiros 
INAR(p). O período de análise foi de 01/01/07 a 19/03/07, sendo 
as previsões datadas de 20/03/07 a 25/03/07. Os poluentes inves-
tigados foram: monóxido de carbono (CO), dióxido de nitrogênio 
(NOx), dióxido de enxofre (SO2) e ozônio (O3). Para a escolha do 
modelo mais adequado, o autor utilizou o critério de seleção auto-
mática para modelos INAR(p), o AICCINAR, que seleciona a melhor 
ordem p para cada modelo. Os resultados mostraram que todas as 
previsões para os índices de qualidade do ar foram classificadas 
como boa, conforme a Resolução do Conselho Nacional do Meio 
Ambiente (CONAMA, 1990) nº 03. Porém, baseados nas diretrizes 
da World Health Organization (WHO, 2005), a previsão do poluente 
SO2 no dia 20/03/07, estação do Centro de Vila Velha, excedeu o 
valor de 20 μg.m-3 para média de 24 horas, ou seja, mesmo estando 
dentro o limite do padrão nacional essa concentração é prejudicial 
para a saúde humana. 

Gripa et al. (2012) compararam dois modelos: um de séries temporais 
e um de regressão linear múltipla, para modelagem e previsão das con-
centrações médias de MP10, monitorados na RGV, com a incorporação 
de fatores meteorológicos. Ambos os modelos evidenciaram resultados 
semelhantes. No entanto, o modelo de regressão apresentou medidas 
de previsão das concentrações médias de MP10 um pouco melhores do 
que o modelo de séries temporais. Reisen et al. (2014) modelaram a 
média diária de concentração de MP10, na cidade de Cariacica, Espírito 
Santo, Brasil, utilizando um processo integrado fracionado sazonal, 
com volatilidade. Os autores concluíram que o modelo, ajustado com 
erros heterocedásticos, captou bem a dinâmica da série e foi capaz de 
prever os períodos de maior volatilidade.

Monte, Albuquerque e Reisen (2015) realizaram um estudo para 
estimar e prever a concentração horária de ozônio na RGV, utilizando 
um modelo ARMAX-GARCH no período de 01/01/2011 a 31/12/2011. 
O estudo utilizou dados cedidos pelo Instituto Estadual de Meio 
Ambiente e Recursos Hídricos (IEMA). De acordo com os resultados 
apresentados, as previsões horárias para o dia 31/12/2011 foram muito 
próximas dos valores observados. Observou-se também que as estima-
tivas seguiram a trajetória diária da concentração de ozônio. Os autores 
concluíram que o modelo ARMAX-GARCH é mais eficaz na predi-
ção de episódios de poluição de ozônio, em comparação aos modelos 
autorregressivos e de médias móveis (ARMA) e autorregressivos e de 
médias móveis com variáveis explicativas (ARMAX).

Vale ressaltar que uma série temporal é composta, em geral, por 
três componentes não observáveis, a saber: tendência, sazonalidade e 
aleatoriedade. A sazonalidade é uma componente difícil de ser mode-
lada, pois é necessário compatibilizar a questão física do problema 
em estudo com a questão estatística. Define-se um fenômeno sazonal 
como aquele que ocorre regularmente em períodos fixos de tempo 
(LATORRE & CARDOSO, 2001). Na análise de séries temporais, os 
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modelos ARMA podem ser empregados quando a série em estudo 
está livre de tendência e de sazonalidade, os modelos ARIMA são 
utilizados quando há tendência e, para incorporar o componente de 
sazonalidade, utilizam-se os modelos autorregressivos integrados e 
de médias móveis sazonal multiplicativo (SARIMA) (LATORRE & 
CARDOSO, 2001; MORETTIN & TOLOI, 2006). Conforme Reisen 
et al. (2014), os modelos que descrevem de forma adequada o com-
portamento físico do dados são essenciais para a previsão precisa em 
qualquer área de aplicação, pois a sazonalidade é um fenômeno carac-
terístico do poluente MP10.

Nesse contexto, este trabalho objetivou modelar e prever a concen-
tração média diária de MP10, na RGV, utilizando o modelo SARIMAX, 
no período 01/01/2012 a 30/04/2015. Mesmo tendo ultrapassado ape-
nas 3 vezes os padrões primário e secundário (150 μg.m-3), média de 
24 horas, estabelecidos pela Resolução CONAMA nº 03, de 28/06/1990 
(CONAMA, 1990), no período de estudo, em 144 dias, de um total de 
1.216, as concentrações monitoradas na estação da Enseada do Suá 
excederam o valor de 50 μg.m-3, o que vai de encontro com as dire-
trizes estabelecidas pela WHO (2005) para esse poluente. O IEMA 
estabelece uma qualidade do ar boa, para concentrações de MP10 
entre 0 e 45 μg.m-3; regular para aquelas entre 46 e 120 μg.m-3; inade-
quada, entre 121 e 250 μg.m-3 (IEMA, 2013). No período de estudo, 
em 450 ocasiões a qualidade do ar foi classificada como regular; e em 
6, como inadequadas. Logo, a importância desta pesquisa é justificada, 
principalmente no que diz respeito à formulação de medidas preven-
tivas por parte das autoridades competentes, uma vez que a concen-
tração de MP10 vem atingindo níveis que são prejudiciais à saúde na 
região de estudo.

MATERIAL E MÉTODOS

Área de estudo e variáveis analisadas 
Para a realização desse estudo, utilizou-se séries temporais de concentra-
ções de poluentes atmosféricos e de variáveis meteorológicas monitora-
dos na RGV, que é constituída pelos municípios de Vitória, Vila Velha, 
Cariacica, Serra e Viana. Segundo o Instituto Brasileiro de Geografia e 
Estatística (IBGE, 2010), a RGV abrange uma área de 1.461 km2, com 
aproximadamente 1.475.332 habitantes, sendo um dos principais polos 
de desenvolvimento urbano e industrial do estado. A região sofre com 
diversos tipos de problemas ambientais, entre os quais está a deterioração 
da qualidade do ar, devido às emissões atmosféricas por indústrias, pela 
frota veicular e ressuspensão do solo causada pelo vento e tráfego veicular.

Vale ressaltar que a RGV possui uma Rede Automática de 
Monitoramento da Qualidade do Ar (RAMQAR), inaugurada em 
julho de 2000, de propriedade do IEMA. Essa rede é distribuída em 
oito estações, a saber: 

1. o município Serra; com duas estações localizadas nas regiões de 
Laranjeiras e Carapina; 

2. o município Vitória, com três estações localizadas nas regiões de 
Jardim Camburi, Enseada do Suá e Centro de Vitória; 

3. o município de Vila Velha apresenta duas estações localizadas nas 
regiões do Ibes e Centro de Vila Velha; 

4. o município de Cariacica, com uma estação em Cariacica. 

A localização espacial das estações de monitoramento da RAMQAR 
está ilustrada na Figura 1.

A RAMQAR monitora os seguintes poluentes: partículas totais em 
suspensão (PTS); MP10; O3; NOx; CO e hidrocarbonetos (HC). E rea-
liza, ainda, o monitoramento dos seguintes parâmetros meteorológi-
cos: direção dos ventos (DV); velocidade dos ventos (VV); precipita-
ção pluviométrica (PP); umidade relativa do ar (UR); precipitação plu-
viométrica (PP); temperatura (T); pressão atmosférica (P); e radiação 
solar (I). Os poluentes e parâmetros meteorológicos monitorados em 
cada estação RAMQAR encontram-se no Quadro 1. Na análise deste 
trabalho, as variáveis MP10, VV, UR, PP e T foram utilizadas conforme 
descrição do Quadro 2.

Modelo SARIMAX
Uma série temporal é um conjunto de observações de qualquer fenô-
meno aleatório, ordenadas no tempo. A análise de séries temporais 
consiste em procurar alguma relação de dependência existente tempo-
ralmente nos dados, identificando o mecanismo gerador da série com 
objetivo de extrair periodicidades relevantes nas observações, descre-
ver o seu comportamento e fazer previsões (MORETTIN & TOLOI, 
2006; BAYER & SOUZA, 2010).

Figura 1 – Localização espacial das estações de monitoramento da 
qualidade do ar da RGV.

Fonte: Google Earth.
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Seja Yt (t = 1, 2, 3, ...) um processo linear com representação dada 
pela Equação 1:

(1 – B)d(1 – BS)DΦ(BS)Φ(B)Yt = Θ(BS)θ(B)εt, (1)

Em que 
s é chamado período sazonal do processo e, 
εt, é ruído branco (RB), definido como uma sequência de variáveis 
aleatórias não correlacionadas com média zero e variância constante 
ao longo do tempo (WEI, 2006), ou seja, εt~RB(0, σ2

ε). 

Variáveis Unidades Descrição

MP
10

μg.m-3

Existem medições para todas as oito 
estações da RAMQAR. Entretanto, como 
existem muitos dados faltantes para as 

demais estações, optou-se por trabalhar 
apenas com as médias diárias da estação 

da Enseada do Suá. Além disso, essa 
estação ultrapassou algumas vezes o 

padrão do CONAMA para este poluente.

Velocidade 
do vento

m.s-1

Valores medidos na estação de 
Carapina. Foi escolhida essa estação por 

apresentar a menor porcentagem de 
dados faltantes no período de estudo.

Umidade 
relativa

%
Como existem muitos dados 

faltantes para a estação de Cariacica, 
adotou-se o valor de Carapina.

Precipitação mm
Valores medidos na estação de 

Carapina, única que possui  
medição para tal variável.

Temperatura ºC
Média aritmética entre as estações 
de Carapina e Cariacica, únicas que 
possuem medições para tal variável.

Quadro 2 – Descrição das variáveis material particulado inalável, 
velocidade do vento, umidade, precipitação e temperatura.

MP
10

: material particulado inalável; RAMQAR: Rede Automática de Monitoramento da 

Qualidade do Ar; CONAMA: Conselho Nacional do Meio Ambiente.

Em (1 – B)d(1 – BS)D, d e D são números inteiros não negativos e repre-
sentam o número de diferenças simples e sazonais, respectivamente, 
aplicadas sobre o processo Yt. 

Tem-se que, B é o operador de defasagem definido como BkYt = Yt–k, 
k ∈ℕ, ϕ(z) = 1 – Σp

k=1 ϕkzk, Φ(zS) = 1 – Σp
k=1 Φkzsk, θ(z) = 1 – Σq

k=1 θkzk e 
Θ(zS) = 1 – ΣQ

k=1 Θkzsk são polinômios de ordem P, p, Q, q ∈ℕ respec-
tivamente, com z ∈ℂ, em que ℂ representa o conjunto dos números 
complexos e {ϕk}, {θk}, {Φk}, {Θk} são sequências de números reais. 
O processo Yt. com representação dada na Equação 1 é denominado 
modelo autorregressivo integrado e de médias móveis sazonal multi-
plicativo (SARIMA), de ordem (p, d, q) × (P, D, Q)S. O processo Yt é 
estacionário e invertível se d = D = 0 e as raízes de ϕ(z), Φ(zS), θ(z) e 
Θ(zS) são não comuns e encontram-se fora do círculo unitário (WEI, 
2006). As ordens p, d, q, P, D, Q e s devem ser identificadas seguindo 
a metodologia de Box e Jenkins (1970).

Nesse estudo, foi considerado o modelo SARIMAX (modelo autor-
regressivo integrado e de médias móveis sazonal multiplicativo com 
variáveis explicativas), que é uma extensão do modelo SARIMA, uti-
lizando outras séries temporais como variáveis explicativas. O modelo 
SARIMAX explica a variável dependente por meio de: variáveis expli-
cativas; defasagens das variáveis explicativas; e defasagens da variável 
dependente (MOURA; MONTINI; CASTRO, 2011).

Metodologia de modelagem
A comprovação da sazonalidade foi verificada pela análise espectral e 
pelo teste G de Fisher. As hipóteses testadas foram as seguintes: 
1. H0: não existe sazonalidade; 
2. H1: existe sazonalidade.

A estatística do teste é dada pela Equação 2:

G= max[Ip(fi)]

Ip(fi)Σ
N
2( )

i=1

 (2)

Em que: 
Ip = periodograma no período p; e
N = número de observações da série. 

Segundo Barbosa et al. (2015), o periodograma consiste na decompo-
sição da série temporal em uma série de Fourier. No eixo das ordenadas 
ficam localizadas as frequências da série (fi) e no eixo das abscissas as res-
pectivas intensidades de cada frequência Ip(fi), definidas pela Equação 3:

Ip(fi) = +2
N
2

















Σ
t=1

n
∈t cos Σ

t=1

n
∈t sin

2πi
N
2

















t
2

2πi
N
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t
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 (3)

Estação PTS MP
10

SO
2

CO NO
x

HC O
3

Meteorologia

Laranjeiras X X X X X X

Carapina X X
DV, VV, UR, 

PP, P, T, I

Jardim Camburi X X X X

Enseada do Suá X X X X X X X DV, VV

Vitória Centro X X X X X X

Ibes X X X X X X X DV, VV

Vila Velha X X

Cariacica X X X X X X DV, VV, T

Quadro 1 – Parâmetros meteorológicos e poluentes monitorados em 
cada estação da Rede Automática de Monitoramento da Qualidade do Ar.

Fonte: adaptado de IEMA, 2013.

PTS: partículas totais em suspensão; MP
10

: material particulado inalável; SO
2
: dióxido de 

enxofre; CO: monóxido de carbono; NO
x
: dióxido de nitrogênio; HC: hidrocarbonetos; 

O
3
: ozônio; DV: direção dos ventos; VV: velocidade dos ventos; UR: umidade relativa do 

ar; PP: precipitação pluviométrica; P: pressão atmosférica; T: temperatura; I: radiação solar.
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Em que 
∈t representa o componente estocástico da série temporal associado ao 
tempo t e N é o número de observações da série. A distribuição exata de 
G é dada por Zα = 1 – αc

1
c–1   sendo c = Ν2  e α o nível de significância ado-

tado. Se G>Z, a hipótese H0 é rejeitada e a série apresenta periodicidade no 
período i. Para determinar o período sazonal (s) verifica-se a qual frequên-
cia está associado o maior valor Ip(fi) e, então, divide 1 por esse valor de 
frequência, isto é, s =  1

fi
 . Para detalhes, consultar Morettin e Toloi (2006).

A metodologia de Box e Jenkins aplicada neste trabalho está divi-
dida nas seguintes etapas: 
1. identificação; 
2. estimação; 
3. diagnóstico; 
4. previsão. 

A identificação do modelo a ser ajustado aos dados é uma das fases 
mais complicadas. Para isso, foram utilizados os critérios de seleção 
de modelos.

O Akaike Information Criterion (AIC) (AKAIKE, 1973) é um critério 
de seleção comumente utilizado. Utilizando os estimadores de máxima 
verossimilhança para os parâmetros do modelo, em que (ξ̂) é a função 
de log-verossimilhança maximizada e k é o número de parâmetros do 
modelo, o AIC é dado por: AIC = –2l(ξ̂) + 2k. Em uma perspectiva 
bayesiana, Schwarz (1978) e Akaike (1978) introduziram o Bayesian 
Information Criterion (BIC), dado por: BIC = –2l(ξ̂) + k log(n), em que 
n é o número de observações da amostra. Com base nesses critérios de 
informação, pode-se ajustar diversos modelos e escolher aquele que 
obtiver o menor valor para o critério de informação.

Além dos critérios de seleção de modelos, outras duas medidas de 
qualidade de ajuste foram utilizadas para auxiliar na seleção do modelo 
que melhor se ajusta à série temporal em estudo e, principalmente, na 
avaliação da qualidade do ajuste. As medidas utilizadas neste trabalho 
foram a raiz do erro quadrático médio (REQM) e erro absoluto médio 
(EAM), definidas pelas Equações 4 e 5: 

REQM = 
1
NΣ

N
i=1(Yi – Ŷi)2√   (4)

EAM = 1
NΣ

N
i=1|Yi – Ŷi|  (5)

Em que  
Yi e i são, respectivamente, os valores observados e previstos no ins-
tante i. Um dos principais objetivos deste trabalho foi a comparação 
entre os modelos quanto ao seu desempenho no processo de ajusta-
mento aos dados em estudo e uma das formas de verificar essa quali-
dade é o estudo de previsão.

RESULTADOS E DISCUSSÕES

Análise dos dados e ajuste dos modelos
Para um entendimento preliminar das variáveis em estudo são apresen-
tadas algumas medidas descritivas (Tabela 1). A análise corresponde 
às variáveis apresentadas no Quadro 2, para o período de 01/01/2012 
a 30/04/2015, perfazendo um total de 1.216 observações. Todas as aná-
lises foram feitas utilizando o software livre R (R CORE TEAM, 2016). 
A presença de dados faltantes nas séries motivam o uso da metodologia 
de imputação via algoritmo expectation-maximisation (EM), proposta 
por Junger e Leon (2015) e implementada na biblioteca R multivariante 
time-series data imputation (MTSDI).

A concentração média de MP10 foi de, aproximadamente, 
43,0 μg.m-3 com desvio padrão de 15,3 μg.m-3. Nota-se que, em 
média, as concentrações não ultrapassaram o valor de 50,0 μg.m-3, 
porém, o desvio padrão e o coeficiente de variação alto indicam 
uma média pouco representativa. Além disso, os resultados mos-
tram que o valor máximo foi mais do que o triplo do valor médio, 
demonstrando a grande variabilidade das concentrações de MP10 na 
RGV. O valor mínimo foi observado em março de 2013, na estação 
chuvosa da região, que se inicia a partir do mês de outubro e vai até 
meados de abril (IEMA, 2013). Nessa época do ano, a atuação dos 
sistemas frontais e de zonas de convergência de umidade favorecem 
o aumento de precipitação. Nesse período, as concentrações de MP10 
são menores, principalmente pela intensificação da eficiência dos 
processos de remoção por deposição úmida. Em relação às variáveis 

Medidas descritivas MP
10

Velocidade Umidade Precipitação Temperatura

Média 43,8853 2,4918 76,9636 0,1217 23,1228

Mediana 41,7917 2,3683 76,7184 0,0000 23,7253

Desvio padrão 15,3020 0,7980 6,6742 0,5198 3,9298

Coeficiente de variação 34,8681 32,0233 8,6719 427,0784 16,9954

Valor máximo 159,1250 5,5412 98,2983 12,7750 30,7085

Valor mínimo 8,9167 1,0392 29,7162 0,0000 5,5700

Tabela 1 – Medidas descritivas das variáveis sob estudo.

MP
10

: material particulado inalável.
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meteorológicas, nota-se que as mesmas mostraram grande variabi-
lidade em termos estatísticos.

A Tabela 2 mostra as correlações calculadas entre as concentrações 
de médias diárias de MP10, de VV, da UR, de PP e T. Observa-se que 
as variáveis meteorológicas apresentam relação linear com as concen-
trações de MP10, na estação de Enseada do Suá. Conforme esperado, 
os índices de MP10 estão associados às mudanças dessas variáveis, 
ou seja, infere-se dos resultados (Tabela 2) que o aumento da VV e 
da T na RGV acarreta aumento nas concentrações de MP10 e que o 
aumento da PP e UR acarreta diminuição das concentrações de MP10.

A Figura 2 apresenta a série de MP10 e sua decomposição em 
componentes de tendência, sazonalidade e aleatoriedade. Nota-se a 
presença da propriedade de sazonalidade e a inexistência de tendên-
cia nos dados, uma vez que o gráfico da componente tendência não 
apresenta um comportamento de crescimento ou decrescimento ao 

longo do tempo. Segundo Wei (2006), o primeiro passo na análise de 
séries temporais é verificar se as mesmas apresentam média, variância 
e covariância constantes ao longo do tempo, ou seja, se são estacioná-
rias. Caso elas não forem estacionárias, aplica-se a primeira diferença 
na mesma para tentar estacionarizá-las. O resultado para o teste de 
Dickey-Fuller Aumentado (ADF) (DICKEY & FULLER, 1981) revela 
que as séries em estudo são estacionárias na média, o que confirma 
que a série não apresenta tendência.

Como mencionado anteriormente, há indícios de sazonalidade 
nos dados. Portanto, para confirmar tal hipótese e verificar a necessi-
dade de aplicação de diferenças sazonais, foi realizada a decomposição 
espectral da série MP10, conforme mostra a Figura 3. 

O periodograma demonstra que o maior pico está associado à fre-
quência 0,14333; o que implica em s = 1

0,14333 = 6,97, ou seja, uma 
componente sazonal com periodicidade de sete dias. De acordo com 

Tabela 2 – Matriz de correlação entre as variáveis sob estudo.

MP
10

: material particulado inalável.

MP
10

Velocidade Umidade Precipitação Temperatura

MP
10

1,0000

Velocidade do vento 0,1149 1,0000

Umidade -0,1377 -0,4653 1,0000

Precipitação -0,1332 -0,0979 0,2680 1,0000

Temperatura 0,1794 0,2871 -0,2125 -0,0653 1,0000

Figura 2 – Decomposição da série temporal em componentes de sazonalidade, de tendência e de aleatoriedade.
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o teste de Fisher, foram obtidos os valores das estatísticas G=0,1167 
e Z=0,0156. Como o valor de G é superior ao de Z, rejeita-se a hipó-
tese H0, confirmando a existência da componente sazonalidade para 
períodos de 7 dias ao nível nominal de significância de 5%. A sazo-
nalidade em séries de MP10 é esperada, visto que segundo o IEMA 
(2013), a principal fonte emissora de partículas na RGV são veículos 
automotores, representando mais de 60% das emissões de partículas 
que estão ligados à ressuspensão de partículas em vias. Dessa forma, 
existe variação entre as concentrações medidas nos dias úteis e finais 
de semana, uma vez que o fluxo de veículos é maior durante os dias 

da semana. Logo, uma diferença sazonal de ordem s=7 foi aplicada 
para eliminar a sazonalidade presente na série. A Figura 4 mostra a 
função de autocorrelação (FAC) (a) da série e a FAC (b) da série dife-
renciada de ordem 7. 

A identificação preliminar das ordens, p e q e P e Q, do modelo 
SARIMAX a ser estimado ocorreu pela análise do comportamento da 
FAC e da função de autocorrelação parcial (FACP), para detalhes ver 
Wei (2006). Dessa forma, com os valores de p e q variando de 1 a 3, 
e P e Q de 0 a 3, intervalos escolhidos pela indicações do correlo-
grama, testaram-se alguns modelos com essas combinações. Como a 

Figura 3 – Periodograma da série de material particulado inalável.
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Figura 4 – Função de autocorrelação da série (A); e função de autocorrelação da série (B) após aplicação da diferença sazonal.

FAC: função de autocorrelação; FACP: função de autocorrelação parcial.
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série é estacionária, não houve a necessidade de aplicar diferenças de 
ordem 1, então, tem-se que d=0. Da mesma forma, como uma dife-
rença sazonal foi aplicada, tem-se D=1. Feito isso, a identificação das 
ordens autorregressivas e de médias móveis, do melhor modelo para 
representar os dados, baseou-se nos critérios de informação AIC, 
BIC e nos valores da REQM e EAM. Dentre todos o modelos esti-
mados, o modelo com melhor ajuste foi o SARIMAX(1,0,2)(0,1,1)7, 
por ter apresentado os menores valores calculados para os critérios 
de informação e medidas de qualidade. Sendo assim, esse torna-se 
o modelo de interesse. 

Para verificar a adequação do modelo, a teoria estatística esta-
belece suposições das propriedades do mesmo, tais como não auto-
correlação e normalidade dos resíduos (WEI, 2006). Na Tabela 3 são 
apresentadas as estatísticas para os testes Shapiro e Wilk (1965), Bera 
e Jarque (1981), Ljung e Box (1978) e Box e Pierce (1970). Observa-se 
que os resíduos não são normalmente distribuídos, resultado que já 
era esperado por se tratar de uma variável ambiental. Porém, assu-
miu-se, pela teoria assintótica sobre a média das distribuições de 
probabilidade, a suposição de que os resíduos são normalmente 
distribuídos. O valor p dos testes de correlação são superiores ao 
nível de significância de 5%, indicando que não se rejeita a hipótese 

nula de erros não autocorrelacionados. Nenhuma autocorrelação 
apresentou-se significativamente diferente de zero no correlograma 
residual apresentado na Figura 5, o que vai ao encontro dos resul-
tados apresentados na Tabela 3 e com a hipótese de homogenei-
dade dos resíduos. 

A Tabela 4 contém as estimativas dos parâmetros do modelo ajus-
tado, considerando como variáveis explicativas a VV e a PP. Observa-se 
que todos os coeficientes são estatisticamente significativos de acordo 
com o teste z. Uma vez que as variáveis umidade e temperatura não 
foram estatisticamente significativas, as mesmas não foram incorpo-
radas no ajuste do modelo final. Chaloulakou, Grivas, Spyrellis (2003) 
estimaram a média diária de MP10 em Atenas por meio da análise de 
regressão. Os autores observaram que a variável VV influencia na con-
centração de MP10. Esses resultados vão ao encontro dos apresenta-
dos no presente trabalho. Lyra, Oda-Souza e Viola (2011) observaram 
que as variáveis UR e a PP foram os elementos meteorológicos signi-
ficativos para explicar a variabilidade do MP10, na cidade do Rio de 
Janeiro. Os resultados para umidade encontrados pelos autores con-
trariam as estimativas deste trabalho, uma vez que a umidade não foi 

Parâmetro Estimativa

Jarque-Bera* <0,0001

Shapiro-Wilk* <0,0001

Ljung-Box** 0,9095

Box-Pierce** 0,9114

Tabela 3 – Testes estatísticos de normalidade* e correlação** dos 
resíduos do modelo escolhido.

Figura 5 – Funções amostrais de autocorrelação (A) e autocorrelação parcial (B) dos resíduos do modelo SARIMAX(1,0,2)(0,1,1)
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Parâmetro Estimativa Erro padrão Valor de z Valor p

Veloc 2,4419 0,9544 2,5586 0,0105

precp -2,4995 0,5955 -4,1971 <0,0001

ϕ1 0,7168 0,0763 9,3974 <0,0001

θ1 -0,3444 0,0823 -4,1831 <0,0001

θ2 -0,1261 0,0418 -3,0155 0,0026

Θ1 -0,9058 0,0124 -72,8414 <0,0001

Tabela 4 – Estimativa dos parâmetros do modelo ajustado 
SARIMAX(1,0,2)(0,1,1)

7
.
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um elemento significativo para explicar as concentrações de MP10 na 
RGV. Entretanto, no trabalho de Lyra, Oda-Souza e Viola (2011) a pre-
cipitação foi estatisticamente significativa, similar ao observado para 
o modelo SARIMAX ajustado.

O sinal positivo do coeficiente estimado da variável VV indica a 
existência de uma relação direta entre a concentração de MP10 e essa 
variável, demostrando que o aumento da VV eleva a concentração 
de MP10. Segundo o Relatório da Qualidade do Ar da Grande Vitória 
(IEMA, 2013), 69,3% das emissões de MP10 para a atmosfera da RGV 
estão ligadas à ressuspensão causada pelo vento e tráfego veicular, 
corroborando o resultado encontrado, uma vez que o aumento da 
VV tende a elevar a ressuspensão do solo. Já a PP apresentou rela-
ção negativa com a concentração de MP10. O coeficiente negativo no 
modelo se deve ao processo de deposição úmida e atenuação da ressus-
pensão do solo (LYRA; ODA-SOUZA; VIOLA, 2011). Durante even-
tos de precipitação ocorre diminuição do MP10, pois o solo úmido 
dificulta a ressuspensão do particulado no solo (VARDOULAKIS & 
KASSOMENOS, 2008).

Estudo de previsões 
Para corroborar a utilização do modelo SARIMAX e para fins de com-
paração entre modelos, realizou-se estimativas para os modelos ARMA, 
SARMA, ARMAX e SARMAX e verificou-se qual é o melhor método 
para fazer previsões das concentrações de MP10. Para isso, o conjunto 
de dados sob estudo foi dividido em dois subconjuntos; adotou-se o 
período de 01/01/2012 a 14/04/2015 para fazer as estimações e reser-
vou-se os dados compreendidos entre 15/04/2015 a 30/04/2015 para 
se fazer as previsões, ou seja, para que o cálculo das estatísticas de ava-
liação das previsões dê um passo à frente. 

Na Tabela 5 são apresentados os resultados estimados para 
REQM e EAM para os modelos ajustados. Observa-se que o modelo 
SARIMAX apresentou um aumento na precisão das previsões nos 
horizontes (h) calculados. Os resultados da comparação das medi-
das de qualidade mostram que para h=0 e h=1 o modelo SARIMAX 
foi o que obteve melhor resultado, sendo o mais adequado para 
realizar as previsões.

Horizonte Medida
Modelos

ARMA SARMA ARMAX SARMAX SARIMAX

h=0
REQM 13,2885 13,2540 13,0881 13,0504 12,8507

EAM 9,6660 9,6456 9,4331 9,4220 9,3400

h=1
REQM 13,3421 13,3047 13,1487 13,1089 12,9212

EAM 9,6610 9,6386 9,4356 9,4223 9,3564

Tabela 5 – Medidas de avaliação da qualidade de previsão obtidas a 
partir dos modelos ajustados.

REQM: raiz do erro quadrático médio; EAM: erro absoluto médio.

Avaliação do modelo SARIMAX  
para estimativa da qualidade do ar 
Conforme apresentado na introdução, o IEMA classifica a quali-
dade do ar da RGV como boa, para concentrações de MP10 entre 
0 e 45 μg.m-3, regular entre 46 e 120 μg.m-3, e inadequada entre 
121 e 250 μg.m-3 (IEMA, 2013). A qualidade do ar pode, ainda, 
ser classificada como má, péssima ou crítica. Como no período 
de estudo a qualidade do ar, monitorada na estação da Enseada 
do Suá, foi classificada como regular em 450 ocasiões, avaliou-se 
apenas a eficiência do modelo em predizer eventos classificados 
como regular. Para isso, baseando-se na metodologia de Ryan 
(1995) e Liu e Johnson (2003), calculou-se as seguintes estatísticas 
de avaliação: a probabilidade de detecção (POD), que mensura a 
probabilidade do modelo predizer corretamente as concentrações 
maiores ou iguais a 46 μg.m-3 (qualidade do ar regular), quando 
realmente esse valor ocorreu; a razão de alarme falso (FAR), que 
mede a tendência da predição superestimar o valor observado da 
concentração de MP10; o escore de ameaças (EA), que representa a 
relação entre as predições corretas de eventos pelo total de eventos 
regular observado; e a taxa de perda (MISS), que mensura a taxa 
a qual os eventos de concentrações maiores ou iguais a 46 μg.m-3 
observados não são preditos. 

Para fins de comparação entre o pior modelo (ARMA) e o melhor 
modelo (SARIMAX) para fazer a predição de eventos regulares de 
qualidade do ar, a Tabela 6 contém a descrição e os resultados das 
estatísticas de avaliação. Observa-se que, das vezes que foram obser-
vados eventos de qualidade regular, o modelo SARIMAX estimou 
corretamente 64,39% desses eventos. Além disso, apresentou uma 
FAR de 0,3792, o que significa que em torno de 37,00% das predições 
do modelo os eventos de qualidade do ar foram classificados como 
regular, quando o observado foi boa; enquanto no modelo ARMA 
esse resultado foi em torno de 38,00%. O maior valor de EA mostra 
que o modelo SARIMAX foi superior ao modelo ARMA na predi-
ção correta de eventos de qualidade do ar regular. Além disso, a taxa 

Estatísticas/equação1

Modelos

ARMA SARIMAX

POD = A/(A + B) 0,6100 0,6439

FAR = C/(C + A) 0,3888 0,3792

EA = A/(A + B + C) 0,4395 0,4621

MISS = 1 – POD 0,3900 0,3561

Tabela 6 – Descrição e resultados das estatísticas de avaliação da 
eficiência do modelo em predizer eventos classificados como regular.

1A: número de eventos observados e preditos; B: número de eventos observados mas 

não preditos; C: número de eventos estimado mas não observados; POD: probabilidade 

de detecção; FAR: razão de alarme falso; EA: escore de ameaças; MISS: taxa de perda.

157



316 Eng Sanit Ambient | v.23 n.2 | mar/abr 2018 | 307-318

Pinto, W.P.; Reisen, V.A.; Monte, E.Z.

(MISS) referente à ocorrência de eventos que não foram detectados 
foi menor para o modelo SARIMAX, corroborando, novamente, 
que o desempenho estatístico do modelo SARIMAX foi superior ao 
modelo ARMA, no que diz respeito à predição de eventos de quali-
dades do ar regular.

De maneira geral, os resultados obtidos com a modelagem dos 
dados de concentrações de MP10 com o modelo SARIMAX, tanto no 
ajuste quanto na previsão e predição de eventos de qualidade do ar, 
podem ser considerados bons, uma vez que tais resultados foram satis-
fatórios em termos estatísticos.

CONCLUSÕES
Este trabalho objetivou modelar e prever a concentração média 
diária de MP10 na RGV, Espírito Santo, Brasil, utilizando o modelo 

SARIMAX, no período de 01/01/2012 a 30/04/2015. Baseando-se 
em indicadores de desempenho de modelagem, verificou-se que o 
modelo SARIMAX (1,0,2) (0,1,1)7 é o mais acurado, entre os estu-
dados, para fazer predições e previsões da qualidade ar da RGV. 
Em comparação com os modelos ARMA, o desempenho estatístico 
do modelo SARIMAX foi superior, no que diz respeito à predição 
de eventos de qualidade do ar regular. 

Entre as variáveis meteorológicas avaliadas, a VV e a PP foram sig-
nificativas e melhoraram o ajuste do modelo. A UR e a T não foram 
estatisticamente significativas para explicar a variação das concentra-
ções de MP10. Em termos de previsão da qualidade do ar, os modelos 
de séries temporais mostraram resultados satisfatórios. 

Como parte de um estudo posterior, sugere-se a utilização de um 
modelo de heterocedasticidade condicional autorregressivo gene-
ralizado (GARCH) juntamente aos modelos da classe SARIMAX. 
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Resumo 
Este trabalho objetivou avaliar os impactos das variáveis meteorológicas 
temperatura, umidade relativa, velocidade do vento e precipitação na 
probabilidade de ocorrência de picos/episódios de concentração de 
poluentes na Região da Grande Vitória (RGV), Espírito Santo, Brasil, por 
meio do modelo Logit, para o período de 01/01/2012 a 31/12/2014. Os dados 
deste estudo foram do tipo séries temporais relativos às concentrações de 
PTS, MP10, SO2, CO, NO2, O3 e às variáveis meteorológicas (velocidade do 
vento, umidade relativa, precipitação pluvial e temperatura) obtidas junto 
ao Instituto Estadual de Meio Ambiente e Recursos Hídricos (IEMA). 
Conforme esperado, os resultados mostraram que os índices de 
concentrações na RGV estão associados às mudanças das variáveis 
meteorológicas. Entre as variáveis meteorológicas avaliadas, a velocidade 
do vento e a precipitação foram mais significativas na redução da 
probabilidade de ocorrência de classificação do ar como “não boa”. O 
modelo Logit mostrou ser uma ferramenta estatística satisfatória para 
avaliar a qualidade do ar “não boa” da região de estudo. 
Palavras-chave: Poluição atmosférica; modelo Logit; variáveis 
meteorológicas.  
 
Abstract 
This study aimed to evaluate the impacts of meteorological variables 
temperature, relative humidity, wind speed and precipitation in the 
probability of occurrence of pollutants concentration peaks/episodes in the 
Região da Grande Vitória (RGV), Espírito Santo, Brazil, using the Logit 
model, for period from 2012/01/01 to 2014/12/31. It were adopted time 
series of the pollutants PTS, PM10, SO2, CO, NO2, O3 and meteorological 
variables (wind speed, relative humidity, rainfall and temperature) 
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obtained from the State Institute of Environment and Resources Water 
(IEMA). As expected, the results showed that the contents of the RGV 
concentrations are associated with changes of the meteorological variables. 
The results showed that the precipitation and the wind speed contributed 
significantly to the reduction of the probability of air quality “not good”. 
The Logit model proved to be a satisfactory statistical tool for evaluating 
the air quality “not good” in the study region. 
Keywords: Atmospheric pollution; Logit model; meteorological variables. 
 

Introdução  
 

A preocupação com os efeitos da poluição do ar veio com o crescimento 

industrial iniciado no período da Revolução Industrial que teve início 

na Inglaterra, em meados do século XVIII, devido à alguns episódios de alta 

concentração de poluentes. Episódios esses que causaram aumento do 

número de mortes em algumas cidades da Europa e dos Estados Unidos.  

O primeiro episódio ocorreu em 1930, no vale do Meuse, na porção 

Belga, que provocou a morte de 60 pessoas. Anos mais tarde, em 1948, um 

episódio semelhante ocorreu durante os últimos cinco dias do mês de 

outubro, na cidade de Donora, Pensilvânia. Porém, um dos mais graves 

episódios acerca dos efeitos deletérios dos poluentes do ar de que se tem 

notícia ocorreu em Londres durante o inverno de 1952. Em dezembro de 1952 

um evento de inversão térmica impediu a dispersão de poluentes, gerados, 

então, pelas indústrias e pelos aquecedores domiciliares que utilizavam 

carvão como combustível, e uma nuvem, composta por material particulado 

e enxofre, em concentrações muito acima do normal, permaneceu sobre a 

cidade por quatro dias, deixando cerca de quatro mil pessoas mortas durante 

as duas semanas seguintes devido à poluição do ar. Segundo Logan (1953) o 

aumento da mortalidade afetou pessoas de todas as idades, mas 

particularmente aquelas com 45 anos ou mais. As mortes atribuídas a 

bronquite e a pneumonia aumentaram oito vezes e três vezes, 

respectivamente, em uma semana. Um aumento considerável no número de 

mortes ocorreu mesmo no primeiro dia do nevoeiro. Quatro nevoeiros 

anteriores em Londres, que resultaram em um aumento súbito de mortes, 
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foram observados; mas o incidente de 1952 causou de longe o maior 

aumento. Esses episódios acarretaram em um aumento do número de óbitos 

em relação à média de óbitos em períodos semelhantes (BRAGA et al. 2005). 

Nossos ancestrais já conviviam com a poluição do ar natural, oriunda 

das erupções vulcânicas e da decomposição da matéria orgânica. Mais tarde, 

com a expansão da unbanização e da industrialização as atividades 

antropogências foram intensificadas, o que contribuiu com a aceleração da 

deterioração da qualidade do ar. Com o crescimento populacional, o 

desenvolvimento econômico e o crescimento da frota motorizada, as fontes 

de poluição multiplicaram-se, agravando o problema, mesmo em áreas não 

industrializadas (LIRA, 2009). 

Segundo Holgate et al. (1999), um nível elevado dos poluentes pode 

ocasionar desde irritação dos olhos, nariz e garganta, bronquite e 

pneumonia, até doenças respiratórias crônicas, câncer de pulmão, problemas 

cardíacos, entre outros. Segundo Cançado et al. (2006), isso ocorre, 

Pois a poluição do ar causa uma resposta inflamatória no 
aparelho respiratório induzida pela ação de substâncias oxidantes, 
as quais acarretam aumento da produção, da acidez, da viscosidade 
e da consistência do muco produzido pelas vias aéreas, levando, 
consequentemente, à diminuição da resposta e/ou eficácia do 
sistema mucociliar. O aumento da poluição do ar tem sido 
associado ao aumento da viscosidade sanguínea, de marcadores 
inflamatórios (proteína C reativa, fibrinogênio) e da progressão de 
arteriosclerose, a alterações da coagulação, à redução da 
variabilidade da frequência cardíaca (indicador de risco para 
arritmia e morte súbita), à vasoconstricção e ao aumento da 
pressão arterial, todos fatores de risco para doenças 
cardiovasculares.  

 

Diversos estudos epidemiológicos têm demonstrado associações 

significativas entre a exposição a concentrações elevadas de poluentes 

atmosféricos e os problemas de saúde (OSTRO et al., 1996; MARTINS et al., 

2002; GOUVEIA et al., 2003; ALMEIDA, 2006; NASCIMENTO et al., 2006; 

CURTIS, et al., 2006; BRAGA et al., 2007; SOUZA et al., 2014).  Para 

detalhes sobre os principais poluentes, suas fontes e efeitos sobre a saúde 

humana consultar Arbex et al. (2012). 
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Nascimento et al. (2006) investigaram dados diários do número de 

internações por pneumonia na cidade de São José dos Campos - SP, dados de 

concentrações médias diárias dos poluentes dióxido de enxofre (SO2), ozônio 

troposférico (O3) e material particulado inalável (MP10), além de dados de 

dois parâmetros meteorológicos – temperatura e umidade relativa do ar. Os 

autores utilizaram modelos aditivos generalizados de regressão de Poisson 

para estimar a associação entre as internações por pneumonia e a poluição 

atmosférica. Os três poluentes apresentaram efeitos defasados nas 

internações por pneumonia, iniciada três a quatro dias após a exposição, e 

decaindo rapidamente. Na estimativa de efeito acumulado de oito dias, 

observou-se, ao longo desse período, que para aumentos de 24,7  na 

concentração de MP10, houve um acréscimo de 9,8 % nas internações. 

Vale dizer que os modelos aditivos generalizados (MAG) são uma 

extensão dos modelos lineares generalizados. Neste grupo de modelos 

estatísticos a variável dependente ou resposta (Y) é um processo de 

contagem e as varáveis independentes são variáveis canditadas a explicar o 

comportamento da série ao longo do tempo. No MAG cada variável 

independente analisada não entra no modelo com o seu valor, mas, sim, 

adotando uma função não paramétrica de forma não especificada, que é 

estimada a partir de curvas de alisamento. Sendo assim, não é necessário 

assumir uma relação linear e/ou aditiva entre a variável dependente e a 

variável independete em estudo. Maiores detalhes desta classe de modelos 

podem ser vistos nos trabalhos de Latore e Cardoso (2001), Souza et al. 

(2014), Freitas et al. (2016) e Souza et al. (2018).  

Braga et al. (2007) avaliaram os efeitos agudos do MP10 sobre os 

atendimentos em pronto-socorro por doenças cardiovasculares e 

respiratórias no Município de Itabira – MG. Os resultados evidenciam que 

elevações de 10  de MP10 foram associadas aos aumentos nos 

atendimentos por doenças respiratórias em torno de 4%, no dia corrente e no 
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dia seguinte, para crianças menores de 13 anos, e de 12% nos três dias 

subsequentes para os adolescentes entre 13 e 19 anos de idade. Já por 

doenças cardiovasculares, houve um efeito agudo, principalmente para os 

indivíduos com idade entre 45 e 64 anos.  

 Ikefuti, Barrozo e Braga (2018) avaliaram associações entre acidente 

vascular cerebral (AVC) e temperatura média do ar, usando dados de 

mortalidade registrados e dados de estações meteorológicas de 2002 a 2011 

na cidade de São Paulo. Uma análise de séries temporais foi aplicada a 

55.633 casos de mortalidade. De acordo com os resultados apresentados a 

temperatura média do ar está associada à mortalidade por acidente vascular 

cerebral na cidade de São Paulo para homens e mulheres. Vale ressaltar 

que, segundo os autores no Brasil, as doenças crônicas são responsáveis pela 

maior porcentagem de todas as mortes entre homens e mulheres. Entre as 

doenças cardiovasculares, o AVC é a principal causa de morte, sendo 

responsável por 10% de todas as mortes. 

Na Região da Grande Vitória (RGV), Souza et al. (2014) realizaram 

um estudo cujo objetivo foi investigar a associação entre concentrações dos 

poluentes atmosféricos e atendimentos diários por causas respiratórias em 

crianças. Foram analisadas as contagens diárias de admissões hospitalares 

de crianças menores de 6 anos e as concentrações diárias de poluentes 

atmosféricos, MP10, SO2, dióxido de nitrogénio (NO2), O3 e monóxido de 

carbono (CO), de janeiro de 2005 a dezembro de 2010. Os autores 

combinaram duas técnicas para a análise estatística: modelo de regressão de 

Poisson em modelos aditivos generalizados e análise de componentes 

principais. Os resultados mostraram que o aumento de 10.49  

(intervalo interquartílico) nos níveis do poluente MP10 levou a um aumento 

de 3,0% do valor do risco relativo estimado por meio do modelo aditivo 

generalizado, enquanto no modelo aditivo generalizado usual a estimativa 

foi de 2,0%.  Ainda, segundo os resultados, existe uma relação significativa, 

ao nível de 95% de confiabilidade, entre os níveis de concentração dos 
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poluentes e o número de atendimentos hospitalares em crianças menores de 

6 anos, mesmo em um ambiente com níveis abaixo dos padrões 

recomendados pelo Conselho Nacional do Meio Ambiente (CONAMA) e pela 

World Health Organization (WHO). 

Freitas et al. (2016) analisaram o impacto da poluição atmosférica na 

morbidade respiratória e cardiovascular de crianças e adultos em Vitória, 

ES. Foi realizado um estudo utilizando modelos de séries temporais via 

regressão de Poisson a partir de dados de hospitalizações e poluentes em 

Vitória, de 2001 a 2006. Foram testadas como variáveis independentes 

MP10, o SO2 e o O3, em defasagem simples e acumulada até cinco dias. 

Introduziram-se temperatura, umidade e variáveis indicadoras dos dias da 

semana e feriados da cidade como variáveis de controle nos modelos. Os 

autores observaram que, para cada incremento de 10  dos poluentes 

MP10, SO2 e O3, houve aumentos no risco relativo percentual (RR%) para as 

hospitalizações por doenças respiratórias, totais de 9,67; 6,98 e 1,93, 

respectivamente.  De acordo com os resultados da pesquisa, as doenças 

respiratórias apresentaram relação forte e consistente com os poluentes 

pesquisados em Vitória. O conjunto de dado utilizado como variáveis 

dependenetes nos modelos foi cotagens diárias de internações pelas causas 

invertigadas: doenças respiratórias (CID10:J00-J99) como por exemplo, 

infecções agudas das vias aéreas superiores, doenças crônicas das vias 

aéreas inferiores, doenças pulmonares devidas a agentes externos, entre 

outras e doenças cardiovasculares (CID10: I00-I99) em maiores de 39 anos 

como, doenças hipertensivas, doenças isquêmicas do coração, doenças das 

artérias, das arteríolas e dos capilares. 

 Os efeitos causados ao meio ambiente e à saúde da população por 

causa da emissão de poluentes atmosféricos podem não ser apenas locais, 

pois dependem de fatores da região, como o relevo do entorno da fonte de 

emissão, as condições meteorológicas e a natureza dos poluentes. Isso 

significa que esses poluentes podem viajar milhares de quilômetros pela 
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atmosfera, atingindo, assim, comunidades distantes do ponto de emissão 

(LEITE, et al., 2011). 

Vale frisar que, de acordo com Moreira, Tirabassi e Moraes (2008), as 

condições meteorológicas desempenham um papel importantíssimo na 

dispersão ou acumulação de poluentes, uma vez que estas condições atuam 

através de dois fenômenos fundamentais: o transporte e a difusão. Além 

disso, as condições meteorológicas influenciam a deposição no solo dos 

poluentes. Liu e Johnson (2002) descreveram que a poluição do ar está 

associada, geralmente, a fatores como temperatura, umidade relativa, 

velocidade e direção do vento, entre outros. Como exemplo, tem-se que a 

baixa umidade relativa e a reduzida velocidade do vento tendem a elevar os 

níveis de poluentes. Já a ocorrência de precipitação pluviométrica e o 

aumento da velocidade do vento contribuem para a dispersão dos poluentes 

e, consequentemente, para a redução da concentração dos mesmos.  

Como grandes projetos industriais foram implantados na RGV desde 

o início da década de 1970, a indústria era apontada como a principal fonte 

de poluição da área. De acordo com o IEMA (2013), porém, o crescimento da 

frota veicular e os empreendimentos imobiliários têm alterado o perfil da 

região nos últimos anos. O inventário de emissões atmosféricas da Região da 

Grande Vitória (ECOSOFT, 2011) estimou que os veículos e a indústria 

minero-siderúrgica foram os principais responsáveis pelas emissões de CO e 

hidrocarbonetos, a indústria minero-siderúrgica foi responsável por mais de 

70% da emissão de SO2 para a atmosfera e por mais de 45% dos óxidos de 

nitrogênio (NOx), e indicou como principais responsáveis pelos níveis de 

MP10 a ressuspensão do solo (69,3%), as indústrias (19,6%) e os veículos 

(Escapamento e Evaporativa) (3,9%). Com o aumento da poluição do ar na 

região, aumentou também a preocupação com os efeitos adversos à saúde 

humana, à fauna e à flora.  Dessa forma, este trabalho objetivou avaliar os 

impactos das variáveis meteorológicas temperatura, a umidade relativa, a 

velocidade do vento e a precipitação na probabilidade de ocorrência de 
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picos/episódios de concentração de poluentes na RGV, por meio do modelo 

Logit.  

O modelo Logit é uma ferramenta estatística que permite o ajuste de 

um conjunto de variáveis independentes a uma variável dependente 

dicotômica, ou seja, é possível estimar probabilidades de ocorrências em 

variáveis dependentes do tipo binário. O modelo Logit aplicado na 

modelagem de dados ambientais tem sido utilizado por Kuchenho e 

Thamerus (1996), Mendes e Vega (2011), Silva et al. (2011), Gehring et al. 

(2013), entre outros autores. Com objetivo semelhante, cabe ressaltar o 

trabalho de Leite et al. (2011), que analisaram a qualidade do ar atmosférico 

de Uberlândia, em Minas Gerais, por meio de modelos de regressão logística 

simples. Os autores utilizaram dados do período de 2003 a 2008 de 

concentrações de MP10 e de variáveis meteorológicas. De acordo com os 

resultados, os modelos logísticos simples mostraram que as variáveis 

meteorológicas precipitação e umidade relativa contribuem 

significativamente para a redução das concentrações de MP10. 

 

Materiais e métodos 
 

Área de estudo e apresentação das variáveis  

Para a realização deste estudo, utilizaram-se séries temporais de 

concentrações de poluentes atmosféricos e de variáveis meteorológicas 

monitorados na RGV (conforme apresentado na Tabela 1), Espírito Santo, 

Brasil, região que é constituída pelos municípios de Vitória, Vila Velha, 

Cariacica, Serra e Viana. Segundo o Instituto Brasileiro de Geografia e 

Estatística (IBGE, 2010), a RGV abrange uma área de 1.461 Km2, com 

aproximadamente 1.475.332 habitantes, sendo um dos principais polos de 

desenvolvimento urbano e industrial do Estado. A região sofre com diversos 

tipos de problemas ambientais, entre os quais está a deterioração da 

qualidade do ar, devido às emissões atmosféricas por indústrias, pela frota 
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veicular e pela ressuspensão do solo causada pelo vento e pelo tráfego 

veicular. 

Vale ressaltar que a RGV possui uma Rede Automática de 

Monitoramento da Qualidade do Ar (RAMQAR) inaugurada em julho de 

2000, de propriedade do IEMA. Essa rede é distribuída em oito estações, a 

saber: no município da Serra, duas estações localizadas nas regiões de 

Laranjeiras e de Carapina; no município de Vitória, três estações localizadas 

nas regiões de Jardim Camburi, Enseada do Suá e Centro de Vitória; no 

município de Vila Velha, duas estações localizadas nas regiões do Ibes e 

Centro de Vila Velha; por fim, no município de Cariacica, uma estação em 

Cariacica. A localização espacial das estações de monitoramento da 

RAMQAR está ilustrada na Figura 1. 

A RAMQAR monitora os seguintes poluentes: Partículas Totais em 

Suspensão (PTS), MP10, O3, NOx, CO e Hidrocarbonetos (HC). Ainda, realiza 

o monitoramento dos seguintes parâmetros meteorológicos: Direção dos 

Ventos (DV), Velocidade dos Ventos (VV), Precipitação Pluviométrica (PP), 

Umidade Relativa do Ar (UR), Temperatura (T), Pressão Atmosférica (P) e 

Radiação Solar (I). Na análise deste trabalho, as variáveis PTS, MP10, SO2, 

CO, NO2, O3, velocidade do vento, umidade relativa, precipitação e 

temperatura foram utilizadas conforme descrição da Tabela 2. 
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Figura 1: Localização espacial das estações de monitoramento da qualidade do ar da RGV. 

 

Fonte: Elaborado para os autores por Isamara Maria Schmidt, 2018. 

 

 

Tabela 1: Parâmetros meteorológicos e poluentes monitorados em cada estação RAMQAR 

Estação PTS PM10 SO2 CO NOx HC O3 Meteorologia 
Laranjeiras X X X X X  X  
Carapina X X      DV, VV, UR, PP, P, T, I 
Jardim 
Camburi 

X X X  X    

Enseada do 
Suá 

X X X X X X X DV, VV 

Vitória Centro X X X X X X   
Ibes X X X X X X X DV, VV 
Vila Velha  X X      
Cariacica X X X X X  X DV, VV, UR, T 

Fonte: Adaptado de Relatório da Qualidade do Ar da Região da Grande Vitória, 2013. 
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Tabela 2: Descrição das variáveis PTS, MP10, SO2, CO, NO2, O3, velocidade do vento, 
umidade, precipitação e temperatura 
Variáveis Unidades Descrição 
PTS, MP10, 
SO2, CO, NO2 
e O3 

 
Valor máximo medido entre as estações que fazem o 
monitoramento do poluente, para cada dia da amostra de 
dados. 

Velocidade do 
Vento  

Valor máximo medido entre as estações de Carapina, 
Enseada do Suá, Ibes e Cariacica. 

Umidade 
relativa 

% Como existem muitos dados faltantes para a estação de 
Cariacica, adotou-se o valor de Carapina. 

Precipitação  
 

Valores medidos na estação de Carapina, única que possui 
medição para tal variável. 

Temperatura ºC Média aritmética entre as estações de Carapina e Cariacica, 
únicas que possuem medições para tal variável. 

Fonte: Org. dos autores, 2017. 
 

O IEMA classifica diariamente a qualidade do ar da RGV como “boa” 

e “não boa”. Nesse último caso, são englobadas as classificações “regular”, 

“inadequada”, “má”, “péssima” e “crítica”. A qualidade é considerada “boa” se 

a concentração de cada poluente for igual ou inferior aos valores 

apresentados na Tabela 3. Já a classificação de “não boa” ocorre quando a 

concentração é superior aos valores apresentados na Tabela 3. 

Este trabalho preocupou-se com os picos de concentração. As 

concentrações de cada poluente foram representadas pelo valor máximo 

medido dentre as estações que fazem o monitoramento desses poluentes 

(Tabela 1), para cada dia da amostra de dados. No mais, como a regressão 

logística considera a variável dependente como dicotômica, a concentração 

de cada poluente foi transformada em uma variável dummy, apresentando a 

seguinte classificação: um (1) para classificação “não boa” (picos de 

concentração) e zero (0) para “boa”. 

 

Tabela 3: Limites de concentração para classificação da qualidade do ar como “boa” e “não 
boa” 

Classificação 
PTS 
µg/m3 
Média 24h 

PM10 
µg/m3 
Média 24h 

SO2 
µg/m3 
Média 24h 

NO2 
µg/m3 
Média 1h 

O3 
µg/m3  
Média 8h 

CO 
µg/m3 
Média 1h 

Boa 0 - 65 0 - 45 0 - 40 0 - 50 0 - 70 0 - 5.000 

Não boa > 66 > 46 > 41  > 51  > 71  > 5.001  
Fonte: IEMA, 2017. 
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Modelo Logit 
 

Para verificar a influência das variáveis meteorológicas (variáveis 

preditoras) temperatura, umidade relativa, velocidade do vento e 

precipitação pluviométrica na probabilidade de ocorrência de picos de 

concentração de poluentes atmosféricos (classificação “não boa” na qualidade 

do ar) na RGV, foi utilizado o modelo Logit (GUJARATI; PORTER 2008), 

que admite valores discretos, zero e um (variável binária) para a variável 

dependente. Um dos principais objetivos dos modelos de resposta binária é 

calcular a probabilidade de um dado evento, com determinado conjunto de 

atributos, de fato acontece (MONTE, ALBUQUERQUE e REISEN, 2016). 

No modelo Logit utiliza-se uma função de distribuição acumulada 

logística, dada por 

 1) 

em que  representa a função de distribuição logística; variáveis 

independentes; , vetor de parâmetros a serem estimados; , 

o número de variáveis explicativas; , base do logaritmo natural; e, 

 (número de observações). 

A ocorrência ou não de uma classificação “não boa” da qualidade do ar 

depende de vários fatores. Como os parâmetros dessa ocorrência não são 

observáveis para cada ponto do tempo , pode-se definir uma variável latente 

ou não observada, , como 

 2) 

em que  é variável latente e , erro aleatório. Para detalhes ver 

Gujarati e Porter (2008). 
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A ocorrência de uma determinada classificação pode ser descrita pela 

variável binária , tal que , se a classificação é “não boa”, e , se é 

“boa”. Esses valores observados de  estão relacionados com , como segue: 

, se ; e, , se , 

, 

. 

Os parâmetros do modelo são estimados pelo Método de Máxima 

Verossimilhança. A probabilidade de ocorrência da classificação “não boa” 

(a) e a probabilidade de ocorrência da classificação “boa” (b) pode ser 

calculada pelas seguintes expressões: 

a)  e b)  
3) 

sendo  igual a probabilidade de ocorrência da classificação “não boa”, 

e , probabilidade de ocorrência da classificação “boa”. 

Para determinar o efeito marginal de cada variável preditora, sobre a 

probabilidade de ocorrência da classificação “não boa”, é necessário usar os 

valores médios das variáveis explicativas. O efeito marginal da variável  

sobre a variável dependente é descrito pela expressão 

4) 

A Equação 4 mostra o efeito marginal sobre  , de um aumento em 

. Observa-se que o efeito marginal de cada variável explicativa sobre a 

probabilidade não é constante, visto que depende do valor médio de cada 
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variável . Para detalhes, ver em Gujarati e Porter (2008) e Hill, Judge e 

Griffiths (2010). 

 

Resultados e discussão 
 

Para um entendimento preliminar das variáveis em estudo, são 

apresentadas algumas medidas descritivas (Tabelas 4 e 5). Para detalhes 

sobre as medidas apresentadas e suas formulações matemáticas, consultar 

em Gujarati e Porter (2008) e Morettin e Bussab (2017).A análise 

corresponde às variáveis apresentadas na Tabela 2, para o período de 

01/01/2012 a 31/12/2014, perfazendo um total de 1096 observações. Todas as 

análises foram feitas utilizando o software livre R (R DEVELOPMENT 

CORE TEAM, 2016). A presença de dados faltantes nas séries motivou o uso 

da metodologia de imputação via algoritmo EM (expectation-maximisation), 

proposta por Junger e Leon (2015) e implementada na biblioteca R mtsdi 

(multivariante time-series data imputation). 

 

Tabela 4: Estatísticas descritivas das variáveis poluentes atmosféricos 

Estatísticas 
Variáveis 

MP10 PTS SO2 NO2 CO O3 

Média 48,3911 87,1433 21,2563 74,3990 844,5010 35,7936 
Mediana 46,3750 79,5833 19,7050 70,1688 805,4279 35,5504 
Desvio padrão 16,9144 36,7769 9,9869 26,8003 285,4049 9,1888 
Coeficiente de 
variação 

34,9535 42,2028 46,9832 36,0224 33,7957 25,6717 

Valor máximo 125,0000 279,1667 73,1713 197,2292 1893,5408 67,1804 
Valor mínimo 12,2500 15,0000 2,4221 19,8208 232,7021 0,0000 

Fonte: Org. dos autores, 2017. 

 

Nota-se que (Tabela 4), em média, as concentrações de MP10, PTS e 

NO2 ultrapassaram os valores apresentados na Tabela 3 para a classificação 

de qualidade do ar “boa”, já as concentrações de SO2, O3 e CO não 

ultrapassaram. Porém, o desvio padrão e o coeficiente de variação alto 
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indicam uma média pouco representativa e uma grande variabilidade dos 

dados. Por exemplo, os resultados mostram que a concentração máxima de 

PTS foi mais do que o triplo do valor médio, demostrando a grande 

variabilidade desse poluente na RGV.  

A Tabela 5 apresenta as estatísticas descritivas para as variáveis 

meteorológicas. Em geral, observando-se os desvios padrão, o coeficiente de 

variação e as diferenças entre os máximos e mínimos, percebe-se que as 

variáveis meteorológicas apresentaram grande variabilidade em termos 

estatísticos, exceção feita à temperatura. Segundo o IEMA (2013), não há 

muita variabilidade climatológica na RGV. 

 

Tabela 5: Estatísticas descritivas das variáveis meteorológicas 

Estatísticas Variáveis 

VV PP UR T 
Média 2,4256 0,1289 77,5826 25,0952 
Mediana 2,3087 0,0000 77,0229 25,0392 
Desvio padrão 0,7904 0,5421 6,0259 2,4129 
Coeficiente de variação 32,5846 420,5203 7,7671 9,6150 
Valor máximo 5,5412 12,7750 98,2983 31,4000 
Valor mínimo 1,0392 0,0000 56,8638 18,1758 

Fonte: Org. dos autores, 2017. 

 

A Tabela 6 mostra as correlações calculadas entre as concentrações de 

médias diárias de PTS, MP10, SO2, CO, NO2, O3, de velocidade do vento, da 

umidade, de precipitação e de temperatura. Observa-se que as variáveis 

meteorológicas apresentam relação linear com as concentrações de 

poluentes. Conforme esperado, os índices de concentrações máximas na RGV 

estão associados às mudanças dessas variáveis, ou seja, infere-se dos 

resultados (Tabela 6) que o aumento da velocidade do vento acarreta 

aumento nas concentrações de MP10, SO2 e O3 e diminuição das 

concentrações de PTS, NO2 e CO; o aumento da precipitação acarreta uma 

diminuição nas concentrações de MP10, PTS e SO2; o aumento da umidade 

implica em um aumento de NO2 e CO e em uma diminuição das 

concentrações de MP10, PTS e SO2. Já o aumento da temperatura acarreta 
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um aumento nas contrações de MP10, PTS, SO2 e O3 e diminuição de NO2 e 

CO.  

 

Tabela 6: Matriz de correlação entre as variáveis sob estudo 

 MP10 PTS SO2 NO2 CO O3 VV PP UR T 
MP10 1,0000          
PTS 0,6453 1,0000         
SO2 0,2947 0,1960 1,0000        
NO2 0,2101 0,4105 -0,1060 1,0000       
CO 0,3488 0,4688 0,1825 0,6742 1,0000      
O3 0,0769 0,0755 0,1697 -0,3567 -0,3248 1,0000     
VV 0,1823 -0,0645 0,3023 -0,5862 -0,3797 0,3739 1,0000    
PP -0,1801 -0,1631 -0,0539 0,0098 0,0385 0,0019 -0,0535 1,0000   
UR -0,1772 -0,0755 -0,0843 0,2178 0,3107 -0,2146 -0,3671 0,3240 1,0000  
T 0,0906 0,0966 0,4326 -0,3405 -0,0786 0,0256 0,3222 -0,1425 -0,3406 1,0000 

Fonte: Org. dos autores, 2017. 

 

A Figura 2 apresenta as séries temporais das concentrações de 

poluentes atmosféricos, e a Figura 3 as das variáveis meteorológicas no 

período de análise desse estudo. De um total de 1096 observações (dias) para 

o poluente MP10, em cerca de 51% dos dias (médias de 24 horas) a qualidade 

do ar foi classificação como “não boa”; para o PTS, aproximadamente em 

68% dos dias (médias de 24 horas); para o SO2, a porcentagem foi de 95% 

dos dias (médias de 24 horas); para o NO2, 64% das médias horárias foram 

classificadas como “não boas”; para o O3, 0,63% das médias de oito horas 

foram classificadas como “não boas”. Já para o poluente CO, a qualidade do 

ar foi classificada como “não boa” uma única vez.  
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Figura 2: Séries temporais das concentrações dos poluentes atmosféricos em estudo. 

 

Fonte: Org. dos autores, 2017. 
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Figura 3: Séries temporais das variáveis meteorológicas em estudo. 

 

Fonte: Org. dos autores, 2017. 

 

Na Tabela 7 são apresentados os resultados para a regressão logística 

estimada para cada poluente, considerando como variáveis explicativas a 

umidade relativa, a velocidade do vento, a precipitação e a temperatura. 

Também são apresentados os respectivos efeitos marginais de cada variável 

sobre a probabilidade de ocorrência de qualidade do ar “não boa” para todos 

os poluentes estudados. Verificou-se que as regressões como um todo foram 

estatisticamente significativas. Uma vez que para o poluente CO a 

qualidade do ar foi classificada como “não boa” uma única vez, não foi 

estimada uma regressão para ele, pois o efeito das variáveis meteorológicas 

não seria estatisticamente significativo.  

Para o Poluente MP10, os resultados mostraram que as variáveis 

explicativas velocidade do vento, precipitação e umidade interferem 

significantemente na qualidade do ar “não boa”. Como a variável 

temperatura não foi estatisticamente significativa, os resultados para ela 
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não se encontram na Tabela 6. Analisando os efeitos marginais (Tabela 6), 

verifica-se que, para cada unidade de acréscimo na velocidade do vento na 

região, ocorreu um aumento de 5,9 pontos percentuais na probabilidade de 

qualidade do ar “não boa”; para a precipitação um aumento de uma unidade, 

ocasionou uma redução na probabilidade de qualidade do ar “não boa” de 

27,11 pontos percentuais. Já para a variável umidade, o efeito marginal foi 

muito pequeno. 

É importante ressalvar que, para o poluente MP10, os sinais 

estimados são coerentes com o esperado. O sinal positivo do coeficiente 

estimado da variável velocidade do vento indica a existência de uma relação 

direta entre a concentração de MP10 e essa variável, demostrando que o 

aumento da velocidade do vento eleva a concentração de MP10. Segundo o 

Relatório da Qualidade do Ar da Grande Vitória (IEMA, 2013), 69,3% das 

emissões de MP10 para a atmosfera da RGV estão ligadas à ressuspensão 

causada pelo vento e pelo tráfego veicular, corroborando com o resultado 

encontrado, uma vez que o aumento da velocidade do vento tende à elevar a 

ressuspensão do solo. Já a precipitação pluvial e a umidade apresentaram 

relação negativa com a concentração de MP10. O coeficiente negativo no 

modelo se deve ao processo de deposição úmida e atenuação da ressuspensão 

do solo (LYRA; ODA-SOUZA; VIOLA, 2011). Durante eventos de 

precipitação ocorre diminuição do MP10, pois o solo úmido dificulta a 

ressuspensão do particulado no solo (VARDOULAKIS; KASSOMENOS, 

2008). 

Para o poluente PTS, os resultados mostraram que a variável 

precipitação interfere significantemente na qualidade do ar “não boa”. 

Analisando os efeitos marginais (Tabela 7), verifica-se que para cada 

unidade de acréscimo na precipitação ocasionou uma redução na 

probabilidade de qualidade do ar “não boa” de 15,69 pontos percentuais; 

para a temperatura, um aumento de uma unidade ocasionou um aumento 

na probabilidade de qualidade do ar “não boa” de 2,83 pontos percentuais. 
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Como as variáveis velocidade do vento e umidade não foram 

estatisticamente significativas, os resultados para as mesmas não se 

encontram na Tabela 7. 

Os resultados mostraram que as variáveis meteorológicas velocidade 

do vento e precipitação interferem nas concentrações de SO2 e NO2 presentes 

no ar da RGV, favorecendo na redução da poluição atmosférica, como mostra 

a Tabela 6. Observou-se que um aumento de uma unidade na velocidade do 

vento acarreta uma redução de 1,16 pontos percentuais na probabilidade de 

ocorrência de qualidade do ar “não boa” para o poluente SO2 e de 7,79 pontos 

percentuais para o poluente NO2. Já para a precipitação, um aumento de 

uma unidade implica em uma redução de 3,95 pontos percentuais na 

probabilidade de ocorrência de qualidade do ar “não boa” para o poluente 

SO2. Ressalta-se, ainda, que o efeito marginal da umidade foi muito 

pequeno, tanto para o SO2 quanto para o NO2; da precipitação e da 

temperatura foi pequeno para o NO2. Os resultados revelaram, também, que 

as variações das variáveis meteorológicas não são estatisticamente 

significantes para explicar as concentrações de O3 na RGV. 

Vale ressaltar que, as condições meteorológicas influenciam as 

condições de mistura vertical do ar, e as concentrações de O3 aumentam, 

conforme diminuem as condições de mistura. Porém, sabe-se que as 

concentrações de NOx aumentam conforme aumeta a estabilidade vertical 

da atmosfera, o que afeta diretamente as concentrações de O3. Além disso, 

as concentrações de ozônio troposférico num determinado local são afetadas 

pela constituição atmosférica, e esta é notadamente modificada em grandes 

centros urbanos onde há grandes emissões de precursores devido às 

atividades antrópicas (CHIQUETTO, 2008). 

Para corroborar com os resultados apresentados na Tabela 7, é válido 

ressaltar que os sinais dos coeficientes estimados para as variáveis 

meteorológicas estão de acordo com o esperado. O sinal negativo dos 

coeficientes estimados das variáveis velocidade do vento e precipitação 
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indica a existência de uma relação inversa entre as concentrações de SO2 e 

essas variáveis, demostrando que o aumento da velocidade do vento e da 

precipitação diminuem as concentrações de SO2. Segundo Derisio (2012), a 

poluição numa região ocorre em função das atividades da comunidade aí 

presentes e das condições meteorológicas. A ocorrência de precipitação 

indica instabilidade atmosférica, ou seja, favorece a dispersão de poluentes 

pelos movimentos de ar e as gotas de chuva também removem quantidades 

consideráveis desses poluentes. O aumento da velocidade do vento favorece 

a dispersão do SO2 e do NO2 na atmosfera. Para Derisio (2012), o vento é o 

primeiro mecanismo atmosférico de transporte de contaminantes. 

 

Tabela 7: Equações logísticas considerando as variáveis explicativas e seus efeitos 
marginais para cada poluente 

Modelo Variáveis  Coeficientes Erro-
padrão 

Valor de Z Valor-p Efeito 
marginal 

ModeloPM10 Constante 0,8654 1,0603 0,8162 0,4144 - 
VV 0,3771* 0,0880 4,2863 0,0000   0,0598 
PREC -1,7099* 0,3815 -4,4819 0,0000 -0,2711 
UMID -0,0204 0,0126 -1,6130 0,1067 -0,0032 
TEMP - - - - - 

ModeloPTS 

Constante -2,4256 0,7212 -3,3631 0,0008 - 
VV - - - - - 
PREC -0,7391* 0,1966 -3,7585 0,0002 -0,1569 
UMID - - - - - 
TEMP 0,1331* 0,0288 4,6238 0,0000 0,0283 

ModeloSO2 

Constante -0,4062 1,4096 -0,2882 0,7732 - 
VV -0,1854** 0,0937 -1,9774 0,0480 -0,0116 
PREC -0,6310* 0,2087 -3,0242 0,0025 -0,0395 
UMID -0,0221*** 0,0131 -1,6907 0,0909 -0,0014 
TEMP 0,1387* 0,0310 4,4748 0,0000   0,0087 

ModeloNO2 

Constante 3,0386 0,2321 13,0904 0,0000 - 
VV -0,3185* 0,0136 -23,4487 0,0000 -0,0779 
PREC 0,0363* 0,0122 2,9869 0,0028 0,0089 
UMID -0,0332* 0,0017 -19,9910 0,0000 -0,0081 
TEMP 0,0373* 0,0052 7,2506 0,0000 0,0091 

ModeloO3 

Constante 0,5211 1,2799 0,4071 0,6839 - 
VV - - - - - 
PREC - - - - - 
UMID -0,0770* 0,0188 -4,0875 0,0000 -0,0003 
TEMP - - - - - 

Nota: 1) *Significativo a 1%, **Significativo a 5%, ***Significativo a 10%; e, 2)  As estimativas foram 
realizadas utilizando o método de covariâncias robusta GLM (Modelo Linear Generalizado). 
Fonte: Org. dos autores, 2017. 
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Referente ao coeficiente da variável temperatura, para o poluente 

SO2, embora pequeno, ele foi estatisticamente significativo, indicando que 

tal variável contribuiu para a elevação das concentrações de SO2 na RGV. 

Como mencionado por Derisio (2012), quando a temperatura aumenta na 

superfície pode ocorrer a chamada inversão térmica, geralmente a camada 

de inversão dificulta a dispersão de poluentes, ocasionando o aumento da 

concentração destes junto ao solo, já que nesse período de inversão os ventos 

horizontais geralmente têm baixa velocidade. 

 

Considerações Finais 
 

Este trabalho objetivou avaliar os impactos das variáveis 

meteorológicas temperatura, a umidade relativa, a velocidade do vento e a 

precipitação na probabilidade de ocorrência de picos/episódios de 

concentração de poluentes na RGV, Espírito Santo, Brasil, por meio do 

modelo Logit, no período de 01/01/2012 a 31/12/2014. Para avaliar os efeitos 

marginais, a qualidade do ar, no que se refere aos poluentes PTS, MP10, SO2, 

CO, NO2 e O3, foi classificada como “boa” e “não boa”. 

A análise dos resultados mostrou que as variáveis meteorológicas 

apresentam relação linear com as concentrações de poluentes atmosféricos e 

que os índices de concentrações na RGV estão associados às mudanças 

dessas variáveis. Constatou-se que a ocorrência de precipitação está 

associada à redução da probabilidade de ocorrência de qualidade do ar “não 

boa” de três dos cinco poluentes avaliados. Adicionalmente notou-se que a 

velocidade do vento interfere significativamente na concentração de PM10, 

SO2 e NO2 presente na atmosfera, favorecendo ou não a poluição do ar.  

 Conclui-se que entre as variáveis meteorológicas avaliadas, a 

velocidade do vento e a precipitação foram mais significativas na redução da 

probabilidade de ocorrência de classificação do ar como “não boa”, uma vez 

que apresentou os maiores efeitos marginais. Desta maneira, pode-se ainda 
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inferir que maiores velocidades do vento e altos volumes de chuvas 

contribuíram fortemente para a qualidade do ar, na região de estudo, por 

intensificaram o processo de dispersão e diluição de poluentes. Desta forma, 

o modelo Logit mostrou ser uma ferramenta estatística satisfatória para 

avaliar a qualidade do ar “não boa” da RGV. 

Por fim, torna-se importante destacar que os efeitos da poluição do ar 

na saúde são detectados em diversas cidades no mundo. Porém, segundo 

Arbex et al. (2012), apesar de os efeitos da poluição terem sido descritos 

desde a antiguidade, somente com o advento da revolução industrial a 

poluição passou a atingir a população em grandes proporções. Dessa forma, 

este estudo visa contribuir como uma ferramenta para os órgãos 

regulamentadores na discussão de atividades de prevenção e de controle da 

poluição atmosférica na RGV. 
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ABSTRACT
This paper deals with the estimation of the periodogram of time series models in
the presence of missing data. It is known that the presence of missing data makes it
impossible to apply the classical methodology to estimate the periodogram. The
statistical methodology used in this article was introduced for the first time in
Astrophysics and provides means to estimate the periodogram of time series with
missing data, without using an imputation technique to replace the missing values:
the Lomb-Scargle periodogram. Monte Carlo tests were performed to compare, in
different scenarios, the root mean square errors (RMSE) of the proposed estimator
with those of the traditional estimation method. The empirical study evidenced that
the suggested estimation method presents good performance in terms of RMSE
for different percentages of missing data. It is demonstrated by simulations that
in the time series scenario with missing data, the standard methodology provides
misleading results, while the proposed method is not affected. The methodology is
applied to identify periodic components of a daily time series of inhalable particulate
matter (PM10) concentrations that has seasonal characteristics and occasional large
peaks of pollutant concentrations.

KEYWORDS
Lomb-Scargle periodogram; missing data; PM10 pollutant

1. Introduction

The analysis of time series is a topic well discussed in the academic environment. There
are basically two approaches used in the analysis of time series [26]. In both, the ob-
jective is to construct models for the series, with the following purposes: investigate its
generative mechanism, predict its future values, describe its behavior, look for relevant
periodicities in it, among others. In several areas of science, the first approach can be
highlighted, its analysis is carried out in the time domain, especially the methodology
proposed by the statisticians George Box and Gwilym Jenkins in the 70’s. The second
approach, which is less often applied in analyzing time series atmospheric pollutants,
does it through the frequency domain.

Several time series modelling and prediction methods are available in the literature,
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such as moving averages (MA), linear regression with time, exponential smoothing
of Holt-Winters and ARIMA (Autoregressive Integrated Moving Average) Models.
However, a frequent problem in time series from air quality monitoring is the presence
of missing data. These data generally occur because the equipment for measuring
the concentrations of contaminants in the atmosphere may have defects that make
it impossible to operate for some time, causing data loss. Data analysis, including
only the available observations without a statistical treatment for the missing data,
can produce a false estimate of the effect measure and underestimate its accuracy
[18]. Therefore, several authors have been developing alternative methodologies for
the analysis of time series with missing data. For example, [36], [20], [15], [28] and
[27], use the imputation technique [25], [7] and [19] suggest the use of Expectation-
Maximization (EM) algorithms to address this problem. However, this approach has
the disadvantage of assuming a specific (usually normal) distribution for the data.

The fact that time series present many cycles of different frequencies and amplitudes,
that is, series with properties of non-stationarity and seasonality, is an opportunity
to analyze them in the frequency domain. The use of time series decomposition via
spectral analysis emerged as an alternative for identification of the frequency compo-
nents of these cycles. The spectrum shows the variance decomposition of a data sample
through different frequencies. Thus, the spectrum describes the cyclic properties of a
given time series. It is assumed that the fluctuations of the underlying process are
produced by a large number of elementary cycles of different frequencies, and that
the contribution of each cycle is constant throughout the sample. The spectrum then
gives the relative contribution made by these elementary cycles to the overall process
variance.

Spectral data analysis has been gaining popularity, especially in the areas of eco-
nomics and finance, as it can be seen in [40], [12], [5] and [11]. However, its application
can be extended to other areas of knowledge in which spectral analysis utilization is
still poorly reported, such as the air quality evaluation of a given region. In this context,
the following works can be highlighted as applications examples of spectral analysis in
atmospheric pollution data: [13] presented a method, using spectral analysis, to anal-
yse time series of elemental carbon for different sources of atmospheric pollution in
Berlin; [35] used the spectral analysis to investigate the tropospheric ozone formation
and decomposition processes in Germany; and [21] estimated a generalized autoregres-
sive conditional heteroscedasticity (GARCH) model associated with the FFT-ARIMA
(fast Fourier transform-Autoregressive Integrated Moving Average), to predict ozone
concentrations in two European cities, Brussels and London.

In the literature, spectral analysis of environmental time series usually have the
drawback of requiring the evaluation of hourly, daily or monthly means of the data
to investigate its periodicities. However, the fact that air pollution data usually have
considerable percentages of the missing data which often causes irregular sampling
intervals, may be the main reason that spectral analysis is rarely appended to this
area. The fast Fourier transform (FFT) is a very efficient manner to calculate the
discrete Fourier transform, but a limitation of the FFT algorithm and the common
periodograms is that it requires equally spaced time series [30]. Another limitation of
the FFT algorithm is that it does not tolerate missing values. In the analysis of time
series with irregular sampling intervals or series with missing data, some methodology
is applied to fill in the missing data before doing FFT spectral analysis. This, however,
is not entirely satisfactory because the inclusion of artificial data modifies the statistical
properties of a time series [23].

In this article, to overcome these limitations, the Lomb-Scargle periodogram, which
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is a statistical methodology introduced for the first time in astrophysics will be used.
This methodology is capable of estimating the periodogram of time series in the pres-
ence of missing or unequally spaced data without using an imputation technique to
replace the missing values. When studying variables in Astronomy, [24] proposed a way
to find periodicities in data not equally spaced. In an attempt to find an alternative to
impute pseudo-data in sinusoidal models, [24] proposed to use least squares for sinu-
soidal curves. [32] extended Lomb’s work by defining the Lomb-Scargle periodogram
and deriving its null distribution. [29] proposed a practical mathematical formulation.
It is noteworthy that few studies have applied the Lomb-Scargle periodogram to air
pollution data [2, 6, 8, 14], and none of them evaluated the efficiency of this method
for different percentages of missing data. In this context, the objective of this work is
use the Lomb-Scargle periodogram to modify Fisher’s test in a way that enables it to
identify periodic components in time series with missing data. The modified version of
Fisher’s test will also be applied in the identification of periodic components in time
series of atmospheric pollution data which present missing observations.

This paper is organized as follows: Section 2 presents the methodology for spectral
analysis of atmospheric pollution time series with missing data; Section 3 presents
simulation and a empirical studies; Section 4 deals with the analysis of PM10 concen-
trations; and Section 5 draws some conclusions.

2. Material and methods

2.1. Spectral density function

Let {Yt}t∈Z a stationary process with zero mean and autocovariance function, γ(l) =
E[Yt, Yt+l], satisfying the asymptotic independence condition, in the sense that values
of the process which are highly separated in time are poorly dependent, such condition
can be expressed as

∞∑

l=−∞
|γ(l)| <∞. (1)

Under these conditions the spectral density function Yt is defined as the Fourier
transform of γ(l), that is,

fY (ω) =
1

2π

∞∑

l=−∞
γ(l)e−iωl,−π ≤ ω ≤ π, (2)

with eiω = cosω + isenω and i =
√
−1. It is noted that, from the Equation (2), it

follows that

γ(l) =

∫ π

−π
eiωlf(ω)dω, l ∈ Z, (3)

that is, the sequence γ(l) can be recovered from f(ω) using the inverse Fourier trans-
form.
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If we place l = 0 in the Equation (3), then

γ(0) = Var(Yt) =

∫ π

−π
f(ω)dω (4)

which shows that the spectrum f(ω) may be interpreted as the decomposition of the
variance of a process. The term f(ω)dω is the contribution to the variance attributed
to the component of the process with frequencies in the interval (ω, ω+dω). A peak in
the spectrum indicates an important contribution to the variance from the components
at frequencies in the corresponding interval [38]. A natural estimator of the spectral
density function is the periodogram, defined in the Subsection 2.2.

2.2. The Periodogram

The periodogram is a statistical tool that, for more than a century, has been widely
used in the various scientific areas in which it is fundamental to find the periodic com-
ponents of the phenomena under study. This tool was introduced by [34] with the aim
of identifying periodic components in time series. For each frequency ω, the ordinate
I(ω) estimates the contribution of that frequency to the series in study. Thus, in a
superficial way, larger values of the periodogram ordinates imply in more significant
frequencies in the series and smaller values, correspond to less significant frequencies.
Usually, the frequencies of interest are those that produce “peaks” in the periodogram,
especially when working with air quality data. In the following paragraph, the math-
ematical concept of periodogram is formalized.

Let {Yt}t∈Z be a stationary process with zero mean. For a given time se-
ries {Y1 · · · , YN}, the classical periodogram at Fourier frequencies, ωj = 2πj

N , j =
1, · · · , [N/2], is defined by

IN (ωj) =
1

2πN

∣∣∣∣∣
N∑

t=1

Yte
−iωt

∣∣∣∣∣

2

. (5)

There are several statistical methodologies in the literature for periodicity research
in time series. However, in the vast majority, it is assumed as an initial hypothesis
that the data are regularly spaced and statistically homogeneous. The periodogram,
as described in Equation (5), presents a series of problems when applied in time series
not equally spaced or with missing data [32, 33]. According to [6], the main one is
the fact that sines and cosines are no more orthogonal on the set of unequally spaced
observations. This invalidates a derivation of Equation (5), which is based on the
orthogonality of sines and cosines on the set of natural frequencies [1]. The solution is
to define a time offset to make the sine and cosine orthogonal on the set of unequally
spaced observations for an arbitrary frequency [6].

This change results in the application of the Lomb-Scargle periodogram. [24], while
studying astronomical data, sought a way to find periodicities in not equally spaced
data. [32] continued Lomb’s work by defining the Lomb-Scargle periodogram.
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2.3. The Lomb-Scargle Periodogram

The Lomb method for power spectral density estimation is based on the minimization
of the squared differences between the projection of the signal onto the basis function
and the signal under study [24]. This method can be generalized to any transform
estimation on unevenly sampled signals.

Let {Yt}t∈Z be a time series whose observations have been sampled at times ti(i =
1, · · · , N). The Lomb-Scargle periodogram is constructed as follows.

Let,

Y = N−1
N∑

t=1

(Yt), (6)

and

σ̂2 = (N − 1)−1
N∑

t=1

(Yt − Y ), (7)

be respectively, the mean and variance estimators of Yt. The normalized Lomb-Scargle
periodogram at the angular frequency ωj is defined as [29]

PY (ω) = (2σ̂2)−1

{
R2
j∑N

t=1 cos2 ωj(ti − τ)
+

I2
j∑N

t=1 sin2 ωj(ti − τ)

}
, (8)

where, Y and σ̂2 are the mean and variance of the measurements, respectively, defined
in Equations (6) and (7), while Rj and Ij are, respectively, the sums

Rj =

N∑

j=1

(Yj − Y ) cosω(tj − τ), (9)

and

Ij =

N∑

j=1

(Yj − Y ) sinω(tj − τ). (10)

The frequency-dependent time offset τ is evaluated at each ωj via

τ =
1

2ωj
arctan

[∑N
t=1 sin(2ωjti)∑N
t=1 cos(2ωjti)

]
. (11)

According to [32], if ti becomes ti + T0, then τ becomes τ + T0 and hence the
periodogram of Equation (8) also possesses the useful property of invariance to time
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translation that its classical version owns. The Lomb-Scargle periodogram can be used
for the analysis of equally spaced time series because its statistical properties are equiv-
alent to the classical periodogram. But, for [32], the calculation of the periodogram by
Equation (8) is a little more complicated than by the traditional methodology given by
Equation (5), since there is the 2π ambiguity in the arctan function in Equation (11).
For [32], the secret is to impose continuity on τ as a function of ω, and to use a suffi-
ciently high frequency resolution to ensure that no phase jumps are missed. It is also
important to note that

lim
ω→0

τ(ω) =

(
1

N

) N∑

i=1

ti = 〈t〉. (12)

Equations (8) to (12) describe the Lomb-Scargle periodogram. These equations were
defined according to the [24], [32], [33], [29], [22] [10], [6], [14], [37] and [23].

2.4. Test for periodic components

In practice, it is known that one of the objectives periodogram analysis is to look for
“hidden periodicities”. If the time series actually contains a single periodic component
in the frequency ω, it is expected that the periodogram IN (ωj) reaches its maximum
value at the Fourier frequency ωj nearest to ω. Thus, we can search out the maximum
periodogram ordinate and test whether this ordinate can be reasonably considered as
the maximum in a random sample of N/2 random variables [38].

To test for the periodicity formally, some kind of a test statistic must be chosen.
An exact test for max{IN (ωj)} was derived by [9], based on the following statistic

T =
max{IN (ωj)}∑N/2

j=1 IN (ωj)
=

I
(1)
N (ω(1))

∑N/2
j=1 IN (ωj)

, (13)

where I
(1)
N (ω(1)) is the largest periodogram ordinate at Fourier frequency ω(1). Under

the null hypothesis that Yt ∼ N(0, σ2), [9] showed that

P (T > g) =

m∑

j=1

(−1)(j−1)

(
n

j

)
(1− jg)n−1, (14)

where n = N/2, g > 0, and m is the largest integer less than 1/g. Thus, for any
given significance level α, we can use Equation (14) to find the critical value gα such
that P (T > gα) = α. If the T value calculated from the series is larger than gα,
then we reject the null hypothesis and conclude that the series Yt contains a periodic
component. This test procedure is known as Fisher’s test.

A good approximation of Equation (14) is obtained using only the first term of the
expansion, that is,

P (T > g) ' n(1− g)n−1. (15)
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[39] suggested extending Fisher’s test for this second largest ordinate based on the
test statistic

T2 =
I

(2)
N (ω2)

{∑N/2
j=1 IN (ωj)} − I(1)

N (ω1)
, (16)

where I
(2)
N (ω(2)) is the second largest periodogram ordinate at Fourier frequency ω(2)

and the distribution in Equation (14) is taken as the distribution of T2 with N replaced
by (N − 1). The procedure can be continued until an insignificant result is obtained
[38].

In this work, the Lomb-Scargle periodogram is used to make a modification in
Fisher’s test, with the objective of applying it to identify periodic components in time
series with missing data. Thus, the statistic of Fisher’s modified test can be obtained
by the equation

TModified =
max{PY (ωj)}∑N/2

j=1 PY (ωj)
. (17)

3. Monte Carlo simulation study

The empirical behavior of the Lomb-Scargle periodogram was analyzed using Monte
Carlo simulations. The {Yt}t∈Z time series was generated from a SARMA (Seasonal
Autoregressive Moving Average) model. A process {Yt}t∈Z is defined as a zero-mean
SARMA(p, q) × (P,Q)s model with non-seasonal orders p and q, seasonal orders P
and Q, and seasonal period s ∈ N∗ = N− {0} if it satisfies

Φ(Bs)φ(B)Yt = Θ(Bs)θ(B)εt, (18)

where {εt}t∈Z is a white noise process with E(εt) = 0 and Var(εt) = σ2
ε , and B is the

backshift operator which satisfies BYt = Yt−1 for any process {Yt}t∈Z.
If we let z be any complex number, then, in Equation (18), Φ(·),Θ(·), φ(·) and θ(·)

are the Psth, Qsth, pth and qth-degree polynomials

Φ(zs) = 1− Φ1z
s − Φ2z

2s − · · · − φP zPs,

Θ(zs) = 1−Θ1z
s −Θ2z

2s − · · · − θQzQs,

φ(z) = 1− φ1z − φ2z
2 − · · · − φpzp,

θ(z) = 1− θ1z − θ2z
2 − · · · − θqzq.
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It is assumed that these polynomials have no common zeros and satisfy the con-
ditions Φ(zs)φ(z) 6= 0 and Θ(zs)θ(z) 6= 0 for |z| = 1. Furthermore, in the above
equations, (Φi)1≤i≤P , (Θj)1≤j≤Q, (φk)1≤k≤p and (θl)1≤l≤q. For further details, see [4],
[38] and [3], among others.

It was performed 1000 replications with sample sizes N = 100 and 500. The gen-
erated data comes from a SARMA(1, 0)(1, 0)7 process with φ = 0.3, Φ = 0.9 and
εt ∼ N(0, 1). The generated series were investigated with percentages of missing data
equal to 5%, 10%, 15%, 20%, 30% and 40%. The simulations were performed in the
programming language R [31]. The empirical RMSE corresponds to the mean over
all values of RMSEj for the Fourier frequencies

RMSE =
1

m

m∑

j=1

RMSEj , (19)

where

RMSEj =

√√√√ 1

K

K∑

k=1

(
f(ωj)− f̃ (k)(ωj)

)2
, (20)

and f̃ (k)(ωj) is the estimated periodogram of replication k (k = 1, · · · ,K), f(·) is the
spectral density of the SARMA(p, q)(P,D) process, K = 1000 and m = [N/2− 1].

Table 1 shows the results of the statistical accuracy measures evaluated under dif-
ferent percentages of missing data. These results were obtained by comparing the
theoretical spectrum, i.e., the classical periodogram obtained by Equation (5) with
0% of missing data, with the spectrum estimated by the Lomb-Scargle periodogram
(Equations (8) to (12)) for percentages of missing data equal to 5%, 10%, 15%, 20%,
30% and 40%. For series with missing data, it was verified that the Lomb-Sacargle
periodogram presents lower values for both RMSE and Bias than the classical one,
regardless of the sample size and the percentage of missing data. In series with zero
percent of missing data it was found that the Lomb-Scargle periodogram shows a slight
tendency to suppress the theoretical value of the spectrum.

The performance of the estimator was also evaluated from the perspective of iden-
tifying periodic components in the time series with missing data. To perform this
identification the modified Fisher test presented in the previous section was used.
Since a SARMA(1, 0)(1, 0)7 process was simulated, the periodogram should be domi-
nated by a very large peak in the frequency ω0 = 0.1433. This frequency corresponds
to a seasonal period of s = 1/0.1433 ≈ 7, which indicates that the data displays an
approximate cycle of seven days.

In addition, Table 1 presents the results for the modified Fisher test with a signifi-
cance level of α = 0.05. For N = 100, if we use the first term approximation given in
Equation (15), then n(1−g0.05)n−1 = 50(1−g0.05)49 = 0.05, implying g0.05 = 0.13149. If
a sample size of N = 500 is chosen and the approximation of Equation (15) is adopted,
we have n(1−g0.05)n−1 = 250(1−g0.05)249 = 0.05 which gives g0.05 = 0.03363. Since in
both cases TModified > g0.05, the result is highly significant and we conclude that the
series contains a periodic component in the frequency ω0 = 0.1433. It is noteworthy
that the modified Fisher test was able to capture the periodic component indepen-
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dent of the percentage of missing data tested. Thus, through Monte Carlo experiments
it was shown that the methodology tested in this work allows the estimation of the
periodogram of a time series with missing data with certain statistical accuracy.

Table 1. Precision measurements of estimations of the classical (evaluated with 0% of missing data)

and the Lomb-Scargle (calculated for 5%, 10%, 15%, 20%, 30% and 40% of missing data) periodograms

for SARMA(1, 0)(1, 0)7, with φ = 0.3 and Φ = 0.9 processes.

N Percentage of missing data

0% 5% 10% 15% 20% 30% 40%

M̂ean 48.96520 48.63572 48.11165 45.07622 39.63127 34.46129 34.70265

R̂MSE 2.02053 2.00681 1.96315 1.93141 1.73006 1.69661 1.70754

B̂ias 0.11352 0.09705 0.06587 0.07327 0.11359 0.10900 0.11667

100 P̂ eak 15.66587 15.16224 14.37756 14.02002 12.70213 10.95739 9.51175

TModified 0.31966† 0.31139 0.29828 0.30895 0.31552 0.28872 0.27256

Result Periodic Periodic Periodic Periodic Periodic Periodic Periodic

M̂ean 248.9218 247.9154 245.0968 217.1088 205.7863 196.2442 181.181

R̂MSE 2.49311 2.44588 2.3524 2.15522 2.06967 2.05553 2.10212

B̂ias 0.33642 0.31252 0.31471 0.35715 0.34378 0.38697 0.4312

500 P̂ eak 41.81718 39.72839 37.02617 35.65959 33.60837 29.30517 25.31138

TModified 0.16799 0.16024† 0.15103 0.16344 0.16250 0.14851 0.13886

Result Periodic Periodic Periodic Periodic Periodic Periodic Periodic

†These values refer to the T statistic.

4. Application

4.1. Study area

To apply the studied methodology, this paper used data collected in the Region of
Greater Vitória (RGV), Esṕırito Santo, Brazil. RGV is located on the south coast of the
Atlantic Ocean (latitude 20 ◦19 ′S, longitude 40 ◦20 ′W). The RGV is constituted by the
municipalities of Vitória, Vila Velha, Cariacica, Serra and Viana. Because it is situated
in the coastal region, the RGV has a warm tropical climate (Aw), with mild and dry
winter, and a hot and rainy summer, with averange temperatures ranging from 24 ◦C to
30 ◦C. According to [16], the metropolitan region of Vitória has 1,475,332 inhabitants,
covers an area of 1,461 square kilometres and is one of the main centers of urban and
industrial development in the state. The region suffers from several environmental
problems, among them the deterioration of air quality due to atmospheric emissions
by industries and the vehicular fleet.

The RGV has an automatic network of air quality monitoring (RAMQAr), owned
by the State Institute for the Environment and Water Resources (IEMA), that was
put in service in July, 2000. The network is distributed among eight monitoring sta-
tions located in the municipalities that compose the RGV, as follows: Serra, with two
stations (Carapina and Laranjeiras); Vitória, with three stations (Jardim Camburi,
Enseada do Suá, and Central Vitória); Vila Velha, with two stations (Ibes and Cen-
tral Vila Velha); and Cariacica (Cariacica). The locations of the RAMQAR monitoring
stations are shown in Figure 1.
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Figure 1. Location of the air quality monitoring stations in the RGV.

4.2. An application to PM10 pollutant

As previously mentioned, the daily average PM10 concentrations (Figure 2) is the
data set here analyzed to illustrate the methodology previously discussed. The series
is expressed in µg/m3 and it was observed in Carapina (CARA), Laranjeiras (LARA),
Jardim Camburi (CAMB), Enseada do Suá (ENSE), Central Vitória (CENVIT), Ibes
(IBES), Central Vila Velha (CENVV) and Cariacica (CARI), all of them located in
Esṕırito Santo, Brazil. These time series were analysed in the period from January
1st, 2010 to December 31st, 2016.

PM10 series is expected to have a periodic component with have seasonal period s =
7, since according to [17], the main source emitting particles in the RGV is automotive
vehicles (more than 60% of particulate emissions is connected to the resuspension of
particles in roads). Thus, there is a variation between the concentrations measured
on weekdays and the days of weekend. The flow of vehicles is greater during the days
of the week. The data may also have other significant periodic components which are
usually related to annual deterministic trends in the series, these components will not
be studied in this paper.

Table 2 presents the descriptive statistics of the inhalable particulate matter time
series with their number and percentage of missing data. It is important to observe the
high percentages of missing data that these series have justify the use of Lomb-Scargle
periodogram. In general, by observing the variances, the coefficient of variation and
the interquartile distances, it can be seen that the data under study presented a great
variability in statistical terms, which is corroborated by Figure 3. It is noteworthy that,
for the calculation of descriptive statistics, only the observed data was considered.

It is worth mentioning that the concentrations monitored at the stations of Cara-
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Figure 2. Daily PM10 concentrations series with missing data.
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Table 2. Descriptive statistics of the time series of PM10 monitored in RGV.

CARA LARA CAMB ENSE CENVIT IBES CENVV CARI

N 2555.00 2555.00 2555.00 2555.00 2555.00 2555.00 2555.00 2555.00
NAs 362.00 207.00 210.00 140.00 121.00 227.00 1938.00 756.00

NAs/N (%) 14.17 8.10 8.22 5.48 4.74 8.88 75.85 29.59
Minimum 0.33 0.29 0.04 1.54 0.71 2.54 1.29 0.54
Maximum 61.42 118.79 62.25 83.58 83.12 79.46 90.75 120.83

1. Quartile 13.54 21.25 17.62 22.21 19.50 19.29 18.50 26.94
3. Quartile 21.21 41.27 26.08 33.29 29.75 32.04 28.58 48.31

Mean 18.10 32.30 22.15 28.24 25.12 26.27 24.20 39.16
Median 16.88 30.46 21.50 27.38 24.00 25.06 23.04 37.00

Variance 49.21 215.48 48.66 81.23 74.35 94.21 89.85 314.11
Stdev 7.02 14.68 6.98 9.01 8.62 9.71 9.48 17.72

Skewness 1.43 0.80 0.60 0.82 0.84 0.89 2.08 0.95
Kurtosis 4.19 1.21 1.39 2.25 1.99 1.93 11.12 1.39
CV (%) 38.78 45.45 31.51 31.91 34.32 36.96 39.17 45.25

CV = Coefficient of variation; N = Sample size; NAs = Number of missing data.

pina, Laranjeiras, Jardim Camburi, Enseada do Suá, Central Vitória, Ibes, Central
Vila Velha and Cariacica exceeded the limit value of 50µg/m3 on 12, 380, 10, 84, 56,
76, 10 and 512 occasions, respectively. These results meet the guidelines established
by the World Health Organization (WHO) for this pollutant. Despite the fact that
the guidelines of WHO where met by all monitoring stations, special mention should
be made to Cariacica and Laranjeiras ones, in which the WHO limit was exceeded
in, respectively, 20.04% and 14.87% of the total days. Therefore, the importance of
this research is justified, especially with regard to the formulation of preventive mea-
sures by competent authorities, since the concentration of PM10 in the study region
is frequently reaching levels that are harmful to health.

Figure 4 shows the Lomb-Scargle periodograms of the PM10 time series observed in
the RGV. The graphs represent the relative contributions of different frequencies to
the variance. The spectra obtained for the PM10 time series clearly identified peaks at
frequencies close to 0.143 which corresponds to a seven day period for all monitoring
stations. It would not be possible to correctly identify the time series with missing
data if the classical periodogram was used instead of the Lomb-Scargle one. It is worth
noting that the periodogram of Central Vila Velha station data was not estimated due
to its very large percentage of missing data.

The results shown in Figure 4 are quantified in Table 3. It can be observed that the
periodograms show that in all stations the highest peak is associated to the frequency
0.1429, implying s = 1/0.1429 = 6.97, that is, a seasonal component of seven days
length. According to the results presented in Table 3 for the modified Fisher test,
since TModified > g0.05, the null hypothesis was rejected, confirming the existence of
the periodic component for periods of seven days at the nominal level of significance
of 5%.

Table 3. Tests for hidden periodic components in the PM10 time series

monitored in RGV.

Peak ω0 TModified g0.05 Result s
CARA 27.30675 0.14291 0.02594 0.00792 Periodic 7
LARA 33.89355 0.14291 0.02703 0.00792 Periodic 7
CAMB 51.30669 0.14291 0.04175 0.00792 Periodic 7
ENSE 52.61087 0.14291 0.04196 0.00792 Periodic 7

CENVIT 61.83433 0.14291 0.05252 0.00792 Periodic 7
IBES 37.27977 0.14292 0.03185 0.00792 Periodic 7
CARI 91.67547 0.14291 0.08840 0.00792 Periodic 7
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Figure 3. Location of the air quality monitoring stations in the RGV.

It is important to say that the mathematical modeling of time series of atmospheric
pollution plays an essential role in the scientific understanding of atmospheric phe-
nomena and in the provision of political strategies to deal with relevant problems such
as climate change, air quality and, in general, with degradation of the ecosystem. In
mathematical modeling the model accuracy must be evaluated in relation to the obser-
vations to ensure that the errors in model formulations are minimal and that the model
limitations are understood. In this context, it is essential to search for models which
are able to deal with characteristics of the data that may make its analysis more diffi-
cult to perform. This section is an application to air pollution time series with missing
data which, as it was discussed throughout this paper, is a characteristic that causes
several problems in frequency analysis. In this work, the Lomb-Scargle periodogram
was used to make a modification in Fisher’s test, to identify periodic components in
time series with missing data. In this context, modified version of Fisher’s test (which
uses the Lomb-Scargle periodogram) was proposed and applied to incomplete PM10

time series to identify a hidden periodic component with seasonal period s = 7. In
mathematical modelling, searching for periodic components is a fundamental step in
defining the model that will be adopted.

13

199



0.0 0.1 0.2 0.3 0.4

0
50

10
0

15
0

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(a) CARA station

0.0 0.1 0.2 0.3 0.4

0
5

10
15

20
25

30
35

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(b) LARA station

0.0 0.1 0.2 0.3 0.4

0
10

20
30

40
50

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(c) CAMB station

0.0 0.1 0.2 0.3 0.4

0
10

20
30

40
50

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(d) ENSE station

0.0 0.1 0.2 0.3 0.4

0
20

40
60

80

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(e) CENVIT station

0.0 0.1 0.2 0.3 0.4 0.5

0
10

20
30

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(f) IBES station

0.00 0.05 0.10 0.15 0.20 0.25 0.30 0.35

0
20

40
60

80
10

0

Frequency

A
m

pl
itu

de
 o

f p
er

io
do

gr
am

(g) CARI station

Figure 4. Periodogram of daily PM10 concentrations series with missing data.

14

200



5. Conclusions

The objective of this work was use the Lomb-Scargle periodogram to modify Fisher’s
test in a way that enables it to identify periodic components in time series with missing
data. The behavior of the Lomb-Scargle periodogram estimator was compared with
the theoretical spectral density estimator using Monte Carlo simulations and accurate
result was obtained.

By means of simulations it was shown that the modified Fisher test, which uses the
Lomb-Scargle periodogram, can be used to find periodic components in time series
with missing data. The modified version of the Fisher test was applied to analyse
the mean daily concentrations of monitored PM10 in RGV. It should be noted that
it was possible to identify an expected periodic component of the series even under
extreme conditions of missing data. The results presented in this work suggest that
the methodology studied is an alternative for the spectral analysis of time series of
concentrations of atmospheric pollutants with missing data and can be applied to data
sets with different percentages of lost data.

Finally, the Lomb-Scargle periodogram and the modified version of Fisher test
proved to be useful tools to identify significant periodicities in time series without
the need to fill in missing observations or formulate previous hypotheses about antic-
ipated patterns.
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3
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5 Region of Grande Vitória, ES, Brazil, from 2008 to 2017
6

7 RESUMO

8

9 Este estudo teve como objetivo avaliar, estatisticamente, os dados de séries temporais de PM10 

10 e PTS na RGV, entre 2008 e 2017, verificando se as séries de cada poluente monitoradas em 

11 diferentes estações são geradas por um mesmo processo estocástico. Para tanto, utilizaram-se 

12 os testes propostos por Coates e Diggle (1986), por Quenouille (1958) e o procedimento de 

13 diferença de séries desenvolvido por Silva et al. (2000). Compararam-se, duas a duas, as 

14 séries das estações Laranjeiras (E1), Carapina (E2), Jardim Camburi (E3), Enseada do Suá 

15 (E4), Vitória (Centro) (E5), IBES (E6) e Cariacica (E8), para o poluente PM10, e as séries das 

16 estações E3, E4, E5, E6 e E8, para o PTS. Os resultados indicam que, para um nível de 

17 significância de 5%, as estações E2, E3, E4, E5 e E6 para o PM10 e, E3, E4, E5 e E6, para o 

18 PTS, apresentam séries temporais geradas pelo mesmo processo estocástico. Considera-se 

19 assim, que os resultados obtidos apresentam-se como um indicativo da necessidade de 

20 reformulação do projeto inicial da RAMQAr que, se somados a um estudo de dispersão de 

21 contaminantes, podem garantir a ampliação da área de cobertura da rede, com destaque para a 

22 reespacialização das estações já existentes, visando melhorar sua representatividade de dados 

23 e instalação de novas estações em locais ainda desprovidos de monitoramento.

24 Palavras-chave: Testes de comparação. Séries temporais. Poluição atmosférica. Região da 

25 Grande Vitória.

26

27 ABSTRACT

28

29 This study aimed to evaluate, statistically, the data of PM10 and TSP time series in the RGV, 

30 between 2008 and 2017, in order to verify if  the series of each pollutant  monitored in 

31 different stations are generated by the same stochastic process. Therefore, was used the tests 

32 proposed by Coates and Diggle (1986), by Quenouille (1958) and the series difference 
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33 procedure developed by Silva et al. (2000). Were compared, two to two, the series of the 

34 Laranjeiras (E1), Carapina (E2), Jardim Camburi (E3), Enseada do Suá (E4), Vitória (E5), 

35 IBES (E6) and Cariacica (E8) stations, for the pollutant PM10, and the series of E3, E4, E5, E6 

36 and E8, stations for TSP. The results indicate that, for a significance level of 5%, stations E2, 

37 E3, E4, E5 and E6 for the PM10 and, E3, E4, E5 and E6, for the TSP, present time series 

38 generated by the same stochastic process. It is, therefore, considered that, the results obtained 

39 are an indicative of the need of reformulation for the initial project of RAMQAr, which if, 

40 added to a study of contaminants dispersion, can guarantee the expansion of the area of 

41 coverage of the network, with emphasis on the re-spatialisation of existing stations, aiming at 

42 improve their data representativeness and the installation of new stations in locations still 

43 lacking in monitoring.

44 Keywords: Comparison tests. Time series. Atmospheric pollution. Region of Grande Vitória.

45

46 INTRODUÇÃO

47

48 Até o final do século XIX, o ar necessário para a respiração de todos os seres vivos da Terra 

49 ainda não era abordado de forma tão evidente, pois julgava-se que este nunca deixaria de estar 

50 disponível na forma adequada à manutenção da vida (RUSSO, 2010). Entretanto, alguns 

51 episódios de elevadas concentrações de poluentes na atmosfera, ocorridos no século XX 

52 foram responsáveis por impulsionar a formulação de padrões de qualidade do ar e estudos na 

53 área de epidemiologia, relacionados aos efeitos da poluição atmosférica na saúde, tornando a 

54 qualidade do ar uma das maiores preocupações da humanidade.

55 O primeiro desses episódios ocorreu na Bélgica, em 1930, no vale do rio Meuse. Foi 

56 caracterizado por uma inversão térmica que resultou no acúmulo das concentrações de 

57 poluentes emitidos pelas indústrias locais e, ao longo de três dias, culminou em, 

58 aproximadamente, seis mil pessoas com problemas respiratórios e 60 mortes. (JUN, 2009). 

59 Anos mais tarde, em 1948, ocorreu um episódio semelhante ao da Bélgica na cidade de 

60 Donora, (Estados Unidos da América), que resultou em 20 óbitos e na metade da população 

61 local hospitalizada (JACOBS ,  BURGESS  e ABBOTT, 2018).

62 O terceiro, e mais conhecido entre os grandes desastres da poluição atmosférica, ocorreu na 

63 capital britânica, Londres, no ano de 1952. O episódio foi marcado por uma intensa inversão 

64 térmica com duração de quatro dias, que acarretou a morte de quatro mil pessoas por doenças 

65 cardíacas e respiratórias, principalmente bronquite e pneumonia. O aumento do índice de 
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66 mortalidade afetou pessoas de todas as idades, entretanto, foi maior entre as crianças, com 

67 destaque para a mortalidade de recém-nascidos, que quase duplicou, e a de crianças de 1 a 12 

68 meses, a qual mais do que dobrou e, entre os adultos com mais de 45 anos (LOGAN, 1952).

69 Entre os poluentes atmosféricos, o material particulado (PM) apresenta grande relevância 

70 devido à sua complexidade, em termos de composição química e propriedades físicas, visto 

71 que, este abrange uma grande classe de poluentes constituídos por partículas primárias e 

72 secundárias (ARAUJO e NEL, 2009) e devido ao tamanho da partícula, classificada em 

73 diferentes frações de tamanhos, conforme seu diâmetro aerodinâmico: PTS (partículas totais 

74 em suspensão, cujo diâmetro aerodinâmico é menor ou igual a 50 µm e maior que 10 µm), 

75 PM10 (partículas grossas/inaláveis, com diâmetro aerodinâmico menor que 10 µm e maior que 

76 2,5 µm), PM2,5 (partículas finas/respiráveis, com diâmetro aerodinâmico menor que 2,5 µm e 

77 maior que 0,1 µm) e PM0,1 (partículas ultrafinas, com diâmetro aerodinâmico inferior a 0,1 

78 µm). 

79 Conforme Chaloulakou et al. (2003), desde o início dos anos 1950, um grande número de 

80 estudos epidemiológicos vem evidenciando as consequências do material particulado e a 

81 necessidade de monitorar suas frações, principalmente o PM10 e o PM2.5, pois as partículas 

82 menores possuem a capacidade de penetrar mais fundo no sistema respiratório, chegando 

83 assim, até aos alvéolos pulmonares, onde ocorre a troca de oxigênio e dióxido de carbono 

84 dentro do sistema cardiovascular podendo, com exposição repetida, se acumular e recobrir a 

85 superfície de troca dos sacos alveolares, tornando a respiração cada vez mais difícil e, uma 

86 vez passada através dos alvéolos, as partículas podem ser incorporadas à corrente sanguínea, 

87 afetando assim, muitos órgãos.

88  Dentre os estudos realizados, as principais consequências observadas comprovam a relação 

89 entre concentração de PM no ambiente e o aumento dos casos diários de mortalidade e 

90 morbidade, tornando a poluição por PM um crescente problema de saúde pública 

91 (VARDOULAKIS e KASSOMENOS, 2008). Os estudos mais comuns referem-se a 

92 morbidades respiratórias e cardiovasculares associadas à exposição ao PM, que podem ser 

93 observadas a curto e médio prazo, como por exemplo, o estudo conduzido por Freitas et al. 

94 (2016), na cidade de Vitória, Espírito Santo, no qual, utilizando modelos de séries temporais 

95 via Regressão de Poisson, os autores analisaram o impacto da poluição atmosférica na 

96 morbidade respiratória e cardiovascular de crianças e adultos, no período de 2001 a 2006, 

97 chegando a conclusão de que, para cada incremento de 10 µg/m3 do poluente PM10, há um 
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98 aumento do risco relativo percentual para as hospitalizações por doenças respiratórias totais 

99 de 9,67 e de 6,60 para doenças respiratórias em menores de cinco anos.

100 Entretanto, estudos recentes realizados a longo prazo, tem comprovado a associação entre 

101 exposição à poluição por PM e maiores chances de uma criança ter Transtorno do Espectro do 

102 Autismo (RAZ et al., 2015), impactos cognitivos, estruturais e metabólicos no 

103 desenvolvimento do cérebro de crianças e constituição de fator de risco para o 

104 desenvolvimento da doença de Alzheimer e esclerose múltipla ao decorrer da vida 

105 (CALDERÓN-GARCIDUEÑAS et al., 2016), alterações na performance cognitiva humana 

106 (ZHANG, CHEN e ZHANG, 2018), constituição de fator de risco cerebrovascular e 

107 neurodegenerativo modificável visto que, o PM contribui para cerca de um terço da carga 

108 global de AVC e um quinto da carga global de demência (BÉJOT et al., 2018) e o aumento do 

109 risco de incidência de diabetes melitus (BOWE et al., 2018).

110 Diante do exposto, o monitoramento da qualidade do ar, através das chamadas redes de 

111 monitoramento, destaca-se como uma ferramenta de grande importância para o gerenciamento 

112 da qualidade do ar. No entanto, por motivos de caráter econômico e administrativo, o número 

113 de pontos de medida de uma rede é limitado e, acima de tudo, sua disposição espacial pode 

114 não ter sido estudada cuidadosamente, podendo estar posicionada em locais pouco 

115 representativos (MOREIRA, TIBASSI e MORAES, 2008).

116 Devido a isso, tem-se a possibilidade das séries temporais medidas pelas estações de uma rede 

117 de monitoramento da qualidade do ar serem geradas pelo mesmo processo estocástico, isto é, 

118 apresentarem padrões de comportamento semelhantes, do ponto de vista estatístico, para 

119 determinado poluente monitorado, conforme descrevem os estudos de Costa e Safádi (2010), 

120 analisando as séries temporais de PM10 da cidade de São Paulo, Zamprogno (2013), 

121 estudando as concentrações de PM10 e SO2 na Região da Grande Vitória, ES, e Cotta (2016), 

122 avaliando as séries históricas de PM10, também para a Região da Grande Vitória. Desta forma, 

123 caso seja comprovado que duas, ou mais estações, apresentam o mesmo padrão de 

124 comportamento para um poluente em comum, pode-se realocar os equipamentos de medições 

125 desse poluente para uma outra estação (COTTA, 2016), ampliando assim, a área de 

126 abrangência da Rede de Monitoramento, o que justifica o presente estudo.

127 Neste contexto, objetivou-se avaliar, estatisticamente, os dados de concentração de Partículas 

128 Inaláveis (PM10) e de Partículas Totais em Suspensão (PTS), na Região da Grande Vitória 

129 (RGV), entre 2008 e 2017, visando detectar se as séries temporais de concentração dos 

130 poluentes são geradas por um mesmo processo estocástico. 
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131

132 METODOLOGIA

133

134 CARACTERIZAÇÃO DA ÁREA DE ESTUDO

135

136 A Região da Grande Vitória (RGV) situa-se no litoral do estado do Espírito Santo e é 

137 composta pelos municípios de Vitória, Vila Velha, Cariacica, Serra e Viana. Possui clima Aw 

138 (tropical quente) cujas temperaturas variam entre 24º e 30ºC, de acordo com a classificação 

139 climática de Köppen (KÖPPEN, 1900). Apresenta uma área de 1.456 km², com cerca de 

140 1.565.393 habitantes que representam 44,5% da população total do estado do Espírito Santo, 

141 sendo que, 98,6% dessa população vive em área urbana (IBGE, 2010). 

142 A RGV conta com uma Rede Automática de Monitoramento da Qualidade do Ar (RAMQAr), 

143 de propriedade do Instituto Estadual de Meio Ambiente e Recursos Hídricos (IEMA), 

144 composta por nove estações distribuídas por quatro municípios da RGV, cuja localização 

145 espacial está representada na Figura 1.

146
147 Figura 1 - Localização das estações componentes da RAMQAr na RGV, Espírito Santo.
148
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149 Na Tabela 1, são apresentados os códigos de identificação das estações junto ao IEMA, seus 

150 respectivos códigos de identificação neste estudo (ID), a localização das estações de acordo 

151 com os bairros em que estão alocadas, o ano de início da operação de cada estação e suas 

152 coordenadas planas (UTM).

153

154 Tabela 1 - Caracterização das estações da RAMQAr.

Coordenada (m)Código da Estação ID Bairro Início da Operação
Leste Norte

RAMQAr 1 E1 Laranjeiras 2000 369917 7766305
RAMQAr 2 E2 Carapina 2000 368945 7762315
RAMQAr 3 E3 Jardim Camburi 2000 367429 7760371
RAMQAr 4 E4 Enseada do Suá 2000 365266 7753279
RAMQAr 5 E5 Vitória (Centro) 2005 360857 7752450
RAMQAr 6 E6 IBES 2000 362532 7749346
RAMQAr 7 E7 Centro (Vila Velha) 2000 365354 7750721
RAMQAr 8 E8 Vila Capixaba 2000 353697 7749998
RAMQAr 9 E9 Cidade Continental 2011 371218 7763588

155 Fonte: adaptado de IEMA, 2018.  
156

157 DADOS

158

159 As análises foram realizadas para o período de 01 de janeiro de 2008 a 31 de dezembro de 

160 2017, sendo os dados referentes a concentração de PM10 e PTS, para a RGV, fornecidos em 

161 médias horárias de 24 horas e coletados através do banco de dados do IEMA (2018). 

162 Inicialmente, foi realizada a análise dos dados brutos para identificar dados faltantes e imputá-

163 los via algoritimo EM (expectation-maximisation), através da plataforma mstdi, implementada 

164 por Junger (2008), no software R (R CORE TEAM, 2018). A porcentagem de dados faltantes 

165 aceita para que a série de determinada estação pudesse ser utilizada foi de 35%. Após a 

166 imputação dos dados faltantes foram calculadas as médias diárias de concentração dos 

167 poluentes, sendo consideradas, assim, para o período analisado, 3.653 observações de 

168 concentração de PM10 nas estações E1, E2, E3, E4, E5, E6 e E8, e 3653 observações de 

169 concentração de PTS nas estações E3, E4, E5, E6 e E8.

170

171 ANÁLISE ESTATÍSTICA

172
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173 Para análise das concentrações dos poluentes estudados, foram utilizadas metodologias 

174 estatísticas na forma de métodos descritivos, para resumo e organização dos dados em análise, 

175 e inferenciais, para estimação e verificação de hipóteses. Toda análise estatística foi realizada 

176 a um nível de 5% de significância através do software livre R 3.4.4  (R CORE TEAM, 2018).

177 A característica de estacionariedade de uma série temporal relaciona-se ao desenvolvimento 

178 da série em torno de uma média (MORETTIN e TOLOI, 2006; WEI, 2006). A não-

179 estacionariedade de uma série temporal, fato bastante comum, decorre da presença de fatores 

180 intrínsecos ao fenômeno estudado que são descritos nos modelos teóricos como componentes 

181 sazonais, tendências e heterogeneidade de variâncias (AMARAL, 2014). Desta forma, foram 

182 aplicados testes para verificação de tendência e sazonalidade para avaliar a necessidade de 

183 tratamento estatístico dos dados antes de sua análise. Para a detecção de tendências nas séries 

184 de concentração de PM10 e PTS, foram utilizados os testes de Mann-Kendall (MANN, 1945; 

185 KENDALL,1975) e de Cox-Stuart (WEI, 2006).

186 A avaliação da existência de periodicidade, também denominada sazonalidade, nas séries sob 

187 estudo foi realizada a partir da aplicação do teste G de Fisher (WEI, 2006). Tendo em vista 

188 que este teste baseia-se na avaliação da periodicidade da séries por meio da verificação de 

189 periodogramas, faz-se necessária a apresentação de alguns conceitos referentes à análise 

190 espectral para melhor compreensão.

191 Considere  um processo estocástico que obedece uma condição de independência {Z(t), t ∈ T}

192 assintótica da forma

.   ∑∞
τ = ―∞|γ(τ)| < ∞ (1)

193 A transformada de Fourier de , também chamada de função de densidade espectral , é γ(τ) f(λ)

194 dada por

,f(λ) =
1

2π∑∞
τ = ―∞γ(τ)e ―iλτ, ― ∞ ≤ λ ≤ ∞ (2)

195 em que , com  e  é igual ao valor de frequência que será e ―iλ = cos λ +isin λ i = ―1 λ

196 utilizado para verificação de um período a ser analisado.

197 A função  é periódica com período , e par, sendo sua representação dada no intervalo f(λ) 2π

198 . Visto que o interesse é verificar períodos em séries temporais discretas e finitas, a [0, π]

199 transformada de Fourier finita de um processo estacionário com média zero, {Zt , t =  1, ..., N}

200 , é definida pela Equação 3.
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.d(N)(λ) =
1

2πN∑N
t = 1Zte ―iλτ, ― ∞ < λ < ∞ (3)

201 Se  e , em que  é o índice de cada observação de uma trajetória  λj =
2πj
N ― [N ― 1

2 ] ≤ j ≤ [N
2] j Zt

202 qualquer, obtem-se a transformada de Fourier discreta (Equação 4).

203 d(N)
j (λ) =

1
2πN

N

∑
t = 1

Zte
( ―i2πjt

N )
 →

.d(N)
j (λ) =

1
2πN∑N

t = 1Ztcos (2πjt
N ) + i

1
2πN∑N

t = 1Ztsin (2πjt
N ), j = 0, 1, …, [N

2] (4)

204 Para uma realização do processo estacionário , o objetivo é encontrar um {Zt , t =  1, ..., N}

205 estimador para . Sob a suposição de independência assintótica estabelecida pela Equação f(λj)

206 1, tem-se que

,I(N)
j (λ) = |d(N)

j (λ)|2 =
1

2πN|∑N
t = 1Zte ―iλjt|2

(5)

207 é denominado periodograma, um estimador não viciado de  cuja distribuição assintótica é f(λj)

208 definida pelo Teorema 1, conforme Morettin e Toloi (2006).

209 Teorema 1.  As ordenadas do periodograma  são variáveis aleatórias assintóticamente I(N)
j (λ)

210 independentes com distribuição assintótica múltipla de uma variável aleatória com 

211 distribuição qui-quadrado, isto é,

212 I(N)
j (λ) 

D{1
2f(λj)χ2

2,  j ≠ 0, 
N
2,

f(λj)χ2
1,  j = 0, 

N
2.

213 Dado o periodograma, conforme Equação 5, utiliza-se o teste G de Fisher para verificar o 

214 período sazonal da série temporal em estudo, testando as hipóteses:

215 H0: Não há sazonalidade, para todo ;I(N)
j (λ)

216 H1: Há sazonalidade para algum .I(N)
j (λ)

217 A estatística do teste G de Fisher é dada pela Equação 6:

,G =
max[I(N)

j (λ)]

∑(N
2)

j = 1
I(N)

j (λ)
(6)

218 em que:  = valor do periodograma na ordenada j; e,  = número de observações da I(N)
j (λ) N

219 série.
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220 A distribuição exata de  é dada por , sendo  e  o nível de G Zα = 1 ― (α
c)

1
c ― 1 c = (N

2) α

221 significância adotado. Se , a hipótese  é rejeitada e a série apresenta periodicidade no G > Z H0

222 período  (WEI, 2006). A determinação do período sazonal ( ) consiste em verificar a qual i s

223 frequência está associado o maior valor  e, então, dividir 1 por esse valor de frequência, I(N)
j (λ)

224 isto é, 

s =
1
λ (7)

225 Para detalhes, consultar Morettin e Toloi (2006), Wei (2006) e Brockwell and Davis (2006).

226 Um problema recorrente em áreas práticas do conhecimento que fazem o uso de séries 

227 temporias é que a utilização da teoria sobre as mesmas nem sempre é suficiente para 

228 determinados estudos (AMARAL, 2014). Assim, a comparação dessas séries é de grande 

229 interesse em estudos sobre séries temporais coletadas em locais próximos. Para efetuar-se esta 

230 análise, aplicaram-se os testes propostos por Coates e Diggle (1986), por Quenouille (1958), 

231 sendo estes, testes univariados para comparação das funções de densidade espectral e de 

232 autocorrelação, respectivamente, e o procedimento de diferença de séries proposto por Silva 

233 et al. (2000).

234

235 Teste das Somas Acumuladas (COATES e DIGGLE, 1986)

236

237 Considere  o periodograma da série , com . Assintoticamente, I(N)
j (λ) {Zi(t);t = 1, …, N} i = 1, 2

238 , conforme o Teorema 1. Assim, definem-se as razões espectraisI(N)
j (λ)~fj(λ)χ2

2 2, λ ≢ 0,π

239 ,J(λ) =  
I(N)

1 (λ)

I(N)
2 (λ)    e         U(λ) =

f1(λ) 
f2(λ) , 0 < λ < π

240 que, para  e  independentes, tem-seZ1(t) Z2(t)

,J(λ) =  
I(N)

1 (λ)

I(N)
2 (λ)~U(λ)F2,2 (8)

241 na qual, F é  distribuição de Fisher-Snedecor.

242 Conforme metodologia de Coates e Diggle (1986), é possível demonstrar que

,zi = ln (1 + J ―1(λj))~U(λj)exp (1) (9)
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243 em que   , no qual  e  é a distribuição exponencial de λj =
2πj
N (j = 1, …, m) m = [N ― 1

2 ] exp(1)

244 média 1.

245 Sendo e  as funções de densidade espectral das séries temporais  e , f1(λ) f2(λ) Z1(t) Z2(t)

246 respectivamente, serão testadas as hipóteses:

247  para todo ,H0: f1(λ) = f2(λ) 0 < λ < π

248  para todo .H1: f1(λ) ≠ f2(λ) 0 < λ < π

249 Considerando a hipótese H0 do teste de Coates e Diggle (1986), tem-se que  e U(λj) = 1 exp

250  é a distribuição exponencial a qual pertencem, assintoticamente, as amostras aleatórias . (1) zi

251 Desta forma,  compõem os pontos de um processo de Poisson e,  por conseguinte, cj = ∑j
i = 1zi

252 a razão , é o vetor das estatísticas de ordem da distribuição uniforme [0,1].oj =
cj

cm
 , j = 1, …, m

253 Este teste proposto por Coates e Diggle (1986), consiste basicamente em construir as 

254 estatísticas  e usar o teste de Kolmogorov-Smirnov para avaliar afastamentos da distribuição oj

255 . Se o p-valor for maior que , não rejeita-se a hipótese , ao nível de significância . U(0,1) α H0 α

256 O teste apresentado requer que as duas séries a serem testadas apresentem o mesmo tamanho (

257 ).N

258

259 Teste de Igualdade das Funções de Autocorrelação (QUENOUILLE,1958)

260

261 O teste de Igualdade das Funções de Autocorrelação, proposto por Quenouille (1958), tem a 

262 finalidade de verificar se duas séries temporais distintas apresentam a mesma estrutura de 

263 correlação. Para tanto, considere  e  as funções de autocorrelação das séries  e ρ1(j) ρ2(j) Z1(t)

264 , respectivamente. Serão testadas as hipóteses:Z2(t)

265  para todo ,H0: ρ1(j) = ρ2(j) j =± 1, ± 2,…

266  para algum H1: ρ1(j) ≠ ρ2(j) j =± 1, ± 2,…

267 O procedimento para aplicação do método proposto por Quenouille (1958) consiste na 

268 seguinte metodologia, conforme descrito por Toloi e Echeverry (2000):

269 1. Obter as funções de autocorrelação  e , com , das séries  e ρ1(j) ρ2(j) j = 0,1,…, J Z1(t)

270 , respectivamente;Z2(t)
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271 2. Calcular a função de autocorrelação comum às duas séries, utilizando a Equação 10, 

272 em que  e  são o número de observações das séries  e , respectivamente;n1 n2 Z1(t) Z2(t)

.ρ(j) =
n1ρ1(j) + n2ρ2(j)

n1 + n2
(10)

273 3. Calcular a função de autocorrelação parcial comum estimada , a partir  da (Φ(k))
274 função de autocorrelação comum ;(ρ(j))

275 4. Identificar a ordem autorregressiva, , utilizando ;p Φ(k)

276 5. Estimar os  coeficientes do modelo autorregressivo resolvendo as equações de p

277 Yule-Walker. Para detalhes, consultar Costa (2010);

278 6. Ajustar às séries  e  o modelo autorregressivo com os coeficientes obtidos Z1(t) Z2(t)

279 em  5, encontrando assim as séries residuais  e ;a1 a2

280 7. Calcular as funções de autocorrelação parcial  e  para as séries residuais  e , υj υ′j a1 a2

281 respectivamente;

282 8.  Testar se  apresenta distribuição, aproximadamente, N(0,1), ou, de forma 
υj ― υ′j

1
n1 ― j +

1
n2 ― j

283 equivalente, testar se

.SQ = ∑J
j = 1

(υj ― υ′j)2

1
n1 ― j +

1
n2 ― j

~χ2
j (11)

284 9. Se , em que  é tal que , rejeita-se  ao nível de SQ > Cα Cα P(χ2
j > Cα) = α H0

285 significância .α

286

287 Método para comparação de séries temporais (SILVA, FERREIRA e SÁFADI, 2000)
288

289 O procedimento para comparação das séries temporais  e , como proposto por Z1(t) Z2(t)

290 Silva, Ferreira e Sáfadi (2000), consiste em efetuar a diferença entre as duas séries sob estudo, 

291 como demonstrado na Equação 12,

,Zd = Z1(t) ― Z2(t), t = 1, 2, …N (12)

292 resultando na série residual , a qual aplica-se o teste de Cox-Stuart para verificação de Zd

293 tendência, o teste G de Fisher para verificação de sazonalidade e o teste de Box & Pierce 

294 (BOX e PIERCE, 1970) para verificar se os resíduos são independentes e identicamente 

295 distribuídos, com média zero e variância constante. 
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296 Se  for estacionária, isto é, não apresentar tendência nem sazonalidade, e os resíduos Zd

297 comportarem-se como ruído branco, conclui-se que as duas séries provém do mesmo processo 

298 estocástico, ou seja, são iguais no período analisado.

299 RESULTADOS E DISCUSSÃO 

300

301 A Tabela 2 apresenta algumas estatísticas básicas dos poluentes em estudo e, de acordo com 

302 esta, para o PM10, a maior média foi registrada na E8 (40,31 μg.m-³), seguida pela E1 (32,73 

303 μg.m-³) e, para o PTS, o maior valor médio também foi encontrado na E8 (72,14 μg.m-³). 

304 Todas as estações apresentaram alto desvio padrão e coeficiente de variação, sugerindo que a 

305 média dos dados é pouco representativa. Entre os valores máximos observados para o PM10, 

306 todos ultrapassaram as diretrizes estabelecidas pela Organização Mundial de Saúde (WHO, 

307 2005) para esse poluente e, o valor máximo registrado na E8 para o PM10 (120,83 μg.m-³) e 

308 para o PTS (275,21 μg.m-³) ultrapassaram o Padrão Intermediário 1 (PI1) determinado pela 

309 Resolução CONAMA 491/2018 (CONAMA, 2018) e a Meta Intermediária 1 (MI1) 

310 estabelecida pelo Decreto Estadual nº 3463 – R/2013 (ESPÍRITO SANTO, 2013), o que é 

311 alarmante, visto que, mesmo estes poluentes sendo encontrados em concentrações abaixo dos 

312 padrões permitidos já são observados danos à saúde humana. Os coeficientes de assimetria e 

313 curtose encontrados, inferem que as séries em estudo não pertencem a uma distribuição 

314 normal de probabilidades. 

315 Tabela 2 – Medidas descritivas dos poluentes sob estudo.

Medidas Descritivas
Estações

µ M σ2 CV Máx. Mín. Assimetria Curtose

E1 32,73 31,04 13,17 40,23 118,79 5,97 1,00 1,93

E2 20,35 19,12 7,28 35,81 88,25 4,42 1,83 6,87

E3 23,45 22,61 7,43 31,67 66,88 3,54 0,95 2,00

E4 28,15 27,21 8,74 31,06 83,58 8,83 0,95 2,14

E5 25,48 21,42 8,08 31,70 83,12 6,79 1,03 2,21

E6 26,93 25,96 9,54 35,43 88,13 5,00 0,95 2,08

PM
10

E8 40,31 38,34 15,22 37,75 120,83 5,50 1,19 2,63

E3 45,22 43,96 15,55 34,38 157,79 9,12 1,11 3,09

E4 38,38 37,08 11,99 31,25 128,79 10,08 1,32 4,36

PT
S

E5 40,15 39,08 14,23 35,43 139,92 8,75 1,14 3,45
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316 Unidade de Medida: µ, M, σ2, Máx., Mín. = (μg.m-³); CV = %.

317

318 As Figuras 2 (a) e 2 (b) delineiam a variação espacial entre as concentrações de PM10 e PTS, 

319 respectivamente. Pode ser verificado que a E8 se destaca por apresentar maiores valores para 

320 ambos poluentes. Para o PM10, além da E8, a E1 apresenta expressiva diferença das demais 

321 estações. Em relação ao monitoramento do PTS, a E3 apresenta as menores concentrações 

322 monitoradas do poluente, e as estações E4, E5 e E6 apresentam valores similares entre si. 

323
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325 Figura 2 - Boxplot das séries temporais para cada estação observada em relação a distribuição 
326 espacial para os poluentes (a) PM10 e (b) PTS.
327

E6 43,32 41,21 16,58 38,27 146,04 6,45 0,99 1,83

E8 72,14 67,32 31,31 43,41 275,21 3,63 1,30 3,26
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328 É possível visualizar que todas estações apresentaram outliers, indicativos da existência de 

329 níveis de concentração atípicos, acima do padrão médio do conjunto de dados, que ocorrem 

330 devido emissões excessivas de fontes de poluição, em curtos intervalos de tempo, ou por 

331 condições meteorológicas adversas. Os altos valores da média e, também, de máxima 

332 concentração de PM10 e PTS para a E8  estão associadas a localização desta na RGV, pois a 

333 mesma encontra-se próxima a Centrais de Abastecimento do Espírito Santo (CEASA/ES), 

334 onde há um intenso fluxo de veículos e, consequentemente, um maior nível de poluição 

335 devido a emissão oriunda do processo de combustão veicular e, também, a ressuspensão de 

336 poluentes proveniente do movimento destes. 

337 As Figuras 3 e 4, apresentam a evolução temporal das séries de PM10 e PTS para as estações 

338 em estudo. Realizando uma análise visual, é possível verificar que o comportamento das 

339 séries de poluentes analisadas foi de estabilidade, apresentando, entretanto, uma leve 

340 tendência de decaímento, principalmente, nos últimos anos, hipótese confirmada pelos testes 

341 de Mann Kendell e Cox-Stuart.
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346 Figura 3 – Evolução temporal das séries de PM10 em cada estação da RAMQAr.
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351 Figura 4 – Evolução temporal das séries de PTS em cada estação da RAMQAr.
352

353 Conforme os resultados dos testes de tendência de Mann-Kendal e Cox-Stuart, em todas as 

354 estações e, para ambos poluentes, existe tendência negativa ao nível de significância de 5% de 

355 probabilidade, ou seja, houve um decrescimento das concentrações ao longo do tempo. Tal 

356 tendência de redução nas concentrações de PM10 e PTS sugerem que, as medidas mais 
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357 restritivas impostas pelo Decreto 3463 – R/2013 (ESPÍRITO SANTO, 2013), influenciaram 

358 na redução das concentrações dos poluentes.  Resultados semelhantes são encontrados nos 

359 estudos de Ramachandra e Shwetmala (2009), Nesamani (2010), Petro e Konečnýa (2017), 

360 Oliveira (2017) e Abe e Miraglia (2018), que evidenciam a relação entre a adoção de 

361 programas para controle da poluição do ar e a diminuição dos níveis de concentração dos 

362 principais poluentes atmosféricos.

363 Se faz importante também a análise da componente sazonalidade, afim de compreender o 

364 comportamento das concentrações de PM10 e PTS durante o tempo e possíveis fatores 

365 responsáveis pelas suas emissões. Normalmente, os dados de fenômenos naturais apresentam 

366 oscilações que se repetem em determinado período de tempo idêntico. Desse modo, para 

367 verificar a propriedade de sazonalidade nos dados foi realizada a decomposição espectral das 

368 séries de PM10 e de PTS, conforme mostram as Figuras 5 e 6.
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372 Figura 5 – Periodogramas das séries de PM10 para cada estação da RAMQAr.
373

374 O periodograma referente ao PM10 (Figura 5) demonstra que o maior pico está associado a 

375 frequência 0,14293 em todas as sete estações estudadas, o que implica em , s =
1

0,14293 = 6,99

376 ou seja, uma componente sazonal com periodicidade de 7 dias. Conforme os resultados do 

377 teste G de Fisher, em todas as estações o valor de G é superior ao de Z, portanto, rejeita-se a 

378 hipótese H0, confirmando a existência de sazonalidade para os períodos de 7 dias ao nível 

379 nominal de significância de 5%. 

380
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381 A análise da presença de sazonalidade nos dados do PTS pode ser feita através da Figura 6 e, 

382 assim como ocorre no periodograma do PM10, as séries temporais apresentaram maior pico na 

383 frequência 0,14293, implicando num padrão de comportamento repetindo-se num período de 

384 7 dias. A aplicação do teste G de Fisher comprovou a existência de sazonalidade para esse 

385 período em todas as sete estações sob estudo para o PTS.
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388 Figura 6 – Periodogramas das séries de PTS para cada estação da RAMQAr.
389

390 Esse comportamento apresentado por ambos poluentes é esperado pois, conforme o inventário 

391 de emissões atmosféricas da RGV, a principal fonte emissora de material particulado na 

392 região são os veículos automotores, representando aproximadamente 70% das emissões, 

393 decorrentes da ressuspensão de partículas em vias (ECOSOFT, 2011). Dessa forma, a 

394 variação sazonal apresentada pode ser explicada pelo ritmo de movimentação dos transportes, 

395 ou seja, as maiores concentrações de PM10 e PTS medidas, ocorrem durante os dias úteis, 

396 quando o fluxo de veículos é maior, e o oposto ocorre nos fins de semana, devido à redução 

397 da circulação veicular pelas ruas. 

398 Os resultados encontrados também seguem as observações encontradas na região e em 

399 diferentes localidades do Brasil e do mundo, obtidos pelos estudos de Celis et al. (2007); 
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400 Stadlober, Horman e Pfeiler (2008), Leite et al. (2011), Reina e Olaya (2012), Wang et al. 

401 (2013), Liu et al. (2014) e Monte, Alburquerque e Reisen (2016). Os autores argumentam que 

402 o os dias úteis da semana proporcionam maiores concentrações de PM10 na atmosfera e, ainda, 

403 apontam que este fato está relacionado ao tráfego de veículos automotores, indicado pelos 

404 mesmos como a principal fonte de emissão do poluente.

405 As Tabelas 4 e 5 apresentam, respectivamente, os resultados dos testes de comparação de 

406 médias aplicados para todas as combinações entre as estações estudadas referente ao poluente 

407 PM10 e os resultados encontrados para o PTS. Para que as séries comparadas entre duas 

408 estações fossem consideradas provenientes de processos estocásticos diferentes, adotou-se 

409 como critério a condição de que, no mínimo, dois testes deviam apresentar o mesmo 

410 resultado, isto é, dentre os três testes aplicados, dois, obrigatoriamente, deviam concordar, 

411 para a condição de rejeição de H0.

412 Assim, analisando-se os resultados apresentados, tem-se que, a série medida na E1 é, 

413 estatisticamente diferente, das séries medidas nas demais estações com as quais foi 

414 comparada, isto é, os resultados dos testes de comparação de séries temporais apresentaram p-

415 valor menor que o nível de significância adotado, indicando que a série da E1 é gerada por um 

416 processo estocástico diferente das demais estações da RAMQAR. Isso pode ser explicado 

417 pelo fato de que a E1, além de receber influências diretas das indústrias da Ponta de Tubarão 

418 quando da ocorrência de ventos Sul, é a única pertencente a RAMQAr da RGV que cobre 

419 áreas sob a influência das indústrias do CIVIT (Centro Industrial de Vitória), quando há 

420 concorrência de ventos Nordeste, direção principal tomada pelos ventos na Região.

421 É possível observar, também, que, a E8 apresentou série temporal estatisticamente diferente 

422 das demais estações as quais foi comparada, exceto a E5. Isso se deve basicamente ao fato de 

423 que a E8 abrange áreas diretamente influenciadas pelas emissões veiculares, pois esta 

424 localiza-se próximo à CEASA, local caracterizado por um intenso tráfego veicular.

425 Verificou-se, após a aplicação dos testes aos dados de PM10 e PTS que, o monitoramento 

426 realizado na E2, na E3, na E4, na E5 e na E6, quando comparadas entre si, são geradas pelo 

427 mesmo processo estocástico, o que sugere que as referidas estações, apesar de operarem em 

428 diferentes locais da RGV, estão medindo poluentes emitidos pelas mesmas fontes, e para isso 

429 são gerados custos demasiados com operação, manutenção, coleta e análise dos dados que, 

430 estatisticamente, são iguais.
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431 Um estudo semelhante para comparação das séries temporais de concentração PM medidas 

432 por diferentes estações de monitoramento, foi realizado por Singh e Perwez (2018) para a 

433 região mineira de Goa, na Índia para três localidades diferentes: em torno das minas, na zona 

434 de amortecimento e ao longo das rotas de transporte de minério. Entretanto, a metodologia 

435 utilizada plos autores foi a aplicação da ANOVA (Análise de Variância) e do teste t aos 

436 dados. Conforme os resultados encontrados por eles, os níveis PM não mudaram 

437 consideravelmente entre as minas. Mas na zona de amortecimento e ao longo das rotas de 

438 transporte de minério, os valores calculados de F foram maiores do que o F crítico, o que 

439 implica em uma variação significativa nos níveis de PM entre as estações de monitoramento. 

440 O resultado do teste 't' realizado usando concentrações sazonais médias de PM, comprovou a 

441 diferença significativa entre todos os três grupos de estações de monitoramento (minas, zonas 

442 tampão e rotas de transporte de minério), evidenciando que a diferença entre as séries 

443 temporais medidas nas diferentes estações advém das fontes geradoras das séries.

444 Além disso, desde a década de 1970, grandes projetos industriais foram implantados na RGV 

445 e, desta forma, a indústria era apontada como a principal fonte de poluição na área (FREITAS 

446 et al., 2016). Assim, em 2000, quando a RAMQAr foi dimensionada, o objetivo era medir a 

447 exposição da população aos principais poluentes emitidos pela atividade industrial. 

448 Entretanto, nos últimos anos, o crescimento populacional, o aumento da frota de veículos e o 

449 desenvolvimento de grandes empreendimentos imobiliários tem alterado o perfil das fontes de 

450 poluição atmosférica na região. Esses fatores, conforme descrito a seguir, acabam por, 

451 corroborar com a hipótese de necessidade de redimensionamento da RAMQAr apresentada 

452 pelo resultado estatístico do presente estudo. 

453 Tabela 4 - Resultados dos testes de comparação de séries temporais para o PM10.

ESTAÇÕES COATES & DIGGLE QUENOUILLE SANTOS et 
al.

E1 x E2 3,23 x 10-8 7,428796 x 10-5 2,220446 x 10-16

E1 X E3 3,863 x 10-6 0,009101863 2,220446 x 10-16

E1 X E4 2,738 x 10-5 0,5936195 2,220446 x 10-16

E1 X E5 1,182 x 10-8 1,677112 x 10-7 2,220446 x 10-16

E1 X E6 0,0001912 0,8858912 2,220446 x 10-16

E1 X E8 3,737 x 10-5 2,220446 x 10-16 2,220446 x 10-16

E2 X E1 4,359 x 10-5 7,428796 x 10-5 2,220446 x 10-16

E2 X E3 0,2778 0,9999978 2,220446 x 10-16

E2 X E4 0,2778 0,9999859 2,220446 x 10-16

E2 X E5 0,4252 0,9885811 2,220446 x 10-16

E2 X E6 0,1366 0,9855875 2,220446 x 10-16

E2 X E8 0,9754 1,410633 x 10-5 2,220446 x 10-16
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E3 X E1 0,004774 0,009101863 2,220446 x 10-16

E3 X E2 0,04598 0,9999978 2,220446 x 10-16

E3 X E4 0,357 0,9999981 2,220446 x 10-16

E3 X E5 0,05502 0,998044 2,220446 x 10-16

E3 X E6 0,5266 0,9944052 2,220446 x 10-16

E3 X E8 0,3789 0,0001928085 2,220446 x 10-16

E4 X E1 0,01039 0,5936195 2,220446 x 10-16

E4 X E2 0,02613 0,9999859 2,220446 x 10-16

E4 X E3 0,05502 0,9999981 2,220446 x 10-16

E4 X E5 0,01286 0,9058954 2,220446 x 10-16

E4 X E6 0,8476 1,0 2,220446 x 10-16

E4 X E8 0,7195 7,164516 x 10-5 2,220446 x 10-16

E5 X E1 8,905 x 10-6 1,647278 x 10-7 2,220446 x 10-16

E5 X E2 0,8699 0,9885811 2,220446 x 10-16

E5 X E3 0,1366 0,998044 2,220446 x 10-16

E5 X E4 0,09186 0,9058954 2,220446 x 10-16

E5 X E6 0,03168 0,6189378 2,220446 x 10-16

E5 X E8 0,7467 0,5627391 2,220446 x 10-16

E6 X E1 0,05502 0,8858912 2,220446 x 10-16

E6 X E2 0,0005044 0,9855875 2,220446 x 10-16

E6 X E3 0,001837 0,9944052 2,220446 x 10-16

E6 X E4 0,5266 1,0 2,220446 x 10-16

E6 X E5 0,00111 0,6189378 2,220446 x 10-16

E6 X E8 0,1169 0,0002398618 2,220446 x 10-16

E8 X E1 2,34 x 10-5 2,220446 x 10-16 2,220446 x 10-16

E8 X E2 0,0005044 1,410633 x 10-5 2,220446 x 10-16

E8 X E3 0,002348 0,0002231832 2,220446 x 10-16

E8 X E4 0,357 7,164516 x 10-05 2,220446 x 10-16

E8 X E5 0,0002917 0,5627391 2,220446 x 10-16

E8 X E6 0,2601 0,0002398618 2,220446 x 10-16

454

455 Tabela 5 - Resultados dos testes de comparação de séries temporais para o PTS.

ESTAÇÕES COATES & DIGGLE QUENOUILLE SANTOS et al.
E3 X E4 1,234 x 10-5 9,568 x 10-6 <2,22 x 10-16

E3 X E5 2,22 x 10-16 1,688 x 10-14 <2,22 x 10-16

E3 X E6 5,91 x 10-5 <2,22 x 10-16 <2,22 x 10-16

E3 X E8 2,22 x 10-16 2,22 x 10-16 <2,22 x 10-16

E4 X E3 2,22 x 10-16 9,568 x 10-6 <2,22 x 10-16

E4 X E5 2,22 x 10-16 0,0003404 <2,22 x 10-16

E4 X E6 2,22 x 10-16 3,462 x 10-9 <2,22 x 10-16

E4 X E8 7,979 x x 10-5 8,329 x 10-11 <2,22 x 10-16

E5 X E3 2,22 x 10-16 1,684 x 10-14 <2,22 x 10-16

E5 X E4 2,22 x 10-16 0,0003404 <2,22 x 10-16

E5 X E6 2,22 x 10-16 0,2327 <2,22 x 10-16

E5 X E8 2,22 x 10-16 3,696 x 10-7 <2,22 x 10-16

E6 X E3 2,22 x 10-16 <2,22 x 10-16 <2,22 x 10-16

E6 X E4 2,22 x 10-16 3,462 x 10-9 <2,22 x 10-16

E6 X E5 2,22 x 10-16 0,2327 <2,22 x 10-16
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E6 X E8 0,05033 0,0001968 <2,22 x 10-16

E8 X E3 2,22 x 10-16 <2,22 x 10-16 <2,22 x 10-16

E8 X E4 2,22 x 10-16 8,329 x 10-11 <2,22 x 10-16

E8 X E5 2,22 x 10-16 3,696 x 10-7 <2,22 x 10-16

E8 X E6 2,22 x 10-16 0,0001968 <2,22 x 10-16

456

457 No tocante ao crescimento populacional, a necessidade de um redimensionamento advém do 

458 fato de uma rede de monitoramento ser dimensionada com base no tamanho da população que 

459 habita os locais escolhidos para sediarem as estações (USEPA, 2013). Assim, quando a 

460 RAMQAr foi instalada, a RGV abrigava uma população de 1.337.167 habitantes (IBGE, 

461 2010). Atualmente, a região conta com, aproximadamente, 1.807.630 habitantes, cuja 

462 distribuição pelos municípios que compõe a RGV é apresentada na Tabela 6, a qual também 

463 traz o número mínimo de estações necessárias para uma boa representatividade dos dados 

464 fornecidos pela RAMQAr em cada município, conforme metodologia da USEPA.

465 Tabela 6 - Número mínimo de estações da RAMQAR da RGV baseado na população atual.

Município População 
(habitantes)

Concentração de MP 
(média anual, µg/m3)

Número mínimo 
de estações

Quantidade atual 
de estações

Serra 507.598 35,7 4 3
Vitória 358.267 29,0 2 3

Vila Velha 486.208 25,6 2 2
Cariacica 378.603 35,6 2 1

Viana 76.954 - 2 0
466

467 Infere-se da Tabela 6 que, a atual quantidade de estações que formam a RAMQAr da RGV 

468 não é suficiente para a população da área nos municípios de Serra, Cariacica e Viana, com 

469 destaque para este último que integra a RGV e não possui nenhuma estação para 

470 monitormanto da qualidade do ar. Ainda, soma-se a esta situação o fato de que, além das 

471 estações da Serra serem insuficientes para representar o impacto a sua população, os dados da 

472 E2 são formados pelo mesmo processo estocástico de outras estações da rede, como já 

473 discorrido.

474 Vitória, apesar de apresentar um número de estações superior ao mínimo requerido, apresenta 

475 outro problema: as suas três estações estão medindo os poluentes da mesma fonte, isto é, 

476 apesar de satisfazer o critério de dimensionamento no quesito quantidade, falha no quesito 

477 qualidade. Desta forma, sugere-se que as estações sejam realocadas para localidades em que 

478 suas medições sejam mais representativas dentro do município.

479 A alteração do perfil das fontes da RGV também se deve ao aumento da frota de veículos. 

480 Conforme disposto no Inventário de Fontes da RGV (ECOSOFT, 2011), com relação às 
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481 emissões de material particulado, identificou-se que a fonte preponderante desse poluente na 

482 região encontra-se nas emissões veiculares, decorrentes da ressuspensão de partículas 

483 (ECOSOFT, 2011), o que torna ainda mais enfática a necessidade de um redimensionamento 

484 da RAMQAr, pois a atual espacialização das estações encontra-se obsoleta observando-se esta 

485 fonte em potencial.

486 Outro fator que influi diretamente na alteração dos perfis de fontes da RGV é o 

487 desenvolvimento de grandes empreendimentos imobiliários que acabam se tornando barreiras 

488 à circulação de ventos para dispersão de poluentes. Além disso, em algumas vezes, ocorre a 

489 construção de edificações próximas às estações de monitoramento, o que que prejudica, não 

490 apenas o monitoramento da qualidade do ar, mas, principalmente, o monitoramento das 

491 variáveis meteorológicas que também é realizado pela RAMQAr (IEMA, 2018). 

492 Diante dos resultados encontrados, sugerem-se revisões no projeto original da RAMQAr, com 

493 destaque para a reespacialização das estações, isto é, realocar estações que estão monitorando 

494 as mesmas fontes, visando melhorar sua representatividade de dados e abrangência espacial, 

495 tendo em vista a alteração dos perfis das fontes, e ampliação da rede, principalmente, devido 

496 ao aumento populacional da região. 

497

498 CONCLUSÕES

499

500 Este trabalho avaliou as concentrações médias diárias de PM10 e PTS medidas em diferentes 

501 estações de monitoramento da RGV, Espírito Santo, Brasil, por meio da aplicação de métodos 

502 estatísticos descritivos e inferenciais, no período de 01/01/2008 a 31/12/2017. 

503 Em relação a análise da série temporal das partículas, foi possível observar que as 

504 concentrações de ambos poluentes por vezes ultrapassaram os limites estabelecidos tanto 

505 pelos padrões estaduais e nacionais, quanto pelas diretrizes internacionais, fato este deve ser 

506 tratado com atenção, tendo em vista que até mesmo em baixas concentrações, principalmente, 

507 o PM10, tem potencial de provocar efeitos adversos à saúde. Dentre as fontes, o tráfego de 

508 veículos automotores é apresentado como o principal contribuinte de emissão de partículas 

509 respiráveis e partículas totais em suspensão na RGV.

510 No entanto, também foi observado para todas as estações tendência de decrescimento nas 

511 concentrações dos poluentes nos últimos anos, o que sugere que para melhoria da qualidade 
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512 do ar devem ser tomadas medidas mais restritivas em relação aos limites de emissão de 

513 contaminantes atmosféricos, a exemplo do Decreto Estadual 3463 – R/2013. 

514 Conforme os resultados encontrados pelos testes de comparação de séries temporais aplicados 

515 neste estudo, as estações E2 , apenas para o poluente PM10, e  E3, E4, E5 e E6, para os 

516 poluentes PM10 e PTS, quando comparadas entre si, foram geradas pelo mesmo processo 

517 estocástico, ou seja, estas estações medem dados de concentrações de poluentes emitidos pela 

518 mesma fonte. Portanto, devido as transformações ocorridas nas cidades desde a implantação 

519 da RAMQAr, no ano 2000, o perfil estabelecido das estações não é mais suficiente para 

520 cobertura espacial de todas as fontes potencialmente poluidoras na região. 

521 Deste modo, o presente trabalho pode ser usado como um indicativo da necessidade de 

522 reformulação do projeto inicial da RAMQAr, realocando os medidores de PM10 e PTS das 

523 estações cuja séries provém de mesmo processo estocástico. Entretanto, para a escolha dos 

524 novos locais a receber as estações, de forma a ampliar a área de cobertura da RAMQAr, deve 

525 ser realizado um estudo de dispersão de contaminantes de modo a orientar o monitoramento 

526 dos poluentes, visto que um estudo de dispersão possibilita verificar o comportamento destes 

527 na atmosfera e a abrangência do impacto ambiental. Além disso, também sugere-se que seja 

528 estudada a necessidade de ampliação da rede, para cobrir toda a RGV e, assim, fornecer uma 

529 base de dados ainda mais confiável e adequada a ser utilizada no planejamento e 

530 gerenciamento de estudos e estratégias relativas ao controle da poluição do ar, afim de 

531 minimizar e/ou prevenir possíveis impactos nocivos à população e ao meio ambiente em 

532 geral. 
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