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Resumo
A segmentação de texturas é um problema desafiador na área de visão computacional
devido à sua natureza subjetiva, à variabilidade com que elas ocorrem em imagens digitais,
a sua dependência às variações de escala e iluminação, e à falta de uma definição precisa
de texturas na literatura científica. Esta tese apresenta uma técnica de segmentação de
texturas por meio de uma classificação binária píxel-a-píxel, de modo que seja independente
de um número pré-definido de classes de texturas presentes nas imagens. Por meio de
uma rede neural convolucional com uma arquitetura do tipo encoder-decoder, cada píxel
é classificado como pertencente a uma região interna de textura ou em uma fronteira
entre duas regiões de texturas diferentes. A rede é treinada usando mosaicos compostos de
imagens de texturas do banco de imagens Prague Texture Segmentation Datagenerator
and Benchmark e é avaliada em mosaicos compostos de imagens de texturas deste banco
de imagens, além de imagens de texturas do banco de texturas de Brodatz e do banco
de texturas Describable Textures Dataset. O método também é avaliado a separação de
regiões de mosaicos compostos de imagens de diferentes aplicações sendo, nomeadamente,
imagens de sensoriamento remoto e imagens de tecidos com coloração H&E, utilizados em
aplicações médicas. É mostrado que o método proposto apresenta bom desempenho em
diferentes conjuntos de teste, pode identificar com precisão as fronteiras entre diferentes
regiões de texturas e, de modo geral, não apresenta sobressegmentação de texturas.

Palavras-chaves: Análise de texturas. Segmentação de texturas. Redes neurais convolu-
cionais.



Abstract
Texture segmentation is a challenging problem in computer vision due to the subjective
nature of textures, the variability in which they occur in digital images, their dependence
on scale and illumination variation, and the lack of a precise definition of textures in the
scientific literature. This thesis proposes a method to segment textures through a binary
pixel-wise classification, thereby without the need for a predefined number of textures
classes. Using a convolutional neural network, with an encoder–decoder architecture,
each pixel is classified as being inside an internal texture region or in a border between
two different textures. The network is trained using the Prague Texture Segmentation
Datagenerator and Benchmark and tested using the same dataset, besides the Brodatz
textures dataset, and the Describable Textures Dataset. The method is also evaluated on
the separation of regions in images from different applications, namely remote sensing
images and H&E-stained tissue images. It is shown that the presented method has a good
performance on different test sets, can precisely identify borders between texture regions
and does not suffer from over-segmentation.

Key-words: Texture analysis. Texture segmentation. Convolutional neural networks.
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1 Introdução

Texturas representam uma componente fundamental da percepção visual humana
(LIU et al., 2019a) e são usadas em diversos sistemas de visão computacional. Aplicações
que envolvem texturas podem ser encontradas na área de análise de imagens médicas
(DEPEURSINGE; AL-KADI; MITCHELL, 2017; NANNI; LUMINI; BRAHNAM, 2010a;
PEIKARI et al., 2015; ANDREARCZYK; WHELAN, 2017a; MCCANN et al., 2014),
na inspeção de qualidade por imagens (XIE; MIRMEHDI, 2007; WEI et al., 2020), na
recuperação de imagens com base no conteúdo (FAUZI; LEWIS, 2006), na análise de
imagens de sensoriamento remoto (HONG et al., 2011; YUAN; WANG; LI, 2013; EPIFA-
NIO; SOILLE, 2007), imagens de sonar de abertura sintética (SAS - Synthetic aperture
sonar), e no reconhecimento de objetos (SHOTTON et al., 2009). A Figura 1 apresenta
algumas texturas do banco de imagens Prague Texture Segmentation Datagenerator and
Benchmark (HAINDL; MIKES, 2008), na qual é possível identificar texturas de origem
natural e artificial.

Figura 1 – Exemplos de texturas naturais e artificiais do banco de imagens Prague Texture
Segmentation Datagenerator and Benchmark.

Assim como cores, texturas constituem uma informação importante a ser usada na
percepção visual humana. Texturas podem ser usadas para definir de que tipo de material
um determinado objeto é feito, como mostrado na Figura 2, ou para identificar um animal
camuflado, como ilustra a Figura 3. Texturas também podem se tornar ruídos em sistemas
de visão computacional quando, por exemplo, para reconhecer um determinado objeto por
suas bordas, as texturas podem criar bordas adicionais e, então, atrapalhar o resultado
(PETROU; SEVILLA, 2006). A Figura 4 apresenta um exemplo deste caso no qual, um
algoritmo de detecção de bordas identificaria as listras da caixa, devido a seu alto contraste,
não distinguindo apenas a caixa do fundo da imagem.

Apesar das suas diversas aplicações, texturas não possuem uma definição precisa na
literatura científica, mas são consideradas como elementos de percepção visual (LIU et al.,
2019a; HUMEAU-HEURTIER, 2019). Alguns autores propõem definir texturas como uma
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Figura 2 – Exemplo de percepção de textura. Fonte: Arroway Textures.

medida de granularidade, contraste, direcionalidade, semelhança, regularidade e rugosidade
(TAMURA; MORI; YAMAWAKI, 1978; BACKES; BRUNO, 2008). Texturas também
podem ser caracterizadas como uma medida de similaridade de regiões em uma imagem,
ou como regiões de imagens que contenham arranjos de píxeis repetitivos (HARALICK,
1979). Ainda atualmente, a análise de texturas em imagens digitais representa um desafio
na área de visão computacional devido a seu caráter subjetivo, às suas diferenças em escala,
como ilustrado nas Figuras 5 e 6, nas quais a mudança de escala tem influência direta
na granularidade das pedras; às suas diferenças em profundidade, como representado na
Figura 7; às suas diferenças por conta da iluminação e cor, como mostrado na Figura 8; e
devido às rotações que podem existir em uma mesma textura, como ilustrado na Figura 9.

Os primeiros trabalhos acerca da percepção visual de texturas por seres humanos
foram apresentados por Julesz (1962), Julesz et al. (1973), e Julesz (1975). Nestes trabalhos,
a percepção e a diferenciação de texturas com diferentes características estatísticas foi
investigada e verificou-se que a distinção entre diferentes texturas é devido às diferenças
de estatísticas de primeira e segunda ordem, o que levou Julesz a conjecturar que texturas
com estatísticas de primeira e segunda ordem iguais são indistinguíveis pelo sistema visual
humano. Posteriormente, entretanto, Caelli, Julesz e Gilbert (1978) apresentaram texturas
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Figura 3 – Exemplo de percepção de textura. Imagem extraída da Internet.

Figura 4 – Exemplo de textura como ruído em sistema de visão computacional. Imagem
extraída da Internet.

com estatísticas idênticas de primeira e segunda ordem, mas com diferentes estatísticas de
terceira ordem que eram distinguíveis. Este trabalho levou Julesz (1981) a criar o conceito
de texton, elementos básicos da percepção visual pré-atentiva de texturas que seriam as
microestruturas fundamentais de texturas em imagens. A conjectura de Julesz foi então
modificada para afirmar que a distinção de texturas é devido às diferenças de primeira
e segunda ordem estatísticas entre os textons (JULESZ, 1984). Embora não haja uma
definição precisa de textons (JULESZ, 1981), os trabalhos de Julesz motivaram a aplicação
de diversas técnicas para caracterizar texturas em imagens digitais.
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Figura 5 – Exemplo da sensibilidade às variações de escalas em texturas. Imagens extraídas
da Internet.

Figura 6 – Exemplo da sensibilidade às variações de escalas em texturas. Fonte: Arroway
Textures.

Figura 7 – Exemplo da sensibilidade às variações de profundidade em texturas. Imagens
extraídas da Internet.

Na análise de texturas em imagens digitais é possível pontuar duas aplicações
básicas: classificação de texturas e segmentação de texturas. A classificação de texturas
trata de identificar o que uma imagem representa com base na sua textura, dentro um
conjunto pré-estabelecido de classes possíveis. Por outro lado, a segmentação busca separar
uma imagem em diferentes regiões com base em sua textura e, da mesma forma que a
segmentação de imagens, em geral, é um problema desafiador devido às diversas variações
em escala, iluminação, rotação e ruído que podem existir em imagens, como apresentado
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Figura 8 – Exemplo da sensibilidade às variações de iluminação e cor. Imagens extraídas
da Internet.

Figura 9 – Exemplo da sensibilidade às variações de rotação em texturas. Imagens extraídas
da Internet.

anteriormente nas Figuras 5, 6, 7, 8 e 9. A Figura 10 apresenta um exemplo da aplicação
de segmentação de texturas, a qual pode ser feita pela classificação das diferentes regiões
da imagem, ou pela identificação dos limites entre as diferentes regiões.

Figura 10 – Exemplo de uma aplicação de segmentação de texturas. Mosaicos de tex-
tura do banco de imagens Prague Texture Segmentation Datagenerator and
Benchmark.

Dentro do contexto de segmentação de texturas, este trabalho propõe um método de
separação de regiões de texturas em imagens digitais usando redes neurais convolucionais
através da identificação das fronteiras entre as diferentes regiões. Na Seção 1.1, a seguir,
uma revisão da literatura é apresentada com o objetivo de apresentar os principais trabalhos
envolvendo a análise de texturas em imagens digitais.
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1.1 Revisão da Literatura
Esta seção apresenta uma revisão da literatura científica sobre a análise de texturas

em imagens digitais apresentando os primeiros trabalhos na área até o estado da arte. A
maior parte dos textos divide a análise de texturas em quatro categorias (DISTANTE;
DISTANTE, 2020; CHAKI; DEY, 2020; HUNG; SONG; LAN, 2019): métodos estatísticos,
métodos estruturais, métodos baseados em modelos, e métodos baseados em filtragem.

1.1.1 Métodos estatísticos

Os métodos estatísticos descrevem texturas com base na distribuição espacial local
da intensidade dos píxeis usando medidas estatísticas.

Um dos primeiros métodos de análise de texturas na literatura científica, e am-
plamente utilizado em diversos trabalhos (WESZKA; DYER; ROSENFELD, 1976a; AL-
PARONE; ARGENTI; BENELLI, 1990; GOTLIEB; KREYSZIG, 1990; GARRA et al.,
1993; MOHEBIAN; RIAHI; YOUSEFI, 2018), é a técnica da matriz de co-ocorrência em
nível de cinza (GLCM - Gray-level co-occurrence matrix) que utiliza medidas estatísticas
com base na relação espacial entre píxeis da imagem (HARALICK, 1979; HARALICK;
SHANMUGAM; DINSTEIN, 1973).

Nesta técnica, matrizes de co-ocorrência que representam as frequências das relações
entre dois píxeis em uma distância e direção constante entre si na imagem são construídas.
Essas matrizes representam a distribuição conjunta de píxeis dada uma direção e ângulo
específicos. No trabalho inicial, Haralick, Shanmugam e Dinstein (1973) propuseram a
distância de um píxel e quatro direções (0◦, 45◦, 90◦, e 135◦) para criar quatro matrízes
de co-ocorrência em nível de cinza. Em seguida, medidas estatísticas de segunda ordem
são calculadas a partir das matrizes. Haralick, Shanmugam e Dinstein (1973) inicialmente
propuseram a utilização de 14 medidas estatísticas. Posteriormente, Conners e Harlow
(1980) sugeriram que apenas as medidas de energia (ou uniformidade), entropia, correlação,
homogeneidade local e contraste são suficientes para caracterizar texturas.

Além de sua vasta utilização, esta técnica inspirou diversos outros trabalhos como
as matrizes de co-ocorrência generalizadas (DAVIS; JOHNS; AGGARWAL, 1979), matrizes
de textura de diagonal cruzada (AL-JANOBI, 2001), matrizes de dependência em regiões
adjacentes (KAVITHA; SURULIANDI, 2016), matrizes de co-ocorrência de gradientes
de nível de cinza (SHEN; SHI; CHEN, 2016), e matrizes de diferença de nível de cinza
(HASSAN et al., 2017). Entretanto, o método das matrizes de co-ocorrência em nível de
cinza apresentam como desvantagens a alta dimensionalidade das matrizes e a grande
correlação entre as características estatísticas. Além disso, a escolha da distância para
analisar as relações entre píxeis tem importância fundamental, uma vez que esta deve
ser grande o suficiente para incluir o padrão de textura, mas pequena o suficiente para
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preservar a característica local da dependência espacial (HUMEAU-HEURTIER, 2019).

Outro método estatístico bastante utilizado na análise de texturas e em outras
aplicações de visão computacional é a técnica de padrões binários locais (LBP - Local
binary patterns) (OJALA; PIETIKÄINEN; MÄENPÄÄ, 2000), que analisa o conteúdo
de textura em uma região da imagem pela comparação de um píxel com seus vizinhos
buscando determinar padrões locais. Esta técnica, inspirada no trabalho de Unser (1986),
que propôs a utilização de histogramas de soma e diferenças nas duas direções das imagens
para classificar texturas, combina a análise de estruturas locais, em uma abordagem
estrutural, e a análise de ocorrências, em uma abordagem estatística, e permite combinar os
diversos padrões binários locais na forma de histogramas para criar descritores de texturas.
Como vantagem, a técnica possui fácil implementação, baixo custo computacional e, por
analisar as diferenças entre píxeis, é invariante à iluminação (HUMEAU-HEURTIER,
2019). Entretanto, devido à implementação em codificação dos padrões, à medida que
a vizinhança em torno do píxel aumenta, aumenta-se, exponencialmente, o número de
padrões. Outra desvantagem é a sensibilidade à rotação da imagem.

Ojala, Pietikainen e Maenpaa (2002) propuseram uma variação do método LBP
original, capaz de analisar diversas resoluções pela aplicação da análise de padrões bi-
nários em diferentes tamanhos de vizinhança. No mesmo trabalho, os autores também
apresentaram um operador LBP invariante à rotação e uniforme, de modo a controlar o
tamanho da codificação devido ao aumento do tamanho da vizinhança. Outras variações
do método incluem os padrões binários locais completos (CLBP - Complete local binary
patterns) (Guo; Zhang; Zhang, 2010) que busca codificar as magnitudes das diferenças
entre os píxeis centrais e seus vizinhos, e não apenas os sinais; e os padrões ternários locais
(LTP - Local ternary patterns) (TAN; TRIGGS, 2010) que propõem representar a relação
dos píxeis centrais e seus vizinhos por meio de três valores, visando reduzir a sensibilidade
da técnica de LBP ao ruído.

Liu et al. (2017) apresentaram um estudo sistemático da avaliação de diversos
métodos baseados em padrões binários locais na classificação de texturas, sendo que o
descritor MRELBP (Median robust extended local binary pattern), proposto por Liu et al.
(2016b) e que busca comparar medianas de regiões de imagens no lugar de intensidades
de píxeis ou de regiões de píxeis, apresentou os melhores resultados. A técnica de LBP e
suas diversas variações também foram vastamente utilizadas em diversos trabalhos que
tratam da análise de texturas em imagens digitais (OJALA; PIETIKÄINEN, 1999; TOPI
et al., 2000; NANNI; LUMINI; BRAHNAM, 2010b; SATPATHY; JIANG; ENG, 2014;
DAVARZANI; MOZAFFARI; YAGHMAIE, 2015; JUEFEI-XU; BODDETI; SAVVIDES,
2017).
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1.1.2 Métodos estruturais

Métodos estruturais descrevem texturas através de elementos básicos de texturas,
chamados de primitivas de texturas ou texels e das relações espaciais entre as diversas
primitivas através de regras de localização (HARALICK; SHANMUGAM; DINSTEIN,
1973; TOMITA; SHIRAI; TSUJI, 1982). Supõe-se neste caso que padrões de texturas
mais complexos podem ser construídos através das primitivas mais simples, sendo estas,
portanto, as estruturas fundamentais da percepção visual de texturas, conhecidas na
literatura científica como textons (JULESZ, 1981; ZHU et al., 2005). Outro método
baseado na abordagem estrutural, que consiste na utilização de operadores morfológicos é
apresentada por Chen e Dougherty (1994).

Na abordagem estrutural, dois procedimentos de análise são possíveis: a análise
de baixo-para-cima, na qual primeiramente são determinadas as primitivas de texturas e,
posteriormente os arranjos espaciais dessas primitivas de texturas; e a análise de cima-
para-baixo, na qual a estrutura espacial da textura é determinada e, a partir, desta, são
extraídos os elementos básicos (HUMEAU-HEURTIER, 2019).

Esta abordagem é mais indicada no caso de texturas regulares, na qual é possível
identificar a repetição das primitivas de texturas por meio de regras de localização.
Entretanto, no caso de texturas com grande aleatoriedade, essa abordagem torna-se
imprecisa. Por esta razão, métodos estruturais têm sido mais utilizados na síntese de
texturas, embora, nos últimos anos, com o avanço das técnicas de aprendizado profundo
generativas como as redes adversárias generativas (GOODFELLOW et al., 2014), técnicas
baseadas em aprendizado profundo têm sido frequentemente utilizadas na síntese de
texturas (GATYS; ECKER; BETHGE, 2015; SNELGROVE, 2017; ZHOU et al., 2018).

1.1.3 Métodos baseados em modelos

Métodos baseados em modelo representam texturas utilizando modelos matemáticos,
como modelos estocásticos ou modelos generativos. Exemplos de modelos utilizados para
descrever texturas são modelos autoregressivos, modelos de campos aleatórios de Markov
e modelos fractais.

Modelos autorregressivos consideram que o nível de cinza de cada píxel é formado
a partir de uma soma ponderada dos níveis de cinza dos píxeis vizinhos (MATERKA;
STRZELECKI et al., 1998), supondo portanto uma interação local entre os píxeis de uma
imagem (HUMEAU-HEURTIER, 2019). Os parâmetros do modelo autorregressivo podem
ser determinados por estimativa de mínimos quadrados ou estimativa de máxima verossi-
milhança e, apresenta como vantagens a simplicidade computacional da estimativa dos
parâmetros. Entretanto, a hipótese de que um píxel pode ser completamente caracterizado
por uma combinação linear de seus vizinhos nem sempre é válida.
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Campos aleatórios de Markov supõem que a intensidade de um píxel depende
apenas da intensidade do píxel anterior na cadeia de Markov e na matriz de probabilidade
de transição entre um píxel e outro (HUMEAU-HEURTIER, 2019). Cross e Jain (1983)
utilizaram uma distribuição binomial para a distribuição de probabilidade condicional dos
píxeis no campo aleatório de Markov para a síntese de texturas. Chellappa e Chatterjee
(1985) propuseram dois métodos de classificação de texturas baseados em campos aleatórios
de Markov, um baseado em características de texturas extraídas da estimativa de parâme-
tros de um campo aleatório de Gauss-Markov por meio de mínimos quadrados, e outro
baseado na utilização de características de texturas extraídas de correlações entre janelas
simétricas na imagem. Manjunath e Chellappa (1991) modelaram as texturas como campos
aleatórios de Gauss-Markov (GMRF - Gauss Markov random field), ou seja, supondo que a
distribuição de probabilidade condicional de um píxel que depende apenas de seus vizinhos
é normal e calcularam os parâmetros dessa distribuição em diferentes regiões da imagem
de texturas. A segmentação de texturas foi então realizada pela união dessas regiões por
um algoritmo de clusterização. Recentemente, embora em um contexto de classificação de
imagens ao invés de texturas, Peng e Yin (2017) utilizaram características extraídas de
campos aleatórios de Markov como entradas para redes neurais convolucionais.

Fractais são estruturas caracterizadas por sua auto-similaridade, sendo, portanto,
construídas a partir de cópias repetidas da mesma estrutura em diversas escalas (FLO-
RINDO; BRUNO, 2016). Mandelbrot (1983), em um trabalho pioneiro, correlacionou a
percepção de rugosidade de uma imagem de texturas com fractais, através da medida da
dimensão fractal. Pentland (1984) desenvolveu um modelo fractal para descrever imagens
de texturas naturais para a segmentação de imagens naturais.

Chaudhuri e Sarkar (1995) propuseram a utilização de descritores fractais estimados
por uma abordagem de box-counting seguido de uma suavização da imagem para a
segmentação por k-médias. Para aumentar a discriminalidade das características, os
descritores são extraídos a partir de variações da imagem original. Xu et al. (2009)
propuseram o método do espectro multi-fractal (MFS - Multifractal spectrum), que é
invariante a transformações geométricas e a mudanças de iluminação. Xu et al. (2010)
utilizaram o descritor MFS para obter dimensões multi-fractais em diversas sub-bandas da
decomposição em ondaletas, também conhecidas como wavelets, das imagens de textura
originais e então proceder com sua classificação.

A análise de texturas com base em modelos fractais tem como vantagem o baixo
custo computacional para a extração de características (HUMEAU-HEURTIER, 2019),
entretanto, Keller, Chen e Crownover (1989) mostraram que a dimensão fractal por si
só não é capaz de discriminar todos os tipos de texturas, uma vez que texturas com
diferentes aparências podem possuir a mesma dimensão fractal. Neste sentido, Côco, Salles
e Sarcinelli-Filho (2007) utilizaram a dimensão fractal como uma componente de estatística
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de alta ordem de um modelo de análise topográfica de componentes independentes (TICA
- Topographic Independent Component Analysis), na qual a imagem base é obtida de uma
matriz de mistura por meio da implementação de um banco de filtros estatísticos capazes
de extrair as propriedades inerentes de cada textura e, assim, obter uma segmentação
de texturas. Florindo e Bruno (2016) e Backes e Sá (2018) propuseram a utilização da
dimensão fractal local combinada com descritores LBP como características a serem usadas
na classificação de texturas.

Como exemplo de modelo generativo, Yuan, Wang e Cheriyadat (2015) propuseram
modelar os histogramas espectrais locais de uma imagem como uma combinação linear
de características representativas, e com base na decomposição em valores singulares e
fatorização não-negativa de matrizes, obter uma segmentação de imagens de texturas.

1.1.4 Métodos baseados em filtros

Finalmente, modelos baseados em filtros, também chamados de modelos baseados
em transformadas, ou modelos baseados em processamento de sinais, descrevem texturas
por meio da análise de frequência baseados em transformadas de Fourier, filtros de Gabor
e ondaletas. Essa abordagem busca converter a imagem para um novo domínio no qual as
características de texturas tornem-se mais discriminativas para as aplicações de classificação
e segmentação.

Nos métodos baseados na Transformada de Fourier, a Transformada Discreta de
Fourier de duas dimensões é usada para decompor a imagem, ou partes da imagem,
em componentes de frequência, representando, portanto, texturas como combinações de
senoides verticais e horizontais. Weszka, Dyer e Rosenfeld (1976b) utilizaram características
de texturas extraídas do espectro de potência de Fourier, além de estatísticas de primeira
e segunda ordem para classificar imagens de sensoriamento remoto com características de
texturas. Em um trabalho mais recente, Kouchaki et al. (2017) propuseram a utilização
da Transformada Discreta de Fourier e da densidade espectral de potência para avaliar a
micro-textura de imagens de agregados de pavimentos. Uma desvantagem da análise pela
Transformada de Fourier é devido ao fato de que esta não apresenta nenhuma localização
no espaço, mas apenas na frequência, e não é capaz de descrever variações locais de
texturas (HUMEAU-HEURTIER, 2019).

A funções de Gabor unidimensionais foram propostas por Gabor (1946) e expandidas
para duas dimensões por (DAUGMAN, 1987). Um filtro de Gabor é uma função de kernel
Gaussiana modulada por uma onda senoidal no plano complexo e pode ser analisada como
um filtro passa-banda de frequência central, orientação e largura de banda sintonizáveis
(HUMEAU-HEURTIER, 2019). Os filtros de Gabor são populares na análise de texturas por
sua resolução nos domínios do espaço e frequência (LIU et al., 2019a) e por sua semelhança
com células simples do córtex visual dos cerébros de mamíferos (DAUGMAN, 1985). Devido
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à sua boa localização na frequência e no espaço, bancos de filtros de Gabor permitem
fazer uma decomposição multi-resolução robusta, entretanto, os filtros de Gabor são não
ortogonais e, portanto, acabam gerando características redundantes em escalas diferentes
(HUMEAU-HEURTIER, 2019). Assim, um procedimento de seleção das características
geradas pode ser necessário (TEUNER; PICHLER; HOSTICKA, 1995; CHEN; WANG,
2006; MELENDEZ; PUIG; GARCIA, 2009). Complementarmente, Randen e Husoy (1999)
realizaram um estudo sistemático de diversas características de texturas extraídas de
textura e verificaram que, em muitos casos os filtros de Gabor tiveram um desempenho
pior do que outras abordagens.

Bovik, Clark e Geisler (1990) modelaram texturas de modo que a sua estrutura
local fosse descrita pela orientação e frequência do sinal portador, enquanto a informação
que define a extensão espacial da textura é descrita pelos envelopes dos canais de frequência
e utilizaram filtros de Gabor para descrever essas frequências e, assim, segmentar texturas.
De maneira similar, Jain e Farrokhnia (1991) propuseram um algoritmo de segmentação de
texturas por meio de um banco de filtros de Gabor cuja seleção é baseada na reconstrução
da imagem de entrada a partir das imagens filtradas, a aplicação de uma não-linearidade, o
cálculo da energia local da resposta de cada filtro e, ao final, um algoritmo de clusterização.
(AZENCOTT; WANG; YOUNES, 1997) propuseram a utilização de descritores de texturas
obtidos a partir da informação de densidade espectral de filtros de Fourier em janelas, dos
quais filtros de Gabor são um caso particular. Os descritores foram então utilizados na
classificação de texturas através de medidas de distâncias entre as características.

Salles e Lee (2001) propuseram uma técnica de análise de texturas com base na
caracterização AM-FM detectadas por um banco de filtros de Gabor de multirresolução
seguido por uma modelagem de modelo oculto de Markov (HMM - Hidden Markov
model). Jenssen e Eltoft (2003) propuseram a utilização de filtros baseados na análise de
componentes independentes (ICA - Independent component analysis) para a segmentação
de texturas que, embora similares aos filtros de Gabor, possuem respostas de frequência
mais complexas no sentido de que, são seletivos na frequência e na orientação como os
filtros de Gabor, mas que também realizam múltiplos filtros passa-banda de diversas
orientações, o que auxilia na criação de características baseadas na energia das respostas
dos filtros. A clusterização é feita por um algoritmo de k-médias.

Ondaletas em duas dimensões permitem a localização no espaço, por meio de
translações de uma ondaleta-mãe, e na frequência, por meio de dilatações de uma ondaleta-
mãe e, portanto, assim como filtros de Gabor, possibilitam a análise de texturas no domínio
da frequência e do espaço. A transformada de ondaleta bidimensional é obtida aplicando
uma transformada de ondaleta unidimensional no sentido das linhas e outra no sentido das
colunas, obtendo componentes de alta frequência e de baixa frequência na decomposição e
detalhes da imagem em diferentes direções (HUMEAU-HEURTIER, 2019).
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Devido à decomposição em diferentes frequências, ondaletas permitem a análise da
imagem em múltiplas resoluções. Assim, a partir das diversas sub-imagens geradas pela
decomposição, podem ser extraídos descritores de texturas.

Unser (1995) utilizou uma decomposição em ondaletas sobrecompleta chamada de
frame de ondaleta discreto para gerar descritores de texturas invariantes à translação e
assim classificar e segmentar texturas. Lu, Chung e Chen (1997) propuseram um algoritmo
de segmentação de texturas não supervisionado por meio de uma representação multi-escala
por ondaletas. As características de textura extraídas da decomposição em ondaletas são
usadas para uma segmentação grosseira e em, seguida combinadas em diferentes escalas
para fazer uma segmentação fina. Arivazhagan e Ganesan (2003) utilizaram extração
de características baseada em uma comparação, bloco a bloco, de características de co-
ocorrências de ondaletas para a caracterização e segmentação de texturas em diferentes
escalas.

Em abordagens combinadas, que envolveram tanto ondaletas como filtros de Gabor,
Senin et al. (2015) avaliaram a utilização de filtros de Gabor, ondaletas e decomposições
piramidais como extratores de características de texturas para a segmentação baseada
em texturas de imagens de topografia de área. Hoang, Geusebroek e Smeulders (2005)
propuseram uma integração de filtros de Gabor com medidas de cor no domínio de
transformadas wavelet-Fourier com uma função Gaussiana de kernel. As características
extraídas são então reduzidas por uma análise de componentes principais (PCA - Principal
component analysis) e aplicadas em um algoritmo de clusterização por k-médias para a
segmentação de texturas.

1.1.5 Métodos baseados em aprendizado

Nos últimos anos, técnicas de aprendizado profundo e, mais especificamente, redes
neurais convolucionais tem alcançado e superado o estado da arte em diversas aplicações de
visão computacional (REDMON; FARHADI, 2018; BOCHKOVSKIY; WANG; LIAO, 2020;
GIRSHICK et al., 2014; GIRSHICK, 2015; REN et al., 2015; HE et al., 2017; XIE; TU,
2015). Naturalmente, em virtude dos bons resultados alcançados e de sua popularização,
esses métodos também foram aplicados na análise de texturas em imagens digitais.

1.1.5.1 Classificação de texturas através de métodos baseados em aprendizado

Antes mesmo da popularização das técnicas de aprendizado profundo e redes
neurais convolucionais nas aplicações de visão computacional, Tivive e Bouzerdoum (2006)
empregaram uma rede neural convolucional para a classificação de texturas utilizando uma
arquitetura de apenas duas camadas convolucionais seguida de uma camada totalmente
conectada.
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Byeon, Liwicki e Breuel (2014) utilizaram uma rede neural recorrente do tipo LSTM
(Long short-term memory) para a classificação de imagens de textura. Unidades LSTMs
bidimensionais foram utilizadas para analisar diferentes regiões de uma imagem e então,
classificar a imagem inteira em uma classe pré-definida de textura.

Hafemann, Oliveira e Cavalin (2014), Li et al. (2014) e Su et al. (2015) utilizaram
redes neurais convolucionais com camadas de convolução, pooling e camadas totalmente
conectadas para a classificação de imagens de seção transversal de espécies de árvores
brasileiras, de imagens de tecidos de pulmão, e de imagens de câncer de mama, respectiva-
mente. Embora as imagens nestas aplicações não sejam especificamente de texturas, elas
têm a textura como uma das principais características usadas para a sua discriminação.

Cimpoi, Maji e Vedaldi (2015) e Cimpoi et al. (2016) propuseram utilizar uma
rede neural convolucional para extrair características de texturas e então aplicar diversos
codificadores para avaliar o desempenho da técnica proposta na classificação e segmentação
de texturas. A melhor codificação obtida foi usando um vetor de Fisher (FV - Fisher vector)
(SÁNCHEZ et al., 2013; PERRONNIN; SÁNCHEZ; MENSINK, 2010) para representar as
características extraídas da rede seguida por um classificador de máquina de vetores de
suporte (SVM - Support vector machine), em um modelo chamado de FVCNN (Fisher
vector convolutional neural network).

Liu et al. (2016a) compararam a FVCNN e outras arquiteturas de redes neurais
convolucionais, a saber a ScatNet (BRUNA; MALLAT, 2013), a PCANet e a RandNet
(CHAN et al., 2015) com diversas variações de descritores LBP e verificaram que, apesar
da maior complexidade computacional dos métodos de aprendizado profundo, os resultados
destas técnicas foram superiores na classificação de texturas em comparação aos descritores
LBP.

Andrearczyk e Whelan (2016) propuseram a TCNN (Texture convolutional neural
network) que realiza o pooling de média, a ser detalhado no Capítulo 2, a partir de uma
camada de uma rede neural convolucional. Os autores realizaram a fusão da informação
do pooling extraída da camada de saída da rede e de uma camada intermediária por meio
da concatenação dessas informações e aplicaram o resultado em uma camada totalmente
conectada, usando, portanto, uma rede neural artificial convencional para a classificação
das texturas a partir das características extraídas da rede. A Figura 11 ilustra a arquitetura
da rede TCNN.

Junior e Backes (2016) utilizaram uma máquina de aprendizado extremo (ELM -
Extreme learning machine), uma rede neural artificial de uma única camada oculta com um
rápido algoritmo de treinamento (HUANG; ZHU; SIEW, 2006), para extrair características
de texturas e aplicar em um classificador de análise do discriminante linear de modo a
fazer a classificação de texturas.
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Figura 11 – Arquitetura da rede TCNN (ANDREARCZYK; WHELAN, 2016). Adaptado
de Liu et al. (2019a).

Lin e Maji (2016) apresentaram uma avaliação sistemática da utilização de caracte-
rísticas extraídas de redes neurais convolucionais com pooling bilinear para a classificação
de texturas e investigaram o papel da invariância à translação nos modelos estudados
devido à utilização de descritores locais. Neste trabalho e, em uma publicação posterior
(LIN; ROYCHOWDHURY; MAJI, 2017), os autores propuseram e extração de caracterís-
ticas de texturas por meio de uma rede neural convolucional e a representação da saída
dessa rede em uma estrutura chamada de BCNN (Bilinear convolutional neural network)
a ser usada para a classificação de texturas, de forma similar à proposta de Cimpoi et al.
(2016). Uma observação importante deste trabalho é a de que características extraídas
de diferentes camadas da rede neural são complementares e podem ser utilizadas para
alcançar melhores resultados (LIN; MAJI, 2016). A Figura 12 ilustra a arquitetura da rede
BCNN onde pode ser observado que o pooling bilinear é obtido por meio da união de duas
redes neurais convolucionais (iguais ou diferentes) por meio do produto externo.

Dai, Ng e Davis (2017), a partir da combinação das ideas de Andrearczyk e Whelan
(2016) e de Lin, RoyChowdhury e Maji (2017), propuseram uma rede neural convolucional
chamada FASON (First and second order information fusion network), que combina
estatísticas de primeira ordem, representadas pelo vetor obtido do pooling de média do
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Figura 12 – Arquitetura da rede BCNN (LIN; MAJI, 2016). Adaptado de Liu et al. (2019a).

trabalho da TCNN, com estatísticas de segunda ordem, representadas pelas características
do pooling bilinear da BCNN. As informações de diferentes camadas convolucionais foram
combinados e então aplicadas em uma camada completamente conectada com uma função
de ativação Softmax (BISHOP, 2006) para classificação das texturas. A Figura 13 ilustra
a arquitetura da rede FASON.

Convolução
(C	filtros)

Convolução
(D	filtros)

Softmax

Pooling	de	média

Pooling	de	média

Pooling	bilinear

Pooling	bilinear

Figura 13 – Arquitetura da rede FASON (DAI; NG; DAVIS, 2017). Adaptado de Liu et al.
(2019a).
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Zhang, Xue e Dana (2017) propuseram uma arquitetura chamadas de DeepTEN
(Deep texture encoding network) que integra uma camada de codificação ao final de uma
série de camadas convolucionais e generaliza os métodos de codificação das características
como o vetor de Fisher utilizado por Cimpoi et al. (2016), tornando-o sintonizável por um
processo de descida de gradiente via algoritmo de retropropagação. Em outra proposta de
generalização da codificação das características extraídas de uma rede neural convolucional
que permita o treinamento total do modelo, Song et al. (2017) propuseram um método de
representação de um vetor de Fisher através de uma rede neural artificial multicamadas
em uma representação de menor dimensão que permita a sintonia dos parâmetros. À
combinação desta representação do vetor de Fisher com a rede neural convolucional foi
dado o nome de LFVCNN (Local FVCNN ).

Fujieda, Takayama e Hachisuka (2017) apresentaram uma arquitetura chamada
de rede neural convolucional de ondaleta (Wavelet CNN - Wavelet convolutional neural
network) que busca integrar a análise espectral, através da decomposição em ondaletas,
com redes neurais convolucionais, para a classificação de imagens de texturas. Os autores
argumentaram que as camadas convolucionais e de pooling nas redes neurais convolucionais
representam uma forma limitada de análise espectral e que, a introdução dos parâmetros
da decomposição em ondaletas contribuiria no desempenho da rede. A Figura 14 apresenta
a arquitetura da Wavelet CNN, onde é possível verificar a utilização das decomposições
em ondalatas em diversas camadas da rede.

Entrada
3x224x224

Concat.
Concat.

Totalmente	conectada
2048

Saída

3x3	Conv.
64x112x112 3x3	Conv.

128x56x56 3x3	Conv.
256x28x28

3x3	Conv.
256x14x14

Pooling	de	média
7x7

3x3	Conv.
128x7x7

12x112x112

12x56x56
12x28x28

Análise	em
multirresolução

Figura 14 – Arquitetura da rede Wavelet CNN. Fonte: Fujieda, Takayama e Hachisuka
(2017).

Gunasekara, Wijayakulasooriya e Dharmagunawardhana (2017) propuseram a
utilização de uma rede neural artificial de duas camadas ocultas com uma imagem
transformada em um vetor e o histograma de intensidade reduzidos em trinta e cinco
componentes principais para a classificação de texturas.

Basu et al. (2018) realizaram um estudo teórico a cerca da utilização de redes neurais
artificiais profundas para a classificação de texturas usando a teoria da dimensão de Vapnik-
Chervonenkis para mostrar que texturas possuem, inerentemente, uma representação em
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um espaço de maior dimensionalidade em comparação a bancos de dados com imagens
baseadas em cor e forma, o que torna mais difícil a sua classificação pelas redes neurais
artificiais. Os autores concluem afirmando que, para dados que envolvem texturas, é
necessário reprojetar redes neurais artificias e utilizar algoritmos de treinamento que
permitam o aprendizado de características similares às matrizes de co-ocorrência em
nível de cinza e outras características baseadas em correlação espacial, uma vez que estes
representam texturas em um espaço de menor dimensionalidade.

Liu et al. (2019b) propuseram uma arquitetura de redes neurais convolucionais cujo
treinamento se baseia em algoritmos genéticos para promover o aprendizado de padrões
de texturas com maior informação semântica, definidos segundo os padrões binários
locais, chamada de GANet (Genetic algorithm net). Três redes neurais convolucionais são
utilizadas para extrair características de texturas e, ao final, uma FV-CNN foi utilizada
para classificar as texturas das imagens.

Dixit et al. (2019) utilizaram uma rede neural convolucional para classificar ima-
gens de texturas. Neste trabalho, um algoritmo de otimização da baleia (WOA - Whale
optimization algorithm) foi utilizado para escolher os valores dos filtros das camadas
convolucionais e os pesos e os biases das camadas completamente conectadas. O algoritmo
de otimização da baleia é uma meta-heurística inspirada no comportamento de caça de
baleias jubarte na natureza (MIRJALILI; LEWIS, 2016).

Bu et al. (2019) apresentaram uma rede neural convolucional seguida de uma camada
de codificação com parâmetros sintonizáveis que reforça a localidade e a esparsidade
das características extraídas pelas camadas convolucionais. A camada de codificação
funciona como uma camada de pooling e como um dicionário de classes enquanto reforça
a representação esparsa para aumentar a capacidade discriminativa da rede. Ao final,
uma camada de pooling global seguida de uma camada totalmente conectada fazem a
classificação final das texturas nas imagens de entrada.

Scabini et al. (2019) realizaram uma avaliação sistemática de diversas arquiteturas
de redes neurais convolucionais propostas entre 2012 e 2018 para a classificação de textu-
ras, especificamente as arquiteturas AlexNet (KRIZHEVSKY; SUTSKEVER; HINTON,
2012); VGG16 e VGG19 (SIMONYAN; ZISSERMAN, 2014); Inception V3 (SZEGEDY
et al., 2016b); ResNet18, ResNet50 e ResNet152 (HE et al., 2016); InceptionResNet V2
(SZEGEDY et al., 2016a); PolyNet (ZHANG et al., 2017); DenseNet121 e DenseNet201
(HUANG et al., 2017a); PNASNet5 (LIU et al., 2018); e SENet154, SEResNet50, SE-
ResNet152, SEResNeXt50 e SEResNeXt101 (HU; SHEN; SUN, 2018). No trabalho, as
redes neurais convolucionais foram consideradas extratores de características de texturas
e, após a extração de características, um pooling de média global foi aplicado e três
classificadores foram considerados: k-vizinhos mais próximos, um classificador de análise
de discriminante linear, e uma máquina de vetores de suporte. Do estudo, os autores
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fizeram duas observações importantes acerca da classificação de texturas. Primeiramente,
verificou-se que a arquitetura possui grande importância na extração de características,
pois foram observados diferentes desempenhos entre as diversas arquiteturas. Em segundo
lugar, verificou-se que a transferência de aprendizagem (transfer learning) a partir de uma
rede treinada com o banco de imagens ImageNet (DENG et al., 2009) nem sempre é uma
boa alternativa no caso de texturas.

Em um trabalho recente, Liu et al. (2020a) buscaram combinar as características
de análise espectral e redes neurais convolucionais propondo uma arquitetura chamada de
C-CNN (Contourlet convolutional neural networks), inspirada nos trabalhos de Fujieda,
Takayama e Hachisuka (2017) e Fujieda, Takayama e Hachisuka (2018). Inicialmente, uma
transformada de countorlet é aplicada à imagem para obter uma representação espectral da
mesma. O resultado é então paralelamente processado por uma rede neural convolucional
e por uma decomposição contourlet e combinado internamente na rede convolucional para
a classificação de texturas. A Figura 15 apresenta a arquitetura da rede C-CNN na qual é
possível observar que a rede também utiliza características estatísticas da imagem para
realizar a classificação final.
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características

Fusão	de
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Conv.8Conv.7

Conv.6 Conv.9

Pooling

FC1
FC2

Saída

Banco	de	filtros	direcionais	(DFB)

Pirâmide	Laplaciana	(LP)
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DFB

Figura 15 – Arquitetura da rede C-CNN. Fonte: Liu et al. (2020a).

1.1.5.2 Segmentação de texturas através de métodos baseados em aprendizado

Embora diversas aplicações relacionadas a texturas em visão computacional envol-
vendo aprendizado profundo lidem com a classificação de texturas (TIVIVE; BOUZER-
DOUM, 2006; BYEON; LIWICKI; BREUEL, 2014; LIU et al., 2016a; ANDREARCZYK;
WHELAN, 2016; JUNIOR; BACKES, 2016; LIN; MAJI, 2016; DAI; NG; DAVIS, 2017;
ZHANG; XUE; DANA, 2017; FUJIEDA; TAKAYAMA; HACHISUKA, 2017; GUNASE-
KARA; WIJAYAKULASOORIYA; DHARMAGUNAWARDHANA, 2017; BASU et al.,
2018; LIU et al., 2019b; DIXIT et al., 2019; BU et al., 2019; SCABINI et al., 2019; LIU et
al., 2020a), existem poucos estudos na literatura científica que apresentaram trabalhos
que envolvam essas técnicas em segmentação de texturas.
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No trabalho apresentado por Byeon e Breuel (2014), uma rede LSTM (Long short-
term memory) bidimensional foi proposta para classificar cada píxel em uma imagem de
acordo com uma classe pré-definida de textura. Uma única camada oculta composta de
quatro unidades recorrentes foi utilizada na qual os mosaicos de texturas eram alimentados
diretamente, sem nenhum pré-processamento, e cuja saída era uma imagem na qual cada
píxel possuía um valor atribuído a um número pré-definido de classes de texturas. Nesta
arquitetura, o comportamento espacial recorrente típico das unidades LSTM possibilitou
considerar a topologia espacial dos píxeis para a decisão final da rede.

Uma rede neural convolucional foi usada por Cimpoi, Maji e Vedaldi (2015) e
Cimpoi et al. (2016) para segmentar partes de imagens encontradas por um algoritmo de
proposta de regiões através de sua classificação em um número pré-definido de classes de
texturas. A rede neural convolucional foi utilizada como um extrator de características e
sua saída foi usada em uma codificação de um vetor de Fisher seguido por um classificador
de máquina de vetores de suporte. Dessa forma, a segmentação era obtida por uma votação
a partir da classificação das diversas regiões geradas pelo algoritmo de proposta de regiões.

Andrearczyk e Whelan (2017b) propuseram uma rede neural convolucional com
skip connections conectando diversas camadas da rede diretamente à camada de saída com
base na rede completamente convolucional (FCN - Fully convolutional network) proposta
por Long, Shelhamer e Darrell (2015). Essa arquitetura com este tipo de conexão permite
à rede combinar informações de camadas mais rasas e camadas mais profundas para a
segmentação de texturas. Dentre as redes completamente convolucionais apresentadas por
Long, Shelhamer e Darrell (2015), foi escolhida a rede com menor quantidade de camadas
para a segmentação de texturas. A justificativa para tal é que texturas são propriedades
mais elementares de imagens e, portanto, detectadas nas camadas mais rasas de uma rede
neural profunda.

A arquitetura utilizada por Andrearczyk e Whelan (2017b) é mostrada na Figura
16. A imagem passa por uma série de camadas convolucionais e de pooling e, ao final, o
resultado das diferentes camadas de pooling é combinado, depois de passar por camadas
de unpooling para ajustar seu tamanho.

O resultado dessa rede é combinado em um processo iterativo para eliminar áreas
isoladas dentro de áreas maiores. Esse método entretanto, assim como os métodos anteriores,
depende de um número fixo de classes de texturas.

Yamada et al. (2018) apresentaram uma rede neural convolucional siamesa para a
extração de características de texturas seguida de um algoritmo de fusão hierárquica de
regiões para a segmentação de texturas não-supervisionada. Ustyuzhaninov et al. (2018)
propuseram utilizar uma rede neural convolucional para segmentação de textura a partir
de uma única pequena região, na qual, a textura desta pequena região é identificada e
segmentada em uma imagem maior através de uma arquitetura do tipo encoder-decoder.
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Figura 16 – Arquitetura da rede utilizada por Andrearczyk e Whelan (2017b).

Huang, Zhou e Gilles (2019) utilizaram uma arquitetura similar ao trabalho de
Andrearczyk e Whelan (2017b), mas também empregaram características de texturas
extraídas de imagens pela utilização de transformada empírica de curvelets (curvaletas,
em tradução livre), que podem ser caracterizadas como ondaletas direcionadas por dados,
como mostra a Figura 17. Atualmente, essa técnica é a que apresenta o melhor desempenho
na plataforma Prague Texture Segmentation Datagenerator and Benchmark (HAINDL;
MIKES, 2008). É importante ressaltar no entanto que, no contexto desta tese, embora
os métodos citados apresentem bom desempenho, os mesmos stão restritos a um número
limitado de classes de texturas presentes nos mosaicos de imagens para fazer a classificação
píxel-a-píxel.
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Figura 17 – Arquitetura da rede utilizada por Huang, Zhou e Gilles (2019).

Finalmente, Karabağ et al. (2019) apresentaram uma avaliação da segmentação de
texturas comparando a arquitetura de rede neural convolucional U-Net (RONNEBERGER;
FISCHER; BROX, 2015) com algoritmos tradicionais, especificamente, matrizes de co-
ocorrência em nível de cinza, algoritmo de watershed, padrões binários locais, filtros
tradicionais, e filtragem de sub-banda em multirresolução.
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1.2 Contribuição
Na linha de métodos de segmentação de texturas baseados em aprendizado, este

trabalho apresenta uma técnica de separação de regiões em mosaicos de texturas baseada em
uma rede neural convolucional com uma arquitetura do tipo encoder-decoder que, através
de uma classificação binária de cada píxel da imagem, é independente do conhecimento
a priori das classes de texturas e da quantidade de regiões de texturas presentes nos
mosaicos.

A separação das texturas é feita por meio da classificação dos píxeis na qual cada
píxel é especificado como pertencendo a uma região interna de textura ou em uma fronteira
entre diferentes regiões de texturas. A técnica proposta faz então um contraponto aos
métodos discutidos ao apresentar um método que busca, ao invés da classificar cada píxel
como pertencente a uma determinada textura, utilizar uma rede neural convolucional
para encontrar dissimilaridades entre regiões e assim, segmentar as diferentes regiões de
texturas.

Dessa forma, o modelo é capaz de separar imagens de texturas de diferentes nature-
zas sem que seja necessário retreiná-lo. Assim, o método proposto não está limitado a um
número pré-definido de classes de texturas presentes nas imagens. O modelo desenvolvido
é, portanto, robusto e adaptável a diferentes cenários como, por exemplo, na separação
de mosaicos compostos por imagens de sensoriamento remoto e por imagens de tecidos
utilizadas em análises médicas.

Adicionalmente, esta tese propõe uma metodologia para a criação de diferentes
tipos de mosaicos de texturas que, devido à sua variabilidade, contribuem para tornar o
sistema mais robusto.

1.3 Hipótese
A hipótese deste trabalho é que é possível desenvolver um modelo de separação

de texturas que busca, através dos diferentes campos receptivos de uma rede neural
convolucional, encontrar as dissimilaridades entre regiões de texturas e, assim, determinar
as fronteiras entre essas regiões. Nesse sentido, espera-se que a técnica proposta seja
independente de um número definido a priori de classes de texturas por meio da análise
das regiões da imagem e a classificação binária dos píxeis como píxeis pertencentes a
regiões internas de texturas ou píxeis pertencentes a fronteiras entre diferentes regiões de
texturas.
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1.4 Objetivos do Trabalho

1.4.1 Objetivo geral

O objetivo geral desta tese é desenvolver um método de separação de texturas
baseado em redes neurais convolucionais para verificar as dissimilaridades das regiões de
uma imagem, classificando cada píxel como pertencente a uma borda entre diferentes
regiões de texturas ou como pertencente à uma região interna de uma textura.

1.4.2 Objetivos específicos

Os objetivos específicos desta tese são:

• Determinar a arquitetura da rede neural convolucional utilizada como modelo;

• Avaliar o desempenho do modelo treinado frente aos diferentes conjuntos de texturas
para avliação;

• Avaliar o desempenho do modelo utilizando mosaicos compostos de imagens de
diferentes naturezas;

• Avaliar o desempenho do modelo em imagens naturais.

1.5 Estrutura do Texto
O Capítulo 1 apresentou uma introdução do problema a ser tratado e uma revisão

da literatura científica relacionada. O restante do texto é estruturado como descrito a seguir.
O Capítulo 2 trata do referencial teórico no qual o trabalho é baseado. Especificamente,
são abordados os fundamentos de redes neurais artificiais, redes neurais convolucionais,
a função de ativação utilizada, a operação de pooling, e a utilização de redes neurais
completamente convolucionais para a aplicação de segmentação. O Capítulo 3 explica o
método proposto neste trabalho, a arquitetura da rede neural convolucional utilizada, e
também os bancos de imagens utilizados. O Capítulo 4 mostra os resultados experimentais.
Este é dividido em cinco seções. Na Seção 4.1, uma comparação visual dos resultados
obtidos é apresentada para avaliar qualitativamente o método proposto. Na Seção 4.2,
os resultados numéricos do método proposto sobre os diferentes conjuntos de teste são
apresentados. Na Seção 4.3, é feita uma comparação do método proposto com as técnicas
que representam o estado da arte da segmentação de texturas no banco de imagens de
texturas considerado. Nas Seções 4.4 e 4.5, o modelo é avaliado sobre mosaicos constituídos
de imagens de sensoriamento remoto e de imagens de tecidos, respectivamente, com o
propósito de verificar o desempenho do método proposto sobre mosaicos compostos por
imagens diferentes de imagens de texturas. Na Seção 4.6, é apresentado, qualitativamente,
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o desempenho do método proposto sobre imagens naturais. Finalmente, o Capítulo 5 faz
as considerações finais deste trabalho.
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2 Referencial Teórico

Este capítulo tem como objetivo apresentar o ferramental teórico necessário para o
entendimento da proposta desta tese. Serão apresentados os conceitos básicos sobre redes
neurais artificiais, redes neurais convolucionais, a função de ativação ReLU, a operação de
max pooling, o procedimento de batch normalization e a interpolação bilinear.

2.1 Redes Neurais Artificiais
Redes neurais artificiais são definidas por Haykin (2010) como processadores

paralelamente distribuídos constituídos de unidades de processamento simples e que
possuem a propensão natural para armazenar conhecimento experimental e torná-lo
disponível para uso. Elas recebem este nome por terem surgido como propostas de modelos
matemáticos para redes neurais biológicas (MCCULLOCH; PITTS, 1943; WIDROW;
HOFF, 1960; ROSENBLATT, 1961).

As redes neurais artificiais são compostas de unidades básicas chamadas de neurônios
artificiais e cada uma dessas unidades executa a operação

yk = ϕ

(
m∑
d=1

wdxd + bk

)
(2.1)

= ϕ
(
wTx + bk

)
, (2.2)

onde yk é a saída do neurônio artificial para uma entrada x = [x1, x2, . . . , xm]T , wd é o peso
de cada uma das m dimensões de entrada e bk é o termo de bias cujo efeito é aumentar ou
reduzir o escalar obtido por wTx. ϕ(.) é a função de ativação do neurônio artificial. Na
literatura comumente são utilizadas as funções sigmoide, tangente hiperbólica e unidade
de retificação linear (ReLU - rectified linear unit) (GOODFELLOW et al., 2016). A Figura
18 apresenta o modelo de um neurônio que realiza a operação descrita pela Equação 2.1.

No contexto de classificação de padrões, o neurônio artificial, quando associado
com uma função de ativação sigmoide ou tangente hiperbólica, executa uma operação de
separação linear de padrões de acordo com o sinal de wTx + bk. A limitação da separação
linear pode ser superada colocando-se diversos neurônios artificiais em uma arquitetura de
rede, formando, assim, uma rede neural artificial, como ilustra a Figura 19.

Neste caso, pode-se ter uma arquitetura com diversas camadas e, em cada camada,
diversos neurônios artificiais. A utilização de uma rede de neurônios artificiais combinada
com as diferentes funções de ativação de cada neurônio gera um poderoso classificador
não-linear capaz de gerar diferentes superfícies de separação de acordo com a distribuição
dos dados. O crescimento da capacidade computacional nos últimos anos permitiu a
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Figura 18 – Modelo de um neurônio artificial. Fonte: Haykin (2010)
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Figura 19 – Modelo de uma rede neural artificial. Fonte: Haykin (2010)

utilização de redes neurais artificiais cada vez mais profundas, isto é, com um número cada
vez maior de camadas, originando o termo aprendizado profundo, ou deep learning. O
crescimento do poder computacional, aliado à disponibilidade cada vez maior de grandes
conjuntos de dados, têm permitido às técnicas de aprendizado profundo se tornarem o
estado da arte em diversas aplicações (LECUN; BENGIO; HINTON, 2015).

Uma vez definida a arquitetura de uma rede neural artificial, é possível ajustar
os parâmetros da rede, isto é, os pesos dos neurônios e os termos de bias através da
técnica de retropropagação, ou backpropagation, do erro de classificação em um modelo de
aprendizado supervisionado. Neste caso, para um padrão de entrada ou um conjunto de
padrões de entradas, os parâmetros da rede são ajustados da camada de saída em direção
à camada de entrada através da retropropagação do erro de classificação por meio da regra
da cadeia (BISHOP, 2006; HAYKIN, 2010; GOODFELLOW et al., 2016).
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2.2 Redes Neurais Convolucionais
Em uma rede neural artificial tradicional, como mostrado na Figura 19, cada neurô-

nio artificial, de cada camada, possui um peso associado a cada uma das dimensões de sua
entrada, de tal forma que, à medida que a dimensionalidade da entrada aumenta, o número
de parâmetros da rede neural artificial aumenta proporcionalmente (GOODFELLOW et
al., 2016).

Em uma aplicação em que a entrada de uma rede neural artificial é uma imagem de
nível de cinza de dimensão 128×128, por exemplo, primeiramente é necessário transformar
a imagem, que é representada por uma matriz de dimensão 128 × 128, em um vetor
unidimensional de tamanho 1282 = 16.384. Assim, cada neurônio artificial diretamente
conectado à entrada terá 16.385 parâmetros, se considerado o termo de bias. Além da
quantidade elevada de parâmetros, a transformação da imagem em um vetor unidimensi-
onal elimina a estrutura espacial da imagem fazendo com que cada píxel seja analisado
independentemente.

As redes neurais convolucionais buscam resolver as questões do número elevado
de parâmetros e da quebra da estrutura parcial propondo uma operação de convolução
com a imagem e diversos filtros, ou kernels, que são sintonizados pelo treinamento da
rede. Embora as redes neurais convolucionais não sejam um método recente, existindo
desde o final da década de 80 (LECUN et al., 1989), foi somente a partir do trabalho
publicado por Krizhevsky, Sutskever e Hinton (2012) que essas estruturas se popularizaram
e, desde então, passaram a ser utilizadas, com bons resultados, em diversas aplicações
envolvendo visão computacional (REDMON; FARHADI, 2018; BOCHKOVSKIY; WANG;
LIAO, 2020; GIRSHICK et al., 2014; GIRSHICK, 2015; REN et al., 2015; HE et al., 2017;
XIE; TU, 2015). A seguir, será apresentada a operação de convolução que dá o nome a
esta arquitetura.

2.2.1 Convolução

Seja x(t) um sinal definido em um espaço contínuo unidimensional e w(t) um filtro
definido no mesmo espaço. A convolução de x(t) e w(t) é dada por

y(t) = x(t) ∗ w(t) =
∫
τ
x(τ)w(t− τ)dτ. (2.3)

Se o sinal e o filtro são definidos em um espaço discreto unidimensional como x[i] e
w[i], respectivamente, a integral é substituída por um somatório e a convolução de x[i] e
w[i] torna-se

y[i] = x[i] ∗ w[i] =
∑
m

x[m]w[i−m]. (2.4)

Seja agora x(t1, t2) um sinal definido em um espaço contínuo bidimensional e
w(t1, t2) um filtro definido no mesmo espaço. A convolução de x(t1, t2) e w(t1, t2) é definida
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como

y(t1, t2) = x(t1, t2) ∗ w(t1, t2) =
∫
τ

∫
τ
x(τ1, τ2)w(t1 − τ1, t2 − τ2)dτ1dτ2. (2.5)

No caso de imagens digitais em níveis de cinza, o sinal x[i, j] representa uma
imagem definida em um espaço discreto bidimensional e a convolução com um filtro w[i, j]
torna-se

y[i, j] = x[i, j] ∗ w[i, j] =
∑
m

∑
n

x[m,n]w[i−m, j − n]. (2.6)

A convolução é uma operação comutativa, de modo que

x[i, j] ∗ w[i, j] = w[i, j] ∗ x[i, j] =
∑
m

∑
n

x[i−m, j − n]w[m,n]. (2.7)

A operação descrita pela Equação 2.7 é a operação que as camadas convolucionais
executam nas redes neurais convolucionais. Nessa arquitetura, os parâmetros de diversos
filtros da forma w[m,n] são sintonizados por meio do algoritmo de retropropagação. Uma
vez que os parâmetros dos filtros são sintonizados pelo algoritmo de treinamento, alguns
pacotes computacionais implementam a operação de correlação cruzada no lugar da
convolução (GOODFELLOW et al., 2016), a qual é descrita por∑

m

∑
n

x[i+m, j + n]w[m,n]. (2.8)

Embora do ponto de vista de processamento de sinais, convolução e correlação
cruzada sejam operações distintas, no contexto de aprendizado de máquinas e redes neurais
convolucionais, nos quais os parâmetros dos filtros são sintonizados pelo algoritmo de
treinamento, a diferença entre as duas operações corresponde apenas à inversão do kernel
do filtro quando da sua passagem pela imagem (GOODFELLOW et al., 2016).

A Figura 20 apresenta uma operação de convolução em duas dimensões entre uma
imagem, x de tamanho 3×3, e um filtro w de tamanho 2×2, na qual um dos elementos da
saída, y, é destacado juntamente com todos os elementos da imagem e do filtro envolvidos.
No contexto de redes neurais convolucionais, as saídas das camadas convolucionais são
chamadas de campos receptivos locais.

Cada um dos elementos da saída é obtido por

y[1, 1] = x[1, 1]w[1, 1] + x[1, 2]w[1, 2] + x[2, 1]w[2, 1] + x[2, 2]w[2, 2], (2.9)

y[1, 2] = x[1, 2]w[1, 1] + x[1, 3]w[1, 2] + x[2, 2]w[2, 1] + x[2, 3]w[2, 2], (2.10)

y[2, 1] = x[2, 1]w[1, 1] + x[2, 2]w[1, 2] + x[3, 1]w[2, 1] + x[3, 2]w[2, 2], (2.11)

y[2, 2] = x[2, 2]w[1, 1] + x[2, 3]w[1, 2] + x[3, 2]w[2, 1] + x[3, 3]w[2, 2]. (2.12)

Na prática, geralmente são utilizados filtros convolucionais de tamanho ímpar,
como por exemplo de tamanho 3× 3, 5× 5, 7× 7, etc., nos quais existe um píxel central. A
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Figura 20 – Operação de convolução em duas dimensões.
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Figura 21 – Operação de convolução em duas dimensões.

Figura 21 ilustra a operação de uma imagem de tamanho 4× 4 com um filtro de tamanho
3× 3.

A partir das Figuras 20 e 21, observa-se que, a menos que haja um preenchimento
com zeros nas bordas da imagem original, chamado de padding, a saída de uma camada
convolucional possui uma dimensão reduzida em comparação à imagem de entrada. Seja
Mx e Nx a quantidade de linhas e colunas da imagem x, respectivamente, e seja Mw e
Nw a quantidade de linhas e colunas do filtro w, respectivamente, então a quantidade de
linhas, My, e colunas, Ny da saída y = x ∗ w é

My = (Mx −Mw) + 1, (2.13)

Ny = (Nx −Nw) + 1. (2.14)

As Equações 2.13 e 2.14 permitem conhecer o tamanho das saídas de cada camada
convolucional e, caso desejado, determinar a quantidade de zeros a serem preenchidos na
imagem de entrada para que as dimensões da saída se igualem às dimensões de entrada. A
Figura 20 e as Equações 2.13 e 2.14 consideram um passo, ou stride, unitário na passagem
do filtro pela imagem durante a operação de convolução. Entretanto, passos maiores podem
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ser utilizados, o que resulta em uma redução ainda maior do tamanho de saída e reduz
a sobreposição de regiões da entrada na saída da operação de convolução. Neste caso,
sendo SM o passo dado pelo filtro no sentido das linhas e SN o passo dado pelo filtro no
sentido das colunas, a quantidade de linhas e colunas da saída da operação de convolução
é descrita por

My = (Mx −Mw)
SM

+ 1, (2.15)

Ny = (Nx −Nw)
SN

+ 1. (2.16)

Em uma referência às redes neurais artificiais convencionais, apresentadas na Seção
2.1, uma camada convolucional pode ser vista como uma camada completamente conectada
de uma rede neural artificial, antes da aplicação da função de ativação, com alguns
parâmetros previamente determinados e iguais a zero e outros parâmetros compartilhados.
Para ilustrar esta afirmação, a operação de convolução apresentada na Figura 20 e nas
Equações 2.9, 2.10, 2.11 e 2.12 pode ser descrita como


y[1, 1]
y[1, 2]
y[2, 1]
y[2, 2]

 =


w[1, 1] w[1, 2] 0 0 w[2, 1] w[2, 2] 0 0 0 0 0

0 w[1, 1] w[1, 2] 0 0 w[2, 1] w[2, 2] 0 0 0 0
0 0 0 0 w[1, 1] w[1, 2] 0 0 w[2, 1] w[2, 2] 0
0 0 0 0 0 w[1, 1] w[1, 2] 0 0 w[2, 1] w[2, 2]





x[1, 1]
x[1, 2]
x[1, 3]
x[2, 1]
x[2, 2]
x[2, 3]
x[3, 1]
x[3, 2]
x[3, 3]


,

(2.17)

ou seja, a convolução pode ser escrita como uma operação matricial na forma

y = Wx, (2.18)

desde que a matriz W tenha a estrutura apresentada na Equação 2.17. Nesse caso, a
imagem de entrada x está na sua representação lexicográfica.

Dessa forma, verifica-se que, em comparação às redes neurais artificiais tradicionais,
as redes neurais convolucionais consideram a estrutura topológica dos dados, e utilizam
menos parâmetros, já que muitos destes são nulos enquanto outros são compartilhados.

Em geral, uma camada convolucional conta com diversos filtros sendo que estes, ao
final da camada são empilhados para serem processados pela próxima camada da rede.
Neste caso, a saída relativa a cada filtro k de uma camada é descrito por

y[i, j, k] =
∑
m

∑
n

x[i+m, j + n]w[m,n, k] (2.19)
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Na situação em que a entrada de uma camada convolucional é composta de mais
do que uma matriz, seja no caso de uma imagem colorida, na qual a imagem é descrita
por três matrizes, uma para cada canal de cor; ou no caso em que a entrada da camada
em questão é formada pelo empilhamento de saídas de uma camada anterior, a saída de
cada filtro é descrita por

y[i, j, k] =
∑
c

∑
m

∑
n

x[i+m, j + n, c]w[m,n, c, k], (2.20)

na qual o índice c corresponde a cada uma das matrizes de entrada da camada. É possível
ainda inserir um termo de bias, b, em cada um destes filtros, de modo que a saída torna-se

y[i, j, k] =
∑
c

∑
m

∑
n

x[i+m, j + n, c]w[m,n, c, k] + b[k]. (2.21)

2.2.2 Função de ativação ReLU

A operação de convolução, como mostrado na Equação 2.17 na Seção 2.2.1, é uma
operação linear. Em uma rede neural artificial, a função de ativação é a responsável por
conferir à rede uma não-linearidade. Tradicionalmente, nas redes neurais convolucionais a
função de ativação empregada é a unidade linear retificada (ReLU - rectified linear unit)
(GLOROT; BORDES; BENGIO, 2011).

A função ReLU, f(x), pode ser definida como

f(x) = ReLU(x) = max {0, x} , (2.22)

na qual x é o argumento de entrada da função que, no caso das redes neurais convolucionais,
corresponde à saída de uma camada convolucional como representado na Equação 2.21. A
Figura 22 ilustra essa função.

x

ReLU(x)

Figura 22 – Função de ativação ReLU.

Na Figura 22 é possível observar uma vantagem da função de ativação ReLU:
para um argumento positivo da função, o gradiente é constante e igual à unidade. No
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treinamento de redes neurais artificiais com muitas camadas o fenômeno chamado de
vanishing gradients, ou desaparecimento de gradientes, costuma ocorrer devido ao fato de
que, na retropropagação dos gradientes, a multiplicação sequencial de números menores
do que a unidade resulta em um valor ainda menor do que os produtos. Dessa maneira, o
gradiente utilizado no ajuste dos pesos torna-se cada vez menor, fazendo com que o ajuste
seja cada vez menos efetivo. A utilização de um gradiente constante e igual à unidade,
como na função ReLU contribui para evitar esta situação e, assim, torna esta função de
ativação atrativa para as redes neurais que contêm muitas camadas, como costuma ser o
caso das redes neurais convolucionais.

A saídas da camada de convolução combinada com a função de ativação ReLU
podem ser descritas por

y[i, j, k] = ReLU
(∑

c

∑
m

∑
n

x[i+m, j + n, c]w[m,n, c, k] + b[k]
)
. (2.23)

2.2.3 Operação de pooling

Após a camada de convolução seguida pela função de ativação, é comum, em
diversas arquiteturas de redes neurais convolucionais, a utilização de uma camada de
pooling, cuja função é sumarizar os campos receptivos locais e reduzir a dimensionalidade.
O pooling também faz com que a rede se torne invariante a pequenas translações da entrada
e a pequenas variações de iluminação, além de mais robusta a ruídos, o que representa um
importante aspecto para a visão computacional (GOODFELLOW et al., 2016; BOUREAU;
PONCE; LECUN, 2010).

Os dois tipos mais comuns de pooling são o pooling de média, na qual a saída da
operação é o valor médio de uma região retangular, e o pooling de máximo, ou max-pooling,
cuja saída da operação é o valor máximo de uma região retangular (GOODFELLOW
et al., 2016). Estudos experimentais indicam que a operação de max-pooling possui um
desempenho superior em comparação a outras formas de pooling (SCHERER; MÜLLER;
BEHNKE, 2010; YANG et al., 2009) e, portanto, esta será a abordagem adotada neste
trabalho.

A Figura 23 apresenta a operação de max-pooling sobre uma determinada região
na qual cores são usadas para indicar quais os píxeis da imagem de entrada contribuem
para cada um dos píxeis da imagem de saída da operação. Neste caso, foi usado um passo
de dois píxeis para a operação.

A Figura 23 permite observar que, usando um passo de dois píxeis, as dimensões
da imagem de entrada são reduzidas pela metade na imagem de saída. Esta redução de
tamanho diminui o processamento computacional das próximas camadas. Cada um dos
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x[3,1]
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Figura 23 – Operação de pooling em duas dimensões.

píxeis da imagem de saída é descrito pelos píxeis da imagem de entrada como

y[1, 1] = max {x[1, 1], x[1, 2], x[2, 1], x[2, 2]} , (2.24)

y[1, 2] = max {x[1, 3], x[1, 4], x[2, 3], x[2, 4]} , (2.25)

y[2, 1] = max {x[3, 1], x[3, 2], x[4, 1], x[4, 2]} , (2.26)

y[2, 2] = max {x[3, 3], x[3, 4], x[4, 3], x[4, 4]} . (2.27)

É importante notar que a operação de pooling não é exclusiva das redes neurais
convolucionais. Métodos populares na área de visão computacional como o SIFT (Scale-
invariant feature transform) (LOWE, 2004) e o histograma de gradientes orientados (HOG
- histograms of oriented gradients) medem as orientações dominantes dos gradientes em
um número de regiões e então fazem o pooling em uma determinada região, resultando em
um histograma local de orientações (BOUREAU; PONCE; LECUN, 2010).

Além disso, algumas abordagens de redes neurais convolucionais não utilizam as
operações de pooling (SPRINGENBERG et al., 2014; HUANG et al., 2017a), empregando
passos maiores do que a unidade para reduzir a dimensionalidade da informação, segundo
as Equações 2.15 e 2.16.

2.3 Redes Neurais Completamente Convolucionais
Na literatura científica, redes neurais convolucionais geralmente tem uma arquite-

tura formada por diversas camadas convolucionais, combinadas com funções de ativação,
seguidas por camadas de pooling. Devido à redução da dimensionalidade pela operação de
convolução, caso não seja feito o preenchimento de zeros, e pela operação de max-pooling,
ao final dessa sequência de camadas, as imagens processadas possuem uma dimensão muito
inferior às dimensões da imagem de entrada. Em aplicações de classificação de imagens,
a redução da dimensionalidade é conveniente, pois, neste caso, a parte convolucional da
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rede funciona como um extrator de características das imagens. Ao final dessa sequência
de camadas, faz-se uma transformação de um sinal de duas dimensões para um sinal de
apenas uma dimensão, chamada de achatamento, ou flattening, e insere-se uma arquitetura
de uma rede neural artificial convencional. Exemplos desta arquitetura incluem a rede
LeNet-5 (LECUN et al., 1998), apresentada na Figura 24, a rede AlexNet (KRIZHEVSKY;
SUTSKEVER; HINTON, 2012), apresentada na Figura 25, e a rede VGG-16 (SIMONYAN;
ZISSERMAN, 2014), apresentada na Figura 26.

Convolução	com	função
de	ativação	tangente	hiperbólica

Pooling	de	média

Camada	de	achatamento

6	kernels

16	kernels

120	neurônios

84	neurônios

10	neurônios

Camada	totalmente	conectada

Figura 24 – Arquitetura da rede LeNet-5 (LECUN et al., 1998).

Embora a quantidade de camadas convolucionais e o tamanho dos kernels e a
quantidade de neurônios das camadas totalmente conectadas das Figuras 24, 25 e 26
sejam diferentes, observa-se o mesmo padrão de comportamento, isto é, uma sequência
de camadas convolucionais e camadas de pooling, seguida de uma sequência de camadas
totalmente conectadas.

Determinadas aplicações em visão computacional, como a segmentação, que é o
foco deste trabalho, exigem, como saída do processo, uma imagem de mesma dimensão da
entrada com a separação das diferentes partes da imagem. Uma aplicação direta consiste
em, a partir das regiões fornecidas por um algoritmo de proposta de regiões, classificar a
região usando uma rede neural convolucional construída para este fim e, então, na imagem
original, separar toda esta região de acordo com a classe. Esta é a proposta empregada por
Cimpoi et al. (2014b) para fazer a segmentação de texturas. Entretanto, essa abordagem,
por sua própria natureza, é imprecisa, uma vez que regiões inteiras são classificadas, ao
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Convolução	com	função	da	ativação	RELU

Max-pooling

Camada	de	achatamento
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256	kernels
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Camada	totalmente	conectada

384,	384,	256
kernels

4096
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1000
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Figura 25 – Arquitetura da rede AlexNet (KRIZHEVSKY; SUTSKEVER; HINTON,
2012).

invés de cada píxel individualmente.

Long, Shelhamer e Darrell (2015) apresentaram uma proposta chamada de rede
completamente convolucional (FCN - fully convolutional network) para segmentação
baseada em uma classificação píxel-a-píxel que consiste em utilizar a operação de convolução
transposta, também chamada de deconvolução (ZEILER et al., 2010), para aumentar a
dimensionalidade da imagem e, assim, ao final da rede, obter uma imagem de mesma
dimensão da imagem de entrada. A Figura 27 ilustra a arquitetura da rede FCN-8, também
utilizada no trabalho de Andrearczyk e Whelan (2017b) para a segmentação de texturas.

Noh, Hong e Han (2015) propuseram a DeconvNet para segmentação semântica. A
rede possui uma arquitetura do tipo encoder-decoder na qual a imagem é processado por
diversas camadas de convolução e pooling e, em sequência, por uma série de operações de
upsampling, na qual os índices das operações de pooling são utilizados para gerar mapas
de ativação maiores e esparsos, e operações de convolução transposta para recuperar as
informações a partir dos mapas esparsos. Ao final da rede, uma camada de convolução
transposta com uma função de ativação SOFTMAX, também chamada função exponencial
normalizada (BISHOP, 2006) é aplicada para produzir uma imagem relativa a cada uma
das classes semânticas. A Figura 28 ilustra a arquitetura da rede DeconvNet.

Ronneberger, Fischer e Brox (2015) propuseram a rede chamada de U-Net, cuja
arquitetura é mostrada na Figura 29, para a segmentação de imagens biomédicas como
a segmentação de células e bactérias em imagens de microscopia e a segmentação de
veias e capilares em imagens de retina, nas quais a quantidade de imagens é limitada
e a redução significativa das dimensões não é desejável. A rede consiste de duas partes
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Figura 26 – Arquitetura da rede VGG16 (SIMONYAN; ZISSERMAN, 2014).

distintas em uma arquitetura encoder-decoder : uma parte de compressão, na qual a
imagem tem sua dimensão reduzida, e uma parte de expansão, na qual a imagem tem
suas dimensões recuperadas. Conexões entre a parte de compressão e expansão, chamadas
de skip connections 1, permitem à rede utilizar a informação de diferentes camadas na
recuperação das dimensões, contribuindo para segmentação final. Da mesma forma que
nas arquiteturas proposta por Long, Shelhamer e Darrell (2015) e Noh, Hong e Han (2015),
a segmentação é feita pela classificação píxel-a-píxel em uma das classes pré-definidas.

Badrinarayanan, Kendall e Cipolla (2017) propuseram uma arquitetura encoder-
decoder para a segmentação semântica píxel-a-píxel, chamada de SegNet, similar à rede
DeconvNet (NOH; HONG; HAN, 2015), mas com um número menor de camadas e
parâmetros. Além disso, ao invés de utilizar a convolução transposta para aumentar
as dimensões da imagem, a SegNet emprega a sobreamostragem seguida por operações
de convolução cujos parâmetros são sintonizados para, a partir da saída da camada de
sobreamostragem, que apresenta um mapa de ativação esparso por utilizar os índices das
operações de pooling, recuperar a informação relativa à localização das classes semânticas
nas imagens de treinamento. A Figura 30 ilustra a arquitetura da rede SegNet.
1 Em se tratando de técnicas de aprendizado profundo, conexões que não seguem o fluxo unidirecional

entre entrada e saída, camada a camada, são chamadas de skip connections.



Capítulo 2. Referencial Teórico 48

Convolução	com	função	de	ativação	ReLU

Max-pooling

128,	128
kernels

Convolução	transposta

64,	64
kernels

256,	256,	256
kernels

512,	512,	512
kernels

512,	512,	512
kernels

+

+
100	kernels

100	kernels

4096,	4096
kernels

Conexão	direta

Skip	connections

Figura 27 – Arquitetura da rede FCN-8 (LONG; SHELHAMER; DARRELL, 2015).

Convolução	seguida	de	batch	normalization	e	ReLU
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Figura 30 – Arquitetura da rede SegNet (BADRINARAYANAN; KENDALL; CIPOLLA,
2017).
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Figura 28 – Arquitetura da rede DeconvNet (NOH; HONG; HAN, 2015).
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Figura 29 – Arquitetura da rede U-Net (RONNEBERGER; FISCHER; BROX, 2015).

Das arquiteturas de redes neurais convolucionais apresentadas para a segmentação
de imagens nas Figuras 27, 28, 29 e 30, observa-se duas características comuns: a presença
de camadas responsáveis por aumentar as dimensões dos mapas de ativação, seja pela
utilização da convolução transposta como na FCN-8 e na U-Net, ou pela utilização de
sobreamostragem, como na DeconvNet e na SegNet; e a utilização da informação de diversos
níveis da rede, seja através de skip connections, como na FCN-8 e na U-Net, ou através
dos índices das operações de pooling, como na DeconvNet e na SegNet. Particularmente,
a arquitetura da rede neural convolucional proposta neste trabalho foi inspirada pela
utilização de skip connections para combinar diretamente a informação de diferentes níveis
da rede bem como a utilização de sobreamostragem seguida pela convolução para aumentar
as dimensões das imagens.
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2.4 Interpolação bilinear
A interpolação bilinear é um algoritmo utilizado para modificar a dimensão de

uma imagem usando, para isso, uma operação composta de duas interpolações lineares.
Neste trabalho, a interpolação bilinear foi utilizada para expandir a dimensão das imagens
e, assim, obter uma imagem com o dobro do número de linhas e o dobro do número de
colunas da imagem de entrada. A Figura 31 ilustra a operação de interpolação bilinear.

y[2,1]

y[1,1]

y[3,1]

y[4,1]

y[1,2] y[1,4]y[1,3]

y[2,2] y[2,3] y[2,4]

y[3,2] y[3,3] y[3,4]

y[4,2] y[4,3] y[4,4]

x[1,1]

x[2,1]

x[1,2]

x[2,2]

Figura 31 – Sobreamostragem bilinear em duas dimensões.

Observa-se que os quatro píxeis da imagem mostrada na Figura 31 são posicionados
nos cantos da imagem de saída. Cada um dos píxeis restantes da imagem de saída é
calculado por meio dos quatro píxeis da imagem de entrada através de uma ponderação
da distância do píxel em questão relativa a cada um desses quatro píxeis (BOVIK, 2009).
Os píxeis da imagem de saída são descrito por

y[1, 1] = x[1, 1], (2.28)

y[1, 2] = 0, 75x[1, 1] + 0, 25x[1, 2], (2.29)

y[1, 3] = 0, 25x[1, 1] + 0, 75x[1, 2], (2.30)

y[1, 4] = x[1, 2], (2.31)

y[2, 1] = 0, 75x[1, 1] + 0, 25x[2, 1], (2.32)

y[2, 2] = 0, 5625x[1, 1] + 0, 1875x[1, 2] + 0, 1875x[2, 1] + 0, 0625x[2, 2], (2.33)

y[2, 3] = 0, 1875x[1, 1] + 0, 5625x[1, 2] + 0, 0625x[2, 1] + 0, 1875x[2, 2], (2.34)

y[2, 4] = 0, 75x[1, 2] + 0, 25x[2, 2], (2.35)

y[3, 1] = 0, 25x[1, 1] + 0, 75x[2, 2], (2.36)

y[3, 2] = 0, 1875x[1, 1] + 0, 0625x[1, 2] + 0, 5625x[2, 1] + 0, 1875x[2, 2], (2.37)
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y[3, 3] = 0, 0625x[1, 1] + 0, 1875x[1, 2] + 0, 1875x[2, 1] + 0, 5625x[2, 2], (2.38)

y[3, 4] = 0, 25x[1, 2] + 0, 75x[2, 2], (2.39)

y[4, 1] = x[2, 1], (2.40)

y[4, 2] = 0, 75x[2, 1] + 0, 25x[2, 2], (2.41)

y[4, 3] = 0, 25x[2, 1] + 0, 75x[2, 2], (2.42)

y[4, 4] = x[2, 2]. (2.43)

Neste trabalho, cada região de tamanho 2× 2 foi utilizada para gerar uma região
de tamanho 4× 4 exatamente como mostrado na Figura 31 e, em seguida, o resultado da
operação de sobreamostragem bilinear foi aplicado em uma série de convoluções.

2.5 Batch normalization
Batch normalization, ou normalização de lotes (tradução livre) é uma técnica

utilizada em redes neurais artificiais proposta por Ioffe e Szegedy (2015) que contribui para
o treinamento eficiente das redes, permitindo a utilização de maiores taxas de aprendizado
e reduzindo a necessidade de regularização (IOFFE; SZEGEDY, 2015; SANTURKAR et
al., 2018). O método de batch normalization é aplicado normalizando, do ponto de vista
estatístico, a saída de camada de uma rede neural artificial, ou seja, subtraindo a média e
dividindo pelo desvio padrão, para um lote inteiro de padrões.

Desde sua introdução na comunidade científica, a técnica de batch normalization
tem sido aplicada com sucesso em redes neurais convolucionais (HE et al., 2016; HUANG
et al., 2017b) e também em outras aplicações envolvendo aprendizado profundo (SILVER
et al., 2017), muito embora os mecanismos que governam os bons resultados ainda não
sejam compreendidos com clareza (BJORCK et al., 2018).

No caso das redes neurais convolucionais, a normalização é feita após as operações de
convolução e imediatamente antes da função de ativação não-linear para que a distribuição
das entradas das funções não lineares permaneça mais estável à medida que o treinamento
acontece (IOFFE; SZEGEDY, 2015). A técnica de batch normalization em redes neurais
convolucionais para cada filtro convolucional é aplicada em três etapas: convolução,
operação de batch normalization, e função de ativação. Matematicamente, essas etapas são
descritas, respectivamente, por

a[i, j, k] =
∑
c

∑
m

∑
n

x[i+m, j + n, c]w[m,n, c, k] + b[k] (2.44)

z[i, j, k] = γ[k]a[i, j, k]− µB[k]
σB[k] + β[k], (2.45)

y[i, j, k] = ReLU (z[i, j, k]) (2.46)
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na qual µB[k] e σB[k] representam a média e o desvio padrão, respectivamente, de a[i, j, k]
para um determinado lote de dados. Em um estudo realizado por Luo et al. (2018),
verificou-se que, enquanto µB[k] encoraja uma distribuição uniforme de magnitude pelos
diferentes componentes dos filtros convolucionais, σB[k] reduz a curtose na distribuição da
entrada e a correlação entre os parâmetros dos filtros. γ[k] e β[k] são parâmetros de escala
e deslocamento, respectivamente, e são sintonizados pelo algoritmo de treinamento.

No trabalho de Santurkar et al. (2018), os autores constataram empiricamente
que a técnica de batch normalization não contribui tanto para a redução do internal
covariate shift, a mudança da distribuição dos dados ao longo das camadas, mas que
torna o treinamento da rede mais rápido. Luo et al. (2018), por sua vez, constataram
experimentalmente que a utilização da técnica de batch normalization em redes neurais
convolucionais tem um comportamento parecido com o da regularização, aumentando
a capacidade de generalização da rede e reduzindo o overfitting. No presente trabalho,
verificou-se, experimentalmente que, a aplicação da operação de batch normalization, para
uma mesma quantidade de épocas de treinamento, apresenta melhores resultados na
separação de texturas, o que vai de acordo com as observações feitas por Santurkar et al.
(2018) e Luo et al. (2018), e, portanto, essa técnica será utilizada na arquitetura proposta.
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3 Método Proposto

Este capítulo trata de apresentar a técnica proposta por este trabalho bem como a
motivação por sua escolha e os resultados esperados com a utilização da técnica proposta.
Também são apresentados os bancos de imagens de texturas utilizados neste trabalho e a
metodologia para a construção dos bancos de dados de treino e testes.

3.1 Motivação da Proposta
Este trabalho propõe uma técnica de separação de texturas em uma imagem pela

utilização de uma rede neural convolucional. Redes neurais convolucionais têm apresentado
bons resultados em diversas aplicações da área de visão computacional devido à sua
invariância às translações e rotações, à sua representação multinível, de forma similar
ao córtex visual humano, e devido ao fato de sua representação considerar a topologia
espacial das imagens, diferentemente de redes neurais artificiais convencionais nas quais
uma imagem precisa, inicialmente, ser transformada em um vetor perdendo parte de sua
informação espacial.

Como o objetivo é obter uma separação das diferentes regiões de textura, o produto
final da rede neural convolucional deve ser também uma imagem. Para isso, é empregada
uma arquitetura encoder-decoder similar às arquiteturas U-Net (RONNEBERGER; FIS-
CHER; BROX, 2015) ou SegNet (BADRINARAYANAN; KENDALL; CIPOLLA, 2017),
na qual a informação tem suas dimensões compactadas, ou codificadas, e em seguida,
expandidas, ou decodificadas, para produzir na saída da rede uma imagem de mesma
dimensão da entrada.

Neste trabalho, o treinamento da rede é feito usando as imagens das fronteiras
entre as diferentes regiões de textura como alvo da rede neural convolucional. Espera-se
que nas sucessivas camadas da parte de codificação da rede, o algoritmo de treinamento
ajuste os pesos das camadas para suprimir as bordas internas às regiões de texturas,
independentemente do contraste interno que possa haver em uma região, enquanto preserve
as bordas entre diferentes regiões. Isso é possível graças à análise da topologia espacial
permitida pelos núcleos convolucionais, uma vez que a informação de textura é contida
em uma região espacial, ao invés de um único píxel.

A parte de expansão da rede é responsável por recuperar a informação dos campos
receptivos da parte de codificação da rede com o objetivo de recuperar as dimensões da
imagem de entrada. Adicionalmente, a parte de expansão utiliza a informação de diferentes
camadas da parte de codificação da rede por meio de skip connections. Isso permite que
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informações de diferentes escalas e níveis de complexidade sejam utilizadas para obter as
fronteiras entre as regiões ao final da rede.

3.2 Arquitetura Proposta
A Figura 32 apresenta a arquitetura da rede neural convolucional proposta. A

rede possui três blocos de compressão, três blocos de expansão, uma camada final de
processamento, e uma camada de saída.

+ ++

Convolução	3x3

Batch	Normalization	&	ReLU

Max	Pooling

Sobreamostragem	bilinear

32,	32,	32
kernels

32,	32,	32
kernels

32,	32,	32
kernels

128,	128,	128
kernels

64,	64,	64
kernels

128,	128,	128
kernels

64,	64,	64
kernels

1	kernel

Conexões	diretas Skip	connections

Figura 32 – Arquitetura da rede neural convolucional.

Cada bloco de compressão é composto de três camadas convolucionais, uma camada
responsável por fazer o batch normalization, uma camada responsável por aplicar a função
de ativação ReLU, e uma camada de max pooling que reduz o tamanho da entrada da
camada pela metade. O número de filtros convolucionais em cada camada convolucional
de cada bloco de compressão é 32, 64, e 128, respectivamente.

Os blocos de expansão seguem a mesma estrutura de três camadas convolucionais,
uma camada de batch normalization, e uma camada que aplica a função de ativação ReLU.
Entretanto, ao invés de uma camada de max pooling, os blocos de expansão possuem ao
final uma camada de sobreamostragem que duplica o tamanho da entrada da camada
usando uma interpolação bilinear.

O primeiro bloco de expansão é inserido imediatamente após o último bloco de
compressão, de modo que ele possui uma conexão direta com a saída deste bloco. Os dois
últimos blocos de expansão combinam a informação das saídas dos blocos de expansão
anteriores com as saídas dos filtros dos blocos de compressão de tamanho correspondente
imediatamente antes da operação de max pooling por meio de uma soma desses sinais. O
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número de filtros convolucionais em cada camada convolucional de cada bloco de expansão
é 128, 64, e 32, respectivamente.

O bloco de processamento final soma a saída do último bloco de expansão com a
saída do primeiro bloco de compressão, antes da função de max pooling, e aplica o resultado
da soma em um bloco de três camadas convolucionais, cada uma com 32 filtros, seguido
por uma camada de batch normalization, e uma camada que aplica a função de ativação.
Finalmente, a saída desta camada é aplicada na última camada de saída da rede que
contém uma única camada convolucional com apenas um filtro seguido por uma função de
ativação logística. A utilização de apenas um filtro se deve à necessidade de se obter uma
única imagem como saída na rede, enquanto a função de ativação logística é usada para
obter, para cada píxel da imagem de saída, um valor entre zero e um, que corresponde à
probabilidade do píxel ser um píxel de fronteira ou um píxel de região interna de textura.

A função de ativação logística utilizada é descrita por

yn = 1
1 + e−xn

, (3.1)

na qual xn corresponde ao valor de cada píxel após a última camada convolucional e yn é o
valor final após a função de ativação. Para valores muito negativos de xn, a função logística
tende para zero enquanto que, para valores muito positivos de xn, a função logística tende
para um, de forma que a saída pode ser interpretada como um valor de probabilidade.

Todos os filtros convolucionais usados neste trabalho têm dimensão 3× 3. Além
disso, foi feito um preenchimento com zeros antes da aplicação dos filtros convolucionais,
de modo que, em cada camada convolucional, a entrada e a saída possuem as mesmas
dimensões. A Tabela 1 resume a arquitetura da rede proposta.

É interessante notar que a arquitetura proposta é mais rasa do que arquiteturas
similares utilizadas para a segmentação. Isso se deve ao fato de que a rede proposta objetiva
separar texturas ao invés de objetos, cuja representação também se dá através de formas.
Como estruturas mais complexas e abstratas como formas são representadas em camadas
mais profundas das redes neurais convolucionais (ANDREARCZYK; WHELAN, 2017a),
para a separação de texturas é possível adotar arquiteturas mais rasas.

Para o ajuste dos parâmetros da rede neural convolucional, a função objetivo a ser
minimizada é o erro de entropia cruzada (BISHOP, 2006), dado por

J = −
N∑
n=1

tn log(yn) + (1− tn) log(1− yn), (3.2)

na qual N é o número total de amostras, no caso, o número total de píxeis em todas as
imagens de um lote de treinamento, tn é a classe real do píxel enquanto yn é o valor de
probabilidade obtido da saída da rede. Para uma dada amostra de treinamento, apenas
um dos termos do somatório é computado, pois o outro é igual a zero, de forma que
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Tabela 1 – Parâmetros da arquitetura da rede convolucional

Camada Tipo da camada Número de filtros
01 Convolucional 3×3 32
02 Convolucional 3×3 32
03 Convolucional 3×3 32
04 Batch normalization + ReLU
05 Max pooling
06 Convolucional 3×3 64
07 Convolucional 3×3 64
08 Convolucional 3×3 64
09 Batch normalization + ReLU
10 Max pooling
11 Convolucional 3×3 128
12 Convolucional 3×3 128
13 Convolucional 3×3 128
14 Batch normalization + ReLU
15 Max pooling
16 Convolucional 3×3 128
17 Convolucional 3×3 128
18 Convolucional 3×3 128
19 Batch normalization + ReLU
20 Sobreamostragem com interpolação bilinear
21 Soma (saídas das camadas 20 e 14)
22 Convolucional 3×3 64
23 Convolucional 3×3 64
24 Convolucional 3×3 64
25 Batch normalization + ReLU
26 Sobreamostragem com interpolação bilinear
27 Soma (saídas das camadas 20 e 14)
28 Convolucional 3×3 32
29 Convolucional 3×3 32
30 Convolucional 3×3 32
31 Batch normalization + ReLU
32 Sobreamostragem com interpolação bilinear
33 Soma (saídas das camadas 20 e 14)
34 Convolucional 3×3 32
35 Convolucional 3×3 32
36 Convolucional 3×3 32
37 Batch normalization + ReLU
38 Convolucional 3×3 1

uma classificação correta não aumenta o erro de entropia cruzada. A minimização do
erro de entropia cruzada é tradicionalmente empregada no treinamento de redes neurais
artificiais para a classificação binária de padrões haja vista que o erro médio quadrático
frequentemente resulta em resultados ruins quando utilizado em algoritmos de otimização
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por descida de gradiente (GOODFELLOW et al., 2016) e por isso foi escolhida para este
trabalho.

3.3 Bancos de imagens de texturas
Este trabalho utiliza três diferentes bancos de imagens de textura: o banco de ima-

gens de texturas Prague Texture Segmentation Datagenerator and Benchmark (HAINDL;
MIKES, 2008); o banco de texturas de Brodatz com imagens coloridas (ABDELMOU-
NAIME; DONG-CHEN, 2013), gerado artificialmente a partir do banco de texturas de
Brodatz original que contém imagens em intensidade de cinza (BRODATZ, 1966); e o
banco de imagens texturas Describable Textures Dataset (CIMPOI et al., 2014a).

O banco de imagens de texturas Prague Texture Segmentation Datagenerator and
Benchmark possui 114 imagens de texturas coloridas de dez classes temáticas diferentes
que envolvem texturas naturais e texturas artificiais, nas quais cada imagem contém uma
única textura. Este banco de imagens foi escolhido devido à sua utlização em trabalhos
recentes de segmentação de texturas utilizando redes neurais convolucionais, a saber, os
trabalhos de Andrearczyk e Whelan (2017b) e de Huang, Zhou e Gilles (2019). A Figura
33 apresenta algumas das imagens deste conjunto de imagens.

O banco de imagens de texturas de Brodatz possui 112 imagens de texturas. Essas
imagens são relativamente distintas, umas das outras, e não possuem grandes diferenças
na iluminação, escala e rotação, o que o torna um banco de imagens de fácil discriminação.
A Figura 34 apresenta alguns exemplos deste conjunto de imagens.

O banco de imagens de texturas Describable Textures Dataset é um conjunto mais
extenso e variado com 5.640 imagens de texturas diferentes. As texturas deste conjunto de
imagens são mais desafiadoras do que aquelas dos outros dois conjuntos de imagens por
conter significativas diferenças em iluminação, escala e rotação em uma mesma imagem.
Também existem imagem mais complexas que envolvem faces humanas e cenas naturais.
Estas características motivaram a escolha deste banco de imagens para a validação do
desempenho do método proposto. A Figura 35 apresenta alguns exemplos deste conjunto
de imagens.

Para o treinamento do modelo, apenas 103 imagens de texturas do banco de
dados Prague Texture Segmentation Datagenerator and Benchmark foram usadas para a
criação dos mosaicos de texturas. As outras 11 imagens de texturas restantes foram usadas
exclusivamente nos mosaicos de texturas de testes. As imagens de texturas dos conjuntos
de Brodatz e Describable Textures Dataset foram usadas exclusivamente nos mosaicos de
texturas usados para teste. Considerando as diferentes imagens de texturas dos diferentes
bancos de texturas, ao final do processo foram gerados 100.000 mosaicos de treinamento e
40.000 mosaicos de teste.
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Figura 33 – Exemplos de imagens de texturas do banco de dados Prague Texture Segmen-
tation Datagenerator and Benchmark (HAINDL; MIKES, 2008)

Três diferentes tipos de estruturas de mosaicos foram utilizadas: estruturas de
diagramas de Voronoi, estruturas de mosaico com caminhada aleatória, e estruturas
circulares.

Cada mosaico com estrutura de diagrama de Voronoi foi criado selecionando um
número aleatório de centroides, entre dois e dez, e posicionando esses centroides de forma
aleatória na imagem. Depois, para cada píxel da imagem foi atribuída uma região de
acordo com o centroide mais próximo. Cada mosaico com estrutura de caminhada aleatória
foi criado selecionando dois pontos aleatórios, um em cada borda, horizontal e vertical,
da imagem, e executando uma caminhada aleatória na direção oposta. Finalmente, cada
mosaico com estrutura circular foi criado posicionando aleatoriamente entre um e quatro
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Figura 34 – Exemplos de imagens de texturas do banco de dados de Brodatz (ABDEL-
MOUNAIME; DONG-CHEN, 2013).

círculos na imagem com raios randômicos escolhidos de uma distribuição uniforme entre
10 e 80 píxeis, considerando um tamanho de imagem de 128× 128.

Para definir as classes dos píxeis, todos os píxeis entre duas ou mais diferentes
regiões de texturas foram considerados como píxeis de borda, de modo que, visualmente,
as bordas sempre possuem uma largura de pelo menos dois píxeis. A Figura 36 mostra
uma estrutura de mosaico do tipo diagrama de Voronoi com diferentes regiões e as bordas
associadas a esta estrutura. A Figura 37 apresenta cada um dos tipos de estruturas de
mosaicos utilizadas.

Para cada imagem de mosaico do conjunto de treinamento, um tipo de estrutura foi
escolhido de forma aleatória e cada região da imagem foi preenchida com uma imagem de
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Figura 35 – Exemplos de imagens de texturas do banco de dados Describable Textures
Dataset (CIMPOI et al., 2014a).

textura aleatória das 103 imagens do conjunto Prague Texture Segmentation Datagenerator
and Benchmark.

Sabe-se que sistemas de aprendizado profundo têm melhores resultados quando
treinados com uma grande quantidade de dados e, consequentemente, com uma grande
variedade de amostras em cada classe. Neste trabalho, como o número de imagens de
texturas usados para treinamento é pequeno e também para evitar que o sistema proposto
aprendesse a reconhecer texturas específicas ao invés de aprender a reconhecer propriedades
fundamentais que descrevem as texturas, um procedimento de aumento de imagens foi
adotado sobre estas imagens de texturas usadas para preencher os mosaicos de treinamento,
de modo a tornar o sistema mais robusto (WANG; PEREZ, 2017).
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Figura 36 – Exemplo de estrutura de mosaico do tipo Voronoi com e as fronteiras entre as
regiões.

Figura 37 – Exemplo das estruturas de mosaico. Da esquerda para a direita: tipo diagrama
de Voronoi, tipo caminhada aleatória, e tipo circular.

Em cada uma das imagens de texturas usadas para preencher os mosaicos de
treinamento, os seguintes procedimentos foram aplicados:

• Uma rotação aleatório escolhido de maneira uniforme entre 0◦ e 360◦;

• Uma translação aleatória escolhida de maneira uniforme entre −12 e +12 píxeis, em
ambos os sentidos;

• Uma mudança de escala aleatória escolhida de maneira uniforme entre 0,5 e 1,5 vezes
a escala da imagem;

• Um cisalhamento aleatório escolhido de maneira uniforme entre −30◦ e 30◦;

• Um ruído aditivo uniforme aleatório escolhido entre 0,00 e 0,02 (considerando uma
imagem com níveis de intensidades normalizados entre 0 e 1); e

• Uma aplicação de um operador sobre a imagem, selecionado aleatoriamente.

Os operadores considerados foram:

• Equalização de histograma (GONZALEZ; WOODS, 2006; SAWANT; DEORE, 2010);

• Equalização de histograma adaptativa, na qual a equalização de histograma é feita
independentemente em diferentes regiões da imagem (SAWANT; DEORE, 2010);



Capítulo 3. Método Proposto 62

• Ajuste logarítmico (GONZALEZ; WOODS, 2006; SAWANT; DEORE, 2010);

• Ajuste sigmoidal (BRAUN; FAIRCHILD, 1999);

• Correção gama (GONZALEZ; WOODS, 2006; SAWANT; DEORE, 2010);

• Suavização Gaussiana (GONZALEZ; WOODS, 2006);

• Mudança aleatória na escala de intensidade; e

• Inversão da imagem (GONZALEZ; WOODS, 2006; SAWANT; DEORE, 2010).

Para a correção gama, o valor de gama foi aleatoriamente escolhido de forma
uniforme no intervalo entre 0,5 e 1,5. Para a suavização Gaussiana, o desvio padrão
do filtro de suavização foi escolhido aleatoriamente no intervalo uniforme entre 0 e 5.
Finalmente, a mudança aleatória na escala de intensidade foi feita dentro dos limites de
10% dos valores mínimo e máximo da intensidade de cada canal de cor. Para os operadores
restantes, foram utilizados os valores padrões da biblioteca de código aberto scikit-image
(WALT et al., 2014).

Com o procedimento de aumento de imagens, foram criados 100.000 diferentes
mosaicos de treinamento, cada um com estrutura e texturas diferentes entre si. Essa
diferença é importante para que a rede não aprenda a identificar uma estrutura de
separação específica.

Para a validação do método proposto, foram criados quatro conjunto de testes,
cada um com 10.000 mosaicos diferentes entre si. O primeiro conjunto de teste foi criado
usando as 103 imagens de texturas do banco de dados Prague Texture Segmentation
Datagenerator and Benchmark que também foram usadas na criação dos mosaicos de
treinamento, enquanto o segundo conjunto de teste foi criado usando as 11 imagens de
texturas restantes deste banco de imagens. Os mosaicos do terceiro e quarto conjuntos de
teste foram criados utilizando imagens de texturas dos banco de imagens de texturas de
Brodatz e Describable Textures Dataset, respectivamente.

3.4 Ajuste dos Parâmetros
Para o treinamento e operação da rede neural convolucional foi utilizada a interface

de programação de aplicações (API - Application Program Interface) do TensorFlow
(ABADI et al., 2016).

O ajuste dos parâmetros da rede foi feito usando o método de descida de gradiente
estocástico Adam (Adaptive moment estimation) que se baseia em estimativas adaptativas
dos momentos de primeira e segunda ordem (KINGMA; BA, 2014). Uma vez que o foco
do trabalho está na proposta de segmentação pela classificação binária píxel a píxel e
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pela arquitetura em si, não foram feitas quaisquer alterações nos hiperparâmetros dos
algoritmos sendo usados os valores sugeridos no artigo original e adotados como padrão
na API utilizada. A escolha da heurística de treinamento foi feita com base no bom
desempenho do Adam em problemas com um grande número de dados (KINGMA; BA,
2014), entretanto, outros métodos de descida de gradiente também podem ser utilizados
para o ajuste dos pesos da rede.

Também não foi empregada qualquer técnica de transferência de aprendizado
(transfer learning), uma vez que a rede possui um número pequeno de parâmetros quanto
comparado a outras arquiteturas comuns em visão computacional. O método de inicialização
dos pesos é o inicializador uniforme de Glorot, também conhecido como inicializador
uniforme de Xavier (GLOROT; BENGIO, 2010), no qual os pesos são amostrados de uma
distribuição uniforme entre limites pré-definidos baseados na quantidade de unidades de
entrada e de saída.

O ajuste dos pesos foi feito por meio de lotes de imagens, sendo que cada lote
contém 50 imagens, totalizando, portanto, 2.000 lotes de treinamento. Haja vista a grande
quantidade de lotes, apenas dez épocas foram necessárias para os resultados que serão
apresentados no próximo capítulo.
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4 Resultados dos Experimentos

Este capítulo apresenta os resultados dos experimentos da aplicação do método
proposto. Na Seção 4.1, é feita uma comparação visual entre o resultado da técnica
proposta, o resultado de uma técnica de classificação píxel-a-píxel, em que cada píxel é
classificado de acordo com uma textura específica, e o resultado de um método complexo,
inicialmente desenvolvido para a detecção de bordas em imagens naturais, a saber, o HED
(Holistically-Nested Edge Detection) (XIE; TU, 2015). Também é feita uma comparação
visual com diferentes métodos de supressão de texturas.

Na Seção 4.2, os resultados numéricos sobre os quatro conjuntos de teste são apre-
sentados. Na Seção 4.3, os resultados da técnica proposta neste trabalho são comparados
com os resultados obtidos pelas técnicas propostas por Andrearczyk e Whelan (2017b)
e Huang, Zhou e Gilles (2019) que, atualmente, representam os melhores resultados na
segmentação dos mosaicos de textura do Prague Texture Segmentation Datagenerator and
Benchmark (HAINDL; MIKES, 2008).

As Seções 4.4 e 4.5 apresentam, respectivamente, resultados da aplicação do método
proposto em mosaicos formados por imagens de sensoriamento remoto (MIKEŠ et al.,
2015) e em mosaicos formados por imagens de tecido de camundongos coloridos pela
técnica de coloração Hematoxilina-Eosina (SHAMIR et al., 2008). Essas seções buscam
verificar a robustez do método proposto frente a mosaicos com texturas de características
diferentes daquelas usadas nos bancos de imagens de texturas, de modo a analisar sua
aplicabilidade em imagens mais próximas de cenas reais.

Finalmente, a Seção 4.6 apresenta resultados visuais da aplicação da técnica
proposta em algumas das imagens naturais do banco de imagens Berkeley Segmentation
Dataset Benchmark (ARBELAEZ et al., 2010). Este banco de dados contém 500 imagens
naturais, sendo 300 delas utilizadas para treinamento e validação e 200 imagens utilizadas
para teste e que são pouco controladas, sem preocupações com iluminação, escala e
rotação. As imagens deste conjunto de dados possuem anotações de segmentação realizadas
manualmente por diversas pessoas e os objetos presentes são segmentados por informações
que vão além de textura e cor, como forma e contexto, a depender de cada pessoa, uma vez
que elas não foram instruídas a segmentar com base em alguma característica específica.
Todavia, faz-se necessário implementar o modelo proposto em imagens deste tipo para
analisar suas potencialidades e fragilidades.
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4.1 Análise Visual
Esta seção tem como objetivo apresentar resultados visuais do método proposto

nesta tese e compará-los com diferentes abordagens, além de métodos de supressão de
texturas. A Subseção 4.1.1 apresenta uma comparação com uma abordagem de segmentação
multiclasse e com uma arquitetura HED treinada com os mosaicos de texturas apresentados
na Seção 3.3. A Subseção 4.1.2 apresenta uma comparação com alguns algoritmos que
fazem a supressão de texturas em imagens.

4.1.1 Comparações com uma abordagem multiclasse e um modelo HED

Nesta subseção, uma comparação visual é feita entre os resultados da técnica
proposta, o resultado de uma técnica de classificação píxel-a-píxel, onde cada píxel é
classificado de acordo com uma textura específica, e o resultado obtido de uma rede HED
(Holistically-Nested Edge Detection) (XIE; TU, 2015), inicialmente desenvolvida para a
detecção de bordas em imagens naturais.

Para a classificação multiclasse, foi utilizada uma rede neural convolucional com
a mesma arquitetura e a mesma quantidade de parâmetros da técnica proposta por este
trabalho, exceto para a última camada convolucional que, no caso multiclasse, conta com
103 filtros convolucionais, um para cada imagem de textura usada no treinamento. O
objetivo é comparar o desempenho do sistema que classifica as fronteiras entre as regiões
de textura com o modelo que classifica cada píxel da imagem como uma determinada
classe de textura.

O HED, Hollistically-Nested Edge Detection, é um método de detecção de bordas
holístico baseado em aprendizado profundo, cujo treinamento é feito a partir de funções
objetivo em diferentes níveis da rede. Xie e Tu (2015), propuseram construir o modelo com
a parte convolucional da arquitetura VGG-16 (SIMONYAN; ZISSERMAN, 2014) com
os pesos ajustados para a classificação de imagens do banco de dados ImageNet (DENG
et al., 2009) e, em seguida, sintonizar o modelo para as imagens de treino do banco de
imagens Berkeley Segmentation Dataset Benchmark (ARBELAEZ et al., 2010).

Neste trabalho, o modelo HED foi inicializado da mesma forma que no artigo
inicial, mas a sintonia foi feita com os mesmos mosaicos de texturas usado no treinamento
dos outros métodos propostos. A comparação com o modelo HED foi feita para mostrar
que, uma arquitetura de grande complexidade, com muitas camadas e um grande número
de parâmetros, tende a apresentar uma sobressegmentação em imagens de mosaicos de
texturas. Em números, o modelo HED possui aproximadamente 14,7 milhões de parâmetros,
enquanto a arquitetura usada neste trabalho possui aproximadamente 1,1 milhões de
parâmetros.

A Figura 38 apresenta um mosaico de texturas do primeiro conjunto de teste, que



Capítulo 4. Resultados dos Experimentos 66

contém imagens de texturas do conjunto Prague Texture Segmentation Datagenerator and
Benchmark que também foram usados na construção dos mosaicos de treinamento.

(a) (b) (c) (d)

Figura 38 – (a) Um exemplo de mosaico de texturas do primeiro conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

A Figura 38a apresenta o mosaico de texturas usado como entradas nos modelos.
Como pode ser visto na Figura 38b, uma abordagem multiclasse é capaz de capturar a
estrutura global do mosaico quando este contém imagens de texturas usadas no conjunto
de treinamento, uma vez que há uma correspondência direta entre as classes, mas não
possui precisão para determinar as fronteiras entre duas ou mais regiões de texturas. Além
disso, dentro das regiões de texturas existem píxeis que são classificados erroneamente.
Por esta razão, a maioria das técnicas de segmentação de mosaicos emprega um algoritmo
de pós-processamento para eliminar essas pequenas regiões de classificação errada e obter
uma imagem bem definida das regiões.

Como mostrado na Figura 38c, o modelo HED também é capaz de obter a estrutura
geral de separação do mosaico, mas devido à sua grande complexidade, ele também possui
dificuldade em determinar com precisão as fronteiras entre as texturas. Finalmente, na
Figura 38d o resultado da técnica proposta é apresentado. É possível observar que as
fronteiras entre as regiões de textura são obtidas com maior precisão do que o resultado
obtido através das duas outras técnicas.

As Figuras 39 e 40 ilustram o mesmo comportamento observado para as respostas
dos modelos em outras imagens de mosaicos do primeiro conjunto de teste.

As Figuras 41, 42, e 43 apresentam algumas imagens de mosaicos de texturas
do quarto conjunto de teste, formado por imagens de texturas do banco de imagens
Describable Textures Dataset, o mais desafiador dos bancos de texturas considerados, e os
resultados obtidos de uma arquitetura multiclasse, do modelo HED, e da técnica proposta
neste trabalho.

As Figuras 41a, 42a e 43a apresentam os mosaicos originais e as Figuras 41b, 42b e
43b mostram os resultados da arquitetura multiclasse em mosaicos que possuem texturas
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(a) (b) (c) (d)

Figura 39 – (a) Um exemplo de mosaico de texturas do primeiro conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

(a) (b) (c) (d)

Figura 40 – (a) Um exemplo de mosaico de texturas do primeiro conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

(a) (b) (c) (d)

Figura 41 – (a) Um exemplo de mosaico de texturas do quarto conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

não utilizadas no conjunto de treinamento. Observa-se uma maior dificuldade da rede em
obter a estrutura global do mosaico quando comparado com os resultados das Figuras 38b,
39b e 40b. Adicionalmente, verifica-se que muitos píxeis nas regiões internas de texturas são
classificados erroneamente, principalmente quando as classes de texturas diferem daquelas
utilizadas nos conjuntos de treinamento.
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(a) (b) (c) (d)

Figura 42 – (a) Um exemplo de mosaico de texturas do quarto conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

(a) (b) (c) (d)

Figura 43 – (a) Um exemplo de mosaico de texturas do quarto conjunto de teste, (b) o
resultado de uma proposta multiclasse, (c) o resultado de um modelo HED, e
(d) o resultado do método proposto.

Como observado nas Figuras 41c, 42c e 43c, o modelo HED, por outro lado,
apresenta uma sobressegmentação devido à sua excessiva complexidade para a aplicação
em questão, principalmente quando as regiões possuem texturas com grande contraste
interno. Neste caso, devido ao elevado número de parâmetros, mais épocas de treinamento
seriam necessárias para que o modelo HED tivesse o desempenho melhorado na aplicação
em questão. Na região inferior da Figura 41c, por exemplo, existe um contraste de cor
entre duas partes da região e o modelo HED é suscetível a este contraste. Na região do
canto inferior-direito da Figura 42c existe uma mudança brusca de escala e iluminação e
novamente, este modelo é suscetível a esta mudança, separando a região em duas partes.
Essa mudança também afeta o resultado da técnica proposta neste trabalho, como mostrado
na Figura 42d, mas com uma intensidade menor. Observa-se ainda na Figura 42c que as
listas verticais na região mais à esquerda possuem um pequeno efeito sobre o modelo HED.
Finalmente, na Figura 43c, as pequenas e periódicas elipses da maior região da imagem
são sobressegmentadas pelo modelo HED.

Os resultados da técnica proposta neste trabalho são apresentadas nas Figuras
41d, 42d e 43d. Observa-se que o método consegue identificar com maior precisão as
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fronteiras entre as regiões de texturas em oposição à proposta multiclasse, mas sem a
sobressegmentação excessiva nas regiões internas de texturas, em oposição ao modelo HED.
Além disso, o desempenho do modelo não é significativamente afetado quando são usadas
classes de texturas diferentes daquelas presentes no conjunto de treinamento, como será
mostrado em detalhes na Seção 4.2.

4.1.2 Supressão de texturas

Esta subseção apresenta uma comparação entre os resultados da técnica proposta
e uma técnica de supressão de texturas seguida por uma identificação de bordas.

A supressão de texturas consiste em um filtro que busca uniformizar regiões de
texturas iguais em uma imagem, suprimindo as bordas internas de texturas, enquanto
preserva as fronteiras entre as texturas. Este não é um problema trivial, uma vez que
as bordas devido à textura podem ser mais fortes do que as bordas entre as texturas
(PAPARI et al., 2006; CAI; XING; XU, 2017). Neste trabalho, três métodos para a
supressão das bordas internas de texturas serão avaliados: a filtragem por transformação
de domínio, proposta por Gastal e Oliveira (2011), na qual a imagem é primeiramente
transformada para um domínio de maior dimensionalidade e, em seguida, um filtro é
aplicado sobre a imagem preservando as bordas entre as diferentes regiões da imagem; a
suavização por relatividade de Gaussiana proposta por Cai, Xing e Xu (2017), na qual
um processo de otimização global da imagem original em relação à imagem suavizada
é aplicado considerando um elemento de regularização local dado pela relatividade de
Gaussiana; e a suavização por mínimos quadrados iterativo proposta recentemente por
Liu et al. (2020b), na qual é feita uma otimização global da imagem original em relação
à imagem suavizada por meio de um algoritmo de mínimos quadrados iterativo. Esses
métodos foram escolhidos devido à sua rapidez e pela disponibilidade dos códigos. A
supressão das bordas internas de texturas será então procedida de um detector de bordas
de Canny (CANNY, 1986), escolhido por sua popularidade e velocidade de detecção de
bordas.

Primeiramente, é importante ressaltar que os métodos usados adicionam parâmetros
a serem usados na implementação do algoritmo e, embora estes parâmetros possam ser
ajustados para um desempenho melhor na supressão de texturas de uma imagem particular,
ou um grupo de imagens de características semelhantes no que tange às texturas presentes
nos mosaicos, não é possível escolher um único valor para os parâmetros que leve a um bom
desempenho em todas os mosaicos de teste utilizados neste trabalho. Dessa maneira, como
o objetivo desta subseção é comparar o método proposto por esta tese e justificar a sua
utilização perante um algoritmo de supressão de texturas seguido de um detector de bordas,
os valores utilizados para os parâmetros serão aqueles fornecidos pelos próprios autores
nos programas de teste disponibilizados. Dentre os algoritmos de filtragem propostos
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Tabela 2 – Parâmetros utilizados nos algoritmos de supressão de texturas.

Gastal e Oliveira (2011) Valor do parâmetro
Desvio padrão espacial σs 60
Desvio padrão do espaço de cores σr 0.40
Cai, Xing e Xu (2017) Valor do parâmetro
Parâmetro positivo λ 0.01
Parâmetro de escala 1 σ1 1
Parâmetro de escala 2 σ2 3
Número máximo de iterações K 3
Liu et al. (2020b) Valor do parâmetro
Parâmetro de suavização λ 1
Potência da penalidade de Charbonnier p 0.8
Número de iterações 4

por Gastal e Oliveira (2011), o algoritmo de convolução normalizada foi escolhido por,
visualmente, apresentar um bom compromisso entre preservação de bordas e supressão de
texturas para os parâmetros considerados. A Tabela 2 apresenta os parâmetros utilizados
no trabalho. Para o detector de bordas de Canny, o desvio padrão do filtro Gaussiano foi
considerado unitário.

A Figura 44a apresenta uma imagem de mosaico de textura, juntamente com as
fronteiras obtidas pela técnica proposta neste trabalho na Figura 44b. As Figuras 44c,
44d e 44e apresentam os resultados dos algoritmos de supressão de texturas propostos,
respectivamente, por Gastal e Oliveira (2011), Cai, Xing e Xu (2017), e Liu et al. (2020b).
De modo geral, no que diz respeito à suavização das imagens, a técnica proposta por Cai,
Xing e Xu (2017) é a que faz a maior supressão de texturas, ao preço de certa perda de
definição das bordas entre as regiões, enquanto a técnica proposta por Liu et al. (2020b),
com os parâmetros considerados, faz a menor supressão de texturas, com uma maior
preservação das bordas entre as regiões de texturas. De modo geral, observa-se que nenhum
dos algoritmos foi capaz de suprimir totalmente a textura formada pelas flores amarelas
ou a textura formada pelos frascos coloridos na parte superior do mosaico. A textura do
canto direito, mais uniforme, teve a maior supressão de texturas. No entanto, devido à
semelhança de cor entre esta textura e a textura do canto superior direito, nos algoritmos
de Gastal e Oliveira (2011) e Cai, Xing e Xu (2017), houve a supressão da borda entre
essas duas regiões.

As Figuras 44f, 44g e 44h apresentam o resultado da aplicação do detector de bordas
de Canny sobre os resultados da supressão de texturas. Verifica-se que, além da segmentação
correta das bordas entre as regiões de texturas, também houve sobressegmentação de
regiões internas de texturas.

As Figuras 45 e 46 apresentam os resultados da supressão de texturas seguida
do detector de bordas para outros mosaicos, nas quais, de maneira geral, as mesmas
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(a) (b)

(c) (d) (e)

(f) (g) (h)

Figura 44 – Comparação com a supressão de texturas. (a) Mosaico original; (b) Separação
pelo método proposto; (c) Supressão de texturas pelo método de Gastal e
Oliveira (2011); (d) Supressão de texturas pelo método de Gastal e Oliveira
(2011); (e) Supressão de texturas pelo método de Gastal e Oliveira (2011); (f)
Aplicação do detector de bordas de Canny sobre a Figura (c); (g) Aplicação
do detector de bordas de Canny sobre a Figura (d); (h) Aplicação do detector
de bordas de Canny sobre a Figura (e).

observações podem ser feitas. Na Figura 45d observa-se um excesso de supressão entre as
texturas de fundo e do círculo superior, enquanto nas Figuras 45c e 45e, a supressão não
é feita de forma completa. Mesmo na Figura 46, com texturas mais homogêneas, exceto
pela flor na região central da imagem, verifica-se que os algoritmos de supressão não foram
capazes de suprimir completamente as texturas, como no caso das Figuras 46c e 46e, ou
suprimiu-se demasiadamente, fundindo duas regiões de texturas distintas, como no caso
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da parte inferior da Figura 46d.

(a) (b)

(c) (d) (e)

(f) (g) (h)

Figura 45 – Comparação com a supressão de texturas. (a) Mosaico original; (b) Separação
pelo método proposto; (c) Supressão de texturas pelo método de Gastal e
Oliveira (2011); (d) Supressão de texturas pelo método de Gastal e Oliveira
(2011); (e) Supressão de texturas pelo método de Gastal e Oliveira (2011); (f)
Aplicação do detector de bordas de Canny sobre a Figura (c); (g) Aplicação
do detector de bordas de Canny sobre a Figura (d); (h) Aplicação do detector
de bordas de Canny sobre a Figura (e).

A Figura 47 apresenta uma imagem com uma única textura. Observa-se que
as três técnicas de supressão de texturas consideradas não foram capazes de suprimir
completamente a textura da imagem, apresentando bordas excessivas no resultado do
detector de bordas de Canny. Isso se deve ao grande contraste existente na textura por conta
da estrutura da teia de aranha clara sobre um fundo mais escuro. Entretanto, mesmo com
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o contraste interno, a técnica proposta neste trabalho apresentou uma sobressegmentação
apenas em uma região pequena nas bordas da imagem.

(a) (b)

(c) (d) (e)

(f) (g) (h)

Figura 46 – Comparação com a supressão de texturas. (a) Mosaico original; (b) Separação
pelo método proposto; (c) Supressão de texturas pelo método de Gastal e
Oliveira (2011); (d) Supressão de texturas pelo método de Gastal e Oliveira
(2011); (e) Supressão de texturas pelo método de Gastal e Oliveira (2011); (f)
Aplicação do detector de bordas de Canny sobre a Figura (c); (g) Aplicação
do detector de bordas de Canny sobre a Figura (d); (h) Aplicação do detector
de bordas de Canny sobre a Figura (e).

Das análise apresentada e a partir das Figuras 44, 45, 46 e 47, conclui-se que, frente
às técnicas de supressão de texturas consideradas, o método proposto neste trabalho é van-
tajoso por não depender de uma escolha adequada de parâmetros e nenhum processamento
prévio ou posterior nas imagens. Além disso, ele permite considerar texturas com grandes
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(a) (b)

(c) (d) (e)

(f) (g) (h)

Figura 47 – Comparação com a supressão de texturas. (a) Mosaico original; (b) Separação
pelo método proposto; (c) Supressão de texturas pelo método de Gastal e
Oliveira (2011); (d) Supressão de texturas pelo método de Gastal e Oliveira
(2011); (e) Supressão de texturas pelo método de Gastal e Oliveira (2011); (f)
Aplicação do detector de bordas de Canny sobre a Figura (c); (g) Aplicação
do detector de bordas de Canny sobre a Figura (d); (h) Aplicação do detector
de bordas de Canny sobre a Figura (e).

contrastes internos, como é o caso das Figuras 44 e 47. Esta vantagem é associada à análise
espacial de diferentes campos receptivos, em diferentes níveis de complexidade, devido às
diferentes camadas da rede, utilizada na busca por dissimilaridades entre diferentes regiões
da imagem.
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4.2 Resultados Numéricos
Como uma das contribuições deste trabalho é a proposta de uma técnica inde-

pendente de um número limitado de classes de texturas utilizadas no treinamento da
rede, esta seção apresenta os resultados da aplicação do método proposto nos quatro
conjuntos de testes. Como mencionado anteriormente, apenas o primeiro conjunto de teste
contém regiões preenchidas com imagens de texturas também utilizadas no conjunto de
treinamento.

Para quantificar os resultados, a medida F-Score, a área sob a curva de precisão-
sensibilidade, ou precisão-revocação, ou ainda precision-recall, como é mais conhecida na
literatura, e a figura de mérito de Pratt foram escolhidas para avaliar o desempenho da
técnica proposta. Essas métricas foram escolhidas, pois trata-se uma distribuição desbalan-
ceada entre as duas classes, uma vez que existem muito mais píxeis pertencentes às regiões
internas de texturas ao invés de píxeis pertencentes às fronteiras entre regiões de texturas.
Nesta situação, as métricas F-Score e a área sob a curva de precisão-revocação são mais
indicadas do que, por exemplo, as medidas de acurácia ou a área sob a curva ROC (DAVIS;
GOADRICH, 2006; BRANCO; TORGO; RIBEIRO, 2016; SAITO; REHMSMEIER, 2015).

Embora populares na avaliação do desempenho de classificadores binários, as curvas
ROC são insensíveis às mudanças na distribuição de classes (FAWCETT, 2006; SAITO;
REHMSMEIER, 2015) e, dessa forma, podem mascarar as diferenças de desempenho
em um classificador no caso de assimetria entre as distribuições das duas classes. Além
disso, a área sob a curva ROC pode não ser adequada para comparações quando duas
curvas ROC cruzam uma com a outra (SAITO; REHMSMEIER, 2015). Por outro lado,
alguns autores (DAVIS; GOADRICH, 2006; BRANCO; TORGO; RIBEIRO, 2016; SAITO;
REHMSMEIER, 2015) defendem a utilização das curvas de precisão-sensibilidade - e a área
sob a curva - na avaliação de classificadores quando da presença de grande desbalanceamento
das classes, uma vez que esta curva reflete a diferença de desempenho do classificador
nesta situação em comparação à situação de simetria de distribuição de classes.

Além disso, Estrada e Jepson (2009) pontuam que as medidas de precisão e
sensibilidade, e consequentemente as medidas correlacionadas a estas métricas, como
a área sob a curva de precisão-sensibilidade e a medida F-Score, representam métricas
atrativas para avaliar a qualidade da segmentação, uma vez que não possuem viés em favor
da sobressegmentação ou da subsegmentação. Para justificar, os autores afirmam que a
precisão é sensível à sobressegmentação enquanto a sensiblidade é sensível à subsegmentação
e, portanto, sua utilização combinada não tende a favor de nenhum desses dois erros de
segmentação.

Para definir a medida F-Score e a curva de precision-recall faz-se necessário definir,
antes as medidas de precisão e revocação (recall). A precisão é definida como o número
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de verdadeiros positivos (TP - true positives) em relação à soma de verdadeiros positivos
e falsos positivos (FP - false positives) (FAWCETT, 2006). No caso deste trabalho, os
verdadeiros positivos representam os píxeis classificados como bordas e que realmente
pertencem à fronteira entre duas ou mais regiões de texturas, enquanto os falsos positivos
são aqueles píxeis classificados como bordas, mas que pertencem a uma região interna de
textura. Matematicamente, a precisão pode ser definida como

precisão = TP
TP + FP . (4.1)

A revocação, também conhecida como sensibilidade, ou recall, como é mais usado
na literatura, representa a quantidade de verdadeiros positivos em relação à soma dos
verdadeiros positivos e os falsos negativos (FN - false negatives) (FAWCETT, 2006) que,
no contexto deste trabalho, representam os píxeis que pertencem a uma região de fronteira,
mas que foram erroneamente classificados como pertencentes a uma região internal de
textura. Matematicamente, a revocação pode ser definida como

revocação = TP
TP + FN . (4.2)

Das definições apresentadas, pode-se concluir que a precisão mede a quantidade
de píxeis classificados corretamente como fronteiras entre regiões de texturas em relação
a todos aqueles píxeis que foram classificados como fronteiras entre regiões de texturas,
enquanto a revocação mede a quantidade de píxeis classificados corretamente como bordas
entre regiões de texturas em relação a todos aqueles píxeis que deveriam ter sido classificados
como bordas entre regiões de texturas e, em uma classificação perfeita, ambas as medidas
deveriam ser iguais à unidade. A medida F-Score representa um compromisso entre essas
duas medidas, sendo calculada como a média harmônica entre a precisão e a revocação
(FAWCETT, 2006). Matematicamente, a medida F-Score é definida como

F-Score = 2precisão× revocação
precisão + revocação . (4.3)

A figura de mérito de Pratt, R, é uma medida de qualidade na detecção de bordas
que faz um balanceamento entre três tipos de erros na detecção de bordas: erros causados
por não encontrar bordas verdadeiras, erros causados por falhas em localizar as bordas
verdadeiras, e a classificação de outros píxeis como bordas, quando estes não representam
uma borda verdadeira (PRATT, 1978). Matematicamente, a figura de mérito de Pratt é
descrita por

R = 1
max(Nt, Np)

Np∑
i=1

1
1 + ad2 ,

onde Nt e Np representam o número de pontos de bordas verdadeiros e obtidos pelo
modelo, respectivamente, a é uma constante de escala, normalmente usada com valor
1/9 (PANETTA; WHARTON; AGAIAN, 2008; SADIQ; SANI; GARBA, 2015; PANDE;
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BHADOURIA; GHOSHAL, 2012), e d é a distância entre uma borda obtida pela modelo
e uma borda verdadeira. Neste trabalho, as bordas verdadeiras seriam as reais separações
entre as regiões de textura em cada mosaico. A figura de mérito de Pratt é projetada
de modo que, caso as bordas previstas pelo modelo em uma imagem coincidam com as
bordas verdadeiras, a distância, d é zero, e o valor para a figura de mérito de Pratt é igual
à unidade. Bordas previstas pelo modelo mais distantes das bordas verdadeiras fazem a
distância aumentar e a métrica tende a zero.

O modelo proposto tem como saída, para cada imagem de mosaico de entrada,
uma imagem de saída cujo valor, normalizado entre zero e um de cada píxel representa
a probabilidade de que este píxel pertença à uma fronteira entre regiões de texturas.
Escolhendo diferentes limiares de probabilidade, é possível calcular a quantidade de
verdadeiros positivos, verdadeiros negativos, falsos positivos e falsos negativos para cada
imagem e, consequentemente, calcular as medidas de precisão, revocação e F-Score, para
cada imagem. Considerando as médias dos valores de todas as imagens, pode-se traçar
uma curva que relaciona a precisão com a revocação para cada limiar de probabilidade e,
assim, obter a curva de precision-recall que, em um modelo de classificação perfeita, possui
área igual à unidade. Da mesma forma, para cada limiar de probabilidade, é possível
calcular, para cada imagem, a figura de mérito de Pratt.

A Figura 48 apresenta a curva de precision-recall para os quatro conjuntos de testes
utilizados considerando os valores médios de precisão e revocação para todas as imagens
em cada limiar de probabilidade.
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Figura 48 – Curva de precision-recall média para os quatro conjuntos de testes.
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As Figuras 49 e 50 apresentam, respectivamente, as curvas de F-Score e figura de
mérito de Pratt para diferentes limiares de probabilidade para os quatro conjuntos de
testes utilizados considerando os valores médios de todas as imagens.

0.0 0.2 0.4 0.6 0.8 1.0
Limiar de Probabilidade

0.0

0.2

0.4

0.6

0.8

1.0
F-
Sc

or
e

Primeiro conjunto de teste
Segundo conjunto de teste
Terceiro conjunto de teste
Quarto conjunto de teste

Figura 49 – Curva da F-Score média em relação a diferentes limiares de probabilidade
para os quatro conjuntos de testes.
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Figura 50 – Curva da figura de mérito de Pratt média em relação a diferentes limiares de
probabilidade para os quatro conjuntos de testes.
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A Tabela 3 apresenta os valores de área sob a curva precision-recall média e os
maiores valores para as medidas F-Score média e figura de mérito de Pratt média para os
diferentes conjuntos de teste.

Tabela 3 – Área sob a curva precision-recall média e os maiores valores para a medida
F-Score média e para a Figura de Mérito de Pratt média. As medidas são
expressas em valores percentuais.

Conjunto de teste Área sob a curva de precision-recall média Máxima medida F-Score Máxima Figura de Mérito de Pratt
Primeiro conjunto 91.690 88.023 87.272
Segundo conjunto 89.960 87.633 83.166
Terceiro conjunto 92.869 93.996 92.593
Quarto conjunto 86.522 88.071 82.535

Observa-se nas Figuras 48, 49 e 50 que, com exceção do terceiro conjunto de
testes, cujos mosaicos contêm imagens de texturas do banco de imagens de Brodatz, as
curvas de precision-recall médias e de medidas F-Score e figura de mérito de Pratt médias
possuem bastante similaridade para os conjuntos de mosaicos utilizados. A exceção do
terceiro conjunto de teste, no entanto, é positiva, no sentido de que apresenta resultado
superior àqueles observados nos demais conjuntos de teste. Essa diferença se explica pela
facilidade de classificação e separação das imagens de texturas deste banco de imagens.
Como mencionado na Seção 3.3, o banco de imagens coloridas de Brodatz possui imagens
com grandes diferenças de coloração e intensidade entre si, e não possui grandes variações
de escala, rotação e iluminação nas texturas de cada imagem.

Os resultados apresentados na Tabela 3 reforçam as observações feitas, mostrando
um desempenho superior no terceiro conjunto de teste em relação aos demais. Entretanto,
observa-se um resultado similar para os outros conjuntos de teste, principalmente para o
primeiro e segundo conjuntos de testes, sendo que ambos contêm mosaicos formados por
imagens de texturas do banco de imagens Prague Texture Segmentation Datagenerator
and Benchmark (HAINDL; MIKES, 2008), mas apenas o primeiro contém mosaicos com
imagens de texturas utilizadas também no treinamento. É importante ressaltar que, embora
as imagens de texturas tenham sido utilizadas para compor os mosaicos de treinamento,
os mosaicos de testes são completamente diferentes no que diz respeito à estrutura do
mosaico, ou à composição das imagens de texturas nos mesmos. Finalmente, devido à sua
maior complexidade, é esperado um resultado menos favorável para o quarto conjunto de
teste. Observa-se entretanto que a maior partes dos erros foi devido à presença de regiões
heterogêneas não-periódicas como mostrado na Figura 41 que, muitas vezes, refletem o
comportamento subjetivo de texturas.

4.3 Comparações com o Estado da Arte
Como o ajuste dos parâmetros do modelo proposto neste trabalho foi feita de

mosaicos com imagens de texturas do banco de imagens Prague Texture Segmentation
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Datagenerator and Benchmark, neste seção, uma comparação é feita entre as fronteiras
resultantes da aplicação da técnica proposta neste trabalho com as técnicas que atualmente
apresentam os melhores resultados nos mosaicos de benchmarking deste banco de imagens.

Atualmente, os segundo e primeiro melhores resultados são aqueles apresentados,
respectivamente, nos trabalhos de Andrearczyk e Whelan (2017b) e de Huang, Zhou
e Gilles (2019). Esses métodos utilizam uma abordagem multiclasse baseados em redes
neurais convolucionais seguida de um pós-processamento para limpar as regiões, eliminando
pequenas regiões da imagem. Para comparação, as bordas geradas a partir das regiões
definidas pelos métodos dos trabalhos desses autores juntamente com os resultados obtidos
da aplicação da técnica proposta neste trabalho são apresentadas nas Figuras 51, 52, 53 e
54.

(a)

(b)

(c)

Figura 51 – Comparação com as imagens de benchmarking do banco de imagens Prague
Texture Dataset Generator and Benchmark (HAINDL; MIKES, 2008). Da
primeira para a quinta coluna, respectivamente: mosaicos originais; imagem
alvo; bordas geradas das regiões obtidas pela rede do trabalho de Andrearczyk
e Whelan (2017b); bordas geradas das regiões obtidas pela rede do trabalho
de Huang, Zhou e Gilles (2019); bordas resultantes da aplicação da técnica
proposta neste trabalho.
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(a)

(b)

(c)

(d)

(e)

(f)

Figura 52 – Comparação com as imagens de benchmarking do banco de imagens Pra-
gue Texture Dataset Generator and Benchmark (HAINDL; MIKES, 2008).
Continuação da Figura 51.
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(a)

(b)

(c)

(d)

(e)

(f)

Figura 53 – Comparação com as imagens de benchmarking do banco de imagens Pra-
gue Texture Dataset Generator and Benchmark (HAINDL; MIKES, 2008).
Continuação da Figura 52.
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(a)

(b)

(c)

(d)

(e)

Figura 54 – Comparação com as imagens de benchmarking do banco de imagens Pra-
gue Texture Dataset Generator and Benchmark (HAINDL; MIKES, 2008).
Continuação da Figura 53.

Como mostrado nas Figuras 51, 52, 53 e 54, a técnica proposta nesta tese é capaz
de identificar com maior precisão as bordas entre as regiões de texturas sem qualquer
pré-processamento, como feito no trabalho de Huang, Zhou e Gilles (2019), ou pós-
processamento, como feito em ambos os trabalhos. Além disso, a técnica proposta neste
trabalho é capaz de fazer a separação com um custo computacional menor do que aquele
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usado nos trabalhos de Andrearczyk e Whelan (2017b) e Huang, Zhou e Gilles (2019).
Em números, a arquitetura proposta por Andrearczyk e Whelan (2017b) possui uma
ordem de 70 milhões de parâmetros, enquanto a arquitetura proposta por Huang, Zhou e
Gilles (2019) possui um número ainda maior devido à extração de características anterior
à aplicação da rede neural convolucional. Para comparação, a arquitetura usada neste
trabalho possui apenas 1.139.081 parâmetros.

É importante explicitar, no entanto, que a técnica proposta nesta tese possui uma
desvantagem em comparação às técnicas propostas por Andrearczyk e Whelan (2017b)
e Huang, Zhou e Gilles (2019) quando as classes dos píxeis das regiões internas deve ser
obtida de forma precisa. Neste caso, se duas regiões em contato uma com a outra possuírem
texturas similares, como acontece, a borda entre essas duas regiões pode não ser completa
ou até mesmo ausente. Isso acontece, por exemplo, na parte superior direita da Figura
52e e na parte inferior central da Figura 53d. Neste caso, a técnica proposta é incapaz
de identificar duas regiões distintas e um algoritmo de rotulação de regiões iria unir as
duas regiões em um único rótulo. Por outro lado, os métodos propostos por Andrearczyk
e Whelan (2017b) e Huang, Zhou e Gilles (2019) não possuem esta desvantagem por
realizarem uma segmentação baseada na classificação de cada píxel como pertencente a
uma classe pré-definida de texturas. Neste caso, mesmo que a separação entre as diferentes
regiões não seja bem definida, possivelmente grande parte de cada região será classificada
com rótulos diferentes entre si.

A Tabela 4 apresenta as medidas F-Score e figura de mérito de Pratt para as
imagens de benchmarking apresentadas nas Figuras 51, 52, 53 e 54, na ordem em que
foram mostradas, para os resultados da técnica proposta, das bordas geradas a partir das
regiões resultantes da técnica de Andrearczyk e Whelan (2017b), e das bordas geradas
a partir das regiões resultantes da técnica de Huang, Zhou e Gilles (2019). Para evitar
uma seleção cuidadosa de um limiar de probabilidade que favorecesse os resultados deste
trabalho em comparação aos demais, o valor de probabilidade utilizado para o limiar das
bordas foi de 50%.
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Tabela 4 – Medida F-Score e figura de mérito de Pratt para as imagens de benchmarking
do banco de imagens Prague Texture Dataset Generator and Benchmark. As
medidas são expressas em valores percentuais e os melhores resultados para
cada imagem são destacados em negrito.

Imagem Técnica proposta Andrearczyk e Whelan (2017b) Huang, Zhou e Gilles (2019)
F-Score Fig. de mérito de Pratt F-Score Fig. de mérito de Pratt F-Score Fig. de mérito de Pratt

01 99.9983 99.9973 99.5517 99.9446 99.9207 99.9881
02 99.9501 99.9930 99.1007 99.9012 99.6143 99.9606
03 99.9958 99.9995 99.0568 99.6746 99.4385 99.8868
04 99.9483 99.9267 99.1682 99.8339 99.3949 99.8676
05 99.9602 99.9933 98.7681 99.7680 99.4474 99.9441
06 99.9380 99.9911 98.7147 99.7864 99.5670 99.9224
07 99.9551 99.9937 98.6946 99.6323 99.0139 99.6561
08 99.9270 99.9889 98.4671 99.5851 99.1441 99.8715
09 99.9555 99.9923 98.4910 99.7344 99.4847 99.8817
10 99.9648 99.9959 98.1720 99.4887 99.1403 99.6654
11 99.9125 99.9866 98.8090 99.7117 98.6177 99.2335
12 99.9870 99.9932 98.5885 99.6422 99.6217 99.9536
13 99.9510 99.9939 98.5994 99.6237 99.1777 99.8007
14 99.9842 99.9801 99.0517 99.8547 99.4689 99.8413
15 99.9850 99.9970 98.9852 99.8438 99.6247 99.9360
16 99.9884 99.9930 98.6254 99.3674 99.5489 99.9466
17 99.9658 99.9954 98.7843 99.7094 99.4507 99.9448
18 99.9570 99.9944 99.1690 99.8263 99.6912 99.9221
19 99.9967 99.9978 99.1172 99.8461 99.7941 99.9789
20 99.9940 99.9983 99.0665 99.7099 99.1944 99.6728

Como mostrado na Tabela 4, o método proposto possui, de fato, um desempenho
melhor na identificação das bordas entre as diferentes regiões de mosaico do que os métodos
propostos por Andrearczyk e Whelan (2017b) e Huang, Zhou e Gilles (2019) nas duas
métricas de avaliação.

4.4 Resultados em Mosaicos de Imagens de Sensoriamento Remoto
Nesta seção, a técnica proposta é aplicada em mosaicos cujas regiões são preenchidas

com imagens coloridas de sensoriamento remoto do satélite GeoEye-1 (MADDEN, 2009) e
que também são disponibilizadas na mesma plataforma de benchmarking Prague Texture
Segmentation Datagenerator and Benchmark (MIKEŠ et al., 2015). É importante notar,
no entanto, que da mesma forma que os mosaicos de benchmarking apresentados por
Mikeš et al. (2015), os mosaicos utilizados neste trabalho correspondem apenas de forma
aproximada a imagens de satélite reais.

As Figuras 55, 56, 57, e 58 apresentam os resultados obtidos da aplicação da técnica
proposta em alguns desses mosaicos compostos por imagens de sensoriamento remoto.
É importante explicitar que nenhum treinamento adicional foi feito na rede, ou seja,
utilizou-se a mesma rede neural convolucional treinada com as 103 texturas do banco de
imagens Prague Texture Segmentation Datagenerator and Benchmark, conforme descrito
na Seção 3.3.
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(a) (b) (c)

Figura 55 – Aplicação em imagens de sensoriamento remoto. (a) Imagem original; (b)
bordas entre regiões; e (c) resultados do método proposto.

Observa-se na Figura 55 que o método proposto não apresenta dificuldades em
separar regiões quando elas possuem grandes diferenças de textura e de cor entre si.

(a) (b) (c)

Figura 56 – Aplicação em imagens de sensoriamento remoto. (a) Imagem original; (b)
bordas entre regiões; e (c) resultados do método proposto.

Na Figura 56 é possível verificar que a técnica proposta não foi capaz de separar
as regiões compostas de texturas formadas por um ambiente urbano no centro e no
canto inferior direito da imagem. Embora essas duas regiões sejam formadas por imagens
diferentes, elas pertencem à mesma classe semântica e mesmo a observação humana não
consegue, imediatamente, reconhecer a separação entre as duas regiões de texturas.

Outra dificuldade de separação de regiões acontece na parte inferior da Figura
57, na qual a textura e a cor das duas regiões adjacentes é praticamente indistinguível,
mesmo para o olho humano. Além disso, a parte mais clara no canto inferior esquerdo
não apresenta nenhuma similaridade com o restante da região e não possui qualquer
periodicidade. Como está no canto da imagem, essa pequena região foi separada pelo
modelo como se pertencesse a uma classe de textura distinta.

Finalmente, verifica-se na Figura 58 que a estrada entre a grama na maior região
não possui qualquer padrão periódico ou repetido em outras partes desta região e, portanto,
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(a) (b) (c)

Figura 57 – Aplicação em imagens de sensoriamento remoto. (a) Imagem original; (b)
bordas entre regiões; e (c) resultados do método proposto.

(a) (b) (c)

Figura 58 – Aplicação em imagens de sensoriamento remoto. (a) Imagem original; (b)
bordas entre regiões; e (c) resultados do método proposto.

também é separada pelo modelo.

Para quantificar o desempenho do modelo proposto frente a esses mosaicos com-
postos por imagens de sensoriamento remoto, foram criados 10.000 mosaicos com estas
imagens. A Figura 59 apresenta a curva de precision-recall média para este conjunto de
mosaicos e as Figuras 60 e 61 apresentam as curvas de F-Score e figura de mérito de Pratt
médias, respectivamente, enquanto a Tabela 5 apresenta a área sob a curva da Figura 59 e
os maiores valores da medidas F-Score e figura de mérito de Pratt médias das imagens
deste conjunto.
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Figura 59 – Curva de precision-recall média para os 10.000 mosaicos compostos de imagens
de sensoriamento remoto.
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Figura 60 – Curva de F-Score média para os 10.000 mosaicos compostos de imagens de
sensoriamento remoto.
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Figura 61 – Curva da Figura de Mérito de Pratt média para os 10.000 mosaicos compostos
de imagens de sensoriamento remoto.

Tabela 5 – Área sob a curva de precision-recall média e os maiores valor para as medidas
F-Score e Figura de Mérito de Pratt médias. As medidas são expressos em
valores percentuais.

Métrica Valor percentual
Área sob a curva de precision-recall média 84.312
Máxima medida F-Score 80.063
Máxima figura de mérito de Pratt 76.817

O desempenho pior da técnica proposta nesse conjunto de mosaicos em comparação
ao desempenho nos quatro mosaicos de testes é justificado pela natureza das próprias
imagens, onde situações como aquelas observadas nas Figuras 55, 56, 57, e 58 ocorrem com
maior frequência. Cabe ressaltar que não houve nenhum tipo de sintonia dos parâmetros
da rede para este tipo de imagem e, em muitas situações, textura e cor não são as únicas
informações visuais usadas por observadores humanos para separar estas regiões.

4.5 Resultados em Mosaicos de Imagens de Tecidos
Nesta seção, a técnica proposta é aplicada em mosaicos cujas regiões são preenchidas

com imagens de tecido de linfoma maligno de camundongos coloridas pela técnica de
coloração coloração Hematoxilina-Eosina (H&E) (SHAMIR et al., 2008).
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O banco de imagens utilizados é aquele disponibilizado por Shamir et al. (2008) no
qual existem imagens de três tipos de linfomas malignos:

• Leucemia linfoide crônica (LCC);

• Linfoma folicular (LF);

• Linfoma de células do manto (LCM).

Dessa maneira, os mosaicos foram construídos com, no máximo, três regiões diferentes e,
cada região, foi preenchida com uma parte de uma imagem de tecido de um desses três
tipos de linfoma escolhidos ao acaso.

É importante ressaltar, no entanto, que da mesma forma que para os mosaicos
da seção anterior, os mosaicos criados com imagens de tecido de linfoma maligno de
camundongos coloridas pela técnica de coloração Hematoxilina-Eosina não representam
imagens reais e são usados apenas para avaliar o desempenho do modelo proposto. As
Figuras 62, 63 e 64 apresentam os resultados obtidos da aplicação da técnica proposta em
alguns mosaicos compostos por imagens de tecidos.

Novamente, faz-se importante mencionar que não houve qualquer sintonia adicional
na rede, ou seja, utilizou-se a mesma rede neural convolucional treinada com as 103 texturas
do banco de imagens Prague Texture Segmentation Datagenerator and Benchmark.

(a) (b) (c)

Figura 62 – Aplicação em imagens de tecido de linfomas. (a) Imagem original; (b) bordas
entre regiões; e (c) resultados do método proposto.

Observa-se nas Figura 62, 63 e 64 que o modelo proposto é capaz de separar com
precisão as diferentes regiões da imagem, mesmo quando estas apresentam uma cor similar,
como no caso das Figuras 63 e 64. Da mesma forma que na Seção 4.4, para quantificar
o desempenho do modelo foram criados 10.000 mosaicos com as imagens de tecido de
camundongos de linfomas malignos. A Figura 65 apresenta a curva de precision-recall
média para este conjunto de mosaicos enquanto as Figuras 66 e 67 apresentam as curvas
de F-Score e figura de mérito de Pratt médias, respectivamente, para diferentes limiares de
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(a) (b) (c)

Figura 63 – Aplicação em imagens de tecido de linfomas. (a) Imagem original; (b) bordas
entre regiões; e (c) resultados do método proposto.

(a) (b) (c)

Figura 64 – Aplicação em imagens de tecido de linfomas. (a) Imagem original; (b) bordas
entre regiões; e (c) resultados do método proposto.

probabilidade. A Tabela 6 apresenta a área sob a curva da Figura 65 e os maiores valores
da medidas F-Score e figura de mérito de Pratt médias das imagens deste conjunto.
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Figura 65 – Curva de precision-recall média para os 10.000 mosaicos compostos de imagens
de tecidos.
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Figura 66 – Curva de F-Score média para os 10.000 mosaicos compostos de imagens de
tecidos.
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Figura 67 – Curva da Figura de Mérito de Pratt média para os 10.000 mosaicos compostos
de imagens de tecidos.

Tabela 6 – Área sob a curva de precision-recall média e os maiores valor para as medidas
F-Score e Figura de Mérito de Pratt médias. As medidas são expressos em
valores percentuais.

Métrica Valor percentual
Área sob a curva de precision-recall média 98.302
Máxima medida F-Score 94.872
Máxima Figura de Mérito de Pratt 92.280

Observa-se nas Figuras 65 e 66 e na Tabela 6 que o modelo possui um desempenho
satisfatório na separação dos mosaicos com estas imagens de tecido. Este desempenho
justifica-se pelas pequena quantidade de variações em iluminação e escala em cada imagem,
além de sua informação visual ser, em grande parte, composta por características de cor e
textura.

4.6 Resultados em Imagens Naturais
Esta seção apresenta os resultados qualitativos da aplicação da técnica proposta

neste trabalho em imagens naturais, que contêm informações adicionais além de texturas e
cor. As imagens utilizadas são do banco de imagens Berkeley Segmentation Dataset Bench-
mark (ARBELAEZ et al., 2010). Essas imagens são pouco controladas, sem preocupações
com iluminação, escala, ou rotação. Faz-se importante ressaltar que este é um banco de
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imagens desafiador cujas imagens de alvo são marcações feitas por voluntários humanos
e, haja vista que a segmentação é um processo subjetivo no que tange o que deve ser
separado em uma imagem, os alvos são diferentes para cada segmentação humana. Para
as comparações foram utilizadas 16 imagens. Também é importante esclarecer que não
houve qualquer treinamento adicional da rede neural convolucional.

As Figuras 68, 69 e 70 apresentam algumas imagens do banco de imagens Berkeley
Segmentation Dataset Benchmark nas quais, qualitativamente, o modelo proposto neste
trabalho foi capaz de identificar, visualmente, os principais objetos presentes na imagem.
Observa-se nestas imagens que existem uma distinção maior nas características de cor e
textura do objeto em relação ao fundo ou aos demais objetos, o que torna possível sua
identificação por parte do modelo.

(a)

(b)

Figura 68 – Resultados da aplicação da técnica proposta em imagens naturais.
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(a)

(b)

(c)

(d)

Figura 69 – Resultados da aplicação da técnica proposta em imagens naturais.
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(a)

(b)

(c)

(d)

Figura 70 – Resultados da aplicação da técnica proposta em imagens naturais.
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Por outro lado, as Figuras 71 e 72 apresentam algumas imagens do banco de
imagens Berkeley Segmentation Dataset Benchmark nas quais, qualitativamente, o modelo
proposto não foi capaz de identificar, visualmente, os principais objetos presentes nas
imagens.

Os objetos nas imagens apresentadas nas Figuras 71 e 72 não tem como principal
informação a textura e a cor para que o modelo proposto possa ser capaz de separá-los
na imagem. Observa-se, por exemplo, que nos casos de imagens de animais, muitos estão
em seu habitat natural e, desenvolveram, evolutivamente, a capacidade de camuflagem,
tendo sua aparência similar à do meio, em termos de textura e cor, para que não sejam
alvos de predadores, ou para dificultar serem vistos por suas presas. Outro fator que
influencia no pior desempenho do modelo proposto é a transição entre os objetos e o
restante da imagem. Diferentemente dos mosaicos, na qual o padrão de uma região é
abruptamente quebrado na transição entre duas regiões, as transições nas imagens naturais
são mais suaves. Além disso, a forma dos objetos presentes nas imagens naturais constitui
uma importante informação visual. Sabe-se que as informações de forma e características
visuais mais abstratas são representadas nas camadas mais profundas das redes neurais
convolucionais. Dessa forma, ao contrário da arquitetura proposta neste trabalho, modelos
de arquiteturas mais complexas, como o HED (XIE; TU, 2015) possuem desempenho
superior na segmentação de imagens naturais.

Finalmente, é interessante notar que, na segmentação de imagens naturais, a técnica
proposta tem uma tendência de buscar uma estrutura de mosaico do tipo caminhada
aleatória, como ilustram algumas partes das Figuras 69d, 70d, 71b e 71d. Embora superfícies
com esta forma, conhecidas na literatura como superfícies fractais (MANDELBROT, 1983),
aconteçam com frequência na natureza, a tendência do modelo em reforçar esse tipo de
superfície pode indicar um overfitting na quantidade de estruturas do tipo caminhada
aleatória no conjunto de treinamento. Infelizmente, a quantidade de imagens rotuladas,
píxel a píxel, para a segmentação de texturas disponíveis atualmente é pequena, de forma
que se faz necessário gerar os mosaicos em grande quantidade para um bom desempenho
em uma técnica de aprendizado profundo e, para que o modelo não aprenda a identificar
um tipo particular de estrutura de mosaico, é preciso gerar tipos diferentes de estruturas
para os mosaicos. No entanto, não é possível saber a priori a quantidade de tipos de cada
estrutura de mosaico, ou até mesmo se são necessários mais tipos de estruturas para evitar
o overfitting.
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(a)

(b)

(c)

(d)

Figura 71 – Resultados da aplicação da técnica proposta em imagens naturais.
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(a)

(b)

(c)

(d)

Figura 72 – Resultados da aplicação da técnica proposta em imagens naturais.
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5 Considerações Finais

Esse trabalho apresentou uma técnica para separar texturas em imagens de mosaicos
de texturas, a qual é independente do conhecimento prévio da quantidade de texturas e
das classes de texturas existentes nos mosaicos. O método proposto é baseado em uma
rede neural completamente convolucional, com uma arquitetura do tipo encoder-decoder
com skip connections que permite utilizar as informações de diversas camadas da rede para
a saída final. Para que a rede se torne independente do conhecimento prévio das classes de
texturas existentes nos mosaicos, uma classificação binária dos píxeis, como pertencentes
às fronteiras entre regiões de texturas ou às regiões internas de texturas, é proposta.

Para a avaliação do desempenho do método proposto, a rede neural convolucional
foi treinada usando mosaicos com imagens de texturas do banco de imagens The Prague
Texture Segmentation Datagenerator and Benchmark e teve seus resultados avaliados
em mosaicos com imagens de texturas coloridas de Brodatz e com imagens de texturas
do banco de imagens Describable Textures Dataset. Posteriormente, a rede também foi
avaliada em mosaicos contendo imagens de sensoriamento remoto e em mosaicos contendo
imagens de tecidos de coloração Hematoxolina-Eosina.

Verificou-se que a técnica proposta possui desempenho similar nos diversos conjuntos
de testes, mesmo naqueles contendo classes de texturas completamente diferentes daquelas
utilizadas nos mosaicos de treinamento, havendo, inclusive, apresentado desempenho
superior em alguns conjuntos de testes que não continham texturas usadas no treinamento,
em comparação ao conjunto de teste que continha texturas usadas no ajuste dos parâmetros
da rede neural. Dessa maneira, confirma-se a hipótese inicial de que é possível desenvolver
um modelo de separação de texturas que, ao buscar dissimilaridades nas regiões da imagem
classificando píxeis como sendo pertencentes às fronteiras entre texturas ou a regiões
internas de texturas, seja independente do número a priori de classes de texturas ou
regiões de texturas nos mosaicos.

Dentre as limitações do método, verifica-se um desempenho pior na separação de
imagens cujas regiões internas contêm partes que, de fato possuem textura e coloração
diferente do restante da imagem, mas que, semanticamente, a depender de sua forma
e coerência na imagem, são consideradas como parte integral de uma mesma região.
Além disso, verifica-se uma limitação do método proposto em imagens naturais, em que
informações de forma e contexto possuem grande importância na separação da imagem,
sendo a técnica, portanto, específica para a separação de texturas.

Para trabalhos futuros, sugere-se o desenvolvimento de um modelo que combine,
explicitamente, informações de fronteiras, como proposto nesta tese, e informações de
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regiões, como nas propostas de segmentação baseada na rotulagem de píxeis com base em
classes de texturas pré-definidas, visando evitar a união indevida de regiões de texturas
diferentes como apresentado na Seção 4.3. Também sugere-se a investigação da adaptação
e aperfeiçoamento do método proposto nesta tese para a segmentação de imagens naturais,
haja vista o desempenho inconsistente apresentado nas imagens naturais do banco de
imagens Berkeley Segmentation Dataset Benchmark.
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