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Resumo

As midias sociais tém desempenhado um papel muito importante na deteccao de novida-
des ou eventos, pois se mostram vastamente disponiveis, além de possibilitarem rapida
propagacao de diversos tipos de informacoes. Contudo, os dados sdo nao estruturados,
entao surge o desafio de minerar eventos em uma grande massa de dados que esta constan-
temente em crescimento. Diante disso, é necessario nao apenas identificar informagoes,
mas também detectar as informacoes mais relevantes. A relevancia de uma informacao
pode estar relacionada com varios aspectos e caracteristicas das aplicagoes, tais como:
temporal, audiéncia, contexto, entre outras. Tais aplica¢oes procuram identificar padroes
novos ou nao familiares em conjuntos de dados, alguns exemplos sdao: cobertura de noticias,
tendéncia de produtos, comportamentos suspeitos em midias sociais para deteccao de

crimes, entre outras.

Esta pesquisa propoe duas novas arquiteturas de deteccao de novidades em dados de redes
sociais, baseadas em trés pilares: fusao de dados, janelas temporais e um modelo para
qualificar a audiéncia da novidade. Ambas as arquiteturas possuem em comum os seguintes
pipelines: codificacao, fusao e deteccao. A codificagao utiliza redes neurais para representar
os dados nao estruturados em vetores densos. A fusao transforma distintas estruturas de
dados em uma tnica estrutura ou faz a combinacao das pontuagoes (ou probabilidades) na
saida dos classificadores. A deteccao utiliza algoritmos nao supervisionados para identificar

as novidades.

A principal diferenca entre as duas arquiteturas esta na fusdo. A primeira arquitetura
realiza a fusdo dos dados na entrada dos algoritmos nao supervisionados. A segunda
arquitetura realiza a fusao na saida dos algoritmos nao supervisionados. Os seguintes
algoritmos nao supervisionados sao utilizados: HBOS, Feature Bagging, Isolation Foresting,
Autoencoders, e versdes nao supervisionadas do kNN e do LSTM. A principal contribuicao
neste trabalho é uma abordagem baseada em redes neurais profundas que realiza fusao de
dados e deteccao de novidade em dados nao estruturados e heterogéneos. As inovagoes
do trabalho estao na criagdo de uma nova arquitetura para deteccao de novidades das
redes sociais, realizar uma nova fusao com dados nao estruturados, criacao de uma base de
dados com dados nao estruturados para a tarefa de detecgdo de novidades, e um método
livre de contexto para definir o que é novidade. A etapa de experimentos mostrou que a
fusao proposta teve uma melhoria de aproximadamente 11% em relacdo ao nao uso da

fusdo na deteccao de novidades.

Palavras-chave: Deteccao de Novidade, Métodos de Fusao, Aprendizado Profundo, Rede

Social, Fluxo Continuo de Dados.



Abstract

Social media has played a very important role in detecting novelties or events, as they
are widely available, in addition to allowing the rapid spread of various types of infor-
mation. However, the data are unstructured, so the challenge arises of mining events in
a large mass of data that are constantly growing. Therefore, it is necessary not only to
identify information, but also to detect the most relevant information. The relevance of
an information can be related to several aspects and characteristics of the applications,
such as: time, audience, context, among others. Such applications seek to identify new
or unfamiliar patterns in data sets, some examples are: news coverage, product trends,

suspicious behaviors on social media to detect crimes, among others.

This research proposes two new novelty detection architectures in social media data based
on three pillars: data fusion, temporal windows and a model to qualify the audience for the
novelty. Both architectures have the following pipelines in common: coding, merging and
detection. Coding uses neural networks to represent unstructured data in dense vectors.
The fusion transforms different data structures into a single structure or combines the
scores (or probabilities) in the classifiers output. Detection uses unsupervised algorithms

to identify novelties.

The main difference between the two architecture is in the fusion. The first architecture
fuses data at the input of unsupervised algorithms. The second architecture fuses the
output of unsupervised algorithms. The following unsupervised algorithms are used: HBOS,
Feature Bagging, Isolation Foresting, Autoencoders, and unsupervised versions of kNN and
LSTM. The main contribution in this work is an approach based on deep neural networks
that performs data fusion and novelty detection in unstructured and heterogeneous data.
The innovations in the work are in the creation of a new architecture for detecting news
from social networks, making a new merger with unstructured data, creating a database
with unstructured data for the task of detecting news, and a context-free method for
defining what is a novelty. The experiment stage showed that the proposed fusion had an
improvement of approximately 11% in relation to the non-use of the fusion in detecting

novelties.

Keywords: Novelty Detection, Fusion Methods, Deep Learning, Social Media, Data

Stream.
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1 INTRODUCAO

Nos anos recentes foi testemunhado o desenvolvimento dos servicos de midias
sociais, que mudaram a forma como as pessoas viviam, trabalhavam e comunicavam.
Especialmente, com o grande crescimento dos smartphones, um usuario acessa a internet a
qualquer momento e em qualquer lugar, e compartilha por meio das redes sociais o que
acontece ao seu redor. As redes sociais € um meio de transmissao que permite aos usuarios
trocar conteidos multimidia. Esse contetido é heterogéneo, e inclui: texto, imagens, videos,
informagoes temporais, conexoes sociais, preferéncias dos usuarios e outros metadados.
Além disso, os usuarios na web podem ver e comentar o conteiido compartilhado no mundo

inteiro.

Atualmente, uma diversidade de servigos de redes sociais, como Facebook, Twit-
ter, Yelp, WebChat, Weibo e etc, se beneficiam em adquirir e espalhar informagoes. A
popularidade vem de seus servigos diferenciados de comunicacao, como portabilidade,
rapidez e facilidade de uso, que permitem aos usuarios responderem instantaneamente e
disseminar informagoes com restri¢oes limitadas ou nenhuma restricao de contetido. Hoje
em dia, qualquer pessoa que testemunhe ou esteja envolvida em qualquer evento é capaz
de disseminar informacoes em tempo real, que podem alcancar o outro lado do mundo a
medida que o evento se desenrola (ATEFEH; KHREICH, [2015)). Diante do grande volume
de informagoes geradas é necessario identificar o que é de fato relevante e novo. A literatura
denomina as seguintes técnicas utilizadas para deteccao de dados relevantes e novos, como
detecgao de novidades ou detecgao de evento (PIMENTEL et al., |2014).

A deteccao de novidade é geralmente referenciada na literatura como deteccao de
evento (ATEFEH; KHREICH] 2015). Na verdade, deteccao de evento é um termo geral
usado para referenciar uma variedade de tipos de deteccao incluindo outlier, anomalias,
entre outros. Além disso, muitos termos sindénimos, como deteccao de anomalias ou outliers,
sdo frequentemente usados para se referir a deteccao de novidade. Entretanto, ha uma
diferenga entre significados. Em (MERRIAM-WEBSTER) [2018) novidade é definida
como um evento que é “novo ou diferente de tudo que seja familiar”. Em (BARNETT
LEWIS| [1994), um outlier é definido como um evento que é “inconsistente em relagao
ao conjunto dos dados de treinamento”. Portanto, a deteccdo de outlier visa identificar
observagoes anormais do conjunto de dados com o fim de descarté-las (PHAM et al.| [2013).
Enquanto que na tarefa de deteccao de novidades, se uma novidade é encontrada, entao
sera considerada como parte do conjunto de dados, em oposi¢do a um outlier. Apesar disso,
ambas as defini¢oes compartilham da mesma desvantagem, que é a escassez de amostras na

fase de treinamento. Por esta razao, deteccao de novidades ou outliers utilizam algoritmos
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de classificagdo nao-supervisionados ou one-class. Nos casos em que é possivel ter amostras

rotuladas na fase de treinamento, o problema ¢é tratado como uma versao nao balanceada

de detecgao de novidades (AGGARWAL| 2016]).

A escassez de amostras acontece porque os dados anormais ou novos sao caros de
serem obtidos ou ocorrem em baixa frequéncia (PIMENTEL et al., [2014)). Essas situagoes
podem ocorrer nos seguintes contextos: um defeito em uma maquina; a identificacao de
um padrao de trafico anémalo em uma rede de computadores, que pode significar um
computador invadido por hackers; a deteccao de uma imagem andémala de ressonancia
magnética, que pode indicar a presenca de tumores malignos; a descoberta de anormalidades
em dados de transacao de cartao de crédito, que pode indicar furto do cartao; a deteccao
de leituras anomalas de um sensor, que pode significar alguma falha em algum componente
mecanico; a revelacao de fluxo temporal anormal de mensagens nas redes sociais, que pode
caracterizar algum evento importante ou inesperado, etc. (CHANDOLA; BANERJEE:
KUMAR, [2009).

Esses sistemas podem funcionar em operagao normal por um grande periodo de
tempo. Os dados gerados em operacao usual sao geralmente acessiveis e de facil medigao.
Por outro lado, observar eventos de falhas ou raros depende da ocorréncia de todos os
possiveis cenarios em operac¢ao impropria, porém nem sempre é possivel obter todos
esses cendarios. Ainda, o problema pode se tornar mais dificil se existir uma significante
variabilidade entre os modos anormais, alguns dos quais podem nao ser conhecidos a priori,
0 que torna a classificacdo supervisionada ou multiclasse inadequados para essas aplicagoes
(PIMENTEL et al. 2014). A tarefa de detecgao de novidades tem uma dificuldade inerente
em obter amostras, porque as novidades sao eventos que nunca aconteceram antes ou

porque elas sao muito raras.

No caso das redes sociais online (microblogs), milhares de noticias sdo geradas
diariamente, cobrindo uma variedade significante de assuntos (IBRAHIM et al., [2018). A
deteccao automatica de noticias que sdo novidades e de grande audiéncia, como desastres
naturais ou um prémio Nobel, se torna algo muito singular e desafiante para ser predito.
Consequentemente, modelos supervisionados de classificagdo tém maior probabilidade de
apresentarem alto viés enquanto mantém baixa varidncia (PIMENTEL et al.; [2014). Uma
das solugbes para este problema é oferecida pelos algoritmos nao supervisionados, no qual
nao é necessario possuir amostras dos outliers ou novidades. A descricao da normalidade é
aprendida pela construcao de um modelo com numerosos exemplos representando situagoes
de normalidade (PIMENTEL et al., 2014).

Uma outra questao que surge no campo de detecgao de novidades, é o tratamento
de dados heterogéneos, pois trata-se de uma caracteristica inerente das midias sociais.
As noticias postadas nas redes sociais podem conter nao apenas texto mas também

imagens, videos, informacoes temporais, conexdes sociais, preferéncias dos usuarios, e
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outros metadados. (Gao et al. (2015) mostraram que 30% dos blogs postam contetido
com imagens, e este nimero continua a aumentar. A proliferacdo de aplicagbes que
compartilham fotos na web, como Flickr, Instagram, Pinterest, e Vero, resultam em um
grande nimero de imagens sendo disponibilizadas publicamente. O Instagram recebe 95
milhoes de fotos e videos diariamente (LISTER, [2019). O Facebook é atualmente a rede
social mais popular no compartilhamento de fotos, tendo cerca de 100 milhdes de imagens
compartilhadas diariamente (LA TIMES NEWS| 2018). Outra rede social que é conhecida
pela publicacao de curtas mensagens de textos (conhecidos como tweets) é o Twitter, com
o total de 1,3 bilhoes de contas. Ha mais de 500 milhoes de tweets postados em tnico
dia, ou aproximadamente 6000 tweets por segundo. De acordo com Smith| (2019), tweets
com imagens resultam em uma taxa de cliques 18% maior, 89% mais de curtidas (likes), e

150% mais de compartilhamentos.

A literatura discute varios problemas encontrados quando imagens sao classificadas
da midia social, incluindo baixa qualidade, significado ambiguo, ruidos, entre outros. Como
consequéncia, a maioria das técnicas atuais de deteccao de novidades para web utilizam
contetudo textual e conexoes sociais, enquanto contetido visual é ignorado. Entretanto, o
contetdo textual postado nas redes sociais pode ter muitos problemas, incluindo abrevia-
¢oOes, girias, parafrases, metaforas, alta expressividade, entre outros, que tornam dificil a
tarefa de classificagao (DODGE; KARAM, 2016) (MINER et al., [2012). Recentemente, o
campo de visdo computacional teve significativos avangos devido técnicas de deep lear-
ning, mais especificamente, redes neurais convolucionais profundas. Essas novas técnicas
permitem extrair informacoes das imagens com excelente precisao. Exemplos incluem
a identificagao de diferentes objetos em uma cena, incluindo pessoas, animais, veiculos,
entre outros. Esse tipo de informacao pode ser usada como complemento a informacao do
texto, para desenvolvimento de melhores classificadores de dados das redes sociais. Neste
contexto, uma das hipdteses deste trabalho é que a fusao de texto e imagens adicionara
mais informagoes relevantes a deteccao de novidades em casos onde estruturas isoladas

(textos ou imagens) podem ser deficientes.

Outra peculiaridade é que as midias sociais geram dados de forma continua, ou seja,
no formato de streaming. A quantidade de dados produzidas nas midias sociais nao é apenas
enorme mas continua a crescer, e os dados sao regularmente atualizados (MOHAMMADI
et al., 2018]) (SHI et al., 2017)). Devido a considerdvel quantidade de dados e o objetivo
especifico das maiorias das aplica¢oes, muitos trabalhos tentam identificar novidades dentro
de um contexto especifico, algumas vezes filtram os dados por palavras chaves, como é
feito em (ZHONG, 2018), (GHELANTI et al., |2017), (AGGARWAL; SUBBIAN, 2012)) e
(SCHINAS et al., [2018). Como contribuicao deste trabalho, o conceito de novidade foi
generalizado a fim de torna-lo livre de um contexto especifico. Dessa forma, a novidade
é redefinida como um item singular que se destaca em relagdo as janelas temporais do

presente e do passado.
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Além disso, ao olhar as janelas do passado, atribui-se a ideia de memoéria. Por
exemplo, seja a janela temporal de 1 dia e a noticia é “Cotagao do délar”. Como a deteccao
de novidades se comportaria para esta curta janela temporal? Se fosse alterada a janela
temporal de 1 dia para 20 dias, a deteccao de novidade identificaria as mesmas noticias
como novidade? A literatura mostra que uma mudanca do tamanho na janela temporal
muda o rétulo e, portanto, implica em uma mudanca na distribuicao fundamental do
problema, que é conhecido na literatura como concept drift (WANG; MINKU; YAO, [2018)
(MASUD et al.; 2018). Isso evidencia outra caracteristica peculiar da deteccao de novidade
que difere da deteccao de outlier. Enquanto na deteccdo de novidades o aspecto temporal
pode alterar a natureza do rétulo, na deteccao de outlier o dado andémalo sempre sera

anomalo seja qual for a janela temporal.

O aspecto temporal é importante para identificacdo da novidade, mas é necessario
caracterizar a importancia ou relevancia da novidade. Portanto, as interagoes dos usuarios
nas redes sociais nos dizem muito sobre o mundo real, e essas ideias nao sao limitadas a
qualquer aspecto temporal particular (HENDRICKSON et all 2019). H4 muitas outras
formas de caracterizar eventos de interesse dos usuarios das midias sociais. Talvez a forma
mais simples é baseada nos conteidos dos tweets (KHATER; GRACANIN; ELMONGUI,
2017). Isso significa que a identificacdo estaria ligada a um contexto, ignorando um evento
importante de outro contexto. Uma outra forma, é identificar a popularidade do evento, o
qual indica o grau de interesse dos usuarios. Como Hong, Dan e Davison| (2011]) destacaram,
a popularidade dos tweets é afetada por multiplas razoes, além da notoriedade. Portanto,
neste estudo buscou-se caracterizar a novidade pelo grau de relevancia (notoriedade), que

¢é definido como a qualidade da novidade.

Por fim, este estudo abordaré a detecgao de novidades na rede social Twitter em trés
aspectos: heterogeneidade, volatilidade e audiéncia. A fusao de dados trata o aspecto da
heterogeneidade dos dados, englobando texto e imagem na detecgao. As janelas temporais
sao dirigidas ao aspecto de volatilidade ou temporal dos dados. A qualidade da novidade

conduz o aspecto de audiéncia, ou seja, quao notério é a noticia na rede social.

1.1 Objetivos

O objetivo principal deste trabalho é desenvolver uma abordagem baseada em redes
neurais profundas que realize deteccao de novidades em dados de uma rede social online,
no caso especifico deste trabalho a rede Twitter. Além disso, pesquisar a inclusdo de dados

heterogéneos, tais como imagens e textos no sentido de tentar aprimorar a deteccao.

Outros objetivos secundarios também sao tragados:

o Pesquisar a inclusao de dados heterogéneos, tais como imagens e textos no sentido
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de tentar aprimorar a deteccao de eventos.
o Criar uma base de dados heterogénea especifica para detecgdo de novidades.

o Gerar um modelo matematico que caracterize a novidade em termos temporal e

independente do contexto.
 Identificar a importancia da novidade em termos de audiéncia.
o Avaliar métodos de fusao de dados.

o Avaliar técnicas técnicas nao supervisionadas, inclusive de deep learning, que sao

pouco exploradas neste contexto.

1.2 Questdes norteadoras

Esta secao diz respeito as questoes que direcionarao a pesquisa e que demandarao
agoes condizentes com os objetivos predefinidos para que sejam encontradas respostas

satisfatorias. Portanto, a pesquisa sugere responder as seguintes questoes norteadoras:

o A fusdo de dados heterogéneos, em especial os métodos avaliados, podem melhorar a

detecgao de novidades?

O paradigma de janelas temporais permite a deteccao de novidades livre de contexto?

e De que forma a qualificacao da novidade utilizando o atributo de audiéncia pode

contribuir na deteccao de novidades?

1.3 Contribuicoes

A maior contribui¢ao deste trabalho é a proposta de uma abordagem de detecgao
que utiliza a fusdo de dados heterogéneos (imagens e textos) para deteccao de novidades
em midias sociais, e que pode ser aplicada mesmo quando somente um dos tipos de dados

esta presente.

Trés artigos foram publicados como resultado desta pesquisa:

o Amorim, Marta; Bortolotti, Frederico; Ciarelli, Patrick Marques; Salles, Evandro O.
T. ; Cavalieri, Daniel C. . “Novelty Detection in Social Media by Fusing Text and
Image into a Single Structure”. IEEE Access, v. 4, p. 1-1, 2019. (AMORIM et al.,
2019)
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o Amorim, Marta; Ciarelli, Patrick Marques. “Fusdo de redes convolucionais hetero-

géneas para deteccao de novidades em redes sociais’. In: CBA, 2018, Joao Pessoa.

Congresso Brasileiro de Automética 2018, 2018. (AMORIM; CIARELLI, 2018)

o Amorim, Marta; Bortolotti, Frederico; Ciarelli, Patrick Marques; De Oliveira, Elias;
De Souza, Alberto Ferreira. “Analysing rotation-invariance of a log-polar transfor-

mation in convolutional neural networks”. In: 2018 International Joint Conference

on Neural Networks (IJCNN), 2018, Rio de Janeiro. (AMORIM et al. 2018))

1.4 Estrutura do trabalho

Este trabalho esta organizado como segue.

No Capitulo (1] foi contextualizado o problema de detec¢do de novidades em redes
sociais, apresentada uma breve revisao da literatura e as dificuldades inerentes ao problema
a ser tratado neste trabalho. Por fim, sdo apresentadas as questoes norteadoras que esta

tese pretende responder.

No Capitulo [2] sio apresentados alguns trabalhos relacionados a detecgao de novida-
des e fusao de dados. Além disso, é feita uma revisdo de literatura das principais técnicas

a serem usadas neste trabalho.

O Capitulo |3| abrange os assuntos mais importantes e as bases fundamentais que

serdo tratados neste trabalho.

No Capitulo [4] sdo descritos os métodos propostos: o conceito de novidade, a quali-
dade da novidade, como o texto e a imagem sao codificados em vetores, duas abordagens

de fusao e quais algoritmos nao supervisionados foram utilizados.

No Capitulo [5| sdo apresentadas as configuragoes dos experimentos, caracteristicas
do conjunto de dados, a heuristica de rotulagem semiautoméatica do conjunto de dados, os

resultados, discussoes e andlises.

Finalmente, no Capitulo [6] sdo realizadas as consideragoes finais e propostos os

trabalhos futuros para continuacao deste trabalho.
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2 REVISAO DA LITERATURA

Muitos trabalhos tém sido propostos para deteccao de novidades em diversas
aplicagoes. Neste capitulo sera feita uma breve revisao da literatura focando nos trabalhos
mais recentes aplicados a detec¢ao de novidades usando dados nao estruturados (imagem,

texto, etc.).

Phuvipadawat e Murata| (2010) apresentaram um método para coletar, agrupar,
classificar e rastrear novidades que sejam breaking news no Twitter. Primeiro sao realizadas
consultas predefinidas, por exemplo, palavras-chave: “#breakingnews” e “#breaking news”,
e indexam o conteido. Mensagens que sao semelhantes umas as outras sao agrupadas
para formar uma noticia. As mensagens sao representadas como vetores e os pesos das
palavras sao dados pela método de TF-IDF (Term Frequency-Inverse Document Frequency)
Manning, Raghavan e Schiitze| (2008]), com um aumento de peso para nomes proprios,
hashtags e nomes de usuarios. Os nomes proprios sao identificados usando o Reconhecedor
de Entidades de Stanford (NER) 2018) treinado em corpus de noticias convencionais. A
abordagem usa uma combinagdo ponderada pela quantidade de seguidores (confiabilidade)
e a quantidade de mensagens compartilhadas (popularidade) mais recentes para identificar
cada cluster como breaking news. Novas mensagens sao incluidas em um cluster se sao
semelhantes a primeira mensagem e aos termos desse cluster. Os autores enfatizam a
importancia da identificagao de nomes préprios para melhorar a comparacao de similaridade

entre tweets e, portanto, melhorar a precisao geral do sistema.

Aggarwal e Subbian| (2012) propuseram um algoritmo de aprendizado online para
tratar textos da rede social Twitter e e-mails. O algoritmo é composto de clusters que sao
continuamente atualizados com a chegada de novos dados. Para a medida de similaridade
entre um evento e um clusters, as normas L1 e L2 sao usadas. O conjunto de dados
contém 517.432 e-mails e 1.628.779 tweets. Os rétulos das classes foram associados com
hashtags: tweets foram rotulados em duas classes, e e-mails foram categorizados em 19
classes baseados nos tokens mais comuns. Na fase experimental, o algoritmo identificou

corretamente 60% de todas as novidades.

Yong, Deng e Purvis| (2012) propuseram um framework para detec¢ao de novidade
em imagens de animais selvagens. A novidade nesse contexto é identificada como algo
nao usual a vida selvagem, como no exemplo ilustrado na Figura [I] De forma geral, o
funcionamento do framework possui o seguinte fluxo: segmentacdo da imagem, extracao
das caracteristicas de cada bloco segmentado, rotulacao do bloco, modelagem do contexto
semantico e classificagdo da imagem. Para a segmentacao da imagem foi escolhido o

algoritmo JSEG (J value segmentation). Para a extragao das caracteristicas da imagem foi
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usado histograma de cores LUV, histograma de borda e filtro de Gabor com descritores de
Haralick. A rotulacao dos blocos é feita pela classificacao de cada segmento da imagem
utilizando o algoritmo 1-NN. Apés a identificacao dos rétulos que sao objetos da imagem,
uma matriz de ocorréncias é gerada. Essa matriz esparsa representa o contexto semantico
da imagem, pois relaciona todos os objetos da cena. A Figura [2]ilustra o processo anterior.
Por fim, a imagem é identificada como normal ou novidade por meio de um método de
classificacdo semissupervisionada. De forma objetiva, o funcionamento do algoritmo de
classificagao baseia-se na determinagao do centroide calculado por meio das matrizes de
ocorréncia e calcula a distancia entre a imagem e o centroide. Se a imagem possuir uma
distdncia maior que um (threshold, o algoritmo o classifica como novidade. Caso contrario,
a imagem ¢é considerada normal. Para validar a proposta, um experimento foi conduzido

com 335 imagens de animais selvagens extraidas do Google e Microsoft Research.

Figura 1 — A figura a) representa um imagem normal e b) representa uma novidade.

b

Autoria (YONG; DENG; PURVIS, 2012)
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Figura 2 — Matriz de ocorréncias.

class roast  land sky water dolphin elephant penguin  zebra
cirasl a a o 0 o o o
fand 0 1 a 0 i 1 ] 0
sky o 1 i3 o o L ) o o
water o L] o o 0 0 o ]
diolphin 0 4] [+ it 0 1] 0 0
clephant 1 1 1 o o 1 0 o
panguin i 4] ] ] ] ] [H] 0
znbra 0 1] [+] 0 ] o ¥

Autoria (]YONG; DENG; PURVISl, |2012[)

Aiello et al| (2013) compararam seis métodos de detec¢do de eventos em trés

conjuntos de dados do Twitter relacionados a assuntos de esporte e politica. Os métodos
de detecgao usados foram: LDA (Latent Dirichlet Allocation), Document-pivot, GFeat-p,
FPM (Frequent Pattern Mining), SFPM (Soft Frequent Pattern Mining), BNgram. Os
trés conjuntos de dados possuem apenas texto e foram pré-processados usando as técnicas
de tokenizacao e stemming. Os autores utilizaram técnicas de n-gram e TF-IDF para
transformar o texto em vetores esparsos, e assim servirem de entrada para as técnicas
de deteccao. A intengao do trabalho também foi detectar eventos em janelas temporais,
para isso se basearam em um cenario centrado no usuario. O usudrio inicia o sistema de
detecgao fornecendo a semente temporal, a taxa de atualizagao e as palavras-chave. Os

experimentos indicaram o BNgram como o melhor método para detecgao de eventos.

Por sua vez, Ding et al.| (2015) consideram como novidades as intengoes dos usuarios

das redes sociais em consumir ou adquirir algo. Para isto, os autores propuseram um
modelo chamado Consumption Intention Mining Model (CIMM) baseado em uma rede
neural convolucional para texto. Para demonstrar a efetividade do modelo, experimentos
foram realizados em dois assuntos distintos: criangas e filmes. O Corpus textual contém
20 milhoes de posts, 76 milhoes de sentencas, e 1,3 bilhoes de palavras. Os experimentos

obtiveram acuracia de 94,52% para criancas e 85,28% para filmes.
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Alghtani, Luo e Regan| (2015) desenvolveram um método para detectar eventos no
Twitter. O objetivo é avaliar se a deteccao de eventos ¢ melhor usando apenas texto, ou
apenas imagem, ou com a fusao dos dois. O método monitora os streams de dados e seleciona
os tweets que tem textos e imagens e os armazenam em uma base de dados. Isso é seguido
por algumas técnicas de pré-processamento de texto, tais como: filtro dos caracteres nao
pertencentes ao idioma inglés, tokenizagao, remocao de stopwords e aplicacao de stemming.
O procedimento inicia com a deteccao do evento baseado apenas no texto, usando o modelo
de bag-of-words e a ponderagao de TF-IDF. Entao é realizada a deteccao do evento baseado
apenas na imagem, usando as caracteristicas visuais, como HOG (Histogram of Oriented
Gradients), GLCM (Gray-Level Co-Occurrence Matriz) e histograma de cores. A partir
dessas caracteristicas visuais, é realizada uma classificagdo com kNN (k Nearest Neighbors)
que categoriza cada novo caso usando a distancia Euclidiana. Para avaliar a técnica foi
realizado um experimento com um milhao de tweets postados no dia 28 de dezembro de
2014. O resultado do experimento mostrou que o método proposto atingiu a acuracia de

89% com texto, 86% com imagem e 94% com os dois.

Zhang et al.| (2016)) propuseram um novo modelo probabilistico que identifica o
evento por meio da correlagao de varios tipos de dados, como: contetudo visual, textual,
perfil do usuario e informagao temporal. O contetido textual inclui: tags, titulos, descrigoes
e comentarios das imagens; e ¢ denotado por um vetor z; =< 1, T2, - . ., Ty >, sendo
um valor baseado na frequéncia do i-ésimo termo do instante t. O contetido visual adotado
foi baseado em caracteristicas visuais, ou seja, palavras que representam o contetudo visual.
A imagem é dividida uniformemente em pedagos de 16x16. As caracteristicas visuais
sao extraidas em torno de cada keypoint identificado por SIFT (Scale-Invariant Feature
Transform) (GONZALEZ; WOODS, [2018) e por meio de histogramas de cores de 32 e 128
dimensoes. Apos isso, as caracteristicas sdo agrupadas e convertidas em palavras visuais
com auxilio do algoritmo k-means (AGGARWAL; REDDY] 2013)). Assim, o contetido visual
pode ser representado por x, =< T,1, T2, - . ., Ty >, sendo cada elemento associado a uma
palavra visual v. J& as caracteristicas do usuario estao relacionadas a imagem, ou seja, o
usuario que fez o upload da imagem, usuarios que compartilham imagem ou os que marcam
como favorita. Dado um usuario u, as caracteristicas deste usuario sao denotadas por
Ty =< Ty, Tu2,s - - -5 Ty >. Um evento C' ¢ algo que ocorre em um certo instante de tempo, e
que geralmente ¢é representando por um conjunto de contetido multimidia. Um conjunto k de
eventos pode ocorrer em um instante de tempo ¢ e podem ser categorizados em um conjunto
E={C{i=1,2,...,k}. Cada evento C; pode ser considerado como um “objeto virtual”
que é composto pela unido das caracteristicas C; =< Uz, Uz,j, Uz,; > (j =1,2,...,|C).
A correlagdo das caracteristicas sao estruturadas em um modelo de grafo, conforme
ilustrado na Figura (3] em que as caracteristicas sao os vértices e as arestas sao as relagoes
entre as caracteristicas. Foi empregado o modelo probabilistico de Markov para conectar

cada nova caracteristica com o evento correto. Os experimentos foram realizados com dois
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milhdes de imagens extraidas do Flickr.

Figura 3 — Grafo de correlagao entre os tipos de dados.
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Kaneko e Yanai (2016)) apresentam um sistema para descobrir eventos relacionados a

fotos do Twitter. As fotos selecionadas incluem localizacao geografica (latitude/longitude).
O método consiste de dois principais passos: deteccao das palavras-chave baseada na
analise textual e no clustering. Primeiro, a deteccao do evento é feita apenas com a anélise
textual. Apds isso, as caracteristicas visuais sao extraidas das fotos. Para a extracao de
caracteristicas das imagens, foram utilizados bag-of-features (BoF), SURF (Speeded Up
Robust Features) (GONZALEZ; WOODS, [2018) e histograma de cores RGB (Red-Green-

Blue) de 64 dimensoes. As fotos sdo agrupadas nas palavras-chave correspondentes, usando

o método de clustering Ward, que é um método de agrupamento hierarquico, e a foto mais
representativa do evento é selecionada. Nessa fase foi usado o algoritmo VisualRank para a
selecao da foto de maior representatividade do evento. Um diferencial nessa abordagem foi
na selecdo amostral das palavras-chave pela frequéncia diaria dentro de uma unidade de
area. Uma area ¢ uma unidade delimitada por latitude e longitude no mapa para detectar
um evento. Foi utilizado o mapa dos Estados Unidos e Japao. Isso é importante, pois a
frequéncia diaria das palavras-chave aumentam muito mais em algumas unidades no mapa
do que em outras. Por exemplo, a atividade dos usuarios do Twitter em cidades grandes

como Nova York e Tokyo ¢ muito maior que em outras cidades como Idaho e Fukushima.
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Os experimentos analisaram 17 milhoes de tweets geolocalizados postados nos Estados

Unidos e 3 milhoes postados no Japao.

O objetivo central do trabalho de Mao et al. (2016|) foi treinar e avaliar word-
embeddings eficazes que continham em sua codificagao tanto informacao textual quanto
visual. Por isso, propuseram uma rede neural, conforme Figura[d] que utilizou como entrada
dados heterogéneos (textos e imagens) das redes sociais para gerar word-embeddings que
representassem adequadamente as frases. Apenas textos sao transformados em embeddings,
enquanto as informagoes das imagens sao extraidas por meio de uma rede CNN. A rede
neural utiliza uma arquitetura recorrente (RNNs) inspirada no modelo baseado em legenda
de imagem CNN-RNN (VINYALS et al., 2014) (MAO et al 2015)). A representagao visual
foi mapeada no mesmo espago dos estados GRUs (Gated Recurrent Unit) (ou seja foi
configurado h, = ReLU(W; fr)). Uma vez que a informagao visual é alimentada depois
da camada embedding, geralmente é dificil assegurar que esta informacgao é misturada em
embedding aprendidos. Por isso, foi adotada a estratégia de peso transposto compartilhado
proposto em (MAO et al., [2015) que foi usado para o desafio do modelo aprender novos
conceitos visuais. Mais especificamente, a matriz de pesos da camada SoftMax U, é
compartilhada com a matriz Uy da camada de embedding de maneira transposta. A
camada Uy, se refere a matriz de pesos da rede CNN. Dessa maneira, Uy}, é aprendida a

decodificar a informacao visual e incorpora essa informagdo na matriz de word-embedding.

Também foi construido uma base de dados com 300 milhoes de frases e 40 milhoes
de imagens extraidas da rede social Pinterest. Os usuarios do Pinterest geralmente marcam
imagens com descri¢oes curtas e compartilham as imagens com outras pessoas. Como
frases e imagens podem ser compartilhadas e marcadas por varios usuarios, muitas imagens
tém um conjunto rico de descrigoes. O modelo treinado extrai word-embeddings para
todas as palavras e usa a média dos vetores para representacao das frases. Em seguida, é
verificada se a distancia do cosseno entre o par (frase base, frase positiva) sdo menores que
a (frase base, frase negativa), por exemplo: frase base (hair style), frase positiva (ponytail)
e frase negativa (pink nail). Na avaliagdo, sao usadas triplas de frases rotuladas, em que
cada tripla contém frase A, frase B, frase C. A frase A é considerada semanticamente
mais proxima de B do que A é de C. No final, a distancia entre o embedding A — B e
A — C sdo calculados, e é considerada uma tripla positiva se d(A, B) < d(A,C). Esta
abordagem de comparagdo é comumente usada para avaliar e comparar diferentes modelos
de word-embeddings. A conclusao dos experimentos é que a fusao de texto e informacao
visual ajuda significantemente o aprendizado de word-embedding. O modelo proposto

supera em 9.5% o modelo de word2vec.
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Figura 4 — Modelo de rede neural para dados heterogéneos geral.
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Qian et al.| (2018) abordam uma nova técnica de fusdo de dados heterogéneos das

redes sociais (imagem, texto e usudrios) no processo de sumarizac¢ao de eventos. Primeiro,
foram extraidas as caracteristicas das imagens usando o SIFT (Scale Invariant Feature

Transform). Cada uma das 128 dimensées do SIFT é quantizada para um vocabulario visual

pela hierarquia de quantizagao (QIAN et al., 2015). Entdo, cada imagem é representada por

uma dimensao de 10.000 bag of word visuais. No segundo passo, um vetor de alta dimensao
é calculado usando bag of words do texto. As similaridades entre os vetores de textos e os
vetores de imagens sao calculados usando a distancia do cosseno. Por fim, é calculada uma
matriz de correlacao entre as imagens e os textos usando as similaridades anteriormente
calculadas, que gera uma pontuacgao de relevancia entre o texto e a imagem. O conjunto
de dados usados nos experimentos foram extraidos da rede social Weibo contendo cerca de

2.776.623 textos e 4.432.514 imagens. Apenas 38,71% dos textos tém imagens vinculadas.

No trabalho de Mei et al,| (2018) foi aplicada uma combinagao de algoritmos de

clustering e autoencoder para detectar novidades em Brainstorming. O aspecto desafiante
dos dados consistiu em sentengas breves com 5 a 12 palavras, tornando a analise muito dificil.
O conjunto de dados tem 2.583 documentos, cada sentenca sendo uma ideia individual.
Os resultados foram avaliados usando as métricas MCN (Mean Cluster Novelty) e HFN
(High Novelty Fraction), com MCN igual 0,5577 para clusters de tamanho 10, e 0,4272

para clusters de tamanho 50.

Considerando cyberbulling como uma novidade, Rosa et al.| (2018)) implementaram
uma CNN (KIM, 2014), uma C-LSTM Hibrida (ZHOU et al}, 2015), e NN-LSTM-DNN
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(GHOSH; VEALE, 2016). A C-LSTM Hibrida é formada por uma CNN que extrai
representacoes de alto-nivel de frases e alimentam uma rede LSTM. Os autores a nomearam
de C-LSTM porque apresentou melhores resultados que as redes CNN e LSTM. A C-LSTM
também mostrou bons resultados nas tarefas de classificacao de sentimentos e classificagao
do tipo de pergunta. A rede NN-LSTM-DNN usou uma abordagem similar, e é formada
por 2 camadas de CNN seguida de 2 camadas de LSTM e finalmente, uma camada de rede
neural densa (DNN),; atingindo o estado da arte em dois diferentes conjuntos de dados para
detecgao de sarcasmo. A CNN de [Kim| (2014)) foi projetada para a tarefa de classifica¢ao
binaria orientada a sentimentos. A CNN consiste de uma camada convolucional seguida
por uma camada totalmente conectada com dropout de 0,5 e saida Softmax. Para testar
as trés redes de [Kim| (2014])), Zhou et al.| (2015]) e Ghosh e Veale, (2016)), os pesquisadores
usaram uma versao extendida do conjunto de dados da Formspring, disponivel na Kaggle

com o total de 13.160 textos. O melhor resultado foi atingindo usando o Google embeddings
com a CNN (KIM] 2014]).

O trabalho de Mele, Bahrainian e Crestani (2019)) realiza detecc¢ao, rastreamento
e previsao de eventos de varios fluxos de noticias. O trabalho propde uma abordagem
denominada dDTM-News (Dynamic Topic Model News Streams) que recebe como entrada
documentos provenientes de multiplos fluxos (blogs, midias sociais, etc.) e é capaz (i) de
descobrir os tépicos latentes discutidos nos documentos (detecgao de eventos) e (ii) rastrear
sua evolugao ao longo do tempo (rastreamento de eventos). O dDTM-News primeiro divide
o conjunto de dados em intervalos de tempo e aplica a técnica LDA (Latent Dirichlet
Allocation) para extrair os assuntos latentes. Apds isso, os assuntos sao encadeados sobre o
tempo usando HMM (Hidden Markov Model), conforme ilustrado na Figura . O objetivo
é estimar a probabilidade de transigdo entre cada um dos estados (ou seja evolugao dos
assuntos). Para realizar a predi¢do de eventos no fluxo temporal é utilizado o filtro de
Kalman. Foi construido um conjunto de dados de documentos de 9 canais de 3 plataformas
diferentes (Twitter, portais de noticias RSS, sites de noticias) para um total de 27 topicos
de noticias. A colegao abrange 4 meses (de 1 de margo a 30 de junho de 2016) e consiste
em cerca de 147 mil documentos de noticias. Ao final, o algoritmo dDTM-News criou
clusters baseados em eventos de novos documentos e comparou com as seguintes técnicas:
k-means, k-means temporal e hLDA (hierarchical LDA). A técnica proposta pelos autores

atingiu melhor Recall médio (0,87).
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Figura 5 — Encadeamento de eventos sobre o tempo.
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O trabalho de |Alkhodair et al. (2019) detecta um tipo particular de rumor que

¢é semelhante a novidade: breaking news. Existem dois tipos de rumores ou boatos na
midia social basedos nas caracteristicas temporais: long-standing e breaking news. Os
long-standing sao discutidos por um longo periodo de tempo e podem facilmente ter

dados coletados para treinamento. Em contraste, rumores breaking news geralmente nao

possuem observacgoes para treinamento e ocorrem em tempo real (ZUBIAGA et al., [2018).

O autor propde um modelo word2vec treinado nao supervisionado para aprender os vetores
representativos das palavras e treina uma rede LSTM-RNN supervisionada para detecc¢ao
do rumor. A Figura [f] ilustra a arquitetura do modelo. O conjunto de dados usados nos
experimentos contém 4.842 tweets com 9 eventos. Cada rumor é anotado como sendo
Verdadeiro, Falso ou Nao Verificado. Os experimentos utilizaram os seguintes algoritmos
para comparacao com o proposto: SVM, Naive Bayes, Random Forest, Entropia Maxima
e Conditional Random Field. O melhor resultado foi para o algoritmo proposto com F1
igual a 0,795. O segundo melhor resultado para o algoritmo Random Field com F1 igual a
0,761. Uma limitagao apontada pelo autor é que um tweet emergente que foi sinalizado
como boato pode mais tarde ser nao-boato. No entanto, o modelo proposto nao modela ou

memoriza os fatos ao longo do tempo.
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Figura 6 — O modelo proposto por Alkhodair et al.| (2019) para detectar rumor. Um tweet
w ¢é primeiro tokenizado em uma sequéncia de palavras w =< wy, ..., wr >.
Proximo passo, o modelo word2vec converte a sequéncia de palavras em sequén-
cia de vetores x =< x1,...,xr >, que sao entradas da rede LSTM-RNN.
Finalmente, a rede LSTM-RNN prediz a classe de saida no tempo T.

i ® @
v
1# Hidden L A, L | Wep
Layer [ |
Ui ] Uy T Uy T

2" Hidden PW o L _"u_.| Wy
Layer |

y 4

Uiy Y Uy ]
Input Layer . - . | . -
T ik y & B y
Word Vectors X, Ky Ll
LSTM-RNN model
|

y Text,| Tokenizer Save

h, W e Load |

s =

tl"lplﬂ‘. Projection Dutput
Layer Layer Layer
Tweet W Waords in W Skip-gram word2ver model Embedding Space

Autoria (]ALKHODAIR et aul.|7 |2019[)

2.1 Sintese da literatura

A Tabela [I] resume os métodos relatados na revisao da literatura. A coluna “Resul-

tado” informa o melhor resultado alcancado entre as bases de dados testadas.



Tabela 1 — Lista de métodos relatados na revisao da literatura

kAutor

Aggarwal e Subbian|(2012)

:Yong, Deng e PurvileOlZ)

Aiello et al.| (2013)

 Ding et al.[(2015)

Alghtani, Luo e Regan| (2015)

Zhang et al.|(2016)

Kaneko e Yanai|(2016)

Mao et al.| (2016)

Qian et al.|(2018)

Mei et al.|(2018)

' [Rosa et al.| (2018)

| Mele, Bahrainian e Crestani| (2019)

' [Alkhodair et al.|(2019)

B Base de dados Técnicas de Deteccao Tipo Resultado
517.432 emails . -
1.628.779 tweets Agrupamento online Texto 0,3 precisao/0,6 recall
335 fotos Algoritmo 1-NN Imagem | 0,89 ROC-AUC

LDA, Dpivot, GFeat-p,
- FPM , SFPM, BNgram Texto 0,7692 recall
20 milhoes de mensagens | CNN Texto 0,945 recall
1 milhdo de tweets Texto e
postado no dia 28 de kNN [macem 0,94 acuracia
dezembro de 2014. &
zsrsr(l)l(l:liq;de;sd; :liiizns Naive Bayes para texto Texto,
. - k-Means e SVM para Imagem | 0,77 precisao/0,88 recall
informagoes imagem Usuério
(textuais,temporal, etc) get.
17 milhoes de tweets
geolocalizados postados | Algoritmo Texto e -
nos Estados Unidos e 3 nao supervisionado Imagem 0,889 precisao
milhoes no Japao
154 mil tweets Agrupamento Texto 0,843 precisao

e Ranqueamento
300 rp111110e§ frases e RNN Texto e 0.843 precisio
40 milhoes imagens Imagem
2.583 documentos Agrupamento Texto 0,5577 MCN

e Autoencoder
13.160 textos CNN Texto 0,848 F-Measure
147 mil documentos HMM, LDA, kNN e Kalman | Texto 0,83 F-Measure
4.842 tweets Rede LSTM-RNN Texto 0,795 F-Measure
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2.2 Proposta e motivacao

A partir da pesquisa bibliogréafica, pode-se evidenciar algumas fraquezas e oportu-

nidades que podem ser pontos de aprofundamento desta pesquisa:

e Os algoritmos da literatura, em sua grande maioria, buscam identificar os eventos
usando apenas textos ou apenas imagem. Ambos os tipos de dados sao conhecidos
na literatura por possuirem desafios que devem ser enfrentados pelos algoritmos. No
caso dos textos, problemas como: parafrases, metaforas, sentido conotativo, erros
de grafia, variedade linguistica, etc. No caso das imagens, problemas como: baixa

qualidade, sentido ambiguo, ruido, iluminagao, perspectiva de visao, etc.
« A maior parte das abordagens tratam novidades em contextos especificos.

o Grande parte dos trabalhos da literatura identificam novidades sem levar em consi-

deracao a natureza temporal da novidade.

» Poucos trabalhos apresentam um framework completo para detectar novidades em

fluxo continuo de dados.
o Muitos trabalham com vetores esparsos para caracterizar o texto ou a imagem.

o Muitas bases de dados nao estao publicamente disponiveis.

Dentro desta conjuntura, a hipdtese central deste trabalho é que a fusdo do texto e
imagem adicionard novas informagoes, principalmente se as informagoes forem extraidas de
forma eficaz dos dados. Além disso, é proposto um novo arcabougo completo para tratar
novidades independente do contexto e, de forma geral, segue os seguintes passos: receber
streams de dados heterogéneos (imagem ou texto) da midia social, realizar a fusao da
imagem ao texto, codificar a imagem ou texto e por fim utilizar algoritmo de aprendizado

para identificar a novidade.
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3 REFERENCIAL TEORICO

3.1 Deteccao de novidades

A deteccao de novidades, algumas vezes mencionada na literatura como deteccgao
de eventos, tem sido abordada hd muito tempo no programa TDT (Topic Detection and
Tracking) (SCHANDA; SANDERSON; CLOUGH], 2014)), uma iniciativa patrocinada pela
Agéncia de Projetos de Pesquisa Avangada de Defesa Americana (DARPA), preocupada
com a organizacdo baseada em eventos de fluxos de noticias textuais. A motivacao
para a iniciativa de pesquisa da TDT foi fornecer tecnologia béasica para ferramentas de
monitoramento de noticias a partir de multiplas fontes de midia tradicional (incluindo
newswire e broadcast de noticias) para manter os usudrios atualizados sobre noticias.
Originalmente, o TDT consistia em trés tarefas principais: segmentacao, detecgao e
rastreamento. Essas tarefas tentam segmentar o texto da noticia em histérias coesas,
detectar eventos novos (imprevistos) e acompanhar o desenvolvimento de um evento

relatado (ATEFEH; KHREICH| 2015).

De acordo com a TDT, o objetivo da deteccao de eventos é descobrir eventos novos
ou nao identificados anteriormente, onde cada evento se refere a uma coisa especifica que
acontece em um momento e lugar especifico (ALLAN et al [1998) (ATEFEH; KHREICH,
2015)). Nesse contexto da TDT, a detec¢ao de eventos foi amplamente dividida em duas
categorias: deteccao de eventos retrospectivos (RED) e detecgao de eventos novos (NED)
(ALLAN et al.| |[1998) (YANG; PIERCE; CARBONELL, [1998). O RED concentra-se em
descobrir eventos previamente nao identificados de colegoes histéricas acumuladas (YANG:
PIERCE; CARBONELL [1998)), enquanto o NED envolve a descoberta de eventos novos
em fluxo continuo de dados (ALLAN et al., [1998]).

A partir de entdo, muitas técnicas de deteccao de novidades sugiram e foram
aplicadas em distintos contextos. Estes incluem a detecgao em mamografias (TARAS{
SENKO et al., [1995) e outros problemas de diagnéstico médico (QUINN; WILLIAMS)
2007) (CLIFTON et al., 2011), em sistemas industriais complexos (PIMENTEL et al.
2014)), sistemas de detecgao de intrusao, tais como deteccao de fraudes em cartdes de
crédito ou telefones celulares (PATCHA; PARK)] [2007), vigilancia por video (DIEHL:
HAMPSHIRE, 2002)), robética mével (SOFMAN et al., 2011)), redes de sensores (ZHANG:
MERATNIA; HAVINGA| 2010) e mineragao de texto (BASU; BILENKO; MOONEY],
2004)).

No survey de Pimentel et al|(2014) foram detalhados varios algoritmos do estado

da arte para deteccao de novidades e eles apresentaram uma taxonomia com a seguinte
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classificagao: (i) métodos probabilisticos, (ii) métodos baseados em distancia, (iii) métodos
baseados em reconstrucao, (iv) métodos baseados no dominio, e (v) métodos baseados em
teoria da informagdo. A abordagem (i) usa métodos probabilisticos quando frequentemente
envolve estimativa de densidade das classes. Esses métodos assumem que areas de baixa
densidade no conjunto de treinamento indicam que tém uma baixa probabilidade de conter
dados normais. A abordagem (ii) inclui os conceitos de vizinho mais préximo e anélise de
agrupamento que também sao usados em problemas de classificagdo. A suposi¢ao aqui
¢é que os dados normais estao fortemente agrupados, enquanto os novos dados ocorrem
longe de seus vizinhos mais proximos. A abordagem (iii) envolve o treinamento de um
modelo de regressao. Quando os dados sdo mapeados usando o modelo treinado, o erro de
reconstrucao entre o valor real observado e o valor alvo, da origem a um score em que,
dependendo do contexto e threshold, pode ser definido o que é ou nao novidade. Abordagem
(iv) usa métodos baseados em dominio para caracterizar os dados de treinamento. Esses
métodos geralmente tentam descrever um dominio contendo dados e definindo um limite
em torno da classe novidade, a qual segue uma distribuigdo dos dados. Abordagem (v)
calcula usando medidas tedricas da informagao a partir dos dados de treinamento, como
entropia ou complexidade de Kolmogorov. O principal conceito aqui é que novos dados

alteram significativamente o contetido da informacao em um conjunto de dados.

Gupta et al.| (2014) realizaram uma compila¢ao de métodos de detecgao de outliers
para dados temporais e que apresentam algumas restrigdes essenciais que podem ser
arbitrariamente combinadas, dependendo do problema, por exemplo, dados de séries
temporais versus multidimensionais, ponto versus janela e o tipo de dados. O trabalho
visa organizar em uma taxonomia baseado no tipo de dados, como séries continuas (ex:
leitura de sensores), séries discretas (ex: web logs), fluxo de dados dimensionais (ex: fluxo
de dados textual) e dados de redes (ex: grafos e stream de dados), que requerem tipos
diferentes de métodos e andlises. (Gupta et al| (2014)) enfatizam que técnicas baseadas
em janelas podem ser melhores para identificar anomalias comparadas as técnicas que

analisam toda série temporal diretamente.

3.2 Fusao de dados

Na literatura de aprendizado supervisionado, duas abordagens de fusoes podem ser
encontradas: fusao na entrada e na saida dos algoritmos. A ultima retorna a combinagao
das probabilidades da saida dos classificadores. Exemplos disso sdo as abordagens: Random
Forest, Bagging, Bragging, Wagging, Subagging, Rotated Bagging, etc. (AGGARWAL;:
SATHE, 2017).

A fusdo na saida dos classificadores, também conhecida na literatura como ensemble

de classificadores, é usada para melhorar o desempenho do classificador instavel ou fraco. A
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instabilidade é no sentido que pequenas perturbagoes no conjunto de dados de treinamento
podem resultar em muitos erros de predigao (BREIMAN] 1999).

O principio fundamental de um modelo ensemble é que um grupo de classificadores
fracos juntos possam formar um classificador forte, que aumenta a acuracia do modelo.
Quando ¢é realizada alguma predigdo por qualquer algoritmo, a principal causa de diferenca
entre os valores ground-truth e preditos sao: os ruidos, a variancia e o viés. A fusdo reduz

esses fatores (exceto os ruidos que é um erro irredutivel) (JAMES et al., [2014)).

Os termos viés e variancia vém de uma conhecida decomposicao do erro de previsao
na regressao e foi originalmente desenvolvido para o erro quadratico. Varios autores
propuseram outros tipos de decomposi¢oes, mas cada uma tem deficiéncias. Contudo,
todas essas decomposigoes tém uma relagao intuitiva com o erro quadratico (JAMES et
al., 2014]).

Seja um conjunto de treinamento T' = {(y,,z,), n = 1,..,N}, sendo y, as
variaveis respostas e z,, as variaveis explicativas, algum modelo (redes neurais, arvores,
regressao linear, etc) é aplicado ao conjunto para construir um preditor f(x,T) que mapeie
o valor x para y. Foi assumido que o conjunto de treinamento 7' consiste de amostras iid
(independente e identicamente distribuidas) a partir da distribuigao das variaveis {X,Y}
e que amostras futuras serao extraidas da mesma distribuicao. Assume-se que existe uma

relacdo entre as duas varidveis, conforme a Equagao [3.1]

y=f(z)+e (3.1)

Sendo e o erro normalmente distribuido com média zero. Supondo que seja obtido um

modelo f(z) de f(x) usando regressao linear ou qualquer outra técnica de modelagem.

Portanto, o erro quadratico esperado no ponto z é descrito conforme Equacao [3.2

A

Err(z) = El(y — f(z))’] (32)
O erro Err(x) pode ser ainda decomposto nas Equagoes e[3.4

Err(x) = (E[f(2)] - f(2))® + E[(f(z) = E[f(2)])’] + o (3.3)

Err(z) = Vies® + Variancia + Errolrredutivel (3.4)

O erro irredutivel da Equacgao [3.4] é o erro que nao pode ser reduzido. Por melhor
que seja o modelo, os dados terao uma certa quantidade de ruido ou erro irredutivel que
nao pode ser removido. A Equagao [3.4] é conhecida como decomposigao fundamental. A

Figura [7] explica em mais detalhadamente o que foi apresentado na Equacao [3.4k
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Figura 7 — Explicacao grafica da decomposi¢ao fundamental do erro.
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O bias ou viés é a média da diferenca entre o resultado predito e o atual. Viés
alto significa menor acuracia. Quando se treina um modelo linear com dados complexos é
possivel ver claramente erros, como demonstrado na Figura[§] em que os pontos pretos sao
os valores preditos e as linhas vermelhas representam a distancia dos erros E'1, E2 e E3.

O significado é que o modelo nao se ajustou apropriadamente. Para evitar esse cendrio de
underfitting é indicado usar um modelo mais complexo (polinomial) (PATEL| 2019).

Figura 8 — Erro do tipo viés.
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A varidncia quantifica a diferenca de um valor predito em uma mesma observacao,
ou seja, quanto cada valor predito ira variar em relagao a outro valor. Modelos que mostram
variancia alta costumam apresentar bons desempenhos na fase de treinamento. No entanto,
quando se realiza a fase de teste, o modelo falha bastante em predizer corretamente. Isso
ocorre por dois principais motivos: 1) Poucos dados na fase de treinamento. 2) Modelo
mais complexo do que o necessario para modelar os dados. A Figura [9] exemplifica um
modelo bem ajustado aos exemplos de treinamento (pontos pretos). Mas quando o modelo
tentar predizer (ponto vermelho) é possivel observar o erro de varidncia. Esse problema
de overfitting pode ser resolvido aumentando o niimero de amostras de treinamento ou

escolhendo um modelo correto para a predigao (PATEL, 2019).

Figura 9 — Erro do tipo variancia.
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Portanto, modelos com alto viés prestam muito pouca atencao aos dados de treina-
mento e simplificam demais o modelo. Sempre geram altos erros nos dados de treinamento
e teste. A variancia ¢é a variabilidade da previsao do modelo para um determinado conjunto
de dados. O modelo com alta varidncia presta muita atencao as amostras de treinamento
e nao generaliza para amostras que nao haviam sido vistas antes. Como resultado, esses
modelos tém um desempenho muito bom nas amostras de treinamento, mas apresentam
altas taxas de erro nas amostras de teste. H4 um tradeoff entre a habilidade do modelo
minimizar o viés e a variancia. A Figura [10]ilustra diferentes casos representando alto e
baixo viés/variancia (JAMES et al., 2014) (Scott Fortmann-Roe, 2018).
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Figura 10 — Ilustracao grafica do viés e variancia.
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Autoria QScott Fortmann—RoeL |2018[)

A literatura tem demonstrado que o uso de ensembles tem ajudado a reduzir a
variancia e o viés. No entanto, ha varios tipos de arquitetura de ensembles, que influenciam
mais fortemente na varidncia que no viés, outras arquiteturas influenciam mais fortemente
no viés e outros tentam alcancar um tradeoff entre viés e variancia com o fim de melhorar
as predigoes. A Figura [11]ilustra os tipos de arquiteturas mais utilizados, que sdo: Bagging,
Boosting e Stacking. O Boosting atua principalmente em algoritmos supervisionados com
foco na reducao do viés, alguns exemplos de algoritmos que implementam a arquitetura
sao: Adaboost e Stochastic Gradient Boosting. J4 o Bagging atua mais na reducao da
variancia, alguns exemplos de algoritmos que implementam a arquitetura sao: Random
Forest, Bagged Decision Trees e Extra Trees. O Stacking é um forma de combinar multiplos

modelos, de maneira que as predi¢des melhorem e reduza tanto o viés como a variancia.
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Figura 11 — Tipos de ensembles.
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‘Asmita e Shukla) (2014) fizeram uma extensa revisao da literatura com diversos

tipos de arquitetura de ensembles, como: usando fuzzy, algoritmos genéticos, Borda Count
e Feature bagging. A conclusao da pesquisa é que a escolha da arquitetura do ensemble

pode influenciar na redugao do viés ou da variancia.

No entanto, nao ha garantia de que a combinacao de multiplos algoritmos sempre
funcionard melhor do que o melhor algoritmo individual (AGGARWAL; SATHE] [2017).

Foi demonstrado que métodos de fusao (por exemplo bagging) nao melhoram o desem-

penho de classificadores locais (por exemplo kNN) devido as predigoes correlacionadas
entre os resultados de multiplos classificadores combinados (BREIMAN] 1996a)) (KONG
DIETTERICH] 1995a) e sua baixa sensibilidade a perturbagao de dados (LAZAREVIC|
KUMAR 2005) (AGGARWAL; SATHE, 2017).

Outra questao importante é que algoritmos de detecgao de novidades sao problemas
nao supervisionados, e muitos dos algoritmos de fusao na saida usam rétulos em seu

processo analitico. Por exemplo, métodos como boosting usam rotulos para avaliar a
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acuracia dos dados e atribuir pesos. Esses métodos nao podem ser generalizados para

as técnicas de deteccao de novidades por causa da indisponibilidade dos ground-truth

(AGGARWAL; SATHE, 2015) (AGGARWAL; SATHE| |2017)).

A fim de contornar os problemas da fusdo na saida dos classificadores, tém surgido
algumas abordagens de fusdo na entrada. Essa fusdo transforma as diversas entradas dos
algoritmos em um tunico formato de representagdo comum. Essa abordagem tem sido
bastante explorada quando os dados sdo provenientes de sensores, tais como apresentado
em (AUDEBERT; SAUX; LEFEVRE, 2017) e (SUN et al., 2018). Contudo, existem poucas
pesquisas com fusao de dados heterogéneos na entrada, principalmente aplicadas para as

redes sociais.

3.3 CNN

Rede Neural Convolucional (do inglés, Convolutional Neural Networks - CNN) é
um tipo especializado de rede neural que emprega a operacao matematica chamada de
convolucao. Inicialmente era amplamente utilizada apenas para tarefas de reconhecimento
de objetos, mas hoje em dia estd sendo usada em outros dominios, bem como no rastrea-
mento de objetos, estimagao de pose, deteccao e reconhecimento de texto, deteccao de
saliéncia visual, reconhecimento de agao, rotulagdo de cena e muitos outros (ALOYSIUS:

GEETHA| 2017)).

A rede neural Neocognitron (FUKUSHIMA| 1980) é considerada como a predeces-
sora das CNN. A LeNet foi o trabalho pioneiro em CNN por LeCun et al.| (1990), mas
depois surgiram melhorias. Em 2012, |Krizhevsky, Sutskever e Hinton| (2012a) criaram um
novo modelo CNN que conseguiu reduzir a taxa de erro na competicdo ILSVRC (ImageNet
Large Scale Visual Recognition Challenge). Ao longo dos anos, seu trabalho se tornou um
dois mais influentes no campo da visdo computacional e inspirou muitas outras variagoes de
arquiteturas CNN. AlexNet conseguiu resultados notaveis em comparagao com os modelos
de aprendizado anteriormente utilizados. A arquitetura pode ser considerada como uma
variante maior da LeNet, tendo cinco camadas convolucionais seguidas por trés camadas

totalmente conectadas. Houve vérias variagoes da AlexNet desde seu enorme sucesso na
competicao ILSVRC-2012 (ALOYSIUS; GEETHA| 2017).

O tipo de camada da CNN na qual a maioria da computagao ocorre é na camada
convolucional. A convolucao, em um sistema discreto, é um operador linear que, a partir
de duas fungoes, resulta em uma terceira que mede a soma do produto dessas fungoes ao
longo da regiao subentendida pela superposicdo delas em funcao do deslocamento existente
entre elas. No contexto de imagens, a convolucao é 2-D e é realizada entre uma imagem
g e um filtro (kernel) f de dimensdes (2v + 1) X (2v + 1), e a saida da operagao é uma
imagem h, conforme ilustrado na Equagao|3.5/e na Figura|12| (GOODFELLOW; YOSHUA!
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[COURVILLE, [2016):

Wimon = 23 flisd) - glm — in— j (3.5)

Jj=—vi=—v

Figura 12 — Exemplo da operagao de convolucao 2-D.
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Autoria (MIYAZAKI, 2017)

No contexto das redes neurais convolucionais, a convolugao ocorre entre tensores
(matrizes de dimensoes 3-D ou 4-D), mais especificamente entre uma imagem (ou a saida
de uma camada anterior) e um kernel, cujo valores de seus elementos foram aprendidos pela

rede durante o treinamento. A saida desta operacao é chamado de mapa de caracteristicas

(GOODFELLOW; YOSHUA; COURVILLE, 2016).

CNN sao muito similar as redes neurais normais que podem ser visualizadas como
uma colecao de neurénios organizadas como um grafo aciclico. A principal diferenga da
rede neural é que o neurénio da camada oculta é conectado apenas a um subconjunto
de neurdnios na camada anterior. Por causa dessa conectividade esparsa, é capaz de
aprender recursos implicitamente. A arquitetura profunda da rede resultam em extracao
de caracteristicas hierarquicas, ou seja, os filtros treinados da primeira camada contém
caracteristicas como bordas, da segunda contém formas, a préxima camada de filtros podem
aprender partes dos objetos e os filtros finais podem identificar os objetos. As arquiteturas
de aprendizado profundo podem possuir varias tipos de camadas especializadas para tentar
extrair diferentes caracteristicas, sendo as principais: camada convolucional, camada de
pooling, camada totalmente conectada e camada de Loss (GOODFELLOW; YOSHUA/|
\COURVILLE]| 2016).

o (Camada convolucional: Esta camada executa operacoes de convolugdes na entrada
para produzir um conjunto de ativagoes lineares, formando um conjunto de mapas
de caracteristicas como saida. Cada ativacao linear pode ser passada por uma fungao

de ativagdo nao linear, como a funcao de ativagdo ReLU (Rectified Linear Units). Os
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parametros aprendidos nesta camada sao um conjunto de filtros ou kernels. Esses
filtros sao convoluidos com a entrada da camada (que pode ser uma imagem ou
saida de uma camada anterior) para produzir mapas de ativacao com 3 dimensoes
para imagens 2D ou mapas de ativagao com 4 dimensoes para imagens 3D, que
quando empilhados ao longo da dimensao de profundidade, produz a saida. A Figura
[13] demonstra a forma como estes mapas sao empilhados e como cada camada

aumenta sua profundidade em uma CNN com imagem 2D de entrada e matrizes 3D

(comumente conhecido como tensor) nas camadas subsequentes (MIYAZAKI, 2017).

Durante o processo de treinamento, esses filtros sao ajustados automaticamente para
que sejam ativados na presencga de caracteristicas relevantes, como orientacao de
bordas ou manchas de cores. Ainda observando a Figura o primeiro elemento ¢é a
imagem, e segundo sao os filtros, o terceiro ¢ a saida. Cada camada convolucional
varia a largura (width) e a altura (height) e a profundidade (depth) conforme os
dados percorrem a CNN. Essa variacao ocorre com a mudanga de trés parametros
na operagao de convolu¢ao: o movimento (passos) dos filtros (stride), o nimero de
filtros em cada camada que altera a profundidade e o preenchimento (padding) na
camada que sofrerd a convolugdo (GOODFELLOW; YOSHUA; COURVILLE;, 2016]).

Figura 13 — Camadas convolucionais.
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o Camada de pooling: A arquitetura CNN tem camadas de convolugao alternando
com camadas de pooling para reduzir a dimensao espacial dos mapas (sem perda de
informacao relevante) e o nimero de pardmetros em uma rede, tal que diminua a
complexidade computacional. Esta abordagem controla o problema de overfitting.
Uma funcao de pooling substitui a saida da rede em um determinado local por
uma estatistica resumida das saidas proximas. Por exemplo, o mazpooling
\CHELLAPPA| [1988)) obtém o valor maximo dentro de uma vizinhanga retangular.

Algumas das operagdes comuns de pooling sao: mazpooling, average pooling, stochastic

pooling, spectral pooling, spatial pyramind pooling e multi-scale orderless pooling. O

trabalho de Springenberg et al.| (2015)) questiona a necessidade de usar o pooling, e
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que poderia ser substituido por camadas convolucionais com stride igual a dois. Isto é

principalmente aplicavel em redes simples que provaram ter um desempenho superior

a arquiteturas complexas (GOODFELLOW; YOSHUA; COURVILLE] 2016).

« Camada totalmente conectada: Os neur6nios nesta camada sao totalmente conectados
a todos os neuronios das camadas anteriores, como uma rede neural classica. Camadas
deste tipo ocorrem nas ultimas camadas de uma CNN. O raciocinio de alto nivel é
feito aqui. Os dados de entrada e saida destas camadas estao organizados na forma
unidimensional (flattened), e nao no formato de matrizes ou tensores, portanto nao
pode haver uma camada de convolugdo apés uma camada totalmente conectada.
Algumas arquiteturas tiveram sua camada totalmente conectada substituida, como
apresentado por Zeiler e Fergus| (2014), em que a camada totalmente conectada
é substituida por uma camada de average pooling (GOODFELLOW; YOSHUA;
COURVILLE]| 2016).

o Camada de Loss: A ultima camada totalmente conectada serve como a camada
que calcula a perda ou erro, que é uma penalidade por discrepancia entre a saida
desejada e a real. Para prever uma tnica classe de k classes mutuamente exclusivas,
a fungdo Softmax é usada (basicamente é a regressdo logistica multinomial). A
funcdo mapeia as previsoes para valores nao negativos e também é normalizado para
obter probabilidade por classes (ASMITA; SHUKLA| 2014) (ALOYSIUS; GEETHA|
2017).

A Figura|l4{ mostra um exemplo de uma arquitetura convolucional (Faster R-CNN)
composta de varias camadas (MIYAZAKI| 2017).
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Figura 14 — Arquitetura de uma rede neural convolucional (Faster R-CNN).
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3.4 MASK R-CNN

A Mask Region-based CNN é uma rede convolucional cujo objetivo é realizar a
segmentacao de objetos em imagens. A Mask R-CNN é basicamente uma extensao da

rede Faster R-CNN, que é largamente usada na tarefa de deteccao de objetos. Entretanto,

existem diferengas entre segmentar e detectar objetos em imagens (HE et al., 2017).

A detecgao de objetos utiliza um bounding box correspondente a cada classe em
uma imagem. Entretanto, nao informa nada sobre a forma do objeto, pois apenas descreve
as coordenadas do bounding bor. A segmentacao cria uma mascara de pixel para cada
objeto. Essa técnica d4 uma compreensao muito mais granular do objeto na imagem. A

Figura |15 exemplifica a diferenca entre detec¢ao e segmentacao de imagens (HE et al.|
2017)) (Karpath, A., 2019).
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Figura 15 — A figura da esquerda mostra o resultado da técnica de detec¢ao de objetos e a
figura da direita mostra o resultado da técnica de segmentacao de imagens.

Autoria QKarpath, A.|, |2019[)

Ha dois tipos de segmentacao de imagens: segmentacao semantica e a de instancias.
A Figura [16] mostra um exemplo para um melhor entendimento da diferenca entre as
duas técnicas. Todos os cinco objetos da Figura [I6] sio pessoas. A segmentacao semantica
classificara todas as pessoas como uma unica instancia. Entretanto, se os objetos forem da
mesma classe, a segmentacao de instancias atribuird como pessoas diferentes. O estado da
arte para segmentagao de instancias utiliza na rede MASK R-CNN (HE et al., 2017)).

Figura 16 — A figura da esquerda mostra a técnica de segmentagao semantica e a figura
da direita mostra a técnica de segmentacao de instancias.

Autoria (Karpath, A/ 2019)

Como a MASK R-CNN ¢ construida baseada na Faster R-CNN, entdao para uma
determinada imagem, além do rétulo da classe e das coordenadas dos bounding box, também
é retornada a mascara de cada objeto em nivel de pixel (HE et al, |2017). A Figura
ilustra um exemplo de imagens retornadas pela rede MASK R-CNN.
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Figura 17 — Mascaras coloridas, bounding bozxes e as probabilidades de confianga geradas
pela Mask R-CNN.
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Autoria (]HE et ai.|, |2017[)

Para um entendimento geral da rede MASK R-CNN, sera apresentado em passos o

funcionamento:

1. Primeiro, a rede usa a arquitetura ResNet 101 para extrair mapas de caracteristicas
das imagens. A ResNet é uma rede convolucional com 101 camadas, que foi treinada

para classificar imagens em 1000 categorias distintas.

2. Esses mapas de caracteristicas sdo passados para Region Proposal Network (RPN)
que retornam bounding boxs candidatos. RPN sao algoritmos que aprendem dos

mapas de caracteristicas e propoem bounding bozes.

3. Os bounding bozes candidatos ou regides preditas obtidas pelo RPN podem ser de
diferentes tamanhos portanto, é aplicada uma camada de Rol pooling para que todos

fiquem do mesmo tamanho.

Até este ponto, todos os passos funcionam de maneira similar a rede Faster R-CNN.
O diferencial da rede MASK R-CNN ¢ gerar a mascara de segmentagao. Para isso,
primeiro é calculada a regido de interesse (Region of Interest - Rol). Portanto, para
todas as regioes preditas, é calculado IoU (Intersection over Union) com os bounding

boxes ground-truth. O ToU pode ser definido pela Equagao [3.6;

IoU = AreaDelntersecao/AreaDeUniao (3.6)

Para entender melhor como sdo extraidos os valores das variaveis AreaDelntersecao
e AreaDeUniao, observe as Figuras [I§ e [I9 Nota-se que o classificador detectou
a presenca de um sinal de transito na Figura O bounding box predito é tra-

cado em vermelho enquanto o bounding box ground-truth é tracado em verde. A
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AreaDelntersecao é a sobreposicao entre o bounding box predito e o bounding box
ground-truth. A AreaDeUniao é a area envolvida por ambos boundings. A divisao

destas areas produzem o IoU.

Figura 18 — Um exemplo de deteccao de sinal de transito. O bounding bozx predito é tragado
em vermelho enquanto o bounding box ground-truth é tragado em verde. O
objetivo é calcular a area de intersecao sobre a uniao destes bounding bozes.
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Autoria (]ROSEBROCK|, |2016[)

Figura 19 — O céalculo da intersecao sobre a unido é uma simples divisdo das areas dos
bounding boxes.
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Se a IoU for maior ou igual a 0,5, é considerada como uma regiao de interesse. Caso
contrario, é negligenciada essa regiao em particular. Isso é feito para todas as regioes
e, em seguida, é selecionada apenas um conjunto de regioes para as quais a loU ¢

maior que 0,5. Para melhor entendimento, considere a Figura

Figura 20 — Imagem com o bounding box ground-truth.

Autoria (ANALYTICSVIDHYA.COM, [2020))

O retangulo vermelho é o bounding box ground-truth da Figura 20, Seja que hipo-
teticamente 4 regides foram encontradas pelo algoritmo RPN, conforme a Figura

2Tk

Figura 21 — Imagem com os bounding boxes candidatos ou regioes preditas.
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Autoria (ANALYTICSVIDHYA.COM, 2020)

As IoU dos bounding boxes 1 e 2 sdo menores que 0,5, enquanto as IoU dos bounding
bozes 3 e 4 sao aproximadamente maiores que 0,5. Assim, os bounding boxes 3 e 4

sao regioes de interesse, enquanto os bounding boxes 1 e 2 serao negligenciados.
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4. Para cada IoU que contém um objeto é retornada uma mascara de segmentagao
candidata. A méscara tem tamanho 28x28 que é entdao ampliada posteriormente.
Por fim, as méscaras candidatas passam por uma camada totalmente conectada para

classificacdo e geram as maéscaras finais para os objetos.

3.5 Algoritmos nao supervisionados

A maioria dos problemas de aprendizado de maquina se enquadra em uma das
duas categorias: fazer predigoes (aprendizado supervisionado) ou aprender estruturas
(aprendizado nao supervisionado). No dominio do aprendizado supervisionado, para cada
observacao do conjunto de dados {z;,7 = 1,...,n}, existe uma resposta associada y;, onde
n é o total de observacoes. Dessa forma, é desejavel encontrar um modelo que relacione
a resposta as variaveis independentes, com o objetivo de prever com precisdo a resposta
para futuras observagoes (previsdao) ou melhor entender a relagdo entre a resposta e as
varidveis independentes (inferéncia) (BISHOP, [2006).

Seja o seguinte exemplo: deseja-se prever a altura de um filho y; com base na
altura de seu pai x;, e foram coletadas amostras {x;,7 = 1,...,n} com observagoes sobre n
individuos. Com base nesses dados, é modelada uma funcao de predigao g(x): dado que a
altura do pai de um individuo é z;, g(x) representa a predi¢ao sobre a altura do filho ;.
Suponha predizer a altura de um filho cujo pai tem x = 1,80m. A predicao neste caso é
de ¢(1,80) = 1,77. Se foi observada uma altura de 1,76m, como quantificar o erro? Uma
maneira de se fazer isso é usando o erro quadratico, portanto o erro incorrido por g para
prever z = 1,80 é de (g(x) — y)2 = (1,76 — 1,77)* = 0,0001. Portanto, quanto maior o
valor de (g(x) — y)Q, pior é a predi¢ao. Desta maneira é possivel quantificar quao boa g é

apenas pelo par (x,y).

A partir desse exemplo é possivel destacar os principais objetivos dos métodos
de aprendizado supervisionado: (i) construir g pelo par (z,y) de modo a se obter boas
predigoes, e (ii) saber quantificar o quao boa uma (funcgao de) predigdo é. Uma maneira
simples de se criar uma funcao de predicao g neste caso é através de uma regressao linear,

como ilustrado na Figura [22]
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Figura 22 — Exemplo de aprendizado supervisionado.
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Autoria (JAMES et al., [2014))

Em contraste, o aprendizado nao supervisionado descreve uma situagao um pouco
mais desafiadora em que para cada observacao ¢ = 1,...,n, é observado um vetor z;,
mas nenhuma resposta associada y;. Nao é possivel ajustar um modelo para uma saida
pré-definida, uma vez que nao existe uma variavel de resposta a ser prevista. A situacao é
chamada de variavel de resposta nao supervisionada, porque nao é capaz de supervisionar

a analise (JAMES et al. 2014).

As ferramentas do aprendizado nao supervisionado sao: o ranqueamento e o agrupa-
mento. O objetivo do agrupamento é determinar, com base em x1, ..., x,, se as observagoes
se enquadram em grupos relativamente distintos, conforme ilustrado na Figura [23| (JAMES
et al., 2014)).
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Figura 23 — Um conjunto de dados envolvendo trés clusters. Cada cluster é mostrado
usando um simbolo colorido diferente. Esquerda: Os trés clusters estao bem
separados. Nesse cendario, uma abordagem de cluster deve identificar com
éxito os trés grupos. Direita: H4 uma sobreposicao entre os grupos. A tarefa
de identificar os clusters é mais desafiadora.

Ny

(=T b o -
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Autoria (JAMES et al., [2014)

Conforme informado por Pimentel et al. (2014)), a detecgdo de novidade é um
problema nao supervisionado, pois nao é possivel treinar o modelo com todos os possiveis
exemplos de novidades. Isso acontece pela rara ocorréncia das novidades, uma vez que para
ser considerado novo nao pode haver ocorréncias de acordo com a necessidade temporal
da aplicacao. No entanto, ainda é importante treinar o algoritmo nao supervisionado, ou
para que se faca ajustes de parametros ou maximizacao de métricas de desempenho a fim
de evitar overfitting ou underfitting (JAMES et al 2014).

Ha muitos compromissos associados com a escolha do modelo, por exemplo, modelos
altamente complexos (com muitos pardmetros) podem sofrer de overfitting. J4 modelos
simples podem ser construidos a partir de uma boa intuicao e entendimento dos dados.

Por outro lado, modelos simples se ajustam pobremente aos dados (JAMES et al., [2014]).

Claramente, a escolha do modelo de dados é crucial para deteccdo das novidades.
Uma escolha incorreta do modelo de dados pode levar a resultados insuficientes. Por
exemplo, modelos totalmente gerativos, como modelos de misturas de gaussianas, podem
nao funcionar bem, se os dados nao se ajustam as hipdteses gerativas do modelo, ou se
um namero suficiente de exemplos nao esta disponivel para aprender os parametros do
modelo (AGGARWALJ 2016). Desta forma, foram selecionados diferentes algoritmos nao
supervisionados do estado da arte e baseline para comparar com o desempenho do método
proposto, como visto na Tabela [2] Esses algoritmos foram selecionados por produzirem os

melhores resultados de cada abordagem.
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Tabela 2 — Algoritmos de aprendizado de maquina do estado da arte para deteccao de

novidades.
Tipo de Abordagem | Algoritmo de aprendizado
Proximidade kNN (ANGIULLI; PIZZUTI;2002)
HBOS (GOLDSTEIN; DENGEL, 2012])
Combinagao Feature Bagging (LAZAREVIC; KUMAR] [2005) |
Conexionista Autoencoder (CHEN et al. 2017)
Subespacos Isolation Foresting (LIU; TING; ZHOU:2012)7

3.6 kNN

O kNN (k-Nearest Neighbor) é um algoritmo de aprendizado supervisionado que
possui uma abordagem baseada em proximidade para detectar as novidades. De forma
geral, o kNN ¢ um algoritmo nao paramétrico em que pega os k vizinhos mais proximos e

cada vizinho constitui um voto para seu rétulo. Ganha aquele que possuir mais votos.

O kNN adotado neste trabalho foi adaptado para uma versao nao supervisionada.
A ideia da abordagem é modelar as novidades como dados isolados dos demais dados,
baseado em uma funcao da distancia ou similaridade (AGGARWAL, [2016)). A Equagao
descreve a estratégia do kNN nao supervisionado:

k
s(z, k) = ma:v(z dist(z;, })) (3.7)

i=1
A Equacao gera uma pontuacdao s que é baseada no calculo da distancia
euclidiana entre uma instancia x e sua vizinhanca k. A distancia para os k vizinhos mais
proximos é reportada como pontuacao para selecao de novidades ou outliers. Quanto maior

a distancia, maior a chance de ser considerada uma novidade.

Considere o caso ilustrado da Figura [24], que contém um grande grupo contendo
4000 dados e um pequeno conjunto de dados isolados, além de trés dados que estao
espacados e relacionados a novidades ou outliers. Essas situagoes sao bastante comuns,
porque os outliers causados pelo mesmo (raro) processo podem resultar em pequenos
conjuntos de pontos que sao quase idénticos. Neste caso, pontos dentro de um conjunto
anomalo sao préoximos um dos outros, e podem nao ser distinguidos em distancias 1-vizinho.
Essas anomalias sao frequentemente dificeis de distinguir dos ruidos, usando certos tipos
de algoritmos que nao sdo sensiveis ao comportamento global dos dados. Por outro lado,
a abordagem dos k-vizinhos pode algumas vezes ser efetiva. No caso da Figura [24] os

conjuntos de anomalias relacionadas podem ser identificadas usando k > 3.

A pontuagao dos k vizinhos mais proximos fornece um score dos dados, e pode ser
decisivo em causar overfitting e underfitting no modelo. Além disso, o método pode ser

computacionalmente caro, porque é necessario determinar os k vizinhos mais proximos
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de cada dado do conjunto de dados, que requer O(N?) operagdes para um conjunto de
amostras contendo N amostras (AGGARWAL| 2016).

Figura 24 — Pequenos grupos de anomalias que podem ser um desafio para a correta
identificacao.
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Autoria (AGGARWAL, 2016)

(53]

3.7 HBOS

Assim como o kNN, o HBOS (Histogram-Based Outlier Scoring) é um método de
aprendizado de méquina baseado em proximidade. Os métodos baseados em proximidade
podem ser aplicados de trés formas: baseados em agrupamento (clustering), densidade
e no vizinho mais proximo. O HBOS (GOLDSTEIN; DENGEL; 2012)) é um algoritmo
que utiliza a técnica de densidade. Os algoritmos baseados em densidade segmentam o
espago de amostras em histogramas. Na maioria dos métodos propostos, uma largura fixa
do histograma ¢ determinada ou as larguras sao definidas usando parametros conhecidos

como bin.

Se os dados forem multivariados, um histograma para cada caracteristica deve ser
calculado, individualmente pontuado e combinado ao final. O HBOS é muito eficiente
no processamento de grande conjunto de dados, embora sua combinacao de métodos

univariados nao seja capaz de modelar as dependéncia entre as caracteristicas.
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O primeiro passo do algoritmo é construir um histograma univariado para cada
caracteristica. Se a caracteristica ¢ um dado categérico, uma contagem simples dos valores
de cada categoria é realizada e a frequéncia relativa (altura do histograma) é calculada.
Para caracteristicas numéricas, dois métodos diferentes podem ser usados em relacao a

largura dos bins: (1) Histogramas estaticos ou (2) Histogramas dindmicos.

A técnica estatica usa n bins de largura igual ao longo do intervalo de valores. A
frequéncia de amostras de cada bin é usada como uma estimativa de densidade (altura dos
bins). A largura dindmica é determinada com a seguinte estratégia: valores sao ordenados
e entdo uma quantidade fixa de valores sao agrupados em um tnico bin, a largura de cada
bin sera definido por %, onde N ¢é a quantidade de instancias ou observagoes totais e n
o numero de bins. Como a area de um bin em um histograma representa o ntimero de
observagoes, entao é a mesma para todos os bins. A largura de um bin é definida pelo
primeiro e ultimo valor e a altura de cada bin individual pode ser calculada. Isto significa
que os bins que cobrem um intervalo grande de faixa de valores tem alturas menores e
representam uma densidade menor. Entretanto, ha uma excecao, sob certas circunstancias,
mais de n instancias de dados podem ter exatamente o mesmo valor, por exemplo, se a

caracteristica é um inteiro e uma distribuicao de cauda longa foi estimada.

A razao pela qual ambos os métodos (dindmicos e estaticos) estao disponiveis
¢é devido ao fato de existirem distribui¢oes de dados muito diferentes no mundo real.
Especialmente quando hé grandes intervalos entre valores (intervalos sem instancias). Uma
vez que a tarefa de detecgdo de anomalias geralmente envolve essas lacunas em faixas de
valores devido ao fato que outliers estao distantes dos dados normais, é recomendado o
uso do modo dindmico (GOLDSTEIN; DENGEL; [2012)), especialmente se a distribuigao é
desconhecida ou de cauda longa. Além disso, também o valor de n precisa ser configurado.
Uma regra frequentemente usada é configurar n como a raiz quadrada do niimero de

instancias.

Para cada dimensao d, um histograma individual é calculado (independente se é
categodrico, tamanho fixo ou dindmico), onde a altura de cada bin representa uma estimagao
da densidade. Os histogramas sdo normalizados de tal forma que a altura méxima seja 1.
Isso assegura um peso igual de cada caracteristica ao outlier score. Finalmente, o score de
cada instancia x é calculado usando a altura correspondente dos bins, onde a instancia

estd localizada, conforme Equagao [3.8]

1

d
S = 10 — 3.8
(p) ; 8 st (2) (3.8)

A pontuacao score é a multiplicagao do inverso das densidades estimadas. A
Equacao [3.8] assumi independéncia das caracteristicas, dessa forma se comporta similar

ao encontrado no modelo de probabilidade discreta Naive Bayes. E importante destacar
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que ao invés da multiplicacao, é realizada a soma dos logaritmos que é basicamente o
mesmo que (log(a.b) = log(a) + log(b)). Essa operagdo nao muda a ordem da pontuacao.
Esse recurso é aplicado devido a ser menos sensivel a ruidos, pois a precisao de ponto
flutuante em distribuigoes extremamente desbalanceadas causam pontuacoes muito altas
(GOLDSTEIN; DENGEL, 2012).

3.8 Feature Bagging

Muitos algoritmos de detecgao de outlier (AGGARWAL; YU, 2001), (BREUNIG
et al.; [2000), (KNORR; NG, [1998) e (YU; SHEIKHOLESLAMI; ZHANG] 2002)) tentam
detectar outlier calculando distancia em espacos dimensionais completos. Entretanto, em
espacos dimensionais grandes, as amostras sao muito esparsas e o conceito de similaridade
pode nao ser significativo. De fato, devido a natureza esparsa das distribui¢cbes em um
espaco de alta dimensao, a distdncia entre amostras pode ser bastante similar. Assim,

usando a nocgao de similaridade em espacgos de alta dimensao, cada amostra pode ser
considerado um potencial outlier (BEYER et al., [1999) (AGGARWAL; YU, 2001]).

Além disso, para muitos algoritmos apenas um subconjunto de atributos é til
para detectar comportamentos anémalos. No exemplo mostrado na Figura o0s registros
A e B podem ser vistos como outliers apenas quando duas dimensoes sao selecionadas,
enquanto nas outras duas projecoes mostram um comportamento médio. Além disso,
quando um namero significativo de caracteristicas na base de dados sao consideradas
ruidosas, encontrar outliers em todas as dimensoes tipicamente nao resultam em uma
deteccao efetiva, ao mesmo tempo, é dificil identificar caracteristicas relevantes onde os

outliers podem ser observados.

Outro ponto conhecido em aprendizado de maquina é que ensembles de classifi-
cadores podem ser efetivos na melhora geral da predi¢ao. Essas técnicas de combinacao
tipicamente manipulam dados de treinamento usando classificadores tnicos (ex: bagging
(BREIMAN| 1996b)), boosting (FREUND; SCHAPIRE] 1996)) ou rétulos de classes (ex:
ECOC (Error-correcting output coding) (KONG; DIETTERICH] 1995b)). Em geral, um
ensemble de classificadores deve ser diverso e preciso a fim de melhorar a predi¢ao geral. A
diversidade assegura que todos os classificadores ndo cometam os mesmos erros (TUMER;

GHOSH], [1996) (NADA [a)).

E importante notar que o problema de combinacdo de algoritmos de deteccdo
de outliers nao é exatamente o mesmo problema de ensemble de classificadores devido
a varias razoes. Primeiro, em ensemble de classificadores, os algoritmos de classificagao
lidam com combinagao de saidas discretas (rétulos das classes) geralmente usando tipos
diferentes de técnicas de votagao. Na combinagao de algoritmos de detecgao de outliers,

as pontuacoes ou rankings de algoritmos sao combinados ao invés de rétulos das classes,
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Figura 25 — Diferentes projecdes em duas dimensoes do espaco podem ou nao revelar
diferentes conjuntos de outliers.
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Autoria (LAZAREVIC; KUMAR, [2005)

embora alguns ensembles também combinem rankings (ou probabilidade das classes
estimadas) de classificadores por meio da média ou outra fun¢ao matematica. Segundo,
classificadores que sdo combinados geralmente tém conhecimento completo dos dados de
treinamento e seus rétulos (aprendizado supervisionado), enquanto algoritmos de deteccao
de outliers normalmente lidam apenas com dados sem qualquer rétulo (aprendizado nao
supervisionado). Entretanto, alguns ensembles que nao usam rétulos (exemplo bagging)
sao bastante similares aos algoritmos de detecgao de outliers. Finalmente, certos ensembles
(exemplo boosting) podem controlar o processo de combinagao observando a taxa de erro,
que nao é possivel em combinacao de algoritmos de deteccao de outliers uma vez que
o rotulo nao é determinado ou nao sao conhecidos com antecedéncia quais dados sao

realmente outliers.

Como solucao para os problemas relatados anteriormente, Featuring Bagging (LA-
ZAREVIC; KUMAR] 2005) é proposto para dados de alta dimensao e ruidosos. Ao
contrario da abordagem padrao bagging, onde o modelo de classifica¢ao/regressao sao com-
binados usando amostras aleatorias, nesta abordagem algoritmos de deteccao de outliers
sao combinados e sua diversidade ¢ melhorada pela amostragem aleatéria de subconjuntos
de caracteristicas do conjunto de dados original. Os resultados combinados de multiplos
algoritmos de deteccao de outliers sao obtidos usando diferentes conjuntos de caracteris-
ticas. Cada algoritmo usa um pequeno conjunto de caracteristicas que sao selecionados
aleatoriamente a partir do conjunto de caracteristicas originais. Como resultado, cada

detector de outliers identifica diferentes outliers, e assim atribui para todos os dados
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pontuagoes (scores). A pontuagao calculada por cada algoritmo individual é combinada a

fim de detectar os outliers com maior confiabilidade.

Duas técnicas sao propostas para combinar algoritmos de deteccao de outliers. O
algoritmo geral é mostrado no Algoritmo [I O procedimento para combinar técnicas de
deteccao de outliers procede em uma série de j rodadas, embora essas rodadas possam ser
executadas em paralelo para uma execucao mais rapida. Em cada rodada j, o algoritmo
de deteccao de outliers é chamado e é apresentado a ele um subconjunto diferente de
caracteristicas ) que é usado no céalculo da distancia. O conjunto de caracteristicas ) é
aleatoriamente selecionado dos dados originais, de modo que o niimero de caracteristicas
em (@ é também aleatoriamente escolhido entre |d/2] e (d — 1), onde d é o nimero de
caracteristicas dos dados originais. As () caracteristicas sao aleatoriamente selecionadas

sem reposicao do conjunto de caracteristicas originais.

Cada algoritmo de deteccao, como resultado, gera vetores de pontuacao de diferentes
outlier s que reflete a probabilidade de cada dado do conjunto A ser um outlier. Por
exemplo, se s(i) > s(j), o dado z; tem probabilidade maior de ser outlier que o dado x;.
Ao final do procedimento, depois de J rodadas, ha J vetores de pontuacao de outliers, cada
um correspondendo a um tnico algoritmo de detecgdo de outlier. A funcgao COMBINE
(Algoritmo [1)) é entao usada para combinar J vetores de pontuagdo s, j =1,2---.J, em
um vetor de score Unico syfinq;, que € usado para atribuir uma probabilidade final de ser

um outlier para cada dado do conjunto.

O problema de combinacao de pontuagao de outliers é conceitualmente bastante
similar ao problema de motores de busca em que diferentes classificagoes (rankings)
retornadas por mecanismos de buscas sdo combinadas a fim de fornecer as paginas que
sao mais relevantes para os termos buscados. Em ambos problemas, nao ha um rétulo
que ajude a entender a relevancia dos resultados da pesquisa, e o ranking dos algoritmos
individuais é importante no processo de combinagao, uma vez que fornecem a nocao da
relevancia do resultado. Motivado por varias abordagens usadas nos mecanismos de buscas,
sao exploradas duas variantes da funcao COMBINE que integra as saidas de multiplos
algoritmos de detecgao de outliers: Breadth First e Soma Cumulativa, que sao ilustrados
nos Algoritmos[2 e 3] O algoritmo Breadth First tem por objetivo selecionar o score de
maior pontuagao. O algoritmo Soma Cumulativa retorna o score como o somatorio de

todos os scores.

3.9 Isolation Foresting

O algoritmo Isolation Forest ou iForest (LIU; TING; ZHOU| 2012)) realiza um
processo em dois estagios. No primeiro estagio (treinamento) sdo construidas arvores

isoladas usando amostras do conjunto de treinamento. No segundo estagio (teste) os dados
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Algoritmo 1 FBagging(S,J)

H
@

Entrada: S{(z1,v1),. .., (Zn,yn)} z; € X? - dados de entrada

y; €Y = {C,NC}, onde C - outliers, NC - classes normais

d - dimensionalidade

Saida: sy, - vetor de pontuacao final

Inicializar: Normaliza o conjunto S

Inicializar: |Q| tem distribuigdo uniforme entre [d/2] e (d — 1).

for j=1 to Jdo
Escolha aleatoriamente o tamanho do subconjunto de caracteristicas |Q|.
Pegue aleatoriamente sem reposigao |@| e crie o subconjunto de caracteristicas Q.
Aplique o algoritmo de deteccdo de outlier Oy empregando o subconjunto Q.
A saida do algoritmo O; é o vetor de pontuagao s
Combina s, e cria pontuacao final sfinq = COMBIN E(s)

end for

return sy

Algoritmo 2 BreadthFirst(s)

Entrada: s{1,...,T} , sendo m o tamanho dos dados do Dataset e de cada vetor s
Ordene todos os scores de vetores de s e armazene em s fipq € retorne o indice Ind;, de
forma que sfnq (1) tenha o maior score e Indfinq (1) tenha o indice do registro de s com
o maior score de sjfinal
for i=1 to m do
for t=1 to T do
Se o indice Ind; estd ranqueado em uma posicao ¢ pelo algoritmo ¢ e tem um
score s(i) que nao existe no vetor Ind finq-
Insere Ind, (i) no final do vetor Indfipq-
Insere s(i) no final do vetor s finq.
end for
end for
return Indfina € Sfinal

Algoritmo 3 Cumulativa(s)

Entrada: s{1,...,T} , sendo m o tamanho de cada vetor s
Some todos os scores de s armazene em S fiyq;
for i=1 to mdo
s pinai(i) = X0y (0)-
end for
return sy

de teste passam através das arvores isoladas para obter uma pontuacao de anomalia para
cada dado.

No estédgio de treinamento, drvores (i1rees) sdo construidas recursivamente partici-

onando o conjunto de treinamento até que dados estejam isolados ou uma altura especifica

da arvore seja atingida, resultando em um modelo parcial. As (iTrees) tém uma estrutura

equivalente a uma arvore binaria de busca. A altura limite da arvore [ é configurada pelo

tamanho da amostra ¢ : | = ceiling(log, 1), que é a altura média da arvore. A légica
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do crescimento da arvore denota interesse em dados que tenham uma média menor que
o comprimento do caminho médio, esses pontos sao mais provaveis de serem anomalias.

Detalhes do estégio de treinamento estao nos Algoritmos [4 e b

H& dois parametros de entrada no algoritmo ¢Forest, que sao o tamanho da amos-
tragem 1 e o numero de arvores t. A amostragem 1 controla o tamanho dos dados de
treinamento. Quando v aumenta para um valor desejado, iForest detecta outliers de
forma confiavel e nao ha necessidade de aumentar ainda mais, pois aumenta o tempo
de processamento e o tamanho de memoéria sem ganho no desempenho. Empiricamente,
ao configurar ¢ para 2% ou 256 (LIU; TING; ZHOU, 2012) geralmente é suficiente para
realizar deteccao de anomalias através de uma grande variedade de dados. O ntimero
de arvores t controla o tamanho do ensemble. A complexidade de tempo do iForest é
O(t(n + 1)) e a complexidade de espago é O(t)), em que n = |X| é a quantidade total
dos dados de teste.

Algoritmo 4 iForest(X,t,1))

Entrada: X - dados de entrada, ¢ - nim. de arvores, 1 - tamanho da amostragem
Saida: Conjunto iTrees

Inicializar: Conjunto i1l rees
set altura limite (= ceiling(logy )
for i=1 to t do

X' + sample(X, 1)

Forest «+ ForestUiTree(X',0,1)
end for
return Forest

Algoritmo 5 iTree(X,e,l)

Entrada: X - conjunto de dados de entrada, e - altura atual da arvore, [ - altura limite
Saida: uma iT'ree

1: if e > 1ou | X| <1 then

2: return exNode { Size < | X]| }

3: else

4: Seja @ a lista de atributos em X

5: Aleatoriamente selecione atributos em g € @)
6: Aleatoriamente selecione dados p de max a min dos atributos ¢ de X
7 X, «+ filter(X,q <p)

8: X, < filter(X,q > p)

9: return inNode { Left « iTree(X;, e+ 1,1),
10: Right < iTree(X,,e+ 1,1),

11: SplitAtt « q,

12: SplitValue < p }

13: end if

Sendo X o conjunto de dados de entrada e x uma instancia desse conjunto, a
pontuagao de anomalia s é decorrente de E(h(zx)), que é a média de h(x) da cole¢ao de

arvores isoladas (1Forest). E(.) é a fungao de valor esperado ou média. h(zx) retorna o
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comprimento do caminho para cada instancia x. O comprimento é medido pelo ntimero de
arestas de x que atravessa uma i7Tree de um no raiz até que o percurso seja terminado em
um né externo (né sem filhos). Curtos e longos caminhos exprimem alto grau de isolamento

de um né e consequentemente indicam uma anomalia.

Usando a fungao PathLegth, um tnico caminho de h(x) é calculado pela contagem
do ntimero de arestas e, do noé raiz até o né terminal, conforme a instancia x passa pela
1T'ree. Quando o percurso atinge uma altura limite hlim, o valor de retorno é e mais um
fator de ajuste c¢(¢)). O ajuste é responsavel pela estimativa de um comprimento médio de
uma subarvore aleatoria que poderia ser construida além do limite de altura da arvore.
Apés h(z) ser obtida para cada arvore do ensemble, entao é calculada a esperanca E de
h(x), e por final uma pontuagao de anomalia é produzida pelo calculo s(x, ) nas Equagoes
e O detalhamento da fun¢do PathLegth pode ser encontrado no Algoritmo [0}

E(h(z))

s(x, ) =27 "W (3.9)

O valor de ¢()) é um fator de normalizagao baseado na média da altura da arvore.

2H(p—1)— (2(¢» —1)/n) for ¢ > 2
c(¥) =141 for 1) = 4 (3.10)
0 caso contrario

H(x) é uma funcao que produz um nimero harmonico e pode ser estimado por In(z) +
0,5772156649 (constante de Euler).

Algoritmo 6 PathLegth(x,T hlim,e)

Entrada: x - uma instancia, T - uma iT'ree, hlim- altura limite, e - comprimento caminho
Saida: comprimento do caminho de x

if T é um no externo ou e > hlim then
return e + c(7T.size)
end if
a < T.splitAtt
if x, < T.splitValue then
return PathLength(xz,T.left, hlim,e + 1)
else xz, > T.splitValue
return PathLength(z,T.right, hlim,e + 1)
end if

3.10 Autoencoder

Um autoencoder é um tipo especial de rede neural multicamadas que realiza

uma redugao de dimensionalidade nao linear e hierarquica dos dados (GOODFELLOW!
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YOSHUA; COURVILLE| 2016) (CHEN et al., 2017). Normalmente, o nimero de nés na
camada de saida é o mesmo que da camada de entrada, e a arquitetura é em camadas
e simétrica. O objetivo de um autoencoder é treinar a saida para reconstruir a entrada
tao proxima quanto possivel. Os nos das camadas do meio sdo em menores nimeros e,
portanto, a tinica forma para reconstruir a entrada é aprender os pesos a fim de que as

saidas dos nés nas camadas intermedidrias sejam representagoes reduzidas (CHEN et al.|
2017).

Uma vez que o autoencoder cria uma representacao de reducao da dimensao dos
dados, entao é estabelecida uma abordagem natural para descoberta de outliers. A ideia
béasica é que outliers sao muito dificeis de serem representados com precisao igual ou maior
do que os pontos normais. Portanto, a reconstrucao de um outlier resulta em um erro
grande. Isso fornece uma forma natural de atribuir uma pontuagao (score) a um dado
(AN; CHO, [2015).

Um autoencoder é composto de duas partes, como ilustra a Figura [26f uma codifi-
cadora e uma decodificadora. Uma rede neural com uma tnica camada oculta tem uma
camada codificadora e uma decodificadora como nas Equagcoes ¢[3.12] onde W e b sdo
0s pesos e bias da rede neural, respectivamente, e o é uma funcado de transformacao nao

linear (AN; CHO| 2015).

h = Od(thQ? + bzh) (3.11)
z = Oz(WhmB + bhx) (312)
e=|z—z| (3.13)

O codificador na Equacao [3.11] mapeia um vetor de entrada x para uma represen-
tacdo oculta B apdés uma nao-linearidade a. O decodificador na Equacao [3.12] mapeia a
representacao oculta B de volta no espaco de entrada original como uma reconstrugao
pela mesma transformacao do codificador. A diferenca entre o vetor de entrada original
x e a reconstrugdo z ¢ chamada de erro de reconstrugio e, como na Equacao [(3.13] Um

autoencoder aprende a minimizar o erro de reconstrugao (AN; CHO, [2015).

Em um nivel bésico, cada né na rede neural aplica uma func¢ao de ativagao sobre
uma soma ponderada das entradas. Podem ser usadas como fungoes de ativacao a Sigmdide

e a ReLU. Especificamente, na primeira camada oculta e na camada de saida, a fungao
Sigmoéide é usada. As fungoes Sigmoide e a ReLLU sao definidas em el3.15;

a(x) = (3.14)
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Figura 26 — Esboco do autoencoder totalmente conectado usado na proposta deste trabalho.

input X encoding output z

299

Autoria (CHEN et al., 2017)

f(z) = max(0, x) (3.15)

—~

Para todas as outras camadas foi usada, neste trabalho, a funcdo ReLU. Usar
funcoes de ativacoes diferentes em camadas diferentes visa equilibrar as vantagens e
desvantagens das duas fungoes de ativagoes. A funcao Sigmoide é conhecida por causa
do problema do desaparecimento do gradiente, e sua operacao é muito cara comparada a
ReLU. A ReLU é simples e computacionalmente mais eficiente, e nao sofre do problema do
desaparecimento do gradiente. Entretanto, sofre do problema do Dying ReLU, recentemente
descoberto por pesquisadores (KRIZHEVSKY; SUTSKEVER; HINTON| 2012b)). Isso

significa que durante o treinamento, uma atualizacdo de peso desencadeada por um

gradiente grande, devido a uma fun¢ao ReLU, poderia tornar o neurénio (né) inativo o
tempo todo. Finalmente, isso fard com que muitos dos neurénios fiquem em um estado de
morte em que nenhum peso seja atualizado e a rede continue a fornecer a mesma saida
sobre as iteracoes. Isso motiva o uso da fungdo Sigmoéide nas duas extremidades da rede
e a ReLLU em outras camadas. Por um lado, o uso das fung¢oes Sigmdide assegurara que,
mesmo que todo os neuronios da camada do meio estejam inativos, pelo menos havera
duas camadas funcionando corretamente nas duas extremidades da rede, o que garante
um melhor cendrio (CHEN et al., 2017).




Capitulo 3. REFERENCIAL TEORICO 67

3.11 LSTM

LSTM (Long Short-Term Memory) é uma arquitetura de rede neural recorrente
(RNN) adequada para classificar, processar e prever séries temporais com intervalos de
tempo de duragao desconhecida. A insensibilidade relativa ao comprimento do intervalo da
uma vantagem a LSTM em relacdo a outras arquiteturas de RNNs tradicionais (também
chamadas vanilla), Modelos Ocultos de Markov (MOM) e outros métodos de aprendizado
de sequéncias (deeplearningbook, [2019) (GOODFELLOW; YOSHUA; COURVILLE] 2016).

A LSTM possui uma estrutura em cadeia que contém quatro camadas de interagao
e diferentes blocos de memoria chamados células. Em uma rede LSTM, trés portoes estao

presentes, conforme apresentado na Figura A informagao é retida pelas células e

as manipula¢oes de meméria sdo feitas pelos portoes (gates) (deeplearningbookl 2019)

(GOODFELLOW; YOSHUA; COURVILLE, 2016).

Figura 27 — Esboco da arquitetura da LSTM.
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Autoria (Mittal, A.||2019)

A LSTM possui os seguintes gates (portoes):

o Forget Gate: As informacoes que nao sao mais uteis no estado da célula sdo removidas
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com o forget gate. Duas entradas: z; (entrada no momento especifico) e h;_; (saida da
célula anterior ou estado anterior) alimentam o gate e sdo multiplicadas pela matriz
de peso Wy, seguida pela adicao do bias by, conforme Equagao [3.16} O resultante é
passado para uma funcao de ativacido «, chamada de Sigmoéide, que fornece um valor
real entre 0 e 1. Se para um determinado estado da célula a saida for 0, a informagao
é esquecida e para a saida 1, a informagao é retida para uso futuro (Mittal, A., [2019)
(Olah, CJ, 015).

fi= Q<Wf i, @] + bf) (3.16)

o Input Gate: A adicao de informagodes tteis ao estado da célula é feita pelo input
gate, conforme apresentada na Equacao e pode ser dividida em dois passos. O
primeiro passo é decidir quais informacgoes tteis devem ser armazenadas. Para isso, a
funcdo a atua filtrando os valores, e portanto decide quais valores serao lembrados,
agindo de forma similar ao forget gate. A funcdo o usa o estado anterior h;_; e a
entrada x;, que é multiplicada pela matriz de pesos W;, seguida pela adi¢ao do bias
b;. O vetor 7; contém as informacoes tteis ao estado da célula. O segundo passo é
criar um vetor com novos valores candidatos que podem ser o estado da memoéria
atual no tempo t. A seguir, a fungao tangente hiperbélica tanh atribui pesos aos
valores de entrada, decidindo seu nivel de importancia variando entre —1 a +1. A
fungao tanh usa o estado anterior h;_; e a entrada z;, que é multiplicada pela matriz
de pesos W, seguida pela adicao do bias be. Os vetores i; e C, sio combinados para
atualizacdo de um novo estado (Mittal, A., 2019) (Olah, C.; 2015).

it = O{(Wl . [ht—lyxt] -+ bz)

_ (3.17)
Ct = t@nh(WC . [htfl, l’t] + bo)

o Qutput Gate: A tarefa de extrair informacoes uteis do estado da célula atual C; para
serem apresentadas como uma saida ¢ feita pelo output gate, conforme Equagao |3.18|
A funcao « filtra os valores a serem lembrados usando as entradas h;_1 e x;, que é
multiplicada pela matriz de pesos W, seguida pela adicao do bias b,. A funcao tanh
atribui pesos aos valores passados, decidindo seu nivel de importancia, variando entre
—1 a 1 e multiplicando pela saida da Sigmaoide. O vetor o, é combinado ao estado
da meméria C; no tempo t para apresentar a saida h; (Mittal, A 2019) (Olah, C.|
2015).

O = Ck(Wo . [htfl, xt] + bo)

(3.18)
ht = O¢ * tanh(Ct)
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O modelo LSTM usado neste trabalho foi o proposto por [Ranjan et al. (2018).
O objetivo principal desse modelo é detectar eventos raros usando LSTM Autoencoder.
A rede de Ranjan et al|(2018) possui quatro camadas ocultas, todas usando fungao de
ativagdo ReLLU, incluindo a regularizagdo L1 e a heuristica Adam como otimizador. Esse
c6digo esta disponivel para livre download [[] O LSTM pode ser usado para detectar outliers
de maneira semelhante ao autoencoder descrito na Secao [3.10, conforme apresentado na
Equagao [3.19] Os dados sao mapeados usando o modelo treinado, e o erro de reconstrucao
entre o valor real observado e o valor alvo da origem a um score que, dependendo do
threshold, pode ser considerado novidade. O threshold é obtido a partir da média dos 1%
dos dados com maior score. A diferenca entre LSTM autoencoder e o autoencoder é que

na rede LSTM o controle da temporalidade ¢ feito pelos gates da arquitetura.

d
s(z) = Z([a:lj}k —[oylk)?. k€l..mj€...n (3.19)
k=1

Sendo a variavel m o nimero de componentes do ensemble. Neste trabalho nao
é usado ensemble de autoencoders, entao m = 1. A variavel n é a quantidade total de
amostras e d a quantidade total de dimensoes. Assim, é denotado o i-th componente do
ensemble da j-th amostra de entrada como z;; € R e a saida reconstruida pelo autoencoder

como o0;; € R.

3.12 Word embedding ou vetores densos

Para que o computador possa realizar tarefas de processamento de linguagem
natural é necessario transformar o texto em representacoes vetoriais, sendo as técnicas
mais comuns de transformacoes: one-hot, distributiva, word embedding, entre outras.
Independente da técnica escolhida, o primeiro passo é construir o dicionario de palavras.
O dicionério ¢ um conjunto indexado de todas as distintas palavras do corpus textual em

questao.

Antes de construir o dicionario, comumente é realizado um pré-processamento no
texto. Uma das formas de pré-processar é lematizar as palavras do texto, que consiste em
converter a palavra a sua forma base, por exemplo: andar, andando e andei, o lema do

verbo é andar. A Tabela [3] exemplifica um dicionario simples construido.

A forma mais simples de representar uma palavra é usar um vetor one-hot. O
vetor possui a quantidade de dimensoes do tamanho do dicionéario. Dessa forma, cada
dimensao é representada por uma palavra do dicionario, tendo o valor 1 para a dimensao
que corresponde ao 1D da palavra no dicionério e 0 para o resto (KOEHN| 2010). A seguir,

¢é exemplificada a codificacao de palavras usando one-hot:

L https://github.com/cran2367/autoencoderclassifier/blob/master /autoencoderclassifier.ipynb
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Tabela 3 — Exemplo de dicionario.

ID | Palavras
0 cachorro
1 escola

2 andar

3 | gato

4 comer

o cachorro = (1,0,0,0,0)T
e« gato=(0,0,0,1,0)T

e comer = (0,0,0,0,1)T

Essa abordagem one-hot sofre de dois principais problemas: os vetores sao esparsos
e de alta dimensao, ou seja, cada dimensao representa uma caracteristica. Qutro problema é
que as caracteristicas sdo completamente independentes uma das outras. As caracteristicas
do vetor “computador” nao tem qualquer similaridade com o vetor “laptop”
2016)).

Como solucao alternativa para os vetores com alta dimensao, utiliza-se a ideia
de mapear cada palavra em um espaco de baixa dimensao, que sao vetores de pesos de
numeros reais. O algoritmo de redes neurais sao os mais comumente utilizados para gerar
os word embedding ou vetores densos. A Figura [2§ ilustra uma tipica arquitetura que gera
os vetores densos (KOEHN;, [2010)).

Figura 28 — Arquitetura de um modelo de linguagem neural.
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2:2: 00000000
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ocosocobeoon C saoo nose
coococooen sooe

Context Words Embeddings Hidden Layer Predicted Word
Autoria (KOEHN, 2010)

As palavras do contexto sdo representadas como um vetor one-hot que sao as
entradas para a rede neural. As palavras do contexto sdo palavras que se apresentam
préoximo a palavra alvo em uma frase, exemplo: O gato subiu na drvore. Se a palavra
alvo escolhida é gato, e se as preposicoes sao removidas, as palavras mais significativas do

contexto podem ser: subiu e drvore.
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Hipoteticamente, sejam as seguintes frases:

e o cachorro viu o gato
0 cachorro perseguiu o gato

e 0 gato subiu na arvore

O objetivo inicial é fazer com que a rede neural aprenda o relacionamento semantico
entre gato e subiu. Portanto, a entrada da rede neural é um vetor one-hot da palavra gato
e a saida é a probabilidade de subiu estar relacionado a gato. A rede neural sera treinada
com o objetivo de maximizar a probabilidade das palavras que estao nas proximidades da
palavra subiu, por exemplo, gato. Enquanto, palavras distantes ou que nunca aparecem

com a palavra subiu terao probabilidade baixa.

O primeiro processamento a ser realizado é a construcdo do dicionario com o
conjunto das diferentes palavras das frases. Dessa forma, para esse exemplo, o dicionario
contera 8 distintas palavras, por conseguinte, se cada palavra for representada como um
vetor one-hot, entao o vetor terd dimensao de tamanho 8. Apds a representacao das
palavras em vetores one-hot, ocorre a combinacao linear dos pesos da camada oculta da
rede neural com a entrada (vetores one-hot) (KOEHN| 2010), conforme Equacao e
exemplificado na Figura [29]

T = 2T« Wy, (3.20)

Figura 29 — Exemplo da combinacao linear da entrada.
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0.4081 -0.192 -0.0441

0.1817 0.882 0277

-0.555 0.491 0.263

Autoria propria.

Dessa forma, o vetor one-hot é projetado em um espaco de baixa dimensao, conforme

pode ser visto na combinacgao linear da entrada com a matriz de pesos da camada oculta.
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Préximo passo, é a combinacao linear dos pesos com a camada oculta, conforme Equacao
.21] e exemplificado na Figura [30}

2 =hT %« W, (3.21)
Figura 30 — Exemplo da combinacao linear da camada oculta.

(0023 (10478 (04320375 |-0.364 | 0266 |-0.351 | 0.210

-0.499 |-0225 |0.065

'-0.368 |0.424 | 0.257 | 0.148 | 0.033 |-0.144 |0.130 [0.178

10422 10.364 (0467 (-0.20 |-0.423 10268 |-0.446 [0.387

- 0100 [-0.309 (0122 (-0151 | 0.145 | -0.0512 |-0.079 (D12

Autoria prépria.

Por fim, usando func¢ao de ativagao Softmax (ZHANG; LECUN, [2015)) séo calculadas

as probabilidades para as oito palavras do Corpus. Cada neurdnio de saida corresponde a

uma palavra. Por exemplo, a probabilidade da saida ser subiu, dado gato como entrada, é
de P(subiu | gato) = 0.111.

eNet(zl)

5('2) == eNet(z1) + eNet(z2) + eNet(z3) + eNet(z4) + eNet(zs) (322)

Figura 31 — Probabilidade das palavras do Corpus.

0.1430 [-0.0948 (017144 | 0111 | 0140 (0122 | 0119 | 0144

Autoria prépria.

Toda essa fase da rede neural é conhecida como feedforward. A préxima etapa da
rede é realizar o backpropagation, ou seja, calcular o erro e atualizar as matrizes de pesos.
O célculo do erro ¢ realizado pela minimiza¢ao da fun¢do de perda ou custo (KOEHN,
2010) (MIKOLOV et al., [2013).

H& técnicas diferentes de implementar vetores embutidos usando redes neurais,

destas, as mais populares sdo listadas na Tabela [4]

A representacao da palavra por meio de vetores densos é interessante porque a rede

neural aprende a codificar padroes e regularidades linguisticas. Muitos dos padroes podem
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Tabela 4 — Algumas técnicas que geram vetores embutidos.

Técnica Desenvolvedor | Ano
ELMo (PETERS et al., [2018) Allen Institute | 2018
Bert (DEVLIN et al., 2018) Google 2018
FastText (JOULIN et al. [2017) Facebook 2016
Word2Vec (MIKOLOV et al.| [2013) Google 2013
Glove (PENNINGTON; SOCHER; MANNING| [2014) | Stanford 2014

ser representados como uma operagao vetorial que resulta em analogias, por exemplo:
Madrid — Spain + France ~ Paris. Observe a Figura [32| em que foram projetados os
vetores de cidades e capitais em um grafico de duas dimensoes. Os vetores gerados pela
rede neural com 1000 dimensoes passaram por uma reducao de dimensionalidade usando
PCA (Principal Component Analysis). A Figura [32] ilustra a habilidade do modelo de
automaticamente organizar os conceitos e aprender implicitamente os relacionamentos
(MIKOLOV et al., 2013)).

Figura 32 — Vetores densos de paises e capitais projetados usando a técnica PCA.
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Autoria (MIKOLOV et al, 2013)

Por enquanto, foi apresentado apenas redes neurais que produzem vetores represen-
tantes de palavras. Em processamento de linguagem natural, é necessario realizar operagoes
vetoriais com os vetores das palavras para a representacao de uma frase completa, como

exemplos: média, concatenacao, soma, convolucao, entre outras. Alguns autores sugerem

hip6teses da melhor representacao de frases. De acordo com |[Le e Mikolov| (2014)), sim-
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plesmente a média de vetores é insuficiente para tarefas de analise de sentimento, porque
falha no reconhecimento de fenémenos linguisticos sofisticados, como sarcasmos. Kenter.
Borisov e Rijke| (2016)) relatam que simplesmente calcular a média provou ser uma técnica
eficiente para uma grande quantidade de tarefas, como tarefas de similaridade entre textos
curtos. Uma variante seria ponderar os vetores de palavras com seus respectivos vetores
TF-IDF. Socher et al.| (2013) combinaram os vetores de palavras usando analise sintatica,
o qual funcionou bem para tarefas de andlise de sentimento. Nesta pesquisa foi utilizada
a técnica de média vetorial para representacao dos tweets, ja que em geral os textos sao

curtos.

3.13 Grafos

A teoria dos grafos é um ramo da matematica que estuda as relacoes entre os
objetos de um determinado conjunto. Para tal, sio empregadas estruturas chamadas de
grafos, G(V, E), na qual V' é um conjunto nao vazio de objetos denominados vértices e E
é um subconjunto de pares nao ordenados de V', chamados arestas, conforme ilustrado na
Figura |33|

Figura 33 — Exemplo de um grafo.
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Autoria prépria

Dependendo da aplicagao, arestas podem ou nao possuir direcao. Em um grafo,
pode ser permitido ou nao arestas serem ligadas a mais de um vértice, que, por sua vez,
ainda pode possuir um peso (numérico) associado. E caso as arestas possuam uma diregao
associada (indicada por uma seta na representagao grafica), entdo ha um digrafo (grafo

orientado).

Os grafos sao geralmente representados graficamente da seguinte maneira: é dese-

nhado um circulo para cada vértice, e para cada aresta é desenhado um arco conectando
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suas extremidades. Entretanto, convencgoes alternativas para a representagdo de grafos
podem ser adotadas, que incluem representacoes por adjacéncia como empacotamento de
circulos, onde vértices sao representados como regides disjuntas no plano e arestas sao

representadas por adjacéncias entre regioes.

Na area da Inteligéncia Artificial, muitos algoritmos heuristicos representam o
espago de busca do problema em forma de grafos, com o objetivo de representar seus

estados de forma organizada.

A seguir, sao apresentados alguns tipos de grafos que podem ser tteis no entendi-
mento da representacao da janela temporal de novidades deste trabalho: (GOLDBARG:;
GOLDBARG, 2012)):

o Grafo simples: é um grafo nao direcionado, sem lagos e com no maximo uma aresta
entre quaisquer dois vértices (sem arestas paralelas). Para um grafo simples, o nimero

de vizinhos de um vértice é igual ao seu grau (valéncia).

o Grafo completo: é um grafo simples em que, para cada vértice do grafo, existe uma
aresta conectando este vértice a cada um dos demais, ou seja, todos os vértices
do grafo possuem mesmo grau. Um grafo completo de p vértices é frequentemente
denotado por k. Ele tem p(p — 1)/2 arestas (correspondendo a todas as possiveis

escolhas de pares de vértices).
« Grafo nulo: é o grafo cujo conjunto de vértices é vazio.
« Grafo vazio: é o grafo cujo conjunto de arestas é vazio.
o Grafo trivial: é o grafo que possui apenas um vértice e nenhuma aresta.
o Grafo regular: é um grafo em que todos os vértices possuem o mesmo grau.

o Grafo direcionado ou orientado: um grafo é dito direcionado quando o sentido das
ligagoes entre os vértices é importante. Quando a familia de arestas é formada por
pares ordenados é dito que o grafo é orientado ou direcionado. Nesse caso, ao desenhar

o grafo, deve-se usar uma seta partindo do primeiro elemento do par até o segundo.

« Grafo ponderado: Um grafo G(V, E) é ponderado se existem valores numéricos

associados a suas arestas ou nos.

« Grafo rotulados: Um grafo G(V, E) é rotulado se existem atribui¢oes associados a

seus nos (tanto numéricas quanto alfabéticas).

o Grafo conexo: um grafo é conexo se for possivel estabelecer um caminho de qualquer
vértice para qualquer outro vértice de um grafo. Se for sempre possivel estabelecer um

caminho de qualquer vértice para qualquer outro vértice mesmo depois de remover
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k, — 1 vértices, entao diz-se que o grafo é k-conexo. Note que um grafo é k-conexo

se, e somente se, contém k, caminhos independentes entre qualquer par de vértices.



7

4 METODO PROPOSTO

Neste capitulo é definido o conceito de novidade, descritos os métodos para a

codificacao do texto e imagem e para a fusao dos dados.

4.1 Definicao de novidade

Neste trabalho, a novidade é proposta como sendo um evento que se destaca pela
sua singularidade em relagdao ao tempo presente e passado. O tempo pode ser definido
por janelas temporais, podendo ter sua medida temporal customizada, em intervalos de
horas, dias e meses, etc. A Equacao [4.1] apresenta o modelo matematico para classificar

um evento em novidade ou ndo novidade:

Novidade, Se (tae & W) A (tae € Wpa
f(wpr7wpa7tac) = ( ¢ P ) ( ¢ P ) (41)
Nao Novidade, Caso contrario

Se um evento t,. recém-chegado do stream de dados nao pertence a janela do presente
wyr ou a janela do passado w,, e seu contetido/assunto (texto ou imagem) nao esta
associado ou relacionado a qualquer outra ocorréncia existente nessas janelas temporais,
entao essa ocorréncia € identificada como uma novidade. O operador de nao pertinéncia
¢ de um evento é verificado pelo algoritmo de aprendizado nao supervisionado ou uma
heuristica. Por exemplo, se a janela temporal é de 4 horas, e uma noticia recém-chegada
na janela temporal e diferente das outras for: “Cotacao atual do délar americano”, entao
provavelmente a noticia nova serd rotulada como novidade. Em amostras temporais com
tamanhos curtos as chances sao baixas de ocorrem noticias similares. Mudando a janela
temporal de 4 horas para 10 dias, a noticia cotacdo do ddlar provavelmente devera ser
rotulada como nao novidade porque sua amostra temporal ja contera noticias sobre cotacgao

do ddlar fornecido por algum outro usuario do Twitter.

Neste trabalho, um evento se refere a um tweet, mas pode ser usado para qualquer
outro tipo de evento. O tweet é uma publicacao feita por um usuario da rede social
Twitter. A Figura [34] exemplifica um tweet postado, em que cada circulo colorido denota
um metadado, como: fonte da postagem, titulo do tweet, autor, imagem, resumo ou texto

do tweet e link.
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Figura 34 — Exemplo de um tweet e seus metadados.
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4.2 Qualidade da novidade

As Equacoes e caracterizam a qualidade da novidade que é medida pela

audiéncia (MCQUAIL, 1997) em uma escala de 1 (menos importante) a 4 (muito im-

portante). Um evento com audiéncia igual a 4 indica grande repercussao, enquanto um
evento igual a 1 representa fraca repercussao na rede social. A varidvel st é definida pela
similaridade entre eventos. Neste trabalho é usada a distancia Euclidiana para calcular a
distancia entre os eventos. A variavel rt é a quantidade de compartilhamento dos eventos
e fc é a quantidade de interacgoes, por exemplo, likes no caso do Twitter. A variavel n é a

quantidade total de eventos dentro de uma janela temporal.

n—1

quality(st,rt, fc) = Quartil(% Z st; + norm(rt;) + norm(fc;)) (4.2)
=0
Onde,
norm(z) = (z — min(z))/(maz(x) — min(z)). (4.3)

A escolha do intervalo (1-4) é devido o uso da medida de quartil. Um evento igual
a 4 indica grande repercussao, enquanto um evento com qualidade igual a 1 representa
uma reacao fraca dos usudrios na midia social. A funcao Quartil divide todos os eventos
dentro de uma janela temporal em quatro grupos, cada grupo contendo 25% dos eventos.
O primeiro grupo contém os eventos com a audiéncia menor, enquanto o quarto grupo

contém os eventos com a maior audiéncia entre todos os grupos.
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A funcado Quartil foi escolhida porque é essencialmente um especificador de loca-
lizacdo. A intencdo é saber onde os eventos mais importantes estdo localizados dentro
da distribuicao de todas as novidades e ndao-novidades detectadas. Entretanto, a funcao
Quartil é inapropriada se houver muitos dados repetidos(LANGFORD) 2006)). O conjunto
de dados proposto neste trabalho tem poucas repeticoes de valores, entdao a funcao é
adequada aos objetivos propostos. Além disso, a fungdo Quartil é especialmente til se os

dados nao sao simetricamente distribuidos ou contém outliers.

Ainda hé outras caracteristicas importantes que a indicacao do nivel de qualidade

pode beneficiar na deteccao da novidade:

« Eliminacao das novidades ruidosas. Ha muitas noticias que sao raras, mas nao sao
importantes para propositos jornalisticos, como memes, propaganda entre outros.
Por isso, no contexto em que a novidade é uma noticia, é interessante analisar a

audiéncia da novidade.

 Identificacao de novas fontes alternativas. Nem sempre uma novidade sera publicada
em primeira mao por grandes midias de noticias (como Reuters, BBC, etc.). Nota-se
que atualmente o contetido gerado pelo usuario tem se tornado tao popular que
noticias costumam aparecer primeiro fornecidas pelo usuario do que em outras midias
de maior destaque (PETROVIC et al., [2013). Essas fontes de noticias alternativas
frequentemente sdo blogs, féruns, Twitter, pinboard, etc. O trabalho em questao foca
principalmente no Twitter por causa da sua natureza em tempo real, isso é, pessoas
geralmente postam sobre eventos no momento que estao acontecendo, muitas vezes
reportando antes das midias convencionais. Exemplos mais proeminentes incluem
a morte de Osama Bin Laden (TheGuardian, [2011)), ou a notificagdo da morte de
Michael Jackson (Karl, H. | 2010), que foram noticiados por cidaddos comuns antes

de qualquer outra midia de noticias.

4.3 Heuristica de rotulagem semiautomatica

Uma heuristica foi implementada para verificar a similaridade entre os eventos
relacionados dentro da janela temporal. Essa heuristica de rotulagem semiautomatica foi
proposta para apoiar na tarefa de rotulacdo dos dados, ja que nao foram encontrados
dados apropriados para a proposta, e estd detalhada no Algoritmo [7] O rotulador é
semiautomatico, pois apos a geracao do rétulo por meio do algoritmo, ainda ha uma etapa

de conferéncia manual dos rétulos gerados.

O primeiro passo do algoritmo é iniciar a leitura de todos os eventos AllFvents,
tendo o evento atual armazenado na variavel t,. e a data de criagdo do evento em dtCreated.

O algoritmo inicializa varidveis cruciais, como dtBegin e dt End, que sao as datas iniciais e
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Algoritmo 7 PseudoCoédigoRotulagem

Entrada: AllEvents - Dados de entrada, dtCreated - Data de inicio,
Windays - Tamanho da janela
Saida: Dados de entrada rotulado

1: flag + 0
2: while Not AllEvents is EOF do
3: if flag== 0 then > inicializando varidveis
4: flag + 1
5: dtBegin <+ dtCreated
6: dtEnd < dtBegin + Windays
T end if
8: if Not (dtBegin < dtCreated < dt End) then > tweet atual dentro da janela
temporal
9: dtBegin < dtCreated
10: dtEnd < dtBegin + Windays
11: Wpg < Wy
12: Wy <— empty
13: end if
14: wy — Add(tee)
15: Ibl +— Similar(tee, Wpr, Wpa)
16: aud + Audience(tqe, Wyy)

17: end while
18: return AllEvents

finais da janela temporal. A variavel Windays é o tamanho da janela temporal, que neste

trabalho é configurado em dias: 1, 5, 10 e 20 dias.

A escolha do tamanho das janelas esta ligada a duas razoes: contexto e ao volume
de dados. Se o objetivo é descobrir as novidades do contexto de economia, possivelmente
o tamanho das janelas temporais nao serao customizadas em segundos ou minutos, mas
em dias ou semanas, por exemplo: o recorde do délar durante o dia ou semana. |Aiello et
al.| (2013]) observaram que o volume de dados sobre o tempo esté ligado diretamente ao
contexto, por isso a modelagem deste trabalho permite customizar o tamanho das janelas

temporais de acordo com a necessidade do problema.

Também é importante observar o volume de dados dentro das janelas temporais,
pois janelas curtas tendem a ter pouco volume de dados, causando o overfitting no
treinamento. A selecao de dados deste trabalho optou em selecionar tweets que possuiam
texto e imagem, por isso o volume de dados se mostrou menos abundante em janelas

temporais muito curtas, caso fossem selecionados tweets apenas com texto.

A data final é composta da data inicial mais o tamanho da janela temporal. Por
exemplo: se o primeiro tweet ao entrar na janela tem a data inicial igual a 02/07/2019 e o
tamanho da janela estd configurado com 5 dias, entdo a data final serd igual a 06/07,/2019.
A variavel flag igual zero indica que é a primeira vez no loop, e portanto é necessario

inicializar varidveis da janela temporal.
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Para cada passo no loop, o algoritmo verifica se o evento atual t,. estda dentro da
janela temporal dtBegin < dtCreated < dtEnd. Se o evento atual nao estiver dentro da
janela temporal, entao uma nova janela temporal é criada, caso contrario, as seguintes
agoes sao realizadas: a variavel t,. é adicionada na lista de janelas temporais do presente
Wy, 0 rotulo (bl é retornado baseado na distancia Euclidiana entre todos os eventos da
janela temporal do passado w,, e da janela temporal do presente w,, e, finalmente, a

audiéncia do evento atual t,. em relagao aos eventos do presente w,, ¢ calculada.

Como consequéncia da definicao de novidade, a funcao de janelamento temporal
tende a ser inversamente proporcional ao nimero de novidades detectadas, isso €, um
grande periodo da janela temporal, implica em uma menor porcentagem de novidades
em relacao a quantidade de tweets dentro da janela. Por outro lado, um curto periodo da
janela temporal, implica uma maior porcentagem de novidades detectadas. A hipdtese
para esse fendmeno nao é a quantidade de janelas, mas a quantidade de dados dentro da
janela. Se ha menos amostras de dados dentro de uma janela, ha uma chance menor de

uma noticia se repetir, portanto se tornando uma noticia nova.

As Figuras [35] e [36] representam em forma de grafo a rotulacao da janela temporal
de 10 dias. Os vértices vermelhos indicam eventos que nao sao novidades e os azuis indicam
novidades. O peso ou distancia das arestas indicam o grau de similaridade entre os eventos,
que é calculada usando distancia Euclidiana. A distdncia Euclidiana ou norma L2 foi
escolhida por ser mais usual na literatura de processamento de linguagem natural (HUANG|
2008). Uma outra opgao seria utilizar a distdncia de Manhattan ou norma L1 que é mais
robusta na detecgao de outliers (KUMAR] 2017) (SCHUBERT et all 2012)) (VADIVEL:
MAJUMDAR; SURAL 2003).
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Figura 35 — Tweets referentes ao intervalo 21,/04/2018 a 01/05/2018. As setas destacam

os eventos novidades, e que sao representados pelos vértices em azul. As nao
novidades sao representadas pelos vértices em vermelho.
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Figura 36 — Tweets referentes ao intervalo 01/04/2018 a 11/04/2018. As setas destacam
os eventos novidades, e que sao representados pelos vértices em azul. As nao
novidades sao representadas pelos vértices em vermelho.
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4.4 Codificacao do texto e imagem

Um codificador (encoder) pode transformar o texto e a imagem em vetores de

pesos de nimeros reais (GOODFELLOW; YOSHUA; COURVILLE, 2016). Um encoder

adequado é essencial para o desempenho de um classificador ou regressor (BENGIO
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COURVILLE; VINCENT] 2013)) (ROSA et al., [2018]). Portanto, os encoders usados neste
trabalho sdo baseados em [Vijay, Alex e Roberto| (2017) [[] e [Severyn e Moschitti| (2015)
E]. A arquitetura de Severyn e Moschitti (2015 é baseada em camadas convolucionais
que aprendem representacoes de textos curtos com o fim de relacionar pares de textos.
A arquitetura de [Vijay, Alex e Roberto| (2017)), conhecida como SegNet, é prépria para
segmentacao semantica de imagens. As arquiteturas em questao foram escolhidas por
serem apropriadas para os tipos de dados usados neste trabalho e apresentarem bons

resultados na literatura.

Para este trabalho, a rede de codificagdo do texto, ilustrada na Figura [37] tem os
seguintes parametros: duas camadas convolucionais 1-D, com 64 filtros de tamanho 1x15,
com funcao de ativagdo ReLU, maxpooling 1-D de tamanho 1x7, seguido por um dropout
de 0,25, e uma camada totalmente conectada de neurdnios 1x150 ou 1x300, dependendo
do tamanho escolhido para representar o texto. A dimensao de entrada desta rede é igual

ao tamanho do dicionario da base, ou seja, igual ao nimero de palavras distintas.

Figura 37 — Rede de codificagao do texto (Encoder).

Entrada Mapa de Mapa de Saida
L1 Caracteristicas ~ Caracteristicas 1x150 ou 1x300
1{@média(texto X
@ (texto) 64@1X15 64@1X15

Convolucio Max pooling  Flatten Totalmente
64 filtros 64 filtros conectada

Autoria (SEVERYN; MOSCHITTI, 2015)

A rede usada foi pré-treinada com o Google News Datasetlﬂ (100 bilhoes de palavras
extraida do Google News e gera um modelo com o dicionério de 3 milhoe de palavras).
Todo dicionério contém 14.425 palavras diferentes e 945 vetores (embeddings) nulos, e em
média o encoder produziu um dicionéario com 68 tokens singulares (palavras nao repetidas)
para a janela de 1 dias, 73 tokens para a janela de 5 dias, 155 tokens para a janela de
10 dias e 251 tokens para a janela de 20 dias. Além disso, foi considerado que o texto de
entrada deve ter no minimo trés palavras. A rede tem um texto de entrada composta de
no maximo 1000 palavras e uma rede com dimensao de saida de 1x150 a 1x300. A Figura

ilustra o nimero de palavras por evento no dicionério.

Ha varias abordagens para codificar uma sentenca em vetores, tais como: média de
vetores, one-hot, etc. A abordagem escolhida neste trabalho é conhecida, em processamento
de linguagem natural, como média vetorial. A seguir sera detalhado os passos para a

codificacao do texto de treinamento utilizando vetores densos pré-treinados do Google.

https://github.com/alexgkendall /SegNet-Tutorial
2 https://github.com /zhangzibin/PairCNN-Ranking
3 https://code.google.com/archive/p/word2vec/
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Figura 38 — Distribuicdo do tamanho dos tweets.
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1. Pré-processamento: O pré-processamento de texto é importante para que ruidos
que possam atrapalhar o algoritmo sejam eliminados. Para isso, os seguintes processos

sao aplicados a base de treinamento.

a) Todas as letras foram passadas para minisculas (lowercase). Assim, por exemplo,

se houver no texto House e house, elas serao consideradas iguais, como desejavel.

b) Remocao de stopwords. Essas palavras nao agregam informacao ao significado
de um frase, como por exemplo preposicoes e conjungoes. Se esse tipo de palavra

for ignorado, é possivel ainda compreender o significado da frase.

¢) Remogao de alguns caracteres especiais, como travessao e outros simbolos

similares.

2. Tokenizacao: Neste passo, o texto é dividido em unidades significativas de texto
chamadas tokens. Essas unidades devem ter sentido linguistico. Por exemplo, guarda-
chuva é um token e casa é outro token. O resultado deste passo é uma lista de tokens,

representados por strings, de todo o texto do treinamento.

3. Mapeamento de tokens para um modelo de linguagem: De posse das palavras
da base de dados de treino, é possivel mapea-las para algum modelo de linguagem.

Modelo de linguagem, de acordo com a area de Processamento de Linguagem Natural

(PLN)(JURAFSKY] 2000), é como as palavras sdo representadas para o computador.

Existem diversas formas de representacao, como vetores densos ou bag of words.
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Os vetores densos, também conhecidos como word embeddings, ¢ uma forma mais
moderna de representacao em que cada token é representada por um vetor de niimero
reais (MIKOLOV et al., 2013). Assim, foi escolhido word embeddings para representar
a base de treino textual proposta neste trabalho. Além disso, foi escolhido usar um

modelo de linguagem pré-treinado chamado de Google Embeddings.

As vantagens de utilizar um modelo de linguagem pré-treinado sao a grande quanti-
dade de palavras representadas e a representacao mais precisa devido a grande base

de treino do Google. Tais vantagens tendem levar para uma acuracia maior da rede.

Por fim, nesta fase de mapeamento, cada palavra da lista resultante foi mapeada da

fase anterior para uma representacao do tipo word embedding.

4. Montagem da representacao do tweet: Esta ¢é a ultima etapa para a codificacao
do texto de um tweet propriamente dito. Cada tweet contém um conjunto de palavras,
em que cada palavra foi mapeada para um vetor, conforme passo anterior. Agora um
conjunto de vetores é criado e por fim a média desses vetores é calculada, que resulta
em apenas em um Unico vetor. Este vetor, que representa o tweet, é a representagao

que pode ser usada pelo computador.

A Figura [39) mostra um esquema de como essa representagao é construida. No final

¢é visto apenas um vetor, o qual representa todo o texto do tweet.

O modelo de linguagem representado pelo Google embeddings se da por um outro
processo que passa por fases de pré-processamento, tokenizacdo, até o treinamento da
representacao propriamente dita. Essas representagoes resultam em vetores similares aos
que vemos na Figura onde cada dimensao do vetor possui um nimero real. Esta
representacao consegue capturar determinados conceitos semanticos das palavras, pois
utiliza o contexto de uma dada palavra para inferir esse significado. Para ficar mais claro,
sao descritas as etapas utilizadas pelo Google para gerar seus embeddings(MIKOLOV et

al, 2013)) utilizando a base do Google News com 3 milhoes de palavras.

1. Pré-processamento: Aqui todas letras sdo convertidas para mintsculas, simbolos

especiais sao removidos e stopwords sao eliminadas.

2. Tokenizacao: Nesta etapa, a base de noticias do Google é dividida em tokens. O
processo ¢é similar ao utilizado na tokenizagao anterior, em que as unidades de texto

significativas sao separadas.

3. Montagem do dicionario: De posse dos tokens pré-processados, é necessario
remover palavras pouco utilizadas. Essas palavras podem ser raras ou até mesmo
conter erros ortograficos, portanto contribuem pouco para para um modelo de

linguagem. Nesta etapa, 3 milhoes de palavras foram selecionadas para a construgao
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Figura 39 — Transformacao de um tweet para vetor denso, i.e., representacdo em word
embedding.
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do dicionéario do modelo de linguagem. Assim, o modelo de linguagem conseguira

representar apenas as palavras contidas em seu dicionario.

4. Treinamento: Por fim, as palavras do dicionario serao transformadas em represen-
tagoes chamadas word embeddings. Nesta fase serd feito o treinamento de um rede

neural. No treinamento passamos pelas seguintes fases:

a) Enviar entrada: a rede neural de codificagdo de texto recebe uma matriz
como entrada, em que cada linha da matriz representa uma palavra de uma
janela em torno de uma palavra w. Uma janela sao as palavras que circundam
w e cuja representagdo deseja ser aprendida. Assim, uma janela é o contexto da
palavra w. A matriz de entrada é representada na codificagdo one-hot, portanto
a dimensao representada pela palavra sera 1, e as demais dimensodes serao 0. A

saida da rede tentara prever o embedding da palavra w.
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b) Backpropagation: Apés a entrada ser processada pelos neurdnios da rede, é
gerado um embedding intermediario. O custo desta representacao é computada
e entao a partir do custo, os pesos da rede neural sao ajustados através do
mecanismo de backpropagation. Essa etapa é executada diversas vezes até que o

custo da representacao seja aceitavel.

c) Gerar a saida: Por fim a rede gera um vetor representando a palavra do w.
Esse vetor gerado pelo é similar ao vetor da Figura 29 na Secao [3.12] ou seja,
sao vetores de ntimeros reais de tamanho 1x150 ou 1x300 que resultaram da
combinacao da entrada com a matriz de pesos da camada oculta. Para gerar o
vetor que representa o tweet ¢é realizado a média vetorial dos embeddings das

palavras do tweet.

A rede de codificagao das imagens tem os seguintes parametros: uma camada
convolucional 2-D com 16 filtros de tamanho 90x90, fun¢ao de ativacao ReLLU, maxpooling
2-D com janela de tamanho 2x2, outra camada com 16 filtros de 45x45, com fung¢ao
de ativacao ReLLU, mazpooling 2-D com janela de tamanho 2x2, mais uma camada com
8 filtros de tamanho 22x22, funcao de ativagao ReLLU, maxpooling 2-D com janela de
tamanho 2x2, uma quarta camada convolucional com 4 filtros de tamanho 11x11, funcao
de ativacao ReLU, maxpooling 2-D com janela de tamanho 2x2 e uma ultima camada
convolucional com 4 filtros de tamanho 5x5, com funcao de ativagdo ReLU, maxpooling
2-D com janela de tamanho 2x2 seguido por um dropout de 0,25, uma camada totalmente
conectada com neurdnios 1x150 ou 1x300. A saida é um vetor de nimeros reais de
tamanho 1x150 ou 1x300. A rede estd ilustrada na Figura (VIJAY; ALEX; ROBERTO,
2017)).

Figura 40 — Rede de codificacao da imagem (Encoder).
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Autoria (VIJAY; ALEX; ROBERTO; 2017)

4.5 Fusao do texto e da imagem

A fusdo é um processo que combina a entrada ou a saida de multiplos classificadores

a fim de obter melhor desempenho na classificagao. Neste trabalho foram usadas duas
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abordagens diferentes: uma fusao na entrada do classificador usando a rede MASK R-
CNN (HE et al 2017)) e uma fusdo na saida denominada AOM (Average-of-Maximum,)
(AGGARWAL; SATHE, 2015). O AOM é um método de ensemble que combina a saida de

multiplos classificadores.

Neste trabalho foi desenvolvido um novo método para fusao da entrada. O novo
método usa uma rede convolucional MASK R-CNN (HE et al., 2017)) treinada com a base
de dados COCO (LIN et al., 2014)) para reconhecer objetos em imagens, como mostrado
nas Figuras e[45] Os rétulos resultantes com probabilidades maiores que 0,7 sao
adicionados ao texto da noticia para agregar e suplementar informagao. A partir disso,
o texto é codificado e, por fim, um algoritmo nao supervisionado (como um daqueles
apresentados no Capitulo |3)) identifica se a informacao é novidade ou nao novidade. Essa
abordagem, ilustrada na Figura 41| (a), é uma fusdo da entrada no nivel da estrutura dos
dados (imagem + texto), que transforma a imagem em uma tunica estrutura de dados
textual. Uma fusao da entrada tem vantagem sobre a fusao da saida, porque, a fusao da
saida combina probabilidades que geralmente precisam dos votos dos estimadores, e que
podem estar incorretos quando se usa apenas texto ou imagem como entrada. A fusao

proposta nao elimina a possibilidade de usar a fusdo na saida como fusao adicional.

A segunda abordagem, ilustrada na Figura {41} (b), usa a fusao AOM (Average-
of-Mazimum) (AGGARWAL; SATHE| 2015)). Essa fusao distribui a tarefa de deteccao
de novidades em m estimadores, e os estimadores sao divididos em m/q subgrupos de
q estimadores cada. Primeiro, a maximizagao ¢ usada em cada um dos subgrupos de ¢
estimadores, sendo que a pontuagao é a média de m/q subgrupos. Por exemplo, se for
usado m = 20 classificadores para imagem e m = 20 para classificadores de texto, entao os
classificadores sao divididos em 10 subgrupos de 2 classificadores cada. Primeiro, o maior
valor é usado em cada subgrupo de 2 classificadores, e entdo as pontuagoes (probabilidades)
de saida sdo as médias de todos os subgrupos. A técnica mostrou bons resultado em
algoritmos de deteccao de outlier, que é relacionado a deteccao de novidades porque ambas
as técnicas empregam algoritmos nao supervisionados. Neste trabalho, todos os estimadores
para o AOM sao algoritmos de aprendizado nao supervisionados. Outros métodos de fusao
foram testados, como: MOM Maximum of Mazximum,MOA Maximum of Average, entre

outros, mas foi selecionado AOM por apresentar o melhor resultado.

O Algoritmo [§ descreve em passos como a abordagem ilustrada na Figura

funcionaria em modo stream.
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Figura 41 — O pipeline das duas arquiteturas propostas para detecgao de novidades em
tempo real. A arquitetura na parte (a) funde o texto e a imagem usando a
nova abordagem proposta por este trabalho usando o Dataset COCO e a rede
convolucional MASK R-CNN. Primeiro, a fusdo dos dados é realizada a partir
dos réotulos gerados pela rede MASK R-CNN. Apos, o resultado da fusao é
codificado e finalmente a novidade é classificada usando algoritmos nao super-
visionados. A arquitetura na parte (b) realiza a codificacao separadamente,
classifica com algum algoritmo nao supervisionado e finalmente realiza a fusao
dos dados com o algoritmo AOM.
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Algoritmo 8 Pseudo Cdédigo da Arquitetura Proposta
Entrada: User - Usudrio do tweet, Pass - Senha do tweet
1: Connect < OpenConnectionTwitter(User,Pass) > Abre conexao Twitter
2: while (true) do
3: try
4: Tweet < ReadStream(User,Pass) > Obtém o tweet
5: if Tweet is Valid() then
6: TaggingLabel( Tweet) > Heuristica rotular o tweet
7 PipelineA(Tweet) > Pipeline A de classificacio tweet
8: PipelineB(Tweet) > Pipeline B de classificacao tweet
9: end if
10: catch Connection exception > Erro ao abrir conexao Twitter
11: Connect <— OpenConnectionTwitter(User,Pass)

12: end try
13: end while
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Figura 42 — Exemplo de uma imagem de um tweet em que a rede pré-treinada MASK
R-CNN reconhece os seguintes objetos em cena: person (0,999), tie (0,998),
clock (0,952), book (0,346) e um laptop (0,917).

Autoria (LIN et al., [2014)

Figura 43 — Exemplo de uma imagem de um tweet em que a rede pré-treinada MASK
R-CNN reconhece os seguintes objetos em cena: person (0,996), person (0,999)
e person (0,994).

persor 0999

Autoria (LIN et al., 2014)
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Figura 44 — Exemplo de uma imagem de um tweet em que a rede pré-treinada MASK
R-CNN reconhece os seguintes objetos em cena: train (0,564), car (0,994),
person (0,975), fire hydrant (0,750), car (0,963), person (0,994), car (0,716),
truck (0,875) e train (0,564).

Autoria (]LIN et al.|, |2014[)

Figura 45 — Exemplo de uma imagem de um tweet em que a rede pré-treinada MASK
R-CNN reconhece os seguintes objetos em cena: boat (0,632), boat (0,979),
boat (0,995), boat (0,521), chair (0,0687), boat (0,973) e boat (0,986).

Autoria (]LIN et al.|, |2014[)
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5 EXPERIMENTOS

Neste capitulo sao detalhados a métrica utilizada, a configuracao do ambiente de

desenvolvimento, os experimentos e a analise dos resultados.

5.1 Meétrica

A questao chave surge como medir de forma precisa um algoritmo de deteccao de
novidades. Isso é uma tarefa dificil, pois novidades assim como outliers, por defini¢ao,
sao raros. Além disso, significa também que os rétulos dos dados sao bindrios, ou seja,
sendo novidades ou nao novidades, tendo dessa forma um desbalanceamento dos dados
favorecendo a classe de nao novidades (AGGARWALJ 2016).

Diante das caracteristicas da tarefa de deteccao de novidade, que sao classificacao
binaria e desbalanceamento dos dados, foi utilizada neste trabalho a métrica ROC AUC
(Receiver Operating Characteristic - Area Under the Curve). Geometricamente, a ROC é
uma curva de pares “x” e “y” que relaciona a taxa de verdadeiros positivos (TVP) contra
a taxa de falsos positivos (TFP), conforme Figura . A taxa de verdadeiros positivos é o
percentual dos eventos que verdadeiramente foram reportados como novidades, também
conhecido como sensibilidade. A taxa de falsos positivos é o percentual dos eventos que
falsamente foram reportados como novidades, também conhecido como especificidade.
Cada ponto neste espaco ROC corresponde a um par de valores TVP e TFP obtido pelo
uso de um valor de limiar na saida de um classificador. A variagao deste limiar, desde um

valor baixo até um valor alto, produz a curva ROC (BRAGA| 2000).

Para comparar os classificadores, é possivel sintetizar o desempenho da ROC para
um unico valor escalar que representa o desempenho esperado. Um método comum ¢
calcular a area sob a curva ROC, abreviada para AUC. Como a AUC é uma parte da
area de uma unidade quadrada, seu valor sempre estara entre 0 e 1. A AUC tem uma
propriedade estatistica importante: a AUC de um classificador é equivalente a probabilidade
de o algoritmo classificar uma instancia positiva escolhida aleatoriamente maior do que
uma instancia negativa escolhida aleatoriamente. Isso é equivalente ao teste de postos
de Wilcoxon e também esta intimamente relacionada ao coeficiente de Gini. A AUC é a

regiao marcada em cinza na Figura 46| (FAWCETT, [2004).

A ROC ajuda a decidir o melhor limiar, por meio da TVP e TFP que pode ser
plotado em um gréfico. As Equacoes e detalham a TVP e TFP (SOKOLOVA!
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Figura 46 — Curva ROC relacionando a taxa de verdadeiros positivos (TVP) contra a taxa
de falsos positivos (TFP), em que o eixo x é TFP e o eixo y é TVP

X
Autoria (Sarang Narkhede, |2018)

LAPALME, 2009):

VP

VP =y TN 1)
VN

TFP =GN 7P (5:2)

A Tabela [f] ilustra uma matriz de confusid!| com a definicio de cada variavel das
Equacoes e (SOKOLOVA; LAPALME;, |2009)

Tabela 5 — Matriz de confusao para a classificacao de novidade ou nao novidade

Classe Classificado Novidade Clas. como Nao Novidade
Verdadeiro Positivo (VP): Falso Negativo (FN):
Novidade evento reportado como Novidade | evento rep. como Nao Novidade
E NOVIDADE E NOVIDADE
Falso Positivo (FP): Verdadeiro Negativo (VN):
Nao Novidade | evento reportado como Novidade | evento rep. como Nao Novidade
NAO E NOVIDADE E NAO NOVIDADE

(SOKOLOVA; LAPALME;, 2009) afirmam que a curva ROC é mais apropriada
para avaliacao de bases de dados desbalanceadas por ser mais sensiveis do que outras

métricas, tais como precisao e recall.

! Uma matriz de confusdo é um formato especifico de tabela que permite visualizar o desempenho de

um algoritmo em termos de verdadeiros positivos e negativos; e falsos positivos e negativos.
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5.2 Base de dados

Neste trabalho foi escolhido trabalhar com uma base de dados composta por
postagens da rede social Twitter, por possuir textos e imagens livres para coleta de dados
em um fluxo continuo de dados. Entretanto, apesar de um grande ntimero de bases de
dados de tweets estarem disponiveis na literatura, as seguintes deficiéncias sdo observadas

para o contexto desta pesquisa:

e A maioria das bases de dados sdo apresentadas em um contexto particular, isso €, os

tweets sao filtrados usando palavras-chave.

o A técnica proposta é baseada em janelas temporais, e uma mudanca no rétulo
em funcao de um intervalo de tempo. Encontrar bases de dados com este tipo de
rotulagdo mostrou ser uma tarefa dificil. Os rétulos sao essenciais para medir a

efetividade da técnica.

o A técnica proposta requer que cada tweet deva ter texto e imagem para avaliar
a robustez. Embora a técnica proposta possa funcionar s6 com textos ou s6 com
imagens, um dos objetivos deste trabalho é avaliar o quanto a identificacao de
novidades pode ser melhorada ao combinar ambos tipos de dados. Portanto, é
imprescindivel ter uma base de dados cujos tweets tenham textos e imagens. Durante
a pesquisa de dados nao foram encontradas bases de dados ptublicas de tweets que
tenham tanto textos quanto imagens, ja que grande parte das pesquisas trabalha sé

com texto.

Como parte da evidéncia dos argumentos listados anteriormente, foi realizada
a investigacao de algumas bases de dados da literatura que poderiam fazer parte do
benchmarking deste trabalho. Para que a base de dados seja 1itil no contexto desta pesquisa
é necessério ter: (i) ID do tweet - E possivel verificar se o tweet possui texto ou imagem.
(ii) Rotulo - Nao é necessario que seja uma base de dados aplicada a detecgao de novidades,
mas que tenha algum rétulo para que possa otimizar e medir a eficiéncia da técnica

proposta. Dessa forma, a Tabela [6] apresenta uma lista das bases de dados investigadas.

Tabela 6 — Bases de dados da literatura.

Base de dados Total Texto | Imagem
Sentiment140 (GO; BHAYANI; HUANG/ [2009) 1600000 | 1600000 | 0

Hate speech (MONDAL; SILVA; BENEVENUTO] [2017) | 20305 20305 641
Rumor (KWON; CHA; JUNG] 2016) - 34390 34390 0
Ofessive language (DAVIDSON et al. [2017) 14508 14508 0

Para superar essa limitagao, 27,494 tweets criados no periodo 2014-2019 foram
colecionados de diferentes fontes de noticias: BBC, BBC breaking News, CNN, Reuters,
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NYtimes, etc, e rotulados pelo Algoritmo |7l Os rétulos foram manualmente verificados,
com o objetivo de avaliar a eficacia do algoritmo. A base de dados e cédigo fonte estao

disponiveis para livre download?}

5.3 Configuracao dos experimentos

A arquitetura proposta neste trabalho foi desenvolvida usando Python 3.6.6, Keras
2.2.2, PyOD 0.5.9 para algoritmos nao supervisionados e Anaconda 4.5.11 como ambiente
virtual. Todos os experimentos foram realizados em um computador equipado com uma
placa de video NVIDIA 1080 GPU 8G, um processador Intel i7-26000K CPU 3.4 Ghz, e
32GB RAM, executando sobre o sistema operacional Ubuntu 18.04 LTS.

A base de dados foi fatiada em periodos regulares de tempo, que estao configurados
em 1, 5, 10 e 20 dias. Cada fatia temporal contém amostras de treino, validacao e teste, de
forma que o algoritmo é treinado e validado com as amostras das janelas t —1 e t, e testado
com as amostras da janela t + 1, ou seja, as amostras usadas no modelo mudam conforme
o fluxo de chegada dos dados. Também conhecido na literatura como aprendizado online
baseado em deslizamento de janelas (IZZELDIN; ASIRVADAM; SAAD, [2011)). Para um
treinamento adequado, a janela de treino deve possuir 70% das amostras totais entre as
janelas temporais t — 1 e t. Se a quantidade de amostras for inferior a 50 tweets, entao é
realizada uma concatenacao com as janelas do passado a fim de que a janela de treino
alcance as 50 amostras. As outras 30% das amostras sao usadas para validacao e as

amostras da janela t+1 sdao usadas para teste.

Por exemplo, seja a configuragdo da janela temporal igual 1 dia, entdo: a primeira
fatia temporal contém tweets referentes aos dias 01/01/2017 e 02/01/2017 para treinamento
e validagdo, e tweets do dia 03/01/2017 na fase de teste. A segunda fatia temporal contém
tweets dos dias 02/01/2017 e 03/01/2017 para a fase de treinamento e validagdo, e tweets
do dia 04/01/2017 na fase de teste, e assim por diante para cada fatia temporal. Supondo
que na segunda fatia temporal, a janela de treino possua menos de 70% das amostras entre
as janelas t — 1 e ¢, entdo a janela do dia 02/01/2017 sera concatenada com as janelas
do passado, como a janela do dia 01/01/2017. A Figura [47| esquematiza o processo de
treinamento, validacao e teste. Algumas fatias temporais sdo concatenadas com as fatias

anteriores, devido ao pequeno niimero de tweets presentes.

2 https://github.com/martatcfa/novelty
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Figura 47 — Esquema do treinamento, validacdo e teste na janela temporal. Na fase de
treinamento e validagao é possivel obter o melhor parametro por meio da
curva de aprendizado.
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5.4 Resultados

Os experimentos foram realizados com as técnicas de fusao MASK R-CNN e AOM.
Além disso, com o intuito de verificar a robustez do método de fusao, foi inspecionado
os algoritmos em relacao a usar somente texto e somente imagem, como entrada para os
algoritmos nao supervisionados. A métrica AUC (Area Under Curve) foi utilizada para

avaliar os resultados.

A selec@do dos melhores parametros dos algoritmos nao supervisionados é realizada
por meio da dindmica da curva de aprendizado na fase de treino e validagao, e que pode
apresentar os seguintes comportamentos: underfitting, overfitting ou ajuste adequado. Como
cada fatia temporal possui um melhor parametro, os resultados na Tabela [7] apresentam
o melhor parametro médio. A primeira coluna da tabela informa o nome do algoritmo,
a segunda coluna o parametro algoritmo: k para o algoritmo kNN, nestimators para o
algoritmo IForest e FBagging, nbins para o algoritmo HBOS e Epocas para algoritmo
Autoencoders. A terceira coluna da tabela informa o tamanho da janela temporal em dias.
A quarta coluna da tabela mostra os melhores parametros médios selecionados para a

janela para cada tipo de dado ou método de fusao de dados.
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Tabela 7 — Valores médios selecionados para os parametros dos algoritmos de aprendizado.

Algoritmo

Parametro

Janela

Melhor

kNN

3 texto

7 imagem
5 AOM

4 MASK

4 texto

9 imagem
7 AOM

5 MASK

10

3 texto
6 imagem
7 AOM
5 MASK

20

4 texto
7 imagem
5 AOM
4 MASK

IForest

nestimators

9 texto

12 imagem
11 AOM

9 MASK

7 texto

11 imagem
9 AOM

8 MASK

10

6 texto

8 imagem
5 AOM

7 MASK

20

13 texto
15 imagem
14 AOM
11 MASK

HBOS

nbins

4 texto
5 imagem
5 AOM
4 MASK
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Algoritmo Parametro

Janela

Melhor

4 texto

6 imagem
4 AOM

5 MASK

10

6 texto

10 imagem
8 AOM

7 MASK

20

4 texto

9 imagem
6 AOM

5 MASK

FBagging  nestimators

6 texto

7 imagem
7 AOM

5 MASK

5 texto

10 imagem
8 AOM

7 MASK

10

7 texto

8 imagem
6 AOM

7 MASK

20

10 texto
12 imagem
12 AOM
11 MASK

Autoencoder epochs

4 texto

6 imagem
7 AOM

5 MASK

5 texto

8 imagem
7 AOM

3 MASK
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Algoritmo Pardmetro  Janela Melhor

3 texto
5 imagem
7 AOM
3 MASK
10 texto
8 imagem
13 AOM
11 MASK
7 texto
9 imagem
7 AOM
LSTM epochs 12 MASK
6 texto
12 imagem
5 AOM
10 MASK
3 texto
11 imagem
10 AOM
7 MASK
5 texto
9 imagem
4 AOM
13 MASK

10

20

10

20

Os outros parametros dos algoritmos nao citados na calibragem neste trabalho foram
ajustados de acordo com a literatura de referéncia de cada algoritmo: kNN
PIZZUTTI, 2002), HBOS (GOLDSTEIN; DENGEL; 2012), Feature Bagging
KUMAR], 2005), Autoencoder (CHEN et all [2017), Isolation Foresting
ZHOU, e LSTM (RANJAN et al 2018). Esses parametros foram avaliados com

outros valores diferentes, mas o treino/teste mostrou que a calibragem recomendada pela

literatura apresentou melhores resultados.

As Figuras a 3| exemplificam a obten¢ao do melhor parametro para a nova

técnica usando MASK R-CNN com janela de 10 dias, cuja configura¢do produziu o melhor
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AUC médio dentre todas as outras janelas. O ponto em vermelho destaca o melhor

parametro para o algoritmo em questao.

Figura 48 — Curva de aprendizado média para o algoritmo [Forest. O melhor parametro
nestimators médio para a nova técnica usando MASK R-CNN com janela 10
dias.
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Figura 49 — Curva de aprendizado para o algoritmo kNN. O melhor parametro k£ médio
para a nova técnica usando MASK R-CNN com janela de 10 dias.
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Figura 50 — Curva de aprendizado para o algoritmo HBOS. O melhor parametro nbins
médio para a nova técnica usando MASK R-CNN com janela de 10 dias.
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Figura 51 — Curva de aprendizado para o algoritmo LSTM. O melhor pardmetro Epoca
médio para a nova técnica usando MASK R-CNN com janela de 10 dias.
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Figura 52 — Curva de aprendizado para o algoritmo FBagging. O melhor pardmetro
nestimators médio para a nova técnica usando MASK R-CNN com a ja-

nela de 10 dias.
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Figura 53 — Curva de aprendizado média para o algoritmo Autoencoder. O melhor para-
metro Epoca médio para a nova técnica usando MASK R-CNN com janela de
10 dias.
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Os algoritmos foram executados 15 vezes, e o resultado final é a média das execugoes,
como apresentados nas Tabelas de[§|a[I1] para os diferentes tamanhos de janela temporal. Os

algoritmos do estado da arte de aprendizado nao supervisionado também foram avaliados
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pela influéncia do tamanho do vetor de entrada (texto ou imagens codificados), com
tamanhos de 150 e 300.

Nas Tabelas de [§| a a coluna texto mostra os resultados da classificagdo somente
com texto. A coluna imagem mostra os resultados da classificacdo somente com imagem.
A coluna AOM mostra os resultados usando a fusao de texto e imagem na saida, proposta
por (AGGARWAL; SATHE, 2015). A coluna MASK mostra os resultados usando a nova
abordagem utilizando a rede MASK R-CNN e a base de dados COCO como treinamento
dela. Os valores destacados em vermelho sao os melhores resultados alcancados para o

tamanho do vetor de entrada do algoritmo.

Tabela 8 — Resultados da métrica ROC AUC para janela temporal de 1 dia.

Janela de 1 dia

Vetor de entrada = 150 Vetor de entrada = 300

Algoritmo Texto Imagem  AOM MASK | Texto Imagem AOM MASK
HBOS 0,4124 0,4007 0,4358 0,4794 | 0,3982 0,3802 0,4214 0,4561
desvio padrao 0,0046 0,0053 0,0047  0,0149 | 0,0277 0,0216 0,0225  0,0082
kNN 0,3357 0,3038 0,3789 0,4115 | 0,3102 0,2986 0,3712 0,3999
desvio padrao 0,0258 0,0235 0,0206  0,0193 | 0,0037 0,0203 0,0216  0,0189
IForest 0,2989 0,2844 0,3077 0,3348 | 0,1855 0,1842 0,1966 0,2205
desvio padrao 0,0050 0,0219 0,0214  0,0042 | 0,0226 0,0837 0,0194 0,0122
Featuring Bagging | 0,5338 0,5237 0,5446 0,5558 | 0,5056 0,4946 0,5087 0,5182
desvio padrao 0,0245 0,0086 0,0231  0,0212 | 0,0278 0,0177 0,0184  0,0041
Autoencoder 0,5457 0,5357 0,5713 0,5802 | 0,5590 0,5553 0,5908 0,6036
desvio padrao 0,0164 0,0023 0,0275 0,0112 | 0,0173 0,0246 0,0127  0,0172
LSTM 0,5106 0,4845 0,5203 0,5317 | 0,5159 0,4877 0,5213 0,5360
desvio padrao 0,0175 0,0638 0,0286  0,0124 | 0,0141 0,0183 0,0240  0,0391

Tabela 9 — Resultados da métrica ROC AUC para janela temporal de 5 dias.

Janela de 5 dias

Vetor de entrada = 150 Vetor de entrada = 300

Algoritmo Texto Imagem AOM MASK | Texto Imagem AOM MASK
HBOS 0,4176 0,4051 0,4370 0,4849 | 0,4003 0,3833 10,4398 0,4587
desvio padrao 0,0114 0,0190 0,0123 0,0194 | 0,0121 0,0020 10,0245  0,0260
kNN 0,3379 0,3151 0,3899 0,4294 | 0,3189 0,3078 0,3856 0,4034
desvio padrao 0,0153 0,0142 0,0164 0,0189 | 0,0293 0,0218 10,0096  0,0187
IForest 0,3036 0,2899 0,3146 0,3394 | 0,1957 0,1931 0,1994 0,2276
desvio padrao 0,0101 0,0203 0,0152  0,0091 | 0,0056 0,0122 0,0292  0,0281
Featuring Bagging | 0,5349 0,5272 0,5496 0,5648 | 0,5123 0,4994 0,5138 0,5191
desvio padrao 0,0183 0,0213 0,0257  0,0204 | 0,0284 0,0228 0,0217  0,0215
Autoencoder 0,5472 0,5397 0,5769 0,6149 | 0,5618 0,5594 0,6012 0,6154
desvio padrao 0,0273 0,0196 0,0074  0,0170 | 0,0036 0,0274 0,0150  0,0180
LSTM 0,5171 0,4879 0,5268 0,5395 | 0,5141 0,4917 0,5359 0,5445
desvio padrao 0,0420 0,0294 0,0132 0,0148 | 0,0131 0,0343 0,0158 0,0174
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Tabela 10 — Resultados da métrica ROC AUC para janela temporal de 10 dias.

Janela de 10 dias

Vetor de entrada = 150 Vetor de entrada = 300

Algoritmo Texto Imagem AOM MASK | Texto Imagem AOM MASK
HBOS 0,6160 0,5850 0,6191 0,6313 | 0,5957 0,5811 0,6104 0,6229
desvio padrao 0,0052 0,0214 0,0254  0,0121 | 0,0151 0,0153 0,0251  0,0160
kNN 0,5186 0,5102 0,5272 0,5576 | 0,5066 0,4911 0,5216 0,5322
desvio padrao 0,0265 0,0188 0,0121  0,0198 | 0,0041 0,0154 0,0397  0,0211
IForest 0,3843 0,3621 0,3880 0,4869 | 0,2105 0,2040 0,2168 0,4151
desvio padrao 0,0118 0,0291 0,0234  0,0264 | 0,0178 0,0046 0,0307  0,0199
Featuring Bagging | 0,6417 0,5765 0,6585 0,6905 | 0,6410 0,894 0,6442 0,6699
desvio padrao 0,0126 0,0286 0,0395 0,0114 | 0,0287 0,0039 0,0376  0,0094
Autoencoder 0,6832 0,6749 0,7055 0,7353 | 0,7003 0,6786 0,7118 0,7768
desvio padrao 0,0260 0,0228 0,0243  0,0325 | 0,0199 0,0149 0,0389  0,0196
LSTM 0,6052 0,5975 0,6150 0,6292 | 0,6121 0,6014 0,6241 0,6390
desvio padrao 0,0227 0,0109 0,0163 0,0163 | 0,0146 0,0162 0,0238  0,0153

Tabela 11 — Resultados da métrica ROC AUC para janela temporal de 20 dias.

Janela de 20 dias

Vetor de entrada = 150 Vetor de entrada = 300

Algoritmo Texto Imagem AOM MASK | Texto Imagem AOM MASK
HBOS 0,4651 0,4461 0,4704 0,5198 | 0,4586 0,4355 0,4693 0,5083
desvio padrao 0,0130 0,0187 10,0263  0,0041 | 0,0160 0,0293 0,0072  0,0262
kNN 0,3592 0,3357 0,4053 0,4768 | 0,3276 0,3132  0,3946 0,4590
desvio padrao 0,0070 0,0043 0,0091  0,0173 | 0,0286 0,0194 0,0273  0,0081
IForest 0,3036 0,2923 0,3269 0,3552 | 0,1957 0,1931 0,1994 0,2276
desvio padrao 0,0204 0,0299 10,0289  0,0228 | 0,0141 0,0140 0,0129  0,0155
Featuring Bagging | 0,5404 0,5315 0,5531 0,5863 | 0,5128 0,102 0,5331 0,5409
desvio padrao 0,0099 0,0049 0,0127  0,0148 | 0,0086 0,0024 0,0218 0,0134
Autoencoder 0,5578 0,426  0,5903 0,6410 | 0,5826 0,5594 0,6012 0,6512
desvio padrao 0,0279 0,0175 0,0083  0,0128 | 0,0092 0,0189 0,0074  0,0230
LSTM 0,5329 0,5235 0,5451 0,5705 | 0,5316 0,5367 0,5492 0,5811
desvio padrao 0,0116 0,0165 0,0197  0,0185 | 0,2128 0,0113 0,0176  0,0117
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Nos experimentos, a abordagem da fusao proposta usando MASK R-CNN treinada
com a base de dados COCO mostraram melhores resultados do que a fusao realizada
com AOM. Isso foi observado para todos os algoritmos nao supervisionados aplicados nos
experimentos. O melhor resultado foi obtido pelo algoritmo de Autoencoder com 0,6036
ROC AUC para janela de 1 dia, 0,6154 ROC AUC para janela de 5 dias, 0,7768 ROC
AUC para janela de tamanho de 10 dias e 0,6512 ROC AUC para janela de tamanho de
20 dias.

O aumento progressivo do ROC AUC para diferentes janelas é atribuido ao des-
balanceamento dos dados. A hipdtese é que as janelas maiores possuem mais amostras
de treinamento e validagao que nas janelas menores. Além disso, o tamanho do vetor de
entrada e o tipo de algoritmo nao supervisionado impacta no resultado da identificacao
das novidades, como reportado nesta e em outras pesquisas (AGGARWAL]| 2016), (AG{
GARWAL:; SATHE, 2015) (AGGARWAL; SUBBIAN]| 2012) (ROSA et al., 2018). Também
houve uma queda no ROC AUC das janelas 10 e 20 dias, e isso se deve a uma redugdo na
taxa dos falsos positivos. Sao tweets que sao reportados novidade, mas, na realidade, nao
sao novidades. Uma possivel hipotese é com o aumento da janela, aumenta nao apenas
a quantidade de tweets, mas também aumenta a quantidade de tweets com tracos de
impureza que podem confundir o algoritmo de classificacdo, como por exemplo: tweets

com imagens diferente do significado textual.

O método AOM realiza a fusdo das probabilidades combinando a fungdo de média
e uma variante baseada em rank da funcao de maximizacao, buscando extrair o melhor das
duas técnicas. A fusdo que usa apenas a média é particularmente desejavel para pequenos
conjuntos de dados, por causa da sua robustez, por outro lado, a funcao de maximizacao
enfatiza diferentes outliers que estao ocultos na funcdo de média (AGGARWAL; SATHE]
2015). Entretanto, a fusao AOM nao se mostrou satisfatoria neste experimento, porque
embora exista um pequeno conjunto de dados em cada janela, os dados sao heterogéneos,
desbalanceados e com muito ruido, impactando na fusao. Como a fusao usando a MASK
R-CNN ocorre no pipeline de entrada, ndo tem o impacto de realizar a fusao de distintas

probabilidades dos algoritmos na saida.

Outros resultados podem ser analisados nos graficos da Figura [54] que ilustram os
tweets ao longo do tempo e a pontuacgao deles obtida pelo algoritmo Autoencoder com
a Fusao MASK R-CNN. Os tweets sao marcados conforme os rétulos na base de dados:
novidades, em azul, e nao novidades, em verde. Em vermelho sao marcados os tweets que
tém audiéncia 4. Observa-se das legendas nos graficos que grande parte dos tweets com
audiéncia 4 sao novidades, por exemplo, na janela temporal de 1 dia, 4237 sdo novidades
contra 9 que nao sao. O eixo z indica o tempo de criagao de cada tweet (em meses e anos)
e 0 eixo ¥ a pontuagao (ou erro de reconstrugao, ver Se¢ao gerada pelo algoritmo.

Quanto maior for a pontuacao, maior a chance da amostra ser uma novidade. A linha
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tracejada nos graficos indica o limiar médio normalizado (Min-Méx (NICOLAS, 2015))

usado sobre a pontuagao para classificar o que é novidade (acima da linha) e o que nao é.

O limiar é definido na fase de treino e validacao, tal que seu valor é selecionado buscando

maximizar a ROC AUC no treino e validacao.

Nota-se na Figura [54 que a grande maioria dos tweets com audiéncia 4 estdo acima
do limiar médio, e portanto muitos sao identificados como novidades pelo modelo proposto.
Isso indica que os tweets que aparentam ser de maior relevancia em relagdo a ser novidade,
sao identificados pelo algoritmo proposto neste trabalho. Além disso, grande parte das

nao novidades se encontram abaixo do limiar de pontuagao.

Figura 54 — Resultado para janelas temporais de 1, 5, 10 e 20 dias.
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Os gréficos (a) e (b) da Figura |55 sdo importantes na andlise da rede Autoencoder,
pois apresenta a classificagdo de duas fatias temporais distintas da janela de 10 dias. Os
pontos em laranja e azul representam as novidades e nao novidades, respectivamente.
A linha vermelha representa o limiar. Como pode ser visto, o algoritmo tem seu limiar
dindmico conforme a pontuacao gerada pelo algoritmo e detalhado na Secao A Figura
mostra que o algoritmo Autoencoder consegue uma boa separabilidade, por meio de um

limiar, entre as novidades e nao novidades de duas distintas fatias temporais.

Figura 55 — Grafico representando o erro de reconstrucao de janelas temporais distintas.
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Segundo estatisticas, a propor¢ao de amostras nao estruturados em formato de
texto é maior que imagens nas midias sociais (ZEPHORIA| [2019). Portanto, foi analisado
o quanto que a variagao de proporcao de tweets contendo somente texto, entre o total
de tweets, pode afetar na deteccao de novidades. Assim, foi realizado um experimento,
para janelas temporais de 10 dias, variando a proporgao de tweets com somente texto (as
imagens foram desconsideradas nestes casos). Por exemplo, 40/60% significa que 40% das
amostras incluem texto e imagem, e 60% apenas texto. A Tabela [12] mostra o resultado do
experimento para 4 diferentes proporcoes, variando de 10% a 40% de tweets com texto
e imagem. Para cada proporcao de amostras, foram selecionados de forma aleatéria os
tweets com somente texto e aqueles com texto e imagem. Este experimento mostrou que,
quando a proporc¢ao de imagens é maior ou igual a 30%), imagens adicionam informacoes
relevantes ao texto as quais ajudam na melhoria da qualidade de classificacao das novidades.
Por exemplo, quando utilizado somente informagao textual, nas mesmas condi¢es do
experimento (Tabela[12), a ROC AUC ¢ de 0,7003. [Gao et al| (2015) indicam que 30%
dos blogs publicam contetido com imagens, mostrando, portanto, que o método proposto é
relevante.

Tabela 12 — Resultados com diferentes proporgoes de texto e imagens usando a métrica
ROC AUC para a janela temporal de 10 dias.

Janela 10 dias - Autoencoder

Vetor de entrada = 300

Algoritmo MASK AOM
40/60% 0.7615 0.7549
desvio padrao | 0.0115 0.0239
30/70% 0.7327 0.7110
desvio padrao | 0.0365 0.0271
20/80% 0.7027 0.7005
desvio padrao | 0.0155 0.0272
10/90% 0.6982 0.6954
desvio padrao | 0.0118 0.0162

A Tabela [13] apresenta o tempo médio de treino e validagao do algoritmo mais
lento: LSTM.

Tabela 13 — Tempo de treino e validagao do algoritmo LSTM.

Janela temporal | Tempo médio

1 dia 58 segundos

5 dias 1 minuto e 8 segundos
10 dias 2 minutos e 22 segundos
20 dias 4 minutos e 15 segundos

Como pode ser observado, o tempo de treino e validacao varia de acordo com o
tamanho de configuragao da janela, porém sao relativamente curtos em relagao ao intervalo

de tempo considerado.
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5.5 Discussoes

A fusdao MASK R-CNN identifica rétulos na imagem, que adicionam novas infor-
magoes que podem melhorar a classificacao. Por exemplo, analisando o texto que veio no
tweet junto com a imagem mostrada na Figura [56{(a) “10-year-old labrador and all-round
good boy fred has become dad to nine ducklings” e o texto associado a Figura (b) “illegal
puppy farming needs to stop”, o primeiro texto menciona uma espécie de Labrador e o
segundo texto se refere ao animal mais jovem, apesar de estarem falando de assuntos
similares, as terminologias usadas sao diferentes, tornando a classificacdo mais dificil. A
rede MASK R-CNN pode reconhecer o rétulo “dog” na cena com alta confianga, e assim
adicionar informagao comum aos dois tweets, trazendo mais assertividade ao algoritmo
de aprendizado. Portanto, uma imagem pode carregar informacao, ainda que a qualidade
da imagem nao seja boa, e que pode complementar uma informacao ausente no texto do

tweet.

Em outro exemplo, as Figuras [56(c) e p6[(d) tém similaridades, enquanto os textos
da Fig. (c) é “how I stopped worrying and learned to love the link : @blackrock jeff
rosenberg at fil4 in ny #bbfi” e a Fig. (d) é: “head of global credit strateqy @goldmansachs
discusses credit market trends in event fil4 in ny #bbgfi”. Neste caso, os textos contém
semanticas distintas, embora compartilhem apenas uma tnica hashtag, os tweets referem-se
ao mesmo evento. Hashtags em comum nao trazem ganho textual, uma vez que a rede
pré-treinada do Google embeddings, usada neste trabalho, ndo reconhece a palavra com o
hashtag e retorna um vetor nulo. A rede MASK R-CNN pode reconhecer os rotulos “tv”,
“person” e “tie” na cena. Portanto, a adicao de palavras-chave ao tweet aumenta a chance

de uma correta classificagao.

Outra questao importante na analise é que, a ROC AUC diminui quando o vetor
de entrada aumenta a dimensao de 150 para 300, exceto o algoritmo Autoencoder. A
literatura destaca que algoritmos baseados em distancia tém desvantagem com dados
de alta dimensdo (AGGARWAL, 2016)). Outra razao ¢ que nenhum dos algoritmos nao
supervisionados usados tem a capacidade de selecionar/extrair caracteristicas ou de serem

formados por ensembles, exceto os algoritmos FBagging e Autoencoder.

Apesar do algoritmo LSTM se comportar como um extrator de caracteristicas, os
experimentos nao o apontam como um algoritmo eficaz. A literatura relata que redes LSTM
tém resultados satisfatorios em aplicagoes que usam dados sequenciais uniformemente
amostrados (SAHIN; KOZAT] 2018)), ou seja, os dados sdo amostrados em uma frequéncia
fixa de amostragem. Entretanto, os tweets postados em uma janela temporal sao nao-
uniformemente amostrados, ocasionando um perda na eficacia do algoritmo. Uma outra
hipotese, é que a versao nao supervisionada pode perder em acuracia para a versao
supervisionada, isso ja foi evidenciado na literatura por |Jarrett et al.| (2009) e Collingwood

e Wilkerson (2012)) em outros algoritmos.
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Figura 56 — Exemplos de tweets com imagens nas quais usam a fusdo com informagoes
agregadas da base de dados COCO. Os seguintes objetos nas cenas sao: (a)
dogs (0,970); (0,994); (0,980) e chair (0,887); (b) dog (0,993); birds (0,987);
(0,933); (0,917), chair (0,610) e person (0,500); (c) person (1,000), tv (0,968)
e tie (0,540); (d) person (0,980), tv (0,989) e tie (0,803).

These puppy farms
j are shocking... ¥

() (d)

Autoria prépria.

A proposta de qualificacao da novidade tem um papel importante, pois permite
filtragem dos tweets que se destacam pela audiéncia. Portanto, a aplicagao do filtro influen-
ciou a eliminacao das novidades “ruidosas”, como tweets com propaganda: “strengthening
and enriching our communities is one of the core principles at Bloomberg:”. Outros tweets
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foram destacados com o filtro de audiéncia, por exemplo, recorde no mercado de agoes: “rt
@business: breaking: the dow hits 20,000 for the first time”. O primeiro tweet exemplificando
uma propaganda é de fato uma novidade uma vez que se enquadra na defini¢do proposta

por este trabalho, e nao se pode restringir a novidade pelo assunto.
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A Tabela [14] mostra exemplos de tweets, e o filtro de audiéncia 4 destaca os mais

importantes eventos do dia. A primeira coluna da tabela refere-se a audiéncia. A segunda
coluna da tabela refere-se ao rétulo: Novidade (N) ou Ndao Novidade (NN). A terceira
coluna da tabela refere-se ao tempo de postagem do tweet e a tltima coluna é o texto do
tweet. A Fig. [57 mostra a novidade, com audiéncia 4, postada 2018-06-12 01:08:35.

Tabela 14 — Uma amostra do conjunto de dados de tweets postados no dia 2018-06-12.

A R Tempo  Texto

4 N 01:00:34 @nbcnews kim jong un has arrived for the summit in singapore.person
car bird chair

3 NN 01:00:34 president trump has arrived for the summit in singapore.person tie car

4 N 01:08:35 In pictures: President Trump meets Kim Jong Un — CNN.com

4 NN 01:10:22 A historic handshake ... but what did the Trump-Kim summit
really achieve?

3 NN 01:17:28 when trump met kim. clearer photos of that moment in history

3 NN 01:18:21 Trump and Kim finally meet

3 NN 02:34:08 watch: bilateral meetings begin between kim jong un

3 NN 03:40:54 watch: kim jong un, trump shake hands for the first timeperson kite

1 N 04:14:08 watch: thirsty koala enjoys a drinkperson dog

2 N 15:21:57 distracted deputy comes disturbingly close to slamming into student

boarding buschair person

Figura 57 — Tweet postado em 2018-06-12 01:08:35.

Uma outra caracteristica da janela temporal é a mudanca no rétulo de novidade. Isso

implica na mudanca na distribui¢ao fundamental do problema, conhecido na literatura como

concept drift. Um tweet de exemplo é: “rt @theterminal: market close today. #Dow20k”,

que na janela de 10 dias é considerado novidade por causa dos tweets nas janelas temporais

de presente e passado. Entretanto, nao ¢ novidade na janela de 20 dias, porque a agéncia
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de noticias Bloomberg reportou primeiro com o tweet: “rt @business: breaking: the dow
hits 20.000 for the first time”. Esse exemplo ¢é interessante, pois trata-se de identificar

noticias em primeira mao, conhecidas como noticias de breaking news.
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6 CONCLUSOES FINAIS

Neste capitulo ¢ realizada uma sintese das conclusoes do trabalho e uma descricao

de agOes propostas para a continuidade desta pesquisa.

6.1 Compéndio

Este trabalho propde detectar novidades em midias sociais usando fusao de dados
heterogéneos. Para este fim, foram apresentados dois métodos de fusao: a fusao do texto
e da imagem usando a rede MASK R-CNN, treinada com a base de dados COCO, e a
fusdo na saida dos algoritmos nao supervisionados com a técnica AOM. O método de
fusao usando MASK R-CNN mostrou bons resultados, superando a fusao AOM, e o uso

de somente texto ou imagem na deteccao de novidades.

Todos os algoritmos obtiveram melhores resultados usando apenas texto do que
apenas imagem para classificagao. Os desafios enfrentados em identificar uma novidade
usando apenas imagens sao maiores quando se trata de rede social, pois as imagens possuem
baixa qualidade e em grande parte expressam significado amplo. Vale destacar que a fusao
de dados produz melhores resultados dentre todas as técnicas comparadas. Foi observado
experimentalmente que para a fusao de dados ter desempenho relevante na deteccao de
novidades, em relacao a usar somente textos, a propor¢ao de tweets com imagens e textos
no conjunto de dados deve ser maior ou igual a 30%. (Gao et al.| (2015) informam que 30%
dos blogs publicam contetido com imagens, indicando, portanto, que o método proposto é

relevante.

Os algoritmos nao supervisionados que apresentaram os melhores resultados foram:
Autoencoder e o Featuring Bagging. Diferentemente de todos os algoritmos comparados, as
redes LSTM fornecem ganhos com seus mecanismos de portoes, que controlam a quantidade
de informagoes que entram na rede e as informagoes do passado que sdo armazenadas em
memoéria. Entretanto, as redes LSTM nao apresentaram bons resultados neste trabalho.
Embora apresentem bons resultados em aplica¢oes usando dados com frequéncia fixa de
amostragem, geralmente apresentam resultados ruins quando nao estao uniformemente
amostrados (SAHIN; KOZAT, 2018), como é o caso dos dados provenientes das redes
sociais. Nao hd uma quantidade de tweets uniformes em cada intervalo temporal. Para
contornar esta questao, ¢ possivel converter as amostras nao uniformes em amostras
uniformes empregando diversas técnicas, entretanto, como ¢é relatado na literatura ainda

nao se consegue alcangar bons resultados com essas abordagens (SAHIN; KOZAT) 2018).

Outra questdao importante para se alcancar bons resultados com os algoritmos de
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aprendizado ¢é definir adequadamente o tamanho do vetor de entrada. O tamanho do vetor
de entrada ¢é imprescindivel para uma boa representatividade dos dados como ja notado
em outras pesquisas. O vetor com 150 dimensoes produziu, em geral, melhores resultados
do que o de 300 dimensoes, no entanto, nao houve unanimidade dos algoritmos, pois em
alguns o resultado melhorava com o aumento da dimensao. Possivelmente a limitagao da

quantidade de dados para treinamento pode ter impacto no resultado.

A definigao de novidade envolvendo janelas temporais (definida na Equagao e
qualidade da novidade (definida na Equagao mostraram ser uma ferramenta de analise
util para detectar tweets livres de contextos especificos. Como resultado, a definicao de
novidade permitiu filtrar tweets com alta audiéncia, assim eliminando propaganda e outros
tweets irrelevantes. Também é notado que quanto menor a janela temporal mais dificil é a
classificacao, sendo isso atribuido ao desbalanceamento das classes e a menor quantidade

de amostras na fase de treino e validacao.

Além disso, foi observado que pequenas janelas temporais tendem a identificar
muitas novidades, enquanto grandes janelas temporais tendem a localizar poucas novidades.
Em outras palavras, uma mudanc¢a no tamanho da janela temporal muda o percentual de
exemplos rotulados como novidades e, portanto, implica em uma mudanca na distribuicao

fundamental do problema, fenémeno este conhecido na literatura como concept drift
(WANG; MINKU; YAO, 2018).

A mudanca na distribuicao impacta em dois fatores: a) na escolha dos algoritmos
de deteccao de novidade, porque, neste caso especifico, métodos nao paramétricos se
ajustam melhor ao problema (AGGARWAL, 2016) (WANG; MINKU; YAO, [2018)); b) a
identificacao apropriada do rétulo, uma vez que depende do tamanho da janela temporal
(FAN, |2004) (FORMAN, 2006) (WAGNER et al., 2018]).

6.2 Trabalhos futuros

O propulsor da continuidade deste trabalho de doutorado esta nos resultados
promissores, no aprofundamento da nova abordagem de fusdo de dados heterogéneos
realizados na entrada dos algoritmos, no fornecimento de uma nova base de dados com
caracteristicas singulares e na utilidade ferramental, que além de classificar as novidades,
também a qualifica. E necessério ainda uma investigagdo mais profunda e aprimorada
da pesquisa. Neste sentido, quatro novas ac¢oes sao delineadas para a continuacgao desta

pesquisa:

o Ampliar a base de dados: A ampliacao de novos exemplos provenientes de distintas
redes sociais possibilitard uma base de dados que permite realizar andlises mais

complexas e completas.
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» Realizar a fusao com outros extratores de caracteristicas de imagem: Ex-
plorar outros extratores de caracteristicas de imagem (QIAN et al., [2018)) (SARWAR)
et al., [2019) é uma forma de aprofundar e validar a fusdo na entrada dos algoritmos

de aprendizado nao supervisionado.

o Codificar o texto com técnicas de embedding bidirecionais: Os novos em-
beddings do estado-da-arte, como o BERT da Google (DEVLIN et al., 2018) e o
MT-DNN da Microsoft (LIU et al., [2019) nao s6 codificam o texto em vetores, mas
aprendem o contexto e a relacao entre as palavras usando treinamento bidirecional,
essa técnica é denominada Masked LM. As redes neurais bidirecionais sdo mais
complexas e, portanto, conseguem capturar melhor as informagcdes presentes numa
sentenca para fazer uma previsao melhor. Por exemplo: Teddy bears are beautiful toys
e Teddy Roosevelt, the president of United State. Nessas duas frases, nao é possivel
saber o que vira exatamente depois de Teddy, se apenas usar o contexto do lado
esquerdo, como acontece nas LSTMs comuns. Também é necessario o contexto do
lado direito para fazer uma previsao adequada sobre se a préoxima palavra é bears
ou Roosevelt. O contexto do lado direito é toys ou president. Assim, em embeddings
bidirecionais sentencas de significados semelhantes teriam incorporagoes vetoriais
semelhantes (DAULET) 2020)).

A intencao é verificar se os codificadores bidirecionais de textos por si s6 melhoram a
detecgao de novidades ou se a fusdo proposta é necessaria para aprimorar a detecgao

de novidades.

o« Comparar a arquitetura: A comparacao da arquitetura proposta neste trabalho

com redes profundas geradoras de texto que descrevem sucintamente uma imagem,

conhecidas como Image Caption Generation (AMRITKAR; JABADE| 2018).
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