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Resumo
Os Sistemas de Classificação Fuzzy Baseados em Regras (SCFBRs) são amplamente
utilizados em problemas de classificação. Uma questão relevante a ser considerada na
geração de SCFBRs é o equilíbrio entre acurácia e interpretabilidade, que pode ser
tratado no contexto da otimização multiobjetivo. Assim, neste trabalho, propomos uma
nova abordagem evolutiva para gerar SCFBRs na qual a acurácia e a interpretabilidade
(número de regras) dos SCFBRs são considerados objetivos a serem tratados com a
Técnica para Preferência de Ordem por Similaridade à Solução Ideal (TOPSIS). Para
validar a abordagem proposta, aplicamos nosso método a diversas bases de dados de
classificação. Os resultados do primeiro experimento indicaram que o procedimento de
normalização utilizado na técnica TOPSIS influencia apenas a acurácia dos SCFBRs,
não exercendo nenhum efeito significativo na interpretabilidade dos classificadores. Os
resultados do segundo experimento indicaram que o desempenho do método proposto é
similar ao desempenho de um método da literatura baseado em um algoritmo evolutivo
multiobjetivo.

Palavras-chave: Sistemas de Classificação Fuzzy Baseados em Regras. Algoritmos Evolu-
tivos. Otimização Multiobjetivo. TOPSIS.



Abstract
Fuzzy Rule-Based Classification Systems (FRBCSs) are widely used in classification
problems. A relevant issue to be considered when generating FRBCSs is the accuracy-
interpretability tradeoff, which can be addressed in the context of multiobjective optimiza-
tion. Thus, in this work, we propose a new evolutionary approach to design FRBCSs in
which the accuracy and the interpretability (number of rules) of the FRBCSs are considered
objectives to be treated with the Technique for Order of Preference by Similarity to Ideal
Solution (TOPSIS). In order to validate the proposed approach, we applied our method
to several classification datasets. The results of the first experiment indicated that the
normalization procedure used in TOPSIS technique influences just the accuracy of the
FRBCSs, having no significant effect on the interpretability of the classifiers. The results
of the second experiment indicated that the performance of the proposed method is similar
to the performance of a method from literature based on a multiobjective evolutionary
algorithm.

Keywords: Fuzzy Rule-Based Classification Systems. Evolutionary Algorithms. Multiob-
jective Optimization. TOPSIS.
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1 Introdução

Um problema de classificação de dados consiste em, a partir de um conjunto de
amostras de treinamento cujas respectivas classes são conhecidas, determinar a classe
de uma amostra cuja classe é desconhecida. Esse tipo de problema pode ser encontrado
em diversas áreas, tais como diagnóstico médico, detecção de eventos, categorização de
documentos e análise de redes sociais (AGGARWAL, 2015).

Diferentes técnicas propostas na literatura foram utilizadas para resolver problemas
de classificação de dados. Alguns desses métodos são baseados em modelos matemáticos,
como, por exemplo, os métodos probabilísticos, as máquinas de vetores suporte (SVM,
do inglês: Support Vector Machines) e redes neurais. Os modelos matemáticos, mesmo
quando são complicados e não lineares, podem ser facilmente tratados com a utilização
de computadores. Entretanto, os seres humanos podem ter dificuldade em entender
determinados modelos matemáticos mesmo quando eles são simples e lineares. Isso acontece
pois os computadores são projetados para processar informação simbólica e numérica,
enquanto a informação com a qual os seres humanos lidam é baseada, principalmente,
em conhecimento linguístico. Grande parte da comunicação entre os seres humanos é
realizada por meio de palavras, seja através de livros, revistas, jornais, televisão, Internet,
ou mesmo durante uma simples conversa entre duas ou mais pessoas. Embora as palavras
desempenhem um papel fundamental no processamento de informações realizado pelos
humanos, em um problema de classificação de dados, se o interesse for apenas pela
acurácia, são geralmente empregados métodos baseados em modelos matemáticos. No
entanto, quando também existe o interesse pela interpretabilidade, podem ser utilizados
modelos linguísticos, como, por exemplo, os Sistemas de Classificação Fuzzy Baseados em
Regras (SCFBRs) (ISHIBUCHI; NAKASHIMA; NII, 2005).

Um SCFBR consiste em um Sistema Fuzzy Baseado em Regras (SFBR) voltado
para a resolução de problemas de classificação de dados. Sua estrutura é formada por dois
componentes: a Base de Conhecimento (BC) e o Mecanismo de Inferência (MI). A Base
de Conhecimento, composta pela Base de Dados (BD) e pela Base de Regras (BR), possui
como função armazenar o conhecimento que se tem a respeito do problema de classificação
a ser solucionado. Já o Mecanismo de Inferência utiliza as informações contidas na Base
de Conhecimento para classificar uma amostra cuja classe não é conhecida (CORDÓN;
JESUS; HERRERA, 1999). Os SCFBRs têm sido frequentemente utilizados em problemas
de classificação de dados, uma vez que eles apresentam um bom desempenho em termos
de acurácia e oferecem a possibilidade de se obter um modelo que, além de preciso, seja
também interpretável (LUCCA et al., 2015). De acordo com Ferranti et al. (2017), essa
interpretabilidade está relacionada ao fato de que a própria estrutura dos SCFBRs permite
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explicar como o processo de classificação é realizado, já que as regras fuzzy formadas por
termos linguísticos estabelecem uma relação entre as entradas e saídas do sistema. Outro
fator que contribui para a utilização dos SCFBRs é a capacidade que eles possuem de
gerenciar, de uma forma eficaz, a incerteza, a ambiguidade e a imprecisão que podem existir
nos problemas a serem resolvidos (LÓPEZ et al., 2015). Essas características favorecem
o emprego dos SCFBRs em diferentes aplicações, tais como diagnóstico médico (SANZ
et al., 2014), mercado financeiro (SANZ et al., 2015), detecção de anomalias em redes
de computadores (GHOSH et al., 2016), determinação da maturidade de uvas de acordo
com o nível de açucar (LUCCA et al., 2018) e processos de negócio (SAFITRI; SARNO;
BUDIAWATI, 2018).

1.1 Motivação
Durante a definição de um SCFBR, ou de forma mais ampla, de um SFBR, a

acurácia e a interpretabilidade do modelo são dois requisitos que devem ser considerados.
A acurácia se refere à capacidade que o modelo tem de representar de maneira fiel o
sistema que está sendo modelado. Quanto mais próximo do sistema real for o modelo,
maior será a sua acurácia. Já a interpretabilidade consiste na capacidade do modelo em
expressar de forma compreensível o sistema modelado. Esse conceito é subjetivo e pode
ser representado por diferentes medidas relacionadas à estrutura do modelo fuzzy, tais
como o número de regras, o número de antecedentes, a quantidade de termos linguísticos,
o formato das funções de pertinência, etc. Ao se construir um SFBR, o ideal seria atender
ao máximo os dois requisitos (acurácia e interpretabilidade). Entretanto, esses requisitos
são conflitantes, não sendo possível maximizá-los ao mesmo tempo: um deles geralmente
prevalece sobre o outro. Por exemplo, pode ser gerado um SFBR com uma acurácia
alta, porém com um grande número de regras (pouco interpretável), ou então um SFBR
com poucas regras (muito interpretável), mas com uma acurácia baixa. O compromisso
entre esses dois requisitos ficou conhecido na literatura como equilíbrio entre acurácia e
interpretabilidade (CASILLAS et al., 2003a; CASILLAS et al., 2003b; ALCALÁ et al.,
2006).

Uma das maneiras existentes de se obter sistemas fuzzy que apresentem um compro-
misso entre acurácia e interpretabilidade é utilizando os chamados Algoritmos Evolutivos
Multiobjetivos (AEMOs). Empregando essa classe de algoritmos, a geração dos sistemas
fuzzy é realizada por meio de um processo evolutivo que considera como objetivos a
acurácia e também uma ou mais medidas de interpretabilidade do modelo, como o número
de regras e a quantidade de antecedentes, por exemplo. Ao final da execução do algoritmo,
é retornado um conjunto de soluções não dominadas, que consistem em um conjunto de
sistemas fuzzy com diferentes equilíbrios entre acurácia e interpretabilidade. Uma técnica
de tomada de decisão multicritério pode ser utilizada para, dentre todos os modelos
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fuzzy retornados, selecionar aquele que melhor atende às necessidades do problema a
ser resolvido. As abordagens híbridas formadas pela combinação entre os sistemas fuzzy
e os algoritmos evolutivos multiobjetivos são denominadas Sistemas Fuzzy Evolutivos
Multiobjetivos (SFEMOs) (FAZZOLARI et al., 2013).

Diversos trabalhos da literatura utilizaram SFEMOs para gerar SCFBRs com
diferentes equilíbrios entre acurácia e interpretabilidade. Em Pulkkinen e Koivisto (2008),
o algoritmo evolutivo multiobjetivo NSGA-II (DEB et al., 2002) é empregado para obter
um conjunto de classificadores fuzzy considerando como objetivos o número de amostras
classificadas incorretamente, o número de regras e o número total de antecedentes. Em
Ducange, Lazzerini e Marcelloni (2010), o algoritmo NSGA-II é utilizado para obter
um conjunto de classificadores fuzzy que apresentem um equilíbrio entre acurácia e
interpretabilidade em problemas de classificação de dados desbalanceados. A acurácia é
expressa pelas medidas de sensibilidade e especificidade, enquanto a interpretabilidade
é representada pelo número total de antecedentes. Em Alcalá et al. (2011), um processo
evolutivo multiobjetivo baseado no algoritmo NSGA-II é utilizado para selecionar um
conjunto de regras e para determinar parâmetros da Base de Dados dos classificadores
fuzzy. Cada SCFBR é avaliado segundo três critérios: o número de amostras de treinamento
classificadas corretamente, o número de regras e o número total de antecedentes.

No trabalho de Antonelli, Ducange e Marcelloni (2014), o algoritmo evolutivo
multiobjetivo (2+2)M-PAES é utilizado para realizar o aprendizado da Base de Regras
e dos parâmetros das funções de pertinência de SCFBRs voltados para a classificação
de dados desbalanceados. Os objetivos considerados durante o processo evolutivo são a
sensibilidade, a especificidade e o número total de antecedentes dos classificadores fuzzy.
Em Cárdenas e Camargo (2018), o algoritmo NSGA-II é utilizado para gerar SCFBRs por
meio do ajuste dos parâmetros de conjuntos fuzzy do tipo 2 e também por meio da seleção
de regras e antecedentes. Os classificadores fuzzy gerados durante o processo evolutivo são
avaliados quanto aos seguintes objetivos: acurácia, número de regras e quantidade total
de antecedentes. Em Hinojosa e Camargo (2018), o método apresentado em Cárdenas e
Camargo (2018) é expandido de forma que o processo evolutivo também realize a seleção
da t-norma a ser utilizada no Mecanismo de Inferência.

Neste trabalho, é proposta uma nova maneira de se obter SCFBRs considerando
o equilíbrio entre acurácia e interpretabilidade. Ao contrário das abordagens existentes,
que são baseadas na utilização de um AEMO, o método apresentado nesta dissertação
emprega um algoritmo evolutivo tradicional em conjunto com uma técnica de tomada
de decisão multicritério para gerar os classificadores fuzzy. A utilização de uma técnica
de tomada de decisão multicritério permite que diferentes objetivos sejam considerados
durante o processo evolutivo como, por exemplo, a acurácia e o número de regras dos
SCFBRs. Desenvolvido por Eshelman (1991), o algoritmo evolutivo CHC (do inglês: Cross-
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generational elitist selection, Heterogeneous recombination, and Cataclysmic mutation)
é utilizado para definir a granularidade das partições fuzzy de cada variável linguística
do classificador. De acordo com Whitley et al. (1996), esse algoritmo apresenta um bom
equilíbrio entre o aproveitamento das melhores soluções (exploitation) e a exploração do
espaço de busca (exploration). Além disso, o algoritmo CHC vem sendo empregado com
sucesso na geração de SCFBRs nos últimos anos, como pode ser observado em Alcalá,
Alcala-Fdez e Herrera (2007), Fernández, Jesus e Herrera (2009), Fernández, Jesus e
Herrera (2010), Alcala-Fdez, Alcalá e Herrera (2011), Barrenechea et al. (2013), Sanz et al.
(2013), Sanz et al. (2014), Sanz et al. (2015), Villar et al. (2015), Lucca et al. (2017) e
Lucca et al. (2019).

A partir da granularidade definida com o processo evolutivo, é executado um
algoritmo tradicional da literatura para gerar a Base de Conhecimento do SCFBR. Esse
algoritmo foi proposto por Chi, Yan e Pham (1996) e consiste em uma extensão, para
problemas de classificação de dados, do método desenvolvido por Wang e Mendel (1992).
De acordo com López et al. (2015), para construir a Base de Conhecimento, o algoritmo
desenvolvido por Chi, Yan e Pham (1996) tenta encontrar uma relação entre as variáveis
do problema e assim estabelecer uma associação entre o domínio dos atributos e o domínio
das classes. Segundo Barrenechea et al. (2013), o algoritmo em questão é um dos mais
empregados nessa área devido à sua simplicidade. Exemplos de sua utilização na geração
de SCFBRs podem ser encontrados em Fernández et al. (2008), Fernández, Jesus e Herrera
(2009), Villar, Fernández e Herrera (2009), Fernández, Jesus e Herrera (2010), Villar et
al. (2012), Barrenechea et al. (2013), López et al. (2015), Río et al. (2015), Villar et al.
(2015), Fernández, Almansa e Herrera (2017) e Elkano et al. (2018).

Para que os classificadores fuzzy obtidos apresentem um equilíbrio entre acurácia e
interpretabilidade, a avaliação de cada SCFBR é realizada utilizando-se a Técnica para
Preferência de Ordem por Similaridade à Solução Ideal (TOPSIS, do inglês: Technique for
Order Preference by Similarity to Ideal Solution), proposta por Hwang e Yoon (1981). Essa
técnica é considerada eficaz para resolver problemas de tomada de decisão multicritério
nos quais existe um número finito de alternativas (CHEN, 2019a). A ideia principal é que
sejam escolhidas alternativas que possuam a menor distância em relação à solução ideal
positiva e a maior distância em relação à solução ideal negativa (BEHZADIAN et al.,
2012). De acordo com Zavadskas et al. (2016), alguns dos aspectos positivos da técnica
TOPSIS são:

• A facilidade para a tomada de decisão.

• A simplicidade de implementação.

• A capacidade de lidar com dados quantitativos e qualitativos.
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• A pouca influência que o número de alternativas exerce no desempenho do método.

• A pouca influência que o aumento do número de alternativas e de critérios exerce no
resultado do método.

• A obtenção, ao final da execução do método, de um ranking preferencial das alterna-
tivas baseado em valores numéricos, que possibilita um melhor entendimento sobre
as semelhanças e diferenças entre cada alternativa.

• A capacidade de lidar, de maneira satisfatória, com o fenômeno de reversão de ranking
(rank reversal), que consiste em uma mudança no ordenamento das alternativas
devido à inclusão ou exclusão de uma alternativa que não seja ótima.

Nos últimos anos, a técnica TOPSIS foi aplicada em diversos problemas, como
pode ser observado nos artigos de revisão escritos por Behzadian et al. (2012), Zavads-
kas et al. (2016), Zyoud e Fuchs-Hanusch (2017) e Panda e Jagadev (2018). Algumas
dessas aplicações são encontradas nas áreas de gerenciamento de riscos (MAHDEVARI;
SHAHRIAR; ESFAHANIPOUR, 2014), comércio eletrônico (KANG; JANG; PARK, 2016),
gerenciamento de recursos hídricos (ZYOUD et al., 2016), economia e inovação (KAYNAK;
ALTUNTAS; DERELI, 2017) e geração de energia (ZHENG et al., 2018).

1.2 Objetivo geral
O objetivo geral deste trabalho é desenvolver uma abordagem evolutiva para a

geração de Sistemas de Classificação Fuzzy Baseados em Regras (SCFBRs) na qual a
acurácia e a interpretabilidade dos classificadores são critérios a serem avaliados com a
técnica TOPSIS.

1.3 Objetivos específicos
Os objetivos específicos deste trabalho consistem em:

• Verificar se o procedimento de normalização utilizado na técnica TOPSIS influencia a
acurácia e a interpretabilidade dos classificadores fuzzy gerados no processo evolutivo.

• Comparar os resultados obtidos pela abordagem proposta com os resultados pro-
venientes de uma abordagem da literatura baseada em um algoritmo evolutivo
multiobjetivo.
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1.4 Estrutura do trabalho
O restante deste trabalho está organizado conforme a seguinte estrutura:

• No capítulo 2 são introduzidos os principais conceitos relacionados aos sistemas fuzzy.
Inicialmente, são apresentadas as definições de conjuntos fuzzy, tipos de funções de
pertinência, operações entre conjuntos fuzzy e variáveis linguísticas. Em seguida, são
abordados os Sistemas Fuzzy Baseados em Regras (SFBRs), com uma maior ênfase
dada aos Sistemas de Classificação Fuzzy Baseados em Regras (SCFBRs).

• No capítulo 3 são apresentados os algoritmos evolutivos. Inicialmente, os conceitos
básicos sobre o seu funcionamento são descritos. Em seguida, os principais compo-
nentes das técnicas evolutivas são explicados, tais como a inicialização do algoritmo,
a representação dos indivíduos, a formação da população, a função de avaliação, os
operadores de recombinação e mutação, o processo de seleção e o critério de parada.
Por fim, o algoritmo CHC é apresentado.

• No capítulo 4 são abordados os Sistemas Fuzzy Evolutivos (SFEs). Inicialmente,
uma introdução sobre o tema é realizada e os conceitos básicos relacionados a
tais sistemas são explicados. Em seguida, são apresentadas as abordagens para a
geração de sistemas fuzzy que são baseadas no aprendizado evolutivo da Base de
Conhecimento. Por fim, os requisitos a serem considerados na definição de sistemas
fuzzy são descritos e o compromisso entre acurácia e interpretabilidade é discutido.

• No capítulo 5 são introduzidos os aspectos mais importantes relacionados à Tomada
de Decisão Multicritério. Inicialmente, uma breve introdução sobre o tema é realizada
e os conceitos básicos são descritos. Em seguida, são explicados os procedimentos de
normalização mais conhecidos. Por fim, são apresentados o Método da Entropia e a
Técnica para Preferência de Ordem por Similaridade à Solução Ideal (TOPSIS).

• No capítulo 6 é apresentada a abordagem evolutiva multiobjetivo para a geração de
classificadores fuzzy proposta neste trabalho. Inicialmente, uma visão geral sobre o
método é mostrada. Em seguida, o algoritmo utilizado para a construção da Base
de Conhecimento dos SCFBRs é explicado. Por fim, os componentes do processo
evolutivo responsável pela geração dos classificadores fuzzy são descritos.

• No capítulo 7 são apresentados os resultados experimentais obtidos com a abordagem
desenvolvida neste trabalho.

• No capítulo 8 as conclusões são apresentadas e possíveis trabalhos futuros são
sugeridos.
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1.5 Publicações geradas
As publicações geradas ao longo deste trabalho são listadas a seguir:

• Araujo e Krohling (2019a): é proposta uma abordagem evolutiva multiobjetivo para
a geração de Sistemas de Classificação Fuzzy Baseados em Regras (SCFBRs) na
qual a acurácia sobre o conjunto de dados de treinamento e o número de regras dos
classificadores fuzzy são critérios a serem tratados com a técnica TOPSIS. Os pesos
de cada critério são obtidos por meio de uma análise de sensibilidade. A abordagem
apresentada nesse artigo é a primeira versão do método proposto nesta dissertação.

• Araujo e Krohling (2019b): é proposta uma versão estendida da abordagem apresen-
tada no artigo anterior. Nessa nova versão, além da acurácia sobre o conjunto de
dados de treinamento e do número de regras, a granularidade das partições fuzzy
dos classificadores também é considerada um critério a ser tratado com a técnica
TOPSIS. Outra mudança em relação à versão anterior é que os pesos dos critérios
são calculados utilizando-se o Método da Entropia. A abordagem apresentada nesse
artigo é a segunda versão do método proposto nesta dissertação.
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2 Sistemas Fuzzy

Neste capítulo, são introduzidas as principais características relacionadas aos
sistemas fuzzy. Inicialmente, são explicados alguns conceitos básicos como conjuntos fuzzy,
tipos de funções de pertinência, operações entre conjuntos fuzzy e variáveis linguísticas.
Em seguida, os Sistemas Fuzzy Baseados em Regras (SFBRs) são apresentados, com
maior enfoque àqueles voltados para problemas de classificação, os chamados Sistemas de
Classificação Fuzzy Baseados em Regras (SCFBRs).

2.1 Conjuntos fuzzy

2.1.1 Definição

Antes de apresentar a definição de um conjunto fuzzy, é importante relembrar
alguns conceitos relacionados aos conjuntos clássicos, também denominados crisp. Segundo
Zimmermann (2001), um conjunto clássico é geralmente definido a partir de uma coleção
de elementos x em um universo X, os quais podem pertencer ou não a um determinado
conjunto A,A ⊆ X. Uma das possíveis maneiras de descrever o conjunto A é utilizando
uma função característica para definir os seus membros, na qual o valor 1 indica que o
elemento x pertence ao conjunto (pertinência) e o valor 0 estabelece que o elemento x
não pertence ao conjunto (não pertinência). Formalmente, a pertinência em um conjunto
clássico A é dada por uma função característica µA que mapeia um elemento x ∈ X nos
valores {0, 1} conforme a seguinte equação (DUBOIS; PRADE, 1980):

µA (x) =

1, se e somente se x ∈ A

0, se e somente se x /∈ A
(2.1)

Como pode ser visto na equação 2.1, a pertinência de um elemento x ∈ X em um
conjunto clássico A pode assumir apenas dois valores: 0 e 1. Nesse sentido, Ross (2010)
afirma que a transição entre a pertinência e a não pertinência de um elemento em um
determinado conjunto clássico é abrupta e bem definida. Entretanto, caso o elemento
esteja em um universo que contém conjuntos fuzzy, essa transição pode ser gradual, uma
vez que a pertinência ou não pertinência de um elemento em um conjunto fuzzy não está
restrita apenas aos valores 0 e 1 como ocorre nos conjuntos clássicos. Segundo a definição
proposta por Zadeh (1965), um conjunto fuzzy A é caracterizado por uma função de
pertinência que associa cada elemento de um universo X a um valor real no intervalo
[0, 1]. Isso significa que a pertinência de um determinado elemento x ∈ X em um conjunto
fuzzy A pode ser dada por qualquer valor real entre 0 e 1. Logo, um conjunto fuzzy é
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considerado uma generalização de um conjunto clássico, da mesma forma que uma função
de pertinência é considerada uma generalização da função característica (ZIMMERMANN,
2001; PEDRYCZ; GOMIDE, 2007). Formalmente, a função de pertinência µA de um
conjunto fuzzy A mapeia um elemento x ∈ X no intervalo [0, 1] de acordo com a equação
2.2 (KLIR; YUAN, 1995):

µA : X → [0, 1] (2.2)

O valor µA (x) é denominado grau de pertinência do elemento x no conjunto fuzzy A.
Quanto mais próximo de 1 for o valor de µA (x), mais pertencente ao conjunto fuzzy A
será o elemento x. Uma outra maneira de representar o conjunto fuzzy A no universo
de discurso X é através de um conjunto de pares ordenados, conforme apresentado na
equação 2.3 (DUBOIS; PRADE, 1980):

A = {(x, µA (x)) | x ∈ X} (2.3)

Para Zimmermann (2001), o componente fundamental de um conjunto fuzzy é a
sua função de pertinência. Na próxima seção, são apresentados alguns tipos de funções de
pertinência utilizadas na definição de um conjunto fuzzy.

2.1.2 Tipos de funções de pertinência

De acordo com Ross (2010), existem diferentes tipos de funções de pertinência
que podem ser utilizadas na representação de um conjunto fuzzy. Para Pedrycz e Gomide
(1998), qualquer função que assuma a forma µA : X → [0, 1] pode descrever uma função
de pertinência associada a um conjunto fuzzy A. A escolha da função de pertinência a ser
empregada deve considerar alguns critérios, tais como a natureza do problema abordado,
a percepção do conceito a ser representado, o nível de detalhes a ser capturado, o contexto
da aplicação e a facilidade para design e otimização (PEDRYCZ; GOMIDE, 2007). A
seguir, são apresentados dois tipos de funções de pertinência que podem ser utilizadas na
definição de um determinado conjunto fuzzy A.

a) Função triangular : definida pelos parâmetros (a,m, b), sendo a ≤ m ≤ b.

µA (x) =



0, se x ≤ a

x−a
m−a

, se x ∈ [a,m)
b−x
b−m

, se x ∈ [m, b]

0, se x ≥ b

(2.4)

A figura 1 mostra o gráfico da função de pertinência triangular.
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Figura 1 – Função de pertinência triangular

b) Função trapezoidal: definida pelos parâmetros (a,m, n, b), sendo a ≤ m ≤ n ≤ b.

µA (x) =



0, se x < a

x−a
m−a

, se x ∈ [a,m)

1, se x ∈ [m,n)
b−x
b−n

, se x ∈ [n, b]

0, se x > b

(2.5)

O gráfico da função de pertinência trapezoidal está ilustrado na figura 2.

Figura 2 – Função de pertinência trapezoidal

Além de descrever conjuntos fuzzy, a função de pertinência também é utilizada na
definição das operações que podem ser realizadas entre eles (ZIMMERMANN, 2001). Na
próxima seção, são apresentadas algumas das principais operações entre conjuntos fuzzy.
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2.1.3 Operações

Assim como nos conjuntos clássicos, as operações de interseção, união e complemento
também são definidas para conjuntos fuzzy. A interseção A ∩ B entre dois conjuntos
fuzzy A e B em um universo de discurso X é implementada por uma classe de funções
conhecida como t-norma. Uma t-norma, também chamada norma triangular, é uma função
T : [0, 1]2 → [0, 1] que satisfaz as seguintes propriedades, para quaisquer x, y, z ∈ [0, 1]
(KLEMENT; MESIAR; PAP, 2000):

• Comutatividade: T (x, y) = T (y, x).

• Associatividade: T (x, T (y, z)) = T (T (x, y) , z).

• Monotonicidade: T (x, y) ≤ T (x, z), sempre que y ≤ z.

• Identidade: T (x, 1) = x.

Segundo Klement, Mesiar e Pap (2000), as quatro t-normas básicas são as funções
mínimo (TM ), produto (TP ), t-norma de Lukasiewicz (TL) e produto drástico (TD), descritas
nas equações 2.6, 2.7, 2.8 e 2.9, respectivamente (CABRAL, 2011):

a) mínimo (TM):
TM (x, y) = min (x, y) (2.6)

b) produto (TP ):
TP (x, y) = x · y (2.7)

c) t-norma de Lukasiewicz (TL):

TL (x, y) = max (x+ y − 1, 0) (2.8)

d) produto drástico (TD):

TD (x, y) =


0, se x 6= 1 e y 6= 1

x, se y = 1

y, se x = 1

(2.9)

A interseção A ∩ B entre os conjuntos fuzzy A e B utilizando uma t-norma T é
definida para um determinado elemento x ∈ X conforme a equação 2.10:

µA∩B (x) = T {µA (x) , µB (x)} (2.10)

Utilizando, por exemplo, as t-normas mínimo (TM) e produto (TP ), a interseção
A ∩ B entre os conjuntos fuzzy A e B é implementada para um determinado elemento
x ∈ X de acordo com as equações 2.11 e 2.12, respectivamente:
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a) interseção utilizando a t-norma mínimo (TM):

µA∩B (x) = min {µA (x) , µB (x)} (2.11)

b) interseção utilizando a t-norma produto (TP ):

µA∩B (x) = µA (x) · µB (x) (2.12)

A união A ∪ B entre dois conjuntos fuzzy A e B em um universo de discurso
X é implementada por uma classe de funções conhecida como t-conorma ou s-norma.
Uma t-conorma, também denominada conorma triangular, consiste em uma função S :
[0, 1]2 → [0, 1] que, para quaisquer x, y, z ∈ [0, 1], as propriedades a seguir são atendidas
(KLEMENT; MESIAR; PAP, 2000):

• Comutatividade: S (x, y) = S (y, x).

• Associatividade: S (x, S (y, z)) = S (S (x, y) , z).

• Monotonicidade: S (x, y) ≤ S (x, z), sempre que y ≤ z.

• Identidade: S (x, 0) = x.

De acordo com Klement, Mesiar e Pap (2000), as quatro t-conormas básicas são as
funções máximo (SM), soma probabilística (SP ), t-conorma de Lukasiewicz (SL) e soma
drástica (SD), descritas nas equações 2.13, 2.14, 2.15 e 2.16, respectivamente (CABRAL,
2011):

a) máximo (SM):
SM (x, y) = max (x, y) (2.13)

b) soma probabilística (SP ):

SP (x, y) = x+ y − x · y (2.14)

c) t-conorma de Lukasiewicz (SL):

SL (x, y) = min (x+ y, 1) (2.15)

d) soma drástica (SD):

SD (x, y) =

1, se x, y ∈ [0, 1]

max (x, y) , caso contrário
(2.16)
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A união A ∪ B entre os conjuntos fuzzy A e B utilizando uma t-conorma S é
definida para um determinado elemento x ∈ X conforme a equação 2.17:

µA∪B (x) = S {µA (x) , µB (x)} (2.17)

Utilizando, por exemplo, as t-conormas máximo (SM) e soma probabilística (SP ),
a união A ∪B entre os conjuntos fuzzy A e B é descrita para um determinado elemento
x ∈ X de acordo com as equações 2.18 e 2.19, respectivamente:

a) união utilizando a t-conorma máximo (SM):

µA∪B (x) = max {µA (x) , µB (x)} (2.18)

b) união utilizando a t-conorma soma probabilística (SP ):

µA∪B (x) = µA (x) + µB (x)− µA (x) · µB (x) (2.19)

O complemento Ā de um conjunto fuzzy A em um universo de discurso X é definido
por uma função C : [0, 1]→ [0, 1] que satisfaz, ao menos, as seguintes propriedades (KLIR;
YUAN, 1995):

• Condição limite: C (0) = 1 e C (1) = 0.

• Monotonicidade: C (x) ≥ C (y) sempre que x ≤ y, para todo x, y ∈ [0, 1].

Além de satisfazer as propriedades condição limite e monotonicidade, é desejável
também que a função C atenda a outras duas propriedades, chamadas continuidade e
involução, as quais são definidas a seguir (KLIR; YUAN, 1995):

• Continuidade: C é uma função contínua.

• Involução: C (C (x)) = x para x ∈ [0, 1].

Uma função C que satisfaz as propriedades de condição limite, monotonicidade,
continuidade e involução é descrita pela equação 2.20 (KLIR; YUAN, 1995):

C (x) = 1− x (2.20)

O complemento Ā do conjunto fuzzy A utilizando uma função C é definido para
um determinado elemento x ∈ X conforme a equação 2.21:

µĀ (x) = C {µA (x)} (2.21)
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Utilizando a função descrita na equação 2.20, o complemento Ā do conjunto fuzzy
A é implementado para um determinado elemento x ∈ X de acordo com a equação 2.22:

µĀ (x) = 1− µA (x) (2.22)

Além das operações de interseção, união e complemento, são também definidas
para os conjuntos fuzzy as chamadas operações de agregação. Formalmente, a agregação
de n conjuntos fuzzy A1, A2, . . . , An (n ≥ 2) em um universo de discurso X, gerando um
único conjunto fuzzy A é realizada por uma função H : [0, 1]n → [0, 1] que atende, ao
menos, as seguintes propriedades (KLIR; YUAN, 1995):

• Condição limite: H (0, 0, . . . , 0) = 0 e H (1, 1, . . . , 1) = 1.

• Monotonicidade: Para qualquer par de tuplas (x1, x2, . . . , xn) e (y1, y2, . . . , yn), con-
siderando xi, yi ∈ [0, 1] para todo i ∈ Nn, se xi ≤ yi para qualquer i ∈ Nn, então

H (x1, x2, . . . , xn) ≤ H (y1, y2, . . . , yn)

• Continuidade: H é uma função contínua.

Além das propriedades de condição limite, monotonicidade e continuidade, espera-se
também que as operações de agregação atendam a outras duas propriedades, denominadas
simetria e idempotência, as quais são definidas a seguir (KLIR; YUAN, 1995):

• Simetria: H é uma função simétrica em todos os seus argumentos se, para qualquer
permutação p, então

H (x1, x2, . . . , xn) = H
(
xp(1), xp(2), . . . , xp(n)

)
• Idempotência: H é uma função idempotente se

H (x, x, . . . , x) = x

Os operadores de interseção e união fuzzy, representados pelas classes de funções
t-norma e t-conorma, respectivamente, são também considerados operadores de agrega-
ção. Embora as t-normas e t-conormas sejam definidas apenas para dois argumentos, a
propriedade de associativade permite que suas definições sejam estendidas para qualquer
número n de argumentos. Outra função classificada como operador de agregação é a média
aritmética (HM), definida na equação 2.23 (KLIR; YUAN, 1995):

HM (x1, x2, . . . , xn) = 1
n

(x1 + x2 + · · ·+ xn) (2.23)
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A agregação de n conjuntos fuzzy A1, A2, . . . , An (n ≥ 2) gerando um único conjunto
fuzzy A é definida para um determinado elemento x ∈ X conforme a equação 2.24:

µA (x) = H {µA1 (x) , µA2 (x) , . . . , µAn (x)} (2.24)

Utilizando, por exemplo, a t-conorma máximo (SM) e a função média aritmética
(HM ), a agregação de n conjuntos fuzzy A1, A2, . . . , An (n ≥ 2) gerando um único conjunto
fuzzy A é implementada para um determinado elemento x ∈ X de acordo com as equações
2.25 e 2.26, respectivamente:

a) agregação utilizando a t-conorma máximo (SM):

µA (x) = max {µA1 (x) , µA2 (x) , . . . , µAn (x)} (2.25)

b) agregação utilizando a função média aritmética (HM):

µA (x) = 1
n
{µA1 (x) + µA2 (x) + · · ·+ µAn (x)} (2.26)

Outros exemplos de operações definidas para conjuntos fuzzy podem ser encontrados
nos trabalhos de Klir e Yuan (1995) e Klement, Mesiar e Pap (2000). Na próxima seção,
será apresentado o conceito de variável linguística, o qual é considerado fundamental na
teoria dos conjuntos fuzzy (PEDRYCZ; GOMIDE, 2007).

2.2 Variáveis linguísticas
Segundo a definição proposta por Zadeh (1973), uma variável linguística é uma va-

riável cujos valores são representados por palavras ou sentenças escritas em uma linguagem
natural ou artificial. Por exemplo, uma determinada variável Temperatura é considerada
linguística caso ela seja representada por um conjunto de termos linguísticos como baixa,
média ou alta em vez de números como 10oC, 25oC ou 40oC. De acordo com Klir e Yuan
(1995), a definição de uma variável linguística é realizada a partir de uma variável numérica
que assume valores em um intervalo específico, o qual é granularizado em um conjunto
de termos linguísticos especificados por conjuntos fuzzy. Esse processo de granularização
de uma variável numérica em conjuntos fuzzy é responsável por definir a partição fuzzy
da respectiva variável linguística (CASTRO, 2004). A quantidade de termos linguísticos
utilizados para caracterizar uma variável linguística determina a granularidade da sua
partição fuzzy (PEDRYCZ, 2016). Para ilustrar os conceitos apresentados, a figura 3
mostra a variável linguística Temperatura mencionada anteriormente, representada por
três termos linguísticos (baixa, média e alta), considerando uma variável numérica t que
assume valores entre 0oC e 50oC (PEDRYCZ; GOMIDE, 1998):
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Figura 3 – Variável linguística Temperatura - Adaptado (PEDRYCZ; GOMIDE, 1998)

Na figura 3, observa-se que os termos linguísticos baixa e alta são especificados
por conjuntos fuzzy definidos por funções de pertinência trapezoidais, enquanto o termo
linguístico média é especificado por um conjunto fuzzy definido por uma função de
pertinência triangular. Além disso, percebe-se que a granularidade da partição fuzzy da
variável linguística Temperatura é igual a três, uma vez que essa é a quantidade de termos
linguísticos utilizados para caracterizá-la.

Para Pedrycz e Gomide (2007), as variáveis linguísticas desempenham um impor-
tante papel na construção de sistemas fuzzy em diversas áreas, tais como reconhecimento
de padrões, análise de dados, controle fuzzy e classificação de dados. Na próxima seção,
serão apresentados os sistemas fuzzy formados por um conjunto de regras, os chamados
Sistemas Fuzzy Baseados em Regras (SFBRs).

2.3 Sistemas Fuzzy Baseados em Regras
A teoria de conjuntos fuzzy possui como uma das suas mais importantes aplicações

os chamados Sistemas Fuzzy. Em geral, eles são modelos formados por um conjunto de
regras no formato SE (antecedente) - ENTÃO (consequente), as quais são compostas por
sentenças fuzzy, constituindo assim uma extensão aos tradicionais sistemas baseados em
regras. Tais sistemas fuzzy são denominados Sistemas Fuzzy Baseados em Regras (SFBRs)
(HERRERA, 2008).

De acordo com Fazzolari et al. (2013), diversos tipos de SFBRs foram propostos
na literatura. Dentre os vários modelos existentes, dois são considerados mais populares: o
modelo linguístico do tipo Mamdani (MAMDANI, 1974; MAMDANI; ASSILIAN, 1975) e o
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modelo do tipo Takagi-Sugeno-Kang (TSK) (TAKAGI; SUGENO, 1985; SUGENO; KANG,
1988). Um SFBR do tipo Mamdani, assim como qualquer outro SFBR, é formado por dois
componentes principais: a Base de Conhecimento (BC), que armazena as informações a
respeito do problema a ser resolvido, e o Mecanismo de Inferência (MI), que utiliza as
informações contidas na Base de Conhecimento para fornecer uma saída a partir de uma
determinada entrada. A interface de entrada consiste em um Fuzificador, que transforma
uma entrada crisp em uma entrada fuzzy. A interface de saída, quando presente, é composta
por um Defuzificador, que transforma uma saída fuzzy em uma saída crisp. A estrutura
genérica de um SFBR do tipo Mamdani é mostrada na figura 4 (CORDÓN, 2011):

Figura 4 – Estrutura genérica de um SFBR do tipo Mamdani - Adaptado (CORDÓN,
2011)

A Base de Conhecimento de um SFBR do tipo Mamdani é formada por dois
componentes: a Base de Regras (BR) e a Base de Dados (BD). A Base de Regras contém
um conjunto de regras fuzzy no formato SE - ENTÃO, as quais são compostas por variáveis
linguísticas. Já a Base de Dados é constituída pelas funções de pertinência das partições
fuzzy associadas a cada variável (CORDÓN, 2011). A determinação das partições fuzzy é
uma tarefa crucial, uma vez que as funções de pertinência dos conjuntos fuzzy podem afetar
o desempenho do sistema (AU; CHAN; WONG, 2006). Em certos casos, uma partição
fuzzy pode ser formada por tantos termos linguísticos que alguns acabam se tornando
desnecessários, ou seja, eles passam a não influenciar o comportamento do sistema e
acabam prejudicando a sua interpretabilidade. Em outros casos, entretanto, pode ser
necessário adicionar novos termos linguísticos na partição fuzzy para que seja possível
diferenciar de maneira apropriada os valores que as variáveis podem assumir (VILLAR et
al., 2015). Portanto, a granularidade de cada partição fuzzy, ou seja, a quantidade de termos
linguísticos utilizados para representar cada variável é uma propriedade fundamental para
o desempenho de um SFBR (CORDÓN; HERRERA; VILLAR, 2000).
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Dependendo do problema a ser resolvido, diferentes estruturas de regras fuzzy
podem ser utilizadas em um SFBR do tipo Mamdani. Em problemas de regressão, são
empregadas regras fuzzy cujos antecedentes e consequentes são formados por variáveis
linguísticas, como descrito na equação 2.27 (CORDÓN, 2011):

SE x1 é A1 E . . . E xn é An ENTÃO y é B (2.27)

na qual xi e y são as variáveis linguísticas de entrada e de saída, respectivamente, e Ai e
B são termos linguísticos que representam os valores que essas variáveis assumem. Em
problemas de classificação, são utilizadas regras cujos antecedentes também são formados
por variáveis linguísticas. Entretanto, nesse tipo de problema, o consequente da regra
não é uma variável linguística, e sim um valor numérico que representa uma classe do
respectivo problema. Os SFBRs desenvolvidos para solucionar problemas de classificação são
denominados Sistemas de Classificação Fuzzy Baseados em Regras (SCFBRs) (CORDÓN;
JESUS; HERRERA, 1999).

2.4 Sistemas de Classificação Fuzzy Baseados em Regras
Um Sistema de Classificação Fuzzy Baseado em Regras (SCFBR), de maneira

análoga a outros SFBRs, também possui como componentes principais a Base de Conheci-
mento e o Mecanismo de Inferência. A diferença em relação aos demais SFBRs é que ele
recebe como entrada uma amostra e fornece como saída a classe que será associada a essa
amostra, conforme mostra a figura 5 (CORDÓN; JESUS; HERRERA, 1999):

Figura 5 – Sistema de Classificação Fuzzy Baseado em Regras - Adaptado (CORDÓN;
JESUS; HERRERA, 1999)
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2.4.1 Base de Conhecimento

A Base de Conhecimento de um SCFBR tem como função armazenar a informação
que se tem a respeito do problema de classificação. Essa informação pode ser fornecida por
especialistas ou obtida automaticamente a partir dos dados disponíveis. No último caso, é
utilizado um conjunto de dados de treinamento formado por m amostras rotuladas xp =
(xp1, . . . , xpn, Cp), p = 1, 2, . . . ,m, em que xpi é o valor do i-ésimo atributo (i = 1, 2, . . . , n)
e Cp é a classe (C1, . . . , CM) da p-ésima amostra de treinamento (RÍO et al., 2015).

De acordo com Ishibuchi e Yamamoto (2005), diversos tipos de regras fuzzy já
foram utilizadas em problemas de classificação. Cordón, Jesus e Herrera (1999) analisaram
três desses tipos, cuja diferença encontra-se no consequente da regra, que é formado apenas
por uma classe no primeiro, por uma classe e um peso no segundo, e por um peso para
cada classe do problema no terceiro. Segundo Cordón (2011), o segundo tipo é o mais
utilizado, o qual apresenta a seguinte estrutura:

Rj : SE x1 é Aj1 E . . . E xn é Ajn ENTÃO Classe é Cj com Peso igual a Pj (2.28)

em que Rj é o identificador da j-ésima regra da Base de Regras, x = (x1, . . . , xn) é um
vetor de n dimensões relacionado a uma amostra, Aji é um termo linguístico utilizado
para representar o valor do i-ésimo atributo, Cj é uma das M classes do problema e Pj é
o peso da regra. No trabalho realizado por Ishibuchi e Nakashima (2001), foi demonstrado
que o desempenho de um SCFBR é influenciado de maneira significativa pelo peso das
regras. Dois métodos heurísticos para se calcular o peso de uma determinada regra fuzzy
foram propostos por Ishibuchi e Yamamoto (2005). Um desses métodos é denominado
Penalized Certainty Factor (PCF), o qual é descrito na equação 2.29:

Pj = PCFj =
∑

xp∈Cj
µAj

(xp)−∑xp /∈Cj
µAj

(xp)∑m
p=1 µAj

(xp) (2.29)

em que µAj
(xp) é o grau de pertinência entre a amostra xp do conjunto de dados de

treinamento e os antecedentes da regra j, cujo cálculo é realizado aplicando-se uma t-norma
de acordo com a equação 2.30:

µAj
(xp) = T

{
µAj1 (xp1) , . . . , µAjn

(xpn)
}

(2.30)

Exemplos da utilização do método Penalized Certainty Factor (PCF) em problemas
de classificação de dados podem ser vistos em Barrenechea et al. (2013), López et al.
(2015), Villar et al. (2015), Fernández, Almansa e Herrera (2017) e Elkano et al. (2018).
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2.4.2 Mecanismo de Inferência

O Mecanismo de Inferência (MI) de um SCFBR é responsável por utilizar a
informação presente na Base de Conhecimento para classificar uma determinada amostra.
Considerando uma amostra xp = (xp1, . . . , xpn) a ser classificada, uma Base de Regras
(BR) formada por L regras no formato descrito pela equação 2.28, e sendo M o número
de classes do problema de classificação, os passos de um mecanismo de inferência fuzzy
são apresentados a seguir (CORDÓN; JESUS; HERRERA, 1999; BARRENECHEA et al.,
2013):

1. Primeiramente, é calculado o grau de pertinência µAj
(xp) entre a amostra xp e o

antecedente de cada uma das L regras Rj, como descrito na equação 2.31:

µAj
(xp) = T

{
µAj1 (xp1) , . . . , µAjn

(xpn)
}
, j = 1, . . . , L (2.31)

onde T é uma t-norma.

2. Em seguida, para cada uma das L regras Rj, é calculado o grau de associação bk
j

entre a amostra xp e a classe Cj presente no consequente da regra Rj, conforme
descrito na equação 2.32:

bk
j = µAj

(xp) · P k
j , j = 1, . . . , L (2.32)

na qual k (k = 1, . . . ,M) representa o índice da classe presente no consequente da
regra Rj.

3. O terceiro passo consiste em utilizar uma função de agregação H para combinar
os graus de associação bk

j positivos de cada uma das M classes do problema de
classificação, como descrito na equação 2.33:

Yk = H
(
bk

j | j = 1, . . . , L e bk
j > 0

)
, k = 1, . . . ,M (2.33)

na qual Yk é o grau de compatibilidade entre a amostra xp e a classe Ck.

4. No quarto e último passo, uma função de decisão F é aplicada sobre os graus de
compatibilidade Yk entre a amostra xp e cada uma das M classes Ck. A amostra xp

será classificada com a classe Ck que apresentar o maior grau de compatibilidade Yk,
conforme descrito na equação 2.34:

F (Y1, . . . , YM) = arg max
k=1,...,M

(Yk) (2.34)



Capítulo 2. Sistemas Fuzzy 36

Quando a função de agregação H utilizada é a t-conorma máximo (SM ), descrita na
equação 2.13, o mecanismo de inferência é denominadoMétodo de Raciocínio Fuzzy Clássico
ou Método da Regra Vencedora (CORDÓN; JESUS; HERRERA, 1999; ISHIBUCHI;
NAKASHIMA; MORISAWA, 1999). Esse método é caracterizado por utilizar apenas uma
única regra na classificação da amostra xp. Essa regra, denominada regra vencedora, é
aquela cuja classe Cj presente em seu consequente apresenta o maior grau de associação bk

j

com a amostra xp. Sendo Rv a regra vencedora, a amostra xp é classificada com a classe
Cv presente no consequente da regra Rv. Esse processo é ilustrado na figura 6.

Figura 6 – Método de Raciocínio Fuzzy Clássico - Adaptado (CORDÓN; JESUS; HER-
RERA, 1999)

Segundo Cordón, Jesus e Herrera (1999), o Método de Raciocínio Fuzzy Clássico é
um dos mecanismos de inferência mais adotados em SCFBRs. Exemplos de sua utilização
podem ser encontrados nos trabalhos de López et al. (2015), Río et al. (2015), Villar et al.
(2015), Ferranti et al. (2017), Lahsasna e Seng (2017) e Elkano et al. (2018).

De acordo com Cordón, Jesus e Herrera (1999), também existem mecanismos de
inferência que utilizam a informação proveniente de mais de uma regra para classificar uma
determinada amostra xp, conforme ilustrado na figura 7. Um exemplo são os mecanismos
de inferência baseados em uma função de agregação H que considera, na classificação
da amostra xp, todas as regras Rj cujas classes Cj apresentam um grau de associação
bk

j maior do que zero com a respectiva amostra. Uma das funções de agregação H que
apresentam esse comportamento é a média aritmética (HM), descrita na equação 2.23.
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Um outro exemplo de mecanismo de inferência que classifica uma determinada
amostra xp a partir da informação de diversas regras é o Combinação Aditiva (em inglês:
Additive Combination), também chamado de Voto Ponderado (em inglês: Weighted Vote).
Esse método substitui a função de agregação H por uma função AC que realiza a soma
dos graus de associação bk

j positivos de cada classe Ck (k = 1, . . . ,M), como descrito na
equação 2.35:

AC (a1, a2, . . . , ask
) = a1 + a2 + · · ·+ ask

(2.35)

na qual (a1, a2, . . . , ask
) são os graus de associação bk

j positivos de cada classe Ck (k =
1, . . . ,M). Esse mecanismo de inferência é utilizado pelo classificador fuzzy FARC-HD
(ALCALA-FDEZ; ALCALÁ; HERRERA, 2011), o qual é considerado um dos principais
SCFBRs (LUCCA et al., 2019).

Figura 7 – Mecanismo de Inferência que considera a informação de diversas regras na
classificação de uma amostra - Adaptado (CORDÓN; JESUS; HERRERA,
1999)

Barrenechea et al. (2013) propuseram um novo mecanismo de inferência que
também considera a informação fornecida por mais de uma regra na classificação de
uma determinada amostra xp. A principal característica do método proposto é utilizar a
Integral de Choquet (CHOQUET, 1954; KLEMENT; MESIAR, 2012) como o operador de
agregação responsável por combinar os graus de associação bk

j positivos para cada classe Ck

(k = 1, . . . ,M) do problema de classificação. Nos anos seguintes, foram desenvolvidos novos
mecanismos de inferência que utilizam funções consideradas generalizações da Integral de
Choquet, como pode ser observado em Lucca et al. (2015), Lucca et al. (2017), Lucca et
al. (2018) e Lucca et al. (2019).
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3 Algoritmos Evolutivos

Neste capítulo, são apresentados os algoritmos evolutivos, um conjunto de técnicas
de busca e otimização inspiradas nos mecanismos de evolução da natureza. Inicialmente,
uma breve introdução sobre o tema é realizada e os conceitos básicos das abordagens
evolutivas são explicados. Em seguida, os principais componentes a serem especificados
durante a definição de um algoritmo evolutivo são descritos. Por fim, as características
mais importantes do algoritmo CHC são apresentadas.

3.1 Introdução
Na década de 1950, engenheiros e cientistas da computação começaram a buscar

inspiração nos princípios da evolução biológica para resolver problemas de otimização
(BLUM et al., 2011). Nas décadas seguintes, diferentes abordagens baseadas nessa teoria
foram desenvolvidas, como a Programação Evolutiva (FOGEL; OWENS; WALSH, 1966;
FOGEL, 1991), as Estratégias Evolutivas (RECHENBERG, 1965; SCHWEFEL, 1965),
os Algoritmos Genéticos (HOLLAND, 1975; DE JONG, 1975; GOLDBERG, 1989) e
a Programação Genética (KOZA, 1992; KOZA, 1994). Essas técnicas são chamadas de
Algoritmos Evolutivos (BÄCK; SCHWEFEL, 1993; BÄCK, 1996) e a área da Ciência da
Computação que abrange tais algoritmos é denominada Computação Evolutiva (BÄCK;
FOGEL; MICHALEWICZ, 1997; DE JONG, 2006; EIBEN; SMITH, 2015).

3.2 Conceitos básicos
Os conceitos básicos de um algoritmo evolutivo são basicamente os mesmos para as

diferentes abordagens existentes. Ele se baseia, essencialmente, no mecanismo de seleção
natural proposto por Charles Darwin, segundo o qual apenas os indivíduos mais adaptados
de uma população sobrevivem em um ambiente cujos recursos são limitados. Fazendo
uma analogia com esse mecanismo, um algoritmo evolutivo é formado por um conjunto
de indivíduos, ou seja, uma população, na qual cada indivíduo representa uma possível
solução para o problema a ser resolvido. A aptidão de um indivíduo ao ambiente, que
é entendida como a qualidade de uma solução, é medida por uma função de avaliação,
também chamada função de aptidão ou função fitness. De acordo com os valores de aptidão,
os melhores indivíduos de uma população são selecionados para darem início à formação
de uma nova população. A primeira etapa na geração da nova população é a realização
de duas operações, denominadas recombinação e mutação. Na recombinação, também
chamada de cruzamento, dois ou mais indivíduos selecionados (pais) dão origem a um
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ou mais novos indivíduos (filhos). Na mutação, um indivíduo dá origem a apenas um
novo indivíduo. A partir dessas duas operações, é gerado um conjunto de novos indivíduos
(descendentes) e a aptidão de cada um deles é calculada utilizando-se a função de avaliação.
Em seguida, baseado nos valores de aptidão e/ou na idade de cada indivíduo, os novos
indivíduos (descendentes) competem com os antigos indivíduos (pais) para fazerem parte
da nova população, dando origem assim a uma nova geração. Esse processo se repete até
que seja encontrada uma solução (indivíduo) cuja qualidade (aptidão) seja satisfatória ou
até que algum limite computacional seja atingido, como, por exemplo, o número máximo
de gerações. O pseudocódigo e o esquema geral de um algoritmo evolutivo são mostrados
no algoritmo 1 e na figura 8, respectivamente (EIBEN; SMITH, 2015):

Algoritmo 1: Algoritmo Evolutivo - Adaptado (EIBEN; SMITH, 2015)
1 inicialização:
2 Inicializar a população;
3 Avaliar cada indivíduo da população inicial;
4 enquanto condição de parada não for satisfeita faça
5 Selecionar indivíduos para as etapas de recombinação e mutação;
6 Realizar a recombinação entre pares de indivíduos (pais);
7 Realizar a mutação nos indivíduos gerados na etapa de recombinação (filhos);
8 Avaliar os novos indivíduos gerados (descendentes);
9 Selecionar indivíduos para a próxima geração;

10 fim enquanto
11 retornar: melhor indivíduo

Figura 8 – Esquema geral de um Algoritmo Evolutivo - Adaptado (EIBEN; SMITH, 2015)
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3.3 Principais componentes
De acordo com Eiben e Smith (2015), para que um algoritmo evolutivo seja

definido, é necessário especificar uma série de componentes, tais como a representação dos
indivíduos, o tamanho da população, a função de avaliação, os operadores genéticos de
seleção, recombinação e mutação, além do procedimento de inicialização do algoritmo e os
critérios para o término de sua execução. A seguir, cada um desses componentes é descrito
com maiores detalhes:

a) Inicialização: geralmente, a população inicial de um algoritmo evolutivo é gerada
de forma aleatória. No entanto, é possível construí-la de outras maneiras como, por
exemplo, a partir de um ponto de partida conhecido (BÄCK, 1996).

b) Representação: os indivíduos ou cromossomos de um algoritmo evolutivo consistem
em possíveis soluções para o problema a ser resolvido. Essas soluções podem ser
representadas de diversas maneiras. A escolha da representação mais adequada
depende do problema considerado e também do algoritmo utilizado para solucioná-lo
(DEB, 2000). Dentre as diferentes formas de representação existentes na literatura,
algumas das mais conhecidas são a codificação binária e a codificação inteira. Na
codificação binária, um cromossomo é representado por uma sequência de dígitos 0
e 1. Já na codificação inteira, um cromossomo é representado por uma sequência
de números inteiros. Cada posição de um cromossomo recebe o nome de gene. A
figura 9 ilustra os cromossomos Ch1 e Ch2, os quais foram representados por meio
das codificações binária e inteira, respectivamente.

Figura 9 – Representação de um cromossomo (indivíduo)

c) População: uma população é formada por um conjunto de indivíduos, os quais repre-
sentam possíveis soluções para o problema considerado. O tamanho da população, ou
seja, a quantidade de indivíduos que ela contém é definida antes do início da execução
do algoritmo e geralmente permanece constante ao longo do processo evolutivo. Um
importante aspecto associado a uma população é a sua diversidade, que consiste em
uma medida relacionada ao número de diferentes soluções (indivíduos) contidas na
população. Quando a diversidade da população diminui de maneira muito rápida e
as possíveis soluções ficam estagnadas em um mínimo local, diz-se que ocorreu um
fenômeno denominado convergência prematura, o qual acontece frequentemente nos
algoritmos evolutivos (EIBEN; SMITH, 2015).
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d) Função de avaliação: também chamada de função de aptidão ou função fitness, a
função de avaliação mede a qualidade de uma solução representada por um indivíduo,
refletindo a habilidade que esse indivíduo tem de sobreviver e se reproduzir (BLUM
et al., 2011).

e) Seleção de indivíduos para as etapas de Recombinação e Mutação: em cada geração
do algoritmo evolutivo, determinados indivíduos de uma população (pais) são seleci-
onados para darem origem, por meio dos operadores genéticos de recombinação e
mutação, a um conjunto de novos indivíduos (descendentes). Essa seleção geralmente
é baseada nos valores de aptidão, de modo que os indivíduos mais aptos possuem
maiores chances de serem selecionados. De acordo com Bäck (1994), quanto maior
for a ênfase dada à seleção dos melhores indivíduos, maior será a pressão seletiva no
processo de busca. Dois métodos de seleção tradicionalmente utilizados são a Seleção
por Roleta e a Seleção por Torneio. Na Seleção por Roleta, a probabilidade de um
indivíduo da população ser selecionado é diretamente proporcional ao valor da sua
aptidão, como descrito na equação 3.1 (EIBEN; SMITH, 2015):

Proleta (i) = f (i)∑M
j=1 f (j)

(3.1)

em que Proleta (i) é a probabilidade que um indivíduo i tem de ser selecionado, f (i) é
o valor da aptidão do indivíduo i e∑M

j=1 f (j) é a soma dos valores de aptidão de todos
os M indivíduos da população. Para que sejam selecionados M indivíduos, a roleta
deve ser executada M vezes. Na Seleção por Torneio, são sorteados aleatoriamente k
indivíduos e aquele que tiver o melhor valor de aptidão é selecionado. Esse processo
é repetido até que sejam selecionados um determinado número M de indivíduos.

f) Recombinação: esse operador combina a informação genética de dois ou mais indiví-
duos para gerar um ou mais novos cromossomos. A ideia desse mecanismo é que,
efetuando a recombinação entre dois indivíduos com diferentes qualidades desejadas,
é possível criar um novo cromossomo que possua essas duas qualidades. Em geral, a
realização do cruzamento está associada a uma probabilidade pc, denominada taxa
de cruzamento. Uma das formas tradicionais de implementar o operador de recombi-
nação é por meio do cruzamento de 1 ponto. Nesse tipo de cruzamento, o primeiro
passo é escolher, de maneira aleatória, um número r no intervalo [1, n− 1] (n é o
tamanho do indivíduo). Esse número determina o chamado ponto de cruzamento
entre os indivíduos. Em seguida, o material genético localizado após esse ponto é
trocado entre os dois indivíduos pais, dando origem a dois novos indivíduos filhos
(EIBEN; SMITH, 2015). O funcionamento desse operador é ilustrado pela figura
10, na qual os cromossomos Ch3 e Ch4 são gerados a partir do cruzamento entre os
cromossomos Ch1 e Ch2, sendo o ponto de cruzamento r igual a 4.
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Figura 10 – Cruzamento de 1 ponto - Adaptado (EIBEN; SMITH, 2015)

Outra maneira de realizar a recombinação entre indivíduos é utilizando o cruzamento
uniforme. Nessa forma de cruzamento, cada gene de um filho pode ser herdado
tanto do primeiro pai quanto do segundo pai. Inicialmente, é gerado um vetor v
formado por n variáveis aleatórias com distribuição uniforme no intervalo [0, 1] (n é
o tamanho do indivíduo). Para cada posição (gene) do primeiro cromossomo filho,
se o respectivo valor do vetor v for menor do que um parâmetro p, que geralmente é
igual a 0.5, o gene em questão é herdado do primeiro pai. Caso contrário, o gene
é herdado do segundo pai. A formação do segundo filho é realizada de maneira
inversa, ou seja, se o primeiro filho herdou o gene da posição 1 do primeiro pai, o
segundo filho herdará o respectivo gene do segundo pai, e assim por diante (EIBEN;
SMITH, 2015). A figura 11 ilustra o cruzamento uniforme entre dois cromossomos
Ch1 e Ch2, no qual são gerados os cromossomos filhos Ch3 e Ch4, considerando
v = [0.2, 0.6, 0.7, 0.3, 0.8, 0.1, 0.9, 0.3] e p = 0.5.

Figura 11 – Cruzamento uniforme - Adaptado (EIBEN; SMITH, 2015)

g) Mutação: o operador de mutação é responsável por realizar pequenas alterações em
um indivíduo, gerando assim um novo indivíduo ligeiramente modificado. Existem
diferentes maneiras de implementar essa operação, cuja ocorrência ou não está
associada a uma probabilidade pm, chamada taxa de mutação. Uma das formas
tradicionais de realizar a mutação é denominada mutação de ponto único, em que um
novo cromossomo é criado a partir da troca aleatória de 1 gene de um determinado
cromossomo (ASHLOCK, 2006). A figura 12 ilustra esse tipo de mutação, na qual
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um cromossomo Ch1 sofre mutação no gene da posição 4 e dá origem a um novo
cromossomo Ch2.

Figura 12 – Mutação de ponto único

h) Seleção de indivíduos para a formação de uma nova população: após as etapas de
recombinação e mutação, é gerado um número N de indivíduos descendentes a partir
de uma quantidadeM de indivíduos pais. Considerando que o tamanho da população
do algoritmo evolutivo é igual a M , é necessário selecionar M indivíduos dentre os
M pais e os N descendentes para formar a população da nova geração. Essa seleção
pode ser realizada de duas maneiras. Na primeira delas, os M pais são descartados e
os N descendentes competem entre si para fazerem parte da nova população. Na
segunda maneira, os M pais disputam com os N descendentes um dos M lugares na
população da nova geração (DE JONG, 2006).

i) Término: a execução de um algoritmo evolutivo termina quando algum critério de
parada é atingido. Se existir uma solução ótima para o problema a ser resolvido,
o processo evolutivo pode ser encerrado assim que essa solução for encontrada ou
quando alguma solução próxima a ela for obtida. No entanto, como os algoritmos
evolutivos são estocásticos, é possível que tais soluções não sejam encontradas. Logo,
outras condições de parada também são adotadas para garantir o término da execução
do algoritmo. Essas condições estão geralmente relacionadas a limites computacionais,
como o tempo máximo de CPU, a quantidade máxima de avaliações de aptidão e o
número máximo de gerações (EIBEN; SMITH, 2015).

3.4 Algoritmo CHC
Proposto por Eshelman (1991), o CHC (Cross-generational elitist selection, He-

terogeneous recombination, and Cataclysmic mutation) é um algoritmo evolutivo com
codificação originalmente binária que apresenta quatro características principais. A pri-
meira delas é que, para formar a população de uma nova geração, são selecionados os
melhores indivíduos entre os membros da população atual e seus descendentes. A segunda
e a terceira características envolvem a etapa de recombinação, que procura evitar o cruza-
mento entre dois indivíduos similares e que visa produzir filhos que sejam equidistantes
de seus pais. Por fim, a etapa de mutação não é realizada, sendo executado em seu lugar
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um mecanismo de reinicialização, cujo objetivo é aumentar a diversidade da população
quando a mesma converge. Segundo Whitley et al. (1996), o algoritmo CHC é considerado
uma boa opção para problemas com espaços de busca complexos, uma vez que o mesmo
apresenta um bom equilíbrio entre o aproveitamento das melhores soluções (exploitation)
e a exploração do espaço de busca (exploration). Nas próximas seções, cada uma dessas
quatro características será explicada com maiores detalhes. O pseudocódigo e o esquema
geral do algoritmo CHC são apresentados no algoritmo 2 e na figura 13, respectivamente.

Algoritmo 2: Algoritmo CHC
1 inicialização:
2 Inicializar a população e o valor do limiar d;
3 enquanto condição de parada não for satisfeita faça
4 Selecionar os M indivíduos da população para o cruzamento;
5 Realizar o cruzamento entre os indivíduos;
6 Avaliar os indivíduos da população atual e os descendentes gerados;
7 Selecionar os M melhores indivíduos entre a população atual e seus

descendentes;
8 se nenhum descendente for selecionado para a nova população faça
9 Decrementar o valor do limiar d em 1 unidade;

10 fim se
11 se valor do limiar d for igual a 0 faça
12 Reinicializar a população e o valor do limiar d;
13 fim se
14 fim enquanto
15 retornar: melhor indivíduo

Figura 13 – Esquema geral do algoritmo CHC - Adaptado (PALACIOS et al., 2015)
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3.4.1 Seleção elitista

Em cada geração do processo evolutivo, considerando uma população de tamanho
M , o algoritmo CHC seleciona os M melhores indivíduos entre os membros da população
atual e seus descendentes para fazerem parte da nova população. Caso um descendente
apresente a mesma aptidão de um indivíduo da população atual, o último é priorizado.
Esse mecanismo de formação de uma nova população é chamado de Seleção Elitista, pois
o mesmo garante que os M indivíduos mais aptos encontrados até então sempre irão
sobreviver para a geração seguinte (ESHELMAN, 1991). Esse fato introduz uma forte
pressão seletiva no processo de busca, uma vez que a principal característica considerada
na formação da nova população é a aptidão dos indivíduos (GALAR et al., 2018).

3.4.2 Cruzamento HUX

O operador de recombinação utilizado pelo algoritmo CHC é denominado Half
Uniform Crossover (HUX). Esse operador consiste em uma variação do cruzamento
uniforme, sendo caracterizado por realizar a troca aleatória de exatamente metade dos
genes (bits) diferentes entre dois indivíduos. Com isso, o HUX garante que a distância
de Hamming entre um filho e cada um de seus pais será a maior distância na qual ele
poderia estar, ao mesmo tempo, de cada um deles (ESHELMAN, 1991). Em outras
palavras, os filhos serão equidistantes de seus pais. Dessa forma, uma maior diversidade
é introduzida na nova população e o risco de uma convergência prematura é reduzido
(SIMÕES; COSTA, 2011). A figura 14 ilustra o cruzamento de acordo com o operador
HUX. Sejam os cromossomos Ch1 e Ch2, ambos com codificação binária. Percebe-se que
eles possuem exatamente 4 genes (bits) diferentes entre si, localizados nas posições 2, 4, 6
e 8, indicados na figura pela cor vermelho. Logo, de acordo com o operador de cruzamento
HUX, metade desses genes (bits) distintos são escolhidos de forma aleatória e trocados
entre os dois cromossomos. Nesse caso, foram selecionados os genes das posições 4 e 8,
que são trocados entre os cromossomos pais Ch1 e Ch2, dando origem aos cromossomos
filhos Ch3 e Ch4. Percebe-se que a distância de Hamming entre o cromossomo filho Ch3 e
seus pais Ch1 e Ch2 é igual a 2, que é a maior distância que ele poderia estar, ao mesmo
tempo, de cada um deles. O mesmo raciocínio é válido para o cromossomo filho Ch4.

Figura 14 – Operador de cruzamento HUX
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3.4.3 Prevenção de incesto

No algoritmo CHC, todos os indivíduos de uma população são selecionados e
dispostos aleatoriamente em pares para passarem pela etapa de recombinação (ESHEL-
MAN, 1991). Entretanto, o cruzamento entre dois indivíduos somente é permitido se
eles forem suficientemente diferentes entre si. A recombinação entre dois indivíduos será
realizada apenas se o valor da distância de Hamming entre eles dividido por 2 for maior
do que um limiar d, geralmente inicializado como d = n/4, sendo n o comprimento do
indivíduo. Quando nenhum descendente se torna membro da nova população, ou seja,
quando nenhum descendente é selecionado pelo processo de Seleção Elitista (ou porque
nenhum descendente foi gerado ou porque não foi gerado nenhum descendente mais apto
do que algum indivíduo da população atual), o limiar d é decrementado em uma unidade,
pois essa situação indica que a população está convergindo (SIMÕES; COSTA, 2011). A
figura 15 ilustra o mecanismo de prevenção de incesto. Os cromossomos Ch5 e Ch6, com
codificação binária e tamanho n = 8, foram pareados para passarem pelo processo de
recombinação. A distância de Hamming dist entre eles é igual a 2 (dist = 2), pois apenas
os genes (bits) das posições 4 e 8, indicados na figura pela cor vermelho, são diferentes
entre os dois cromossomos. O valor da distância de Hamming dist dividido por 2 é igual a
1 (dist/2 = 1). Considerando que o valor do limiar d é igual a 2 (d = 2), os cromossomos
não irão se reproduzir devido à ação desse mecanismo, pois dist/2 < d.

Figura 15 – Exemplo do mecanismo de prevenção de incesto

3.4.4 Processo de reinicialização

Quando o limiar d atinge o valor zero, um processo de reinicialização conhecido como
cataclysmic mutation é executado para aumentar a diversidade da população (WHITLEY
et al., 1996). O melhor indivíduo é preservado e serve de modelo para a criação dos demais
cromossomos da população, que são gerados a partir da troca aleatória de uma determinada
porcentagem dr dos genes do cromossomo mais apto. Essa porcentagem é denominada
taxa de divergência e geralmente é igual a 35%. O mecanismo de reinicialização se faz
necessário devido à alta pressão seletiva introduzida pela Seleção Elitista, sendo aplicado
quando a população se torna estagnada (GALAR et al., 2018).
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4 Sistemas Fuzzy Evolutivos

Neste capítulo, são introduzidos os chamados Sistemas Fuzzy Evolutivos (SFEs), um
conjunto de abordagens híbridas que combinam as principais características relacionadas
aos sistemas fuzzy e aos algoritmos evolutivos. Inicialmente, uma breve introdução sobre o
tema é apresentada e os conceitos básicos referentes a tais metodologias são explicados.
Em seguida, são mostradas as abordagens para a geração de SFBRs que consistem no
aprendizado evolutivo da Base de Conhecimento. Por fim, os requisitos considerados na
definição de um sistema fuzzy são descritos e uma discussão sobre a busca pelo equilíbrio
entre acurácia e interpretabilidade é realizada.

4.1 Introdução
A definição de um sistema fuzzy pode ser ententida como um problema de busca

ou otimização cujo objetivo é determinar aspectos relacionados aos componentes de um
SFBR, tais como os parâmetros das funções de pertinência, a granularidade das partições
fuzzy de cada variável linguística ou o conjunto de regras a ser utilizado. Os algoritmos
evolutivos, conforme visto no capítulo anterior, possuem a capacidade de encontrar boas
soluções em problemas com espaços de busca complexos, além de permitirem que um
conhecimento prévio a respeito do problema analisado seja incorporado em sua estrutura
(FAZZOLARI et al., 2013). A partir do início da década de 1990, diversas metodologias
híbridas começaram a ser desenvolvidas com o propósito de aproveitar a habilidade de
otimização dos algoritmos evolutivos na geração de sistemas fuzzy. Muitas delas foram
baseadas nos tradicionais algoritmos genéticos, ficando conhecidas como Sistemas Fuzzy
Genéticos (SFGs) (CORDÓN et al., 2001; CORDÓN et al., 2004; HERRERA, 2005;
HERRERA, 2008; CORDÓN, 2011). No entanto, também são encontradas na literatura
abordagens que utilizam outros algoritmos evolutivos na definição de sistemas fuzzy, tais
como a Programação Genética, a Programação Evolutiva e as Estratégias Evolutivas.
Por essa razão, esse conjunto de metodologias tem sido denominado nos últimos anos
como Sistemas Fuzzy Evolutivos (SFEs) (KAVKA, 2010; FERNÁNDEZ et al., 2015;
FERNÁNDEZ; HERRERA, 2016; FERNÁNDEZ et al., 2019).

4.2 Conceitos básicos
Os SFEs são um conjunto de abordagens híbridas que integram a capacidade

que os sistemas fuzzy possuem de lidar com incerteza e imprecisão com a habilidade de
aprendizado e otimização dos algoritmos evolutivos (KAVKA, 2010). Essas abordagens são
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caracterizadas por utilizar um algoritmo evolutivo no processo de definição dos componentes
de um SFBR, como ilustrado na figura 16 (FERNÁNDEZ et al., 2015):

Figura 16 – Sistema Fuzzy Evolutivo - Adaptado (FERNÁNDEZ et al., 2015)

No processo evolutivo para a geração do SFBR, determinados componentes do
sistema fuzzy são inicialmente codificados em uma estrutura de parâmetros representada por
um cromossomo. Em seguida, o algoritmo evolutivo é utilizado para encontrar um conjunto
de parâmetros apropriados que permite ao SFBR apresentar os melhores resultados de
acordo com uma função de aptidão adequada. Portanto, o primeiro passo no design de
um SFE é decidir quais componentes do SFBR estarão sujeitos ao processo de otimização
realizado pelo algoritmo evolutivo. Nesse sentido, as abordagens híbridas para a geração de
SFBRs são divididas inicialmente em dois tipos: Ajuste Evolutivo e Aprendizado Evolutivo
(FERNÁNDEZ et al., 2015).

As abordagens do tipo Ajuste Evolutivo são caracterizadas por considerarem uma
Base de Conhecimento definida previamente, ou seja, a Base de Dados e a Base de Regras
são construídas antes do processo evolutivo. O algoritmo evolutivo tem como objetivo
melhorar a definição inicial da Base de Dados ou encontrar os parâmetros mais adequados
para o Mecanismo de Inferência, mantendo a mesma Base de Regras gerada inicialmente.
Já nas abordagens do tipo Aprendizado Evolutivo, não existe uma Base de Conhecimento
definida previamente. Em tais metodologias, o algoritmo evolutivo é empregado com o
objetivo de aprender os componentes de um SFBR, o que pode incluir tanto a construção
da Base de Conhecimento, por meio da determinação da Base de Dados e/ou da Base de
Regras, quanto o aprendizado do Mecanismo de Inferência (FERNÁNDEZ et al., 2015).
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Além da classificação quanto ao ajuste ou aprendizado dos componentes de um
sistema fuzzy, também é necessário determinar se o objetivo da abordagem é apenas
aumentar a acurácia (precisão) do SFBR ou se é desejado encontrar um equilíbrio entre
diferentes objetivos, como, por exemplo, entre a acurácia e a interpretabilidade do sistema, o
que geralmente é realizado por meio da utilização de um Algoritmo Evolutivo Multiobjetivo
(AEMO) (DEB, 2001; COELLO; LAMONT; VELDHUIZEN, 2007; ZHOU et al., 2011). Por
fim, as abordagens também podem ser empregadas na geração de SFBRs que substituem
os conjuntos fuzzy tradicionais propostos por Zadeh (1965) pelas novas representações
existentes na literatura, tais como os conjuntos fuzzy do tipo 2 (KARNIK; MENDEL;
LIANG, 1999) e os conjuntos fuzzy intervalares (DUBOIS; PRADE, 2005).

No trabalho de Fernández et al. (2015), foi proposta uma taxonomia para SFEs
que contém os diferentes tipos de abordagens para a geração de sistemas fuzzy utilizando
algoritmos evolutivos. Essa proposta consiste em uma extensão da taxonomia para SFGs
apresentada por Herrera (2008). Além de classificar as abordagens quanto ao ajuste ou
aprendizado dos componentes de um SFBR, como foi realizado no trabalho de Herrera
(2008), a taxonomia mostrada por Fernández et al. (2015) inclui também as metodologias
que tratam diferentes objetivos e aquelas que utilizam as novas representações de conjuntos
fuzzy. A seguir, serão descritas as abordagens que são baseadas no aprendizado da Base
de Conhecimento do SFBR, as quais pertencem a uma área da taxonomia denominada
Aprendizado evolutivo da Base de Conhecimento.

4.3 Aprendizado evolutivo da Base de Conhecimento
O Aprendizado evolutivo da Base de Conhecimento é uma área da taxonomia para

SFEs proposta por Fernández et al. (2015) que reúne as abordagens nas quais um algoritmo
evolutivo é utilizado para aprender os componentes da Base de Conhecimento de um
SFBR. Nessa área, são encontradas tanto metodologias que geram a Base de Regras a
partir de uma Base de Dados já definida quanto abordagens que procuram definir a Base
de Dados considerando uma Base de Regras previamente construída. Existem também as
metodologias que realizam o aprendizado da Base de Dados e da Base de Regras de maneira
simultânea, ou seja, o processo evolutivo tem como objetivo definir os parâmetros de ambos
os componentes ao mesmo tempo. Logo, de acordo com os componentes envolvidos, as
abordagens baseadas no aprendizado evolutivo da Base de Conhecimento são classificadas
em Seleção evolutiva de regras, Aprendizado evolutivo da Base de Regras, Aprendizado
evolutivo da Base de Dados e Aprendizado evolutivo simultâneo dos componentes da Base
de Conhecimento, como mostrado na figura 17. Essas abordagens podem ser realizadas com
a utilização de um algoritmo evolutivo tradicional ou empregando um algoritmo evolutivo
multiobjetivo (FERNÁNDEZ et al., 2015).
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Figura 17 – Aprendizado evolutivo da Base de Conhecimento - Adaptado (FERNÁNDEZ
et al., 2015)

4.3.1 Seleção evolutiva de regras

Quando a Base de Regras é obtida automaticamente a partir de um determinado
método, é possível que ela contenha um elevado número de regras. Muitas delas são
importantes e realmente capturam a informação necessária para o problema considerado.
Entretanto, várias outras regras podem ser redundantes, irrelevantes, errôneas ou con-
flituosas, o que prejudica a acurácia e a interpretabilidade do SFBR. Para solucionar
esse problema, a abordagem Seleção evolutiva de regras utiliza um algoritmo evolutivo
com a finalidade de selecionar um subconjunto de regras do conjunto de regras inicial,
visando tornar o sistema fuzzy mais preciso e interpretável. A figura 18 ilustra esse tipo de
abordagem. Um exemplo da utilização dessa abordagem em problemas de classificação de
dados pode ser encontrado em Ishibuchi et al. (1995).

Figura 18 – Seleção evolutiva de regras - Adaptado (HERRERA, 2008)
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4.3.2 Aprendizado evolutivo da Base de Regras

Neste tipo de abordagem, o aprendizado evolutivo da Base de Conhecimento
consiste em gerar a Base de Regras a partir de uma Base de Dados previamente definida.
Normalmente, a definição da Base de Dados é realizada escolhendo-se, a priori, o número
de termos linguísticos que será utilizado para representar cada variável do sistema. Em
geral, esse número é ímpar, varia entre 3 e 9 e costuma ser o mesmo para todas as variáveis
linguísticas (HERRERA, 2008). Além disso, também é comum que os conjuntos fuzzy
associados aos termos linguísticos sejam distribuídos uniformemente ao longo do universo
de discurso das variáveis. Com a Base de Dados pré-definida, é executado o processo
evolutivo para gerar a Base de Regras, no qual são codificados no cromossomo determinados
parâmetros das regras fuzzy como os termos linguísticos associados aos antecedentes e a
classe presente no consequente. A figura 19 ilustra esse tipo de abordagem. Um exemplo
da utilização dessa abordagem em controle fuzzy pode ser encontrado em Thrift (1991).

Figura 19 – Aprendizado evolutivo da Base de Regras - Adaptado (HERRERA, 2008)

4.3.3 Aprendizado evolutivo da Base de Dados

O aprendizado evolutivo dos componentes da Base de Conhecimento pode ser
realizado por meio de dois processos distintos e independentes, sendo um para definir a
Base de Dados e outro para construir a Base de Regras. Essa abordagem é denominada
Aprendizado evolutivo da Base de Dados e pode ser implementada de duas maneiras. Na
primeira delas, um algoritmo evolutivo é utilizado para gerar a Base de Dados, por exemplo,
a partir da codificação dos parâmetros das funções de pertinência ou da granularidade das
partições fuzzy de cada variável linguística. Uma função de aptidão adequada é utilizada
para avaliar a qualidade da Base de Dados em cada iteração do algoritmo. Assim que o
processo evolutivo termina e a Base de Dados definitiva é obtida, um método de geração de
regras fuzzy é empregado para construir a Base de Regras. Essa possibilidade é chamada
de Aprendizado evolutivo a priori da Base de Dados, a qual é mostrada na figura 20:
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Figura 20 – Aprendizado evolutivo a priori da Base de Dados - Adaptado (HERRERA,
2008)

Na segunda maneira, o algoritmo evolutivo também codifica algum aspecto relacio-
nado à Base de Dados, como os parâmetros das funções de pertinência ou a granularidade
das partições fuzzy de cada variável linguística. A diferença é que, em cada iteração do
algoritmo, assim que a Base de Dados é definida, o processo para geração da Base de
Regras é executado e uma função de aptidão baseada no erro ou na precisão do SFBR é
utilizada com o objetivo de avaliar a qualidade da Base de Conhecimento obtida. Essa
possibilidade é denominada Aprendizado evolutivo conjunto da Base de Dados, a qual é
ilustrada na figura 21. Exemplos da utilização dessa abordagem podem ser encontrados nos
trabalhos de Cordón, Herrera e Villar (2001), Villar, Fernández e Herrera (2009), Villar et
al. (2012) e Villar et al. (2015).

Figura 21 – Aprendizado evolutivo conjunto da Base de Dados - Adaptado (HERRERA,
2008)
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4.3.4 Aprendizado evolutivo simultâneo dos componentes da Base de Conhe-
cimento

O objetivo desta abordagem consiste em utilizar um algoritmo evolutivo para
realizar, ao mesmo tempo, o aprendizado da Base de Dados e da Base de Regras do
SFBR, codificando no cromossomo parâmetros relacionados a esses dois componentes.
Dessa forma, é possível que seja obtida uma Base de Conhecimento com componentes
bem definidos e desempenho satisfatório. No entanto, o processo evolutivo é mais lento e
complexo, devido ao maior espaço de busca. A respectiva abordagem é ilustrada na figura
22. Um exemplo da utilização dessa abordagem na geração de controladores fuzzy pode
ser encontrado no trabalho realizado por Homaifar e McCormick (1995).

Figura 22 – Aprendizado evolutivo simultâneo dos componentes da Base de Conhecimento
- Adaptado (HERRERA, 2008)

4.4 Requisitos considerados na definição de sistemas fuzzy
No processo de construção de um SFBR, dois requisitos relacionados ao modelo

fuzzy são geralmente considerados: a Acurácia e a Interpretabilidade, cujas definições são
apresentadas a seguir (GACTO; ALCALÁ; HERRERA, 2011):

• Acurácia: representa a capacidade que o modelo fuzzy tem de representar fielmente
o sistema real. Em geral, deseja-se que a saída do modelo fuzzy seja o mais similar
possível em relação à saída do sistema real. Isso é verificado por meio de medidas
bem definidas e amplamente aceitas na literatura. Por exemplo, em um problema
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de classificação, a acurácia do SFBR é calculada como sendo a porcentagem de
amostras classificadas corretamente em um determinado conjunto de dados. Já em
um problema de regressão, a acurácia do SFBR pode ser obtida calculando-se o erro
quadrático médio (EQM) entre os valores de saída do modelo fuzzy e os valores de
saída do sistema real.

• Interpretabilidade: representa a capacidade que o modelo fuzzy tem de descrever de
maneira compreensível o funcionamento do sistema real. Diferentemente da acurácia,
a interpretabilidade é uma propriedade subjetiva, que está associada a uma série
de fatores relacionados a um SFBR, tais como o número de regras fuzzy, o número
de variáveis linguísticas, o número de termos linguísticos, o tipo das funções de
pertinência, etc. Por essa razão, diversas medidas já foram utilizadas para avaliar
a interpretabilidade de um SFBR, tanto em problemas de classificação quanto em
problemas de regressão.

Nos últimos anos, alguns trabalhos se propuseram a analisar e classificar as diferentes
medidas de interpretabilidade de SFBRs propostas na literatura, como pode ser observado
em Mencar, Castellano e Fanelli (2007), Mencar e Fanelli (2008), Zhou e Gan (2008),
Alonso, Magdalena e González-Rodríguez (2009), Gacto, Alcalá e Herrera (2011) e Alonso,
Castiello e Mencar (2015). No artigo de Gacto, Alcalá e Herrera (2011), por exemplo, é
proposta uma taxonomia para a interpretabilidade de SFBRs linguísticos que considera
dois tipos principais de medidas:

• Medidas de interpretabilidade baseadas na complexidade do modelo fuzzy: neste grupo
estão as medidas de intepretabilidade relacionadas à complexidade do modelo fuzzy,
como o número de regras fuzzy, o número de funções de pertinência, o número de
atributos, etc.

• Medidas de interpretabilidade baseadas nos aspectos semânticos do modelo fuzzy: neste
grupo estão as medidas de interpretabilidade relacionadas aos aspectos semânticos
do modelo fuzzy, como a consistência da Base de Regras (inexistência de regras fuzzy
contraditórias, ou seja, com mesmo antecedente e diferentes consequentes), o número
de regras ativadas ao mesmo tempo, a facilidade de distinção entre as funções de
pertinência que definem os termos linguísticos de uma variável, etc.

Esses dois tipos de medidas de interpretabilidade são considerados para cada
componente da Base de Conhecimento do SFBR, ou seja, a complexidade e os aspectos
semânticos do modelo fuzzy estão relacionados tanto à Base de Regras quanto à Base de
Dados do sistema fuzzy. A tabela 1 apresenta as medidas de interpretabilidade baseadas
na complexidade do modelo fuzzy considerando cada um desses componentes (GACTO;
ALCALÁ; HERRERA, 2011):
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Tabela 1 – Medidas de interpretabilidade baseadas na complexidade do modelo fuzzy -
Adaptado (GACTO; ALCALÁ; HERRERA, 2011)

Base de Regras Base de Dados
Medida de

Complexidade
Número de regras Número de funções de pertinência

Número de antecedentes Número de atributos

A maior parte dos trabalhos propostos na literatura avaliam a interpretabilidade
de um SFBR por meio das medidas baseadas na complexidade do modelo fuzzy, as quais
são consideradas medidas de interpretabilidade clássicas. Essas medidas são explicadas
com mais detalhes a seguir (GACTO; ALCALÁ; HERRERA, 2011):

• Número de regras: para que o SFBR tenha uma maior interpretabilidade, o número de
regras deve ser o menor possível, desde que a acurácia do modelo fuzzy no problema
a ser resolvido permaneça satisfatória.

• Número de antecedentes: para que o sistema seja mais interpretável, o número de
antecedentes de cada regra não deve ultrapassar o limite de 7 ± 2, uma vez que,
segundo Miller (1956), esse é o número de entidades conceituais com as quais o ser
humano consegue lidar. Em todo caso, a acurácia do modelo fuzzy no problema
considerado deve permanecer em um nível desejado.

• Número de funções de pertinência: a quantidade de termos linguísticos ou granulari-
dade das partições fuzzy de cada variável deve ser moderado, não excedendo o limite
de 7± 2 explicado anteriormente.

• Número de atributos: a redução do número de atributos em problemas com alta
dimensionalidade pode contribuir para uma maior interpretabilidade do SFBR.

4.5 Equilíbrio entre acurácia e interpretabilidade
Tradicionalmente, o principal objetivo do desenvolvimento de SFEs era aumentar

a acurácia de um SFBR (FERNÁNDEZ et al., 2015). Nos últimos anos, no entanto, uma
maior importância tem sido dada à interpretabilidade dos modelos fuzzy (ISHIBUCHI;
MURATA; TURKSEN, 1997; GUILLAUME, 2001; CORDÓN, 2011; ALONSO; CAS-
TIELLO; MENCAR, 2015; CPAŁKA, 2017). A geração de sistemas fuzzy que sejam
precisos e interpretáveis é um desafio, pois não é possível maximizar os dois objetivos
ao mesmo tempo (HERRERA, 2008). A melhora em um deles pode causar a piora no
outro (DWIVEDI; TRIPATHI, 2015). Esse compromisso é conhecido na literatura como
Equilíbrio entre acurácia e interpretabilidade (CASILLAS et al., 2003a; CASILLAS et al.,
2003b; ALCALÁ et al., 2006), o qual é ilustrado pela figura 23 (FAZZOLARI et al., 2013):
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Figura 23 – Equilíbrio entre acurácia e interpretabilidade - Adaptado (FAZZOLARI et al.,
2013)

Uma forma de lidar com esses objetivos conflitantes na definição de um SFBR
é utilizando um algoritmo evolutivo multiobjetivo (AEMO), pois o mesmo permite que
sejam gerados modelos fuzzy com diferentes equilíbrios entre acurácia e interpretabilidade.
Dessa forma, após o processo evolutivo, é possível escolher, dentre os modelos obtidos,
aquele que seja mais adequado ao problema a ser resolvido (CORDÓN, 2011; FAZZOLARI
et al., 2013). Diversos AEMOs foram propostos na literatura, sendo alguns com maior
destaque como o Pareto Archived Evolution Strategy (PAES) (KNOWLES; CORNE,
1999), o Strength Pareto Evolutionary Algorithm 2 (SPEA2) (ZITZLER; LAUMANNS;
THIELE, 2001), o Non-dominated Sorting Genetic Algorithm II (NSGA-II) (DEB et al.,
2002) e o Multiobjective Evolutionary Algorithm Based on Decomposition (MOEA/D)
(ZHANG; LI, 2007). As abordagens híbridas que utilizam um AEMO no processo de
definição de um sistema fuzzy são denominadas Sistemas Fuzzy Genéticos Multiobjetivos
(SFGMOs) (ISHIBUCHI, 2007; ISHIBUCHI; NOJIMA, 2009) ou Sistemas Fuzzy Evolutivos
Multiobjetivos (SFEMOs) (DUCANGE; MARCELLONI, 2011; FAZZOLARI et al., 2013).
Alguns exemplos de SFEMOs desenvolvidos com o objetivo de gerar SFBRs que apresentem
um equilíbrio entre acurácia e interpretabilidade podem ser encontrados nos trabalhos
de Ishibuchi e Nojima (2006), Alcalá et al. (2009), Alonso, Magdalena e Cordón (2010),
Ducange, Lazzerini e Marcelloni (2010), Alcalá et al. (2011), Cárdenas e Camargo (2012a),
Cárdenas e Camargo (2012b), Cárdenas e Camargo (2013), Antonelli, Ducange e Marcelloni
(2014), Hinojosa, Camargo e Túpac (2015), Cárdenas, Camargo e Túpac (2016), Cárdenas
e Camargo (2018) e Hinojosa e Camargo (2018).
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5 Tomada de Decisão Multicritério

Neste capítulo, serão abordados alguns dos principais aspectos relacionados à
Tomada de Decisão Multicritério. Inicialmente, é apresentada uma breve introdução sobre
o tema. Em seguida, são descritos os conceitos básicos e os procedimentos de normalização
mais conhecidos. Por fim, são explicados o Método da Entropia, utilizado para determinar
os pesos objetivos dos critérios de avaliação, e a Técnica para Preferência de Ordem por
Similaridade à Solução Ideal (TOPSIS), considerada uma das técnicas clássicas de tomada
de decisão multicritério.

5.1 Introdução
Diversos problemas existentes no mundo real envolvem a escolha de uma ou

mais soluções dentre um número finito de alternativas possíveis. Normalmente, essa
escolha é realizada considerando-se um conjunto de critérios, geralmente conflitantes, que
caracterizam cada alternativa e direcionam o processo de tomada de decisão. Esse tipo
de problema é conhecido na literatura como Tomada de Decisão Multicritério, do inglês
Multiple Criteria Decision Making (MCDM) (STEWART, 1992; ZAVADSKAS; TURSKIS;
KILDIENÈ, 2014; MARDANI et al., 2015).

5.2 Conceitos básicos
Um problema de tomada de decisão multicritério é definido formalmente por uma

matriz de decisão D composta por m alternativas e n critérios, conforme mostrado a seguir
(CHEN, 2000):

D =



C1 C2 ··· Cn

A1 x11 x12 · · · x1n

A2 x21 x22 · · · x2n

... ... ... . . . ...
Am xm1 xm2 · · · xmn

 (5.1)

na qual A1, A2, . . . , Am representam as alternativas, C1, C2, . . . , Cn são os critérios e xmn é
o desempenho da alternativa Ai (i = 1, . . . ,m) de acordo com o critério Cj (j = 1, . . . , n).
Segundo Vinogradova, Podvezko e Zavadskas (2018), o desempenho de cada alternativa
em relação aos critérios pode ser descrito por dados estatísticos, por estimativas realizadas
por especialistas ou por valores de características técnicas ou tecnológicas referentes ao
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problema considerado. A importância ou relevância de cada critério é dada por um vetor de
pesos W = (w1, w2, . . . , wj), em que wj é o peso do critério Cj. De acordo com Zavadskas
e Podvezko (2016), tais pesos podem ser classificados como subjetivos ou objetivos. Os
pesos subjetivos são aqueles cujos valores são determinados por especialistas qualificados,
com ampla experiência teórica e prática no domínio do problema considerado. Já os pesos
objetivos são determinados a partir da estrutura dos dados, ou seja, com base nos valores
de desempenho apresentados pelas alternativas em cada critério. Uma das formas de se
obter os pesos objetivos de um problema de tomada de decisão multicritério é utilizando
o Método da Entropia, o qual é explicado na seção 5.4. De maneira geral, quanto mais
importante for um critério, maior será o valor do peso a ele associado (VINOGRADOVA;
PODVEZKO; ZAVADSKAS, 2018). Além disso, o conjunto de pesos relativos aos critérios
deve satisfazer a condição expressa na equação 5.2:

n∑
j=1

wj = 1 (5.2)

.

A partir da matriz de decisão D e do vetor de pesosW , a resolução de um problema
de tomada de decisão multicritério consiste em atribuir um valor de preferência para cada
alternativa e, em seguida, ranquear e selecionar uma ou mais soluções, de acordo com o
problema a ser resolvido. Isso é realizado por meio de uma técnica de tomada de decisão
multicritério, que determina o valor de preferência de cada alternativa através de duas
etapas: a Normalização e a Agregação (CHAKRABORTY; YEH, 2007).

A etapa de Normalização tem como objetivo promover a compatibilidade entre as
unidades de medida de cada critério. Como o desempenho das alternativas em relação aos
critérios geralmente é representado em diferentes unidades de medida, é necessário utilizar
um método de normalização para que seja possível comparar as alternativas existentes
(WANG; CHANG, 2007). Assim, a matriz de decisão D é normalizada, obtendo-se a matriz
de decisão normalizada P = (pij)m×n, em que pij representa o desempenho normalizado
da alternativa Ai (i = 1, . . . ,m) em relação ao critério Cj (j = 1, . . . , n). Dessa forma, os
problemas computacionais que poderiam ocorrer devido às diferentes unidades de medida
na matriz de decisão são eliminados (YOON; HWANG, 1995).

Na etapa de Agregação, a matriz de decisão normalizada P e o vetor de pesos W
são agregados pela técnica de tomada de decisão com a finalidade de determinar o valor de
preferência de cada alternativa, possibilitando que elas sejam ordenadas e, posteriormente,
uma ou mais soluções sejam selecionadas (CHAKRABORTY; YEH, 2007). Dentre as
técnicas de tomada de decisão disponíveis na literatura, uma das mais tradicionais é a
Técnica para Preferência de Ordem por Similaridade à Solução Ideal (TOPSIS) (HWANG;
YOON, 1981), a qual será explicada em detalhes na seção 5.5.
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5.3 Procedimentos de normalização
Diferentes procedimentos de normalização foram propostos na literatura. De acordo

com Chakraborty e Yeh (2007), alguns dos mais conhecidos são a normalização vetorial,
a transformação linear de escala (Max-Min), a transformação linear de escala (Max) e a
transformação linear de escala (Soma), os quais são descritos a seguir:

5.3.1 Normalização vetorial

O desempenho normalizado pij é calculado conforme a equação 5.3, na qual xij é o
desempenho da alternativa Ai em relação ao critério Cj:

pij = xij√∑m
i=1 x

2
ij

, i = 1, . . . ,m, j = 1, . . . , n (5.3)

5.3.2 Transformação linear de escala (Max-Min)

A normalização da matriz de decisão considera os valores de desempenho máximo
(xj

max) e mínimo (xj
min) dentre todas as alternativas em relação ao critério Cj, como

descrito na equação 5.4:

pij = xij − xj
min

xj
max − xi

min
, i = 1, . . . ,m, j = 1, . . . , n (5.4)

5.3.3 Transformação linear de escala (Max)

Para cada critério Cj , a normalização é realizada dividindo-se o valor do desempenho
de cada alternativa pelo maior valor de desempenho para aquele critério, como descrito na
equação 5.5:

pij = xij

xj
max

, i = 1, . . . ,m, j = 1, . . . , n (5.5)

5.3.4 Transformação linear de escala (Soma)

Neste procedimento, para cada critério Cj, a matriz de decisão é normalizada
dividindo-se o valor do desempenho de cada alternativa pela soma de todos os valores de
desempenho para aquele critério, como descrito na equação 5.6:

pij = xij∑n
j=1 xj

, i = 1, . . . ,m, j = 1, . . . , n (5.6)
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5.4 Método da Entropia
Em um problema de tomada de decisão, uma das formas de se determinar o peso

dos critérios de maneira objetiva é utilizando o Método da Entropia (HWANG; YOON,
1981; CHEN, 2019a). Esse método é baseado na entropia da informação, também chamada
de entropia de Shannon, que é utilizada para medir a quantidade de informação contida em
uma determinada mensagem (SHANNON, 1948). Como a matriz de decisão D apresenta
uma quantidade considerável de informação, uma vez que contém os valores de desempenho
das alternativas em relação aos critérios, a entropia é útil para determinar a importância
de cada um deles (NIJKAMP, 1977). Em geral, quanto menor for a diversidade nos valores
de um dado critério, ou seja, quanto mais similares eles forem, maior será a entropia
da informação relacionada a esse critério e menor será o seu peso, e vice-versa (CHEN,
2019b). Se todas as alternativas apresentarem o mesmo valor de desempenho em um
determinado critério, ele não irá influenciar o processo de tomada de decisão, uma vez que
o seu peso será igual a zero. Por essa razão, o respectivo critério poderá ser desconsiderado
(ZAVADSKAS; PODVEZKO, 2016). Para se obter os pesos dos critérios utilizando o
Método da Entropia, os seguintes passos devem ser executados (KAYNAK; ALTUNTAS;
DERELI, 2017):

1. O primeiro passo é construir a matriz de decisão D = (xij)m×n composta pelas m
alternativas e pelos n critérios do problema, em que xij é o desempenho da alternativa
Ai (i = 1, . . . ,m) em relação ao critério Cj (j = 1, . . . , n):

D =


x11 x12 · · · x1n

x21 x22 · · · x2n

... ... . . . ...
xm1 xm2 · · · xmn

 (5.7)

2. O segundo passo consiste em obter a matriz de decisão normalizada P = (pij)m×n:

P =


p11 p12 · · · p1n

p21 p22 · · · p2n

... ... . . . ...
pm1 pm2 · · · pmn

 (5.8)

O valor pij , que representa o desempenho normalizado da alternativa Ai (i = 1, . . . ,m)
em relação ao critério Cj (j = 1, . . . , n), é calculado utilizando-se o procedimento
transformação linear de escala (Soma), descrito na seção 5.3:

pij = xij∑n
j=1 xj

, i = 1, . . . ,m, j = 1, . . . , n (5.9)
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3. O terceiro passo é calcular o valor de entropia ej para cada critério Cj utilizando a
equação 5.10.

ej = − 1
ln(m)

m∑
i=1

pij ln(pij), i = 1, . . . ,m, j = 1, . . . , n (5.10)

De acordo com Huang et al. (2015), quando pij = 0, considera-se ln(pij) = 0.

4. O quarto passo consiste em obter o grau de diversidade dj para cada critério Cj por
meio da equação 5.11:

dj = 1− ej, j = 1, . . . ,m (5.11)

5. O quinto e último passo é calcular o peso wj para cada critério Cj a partir da equação
5.12:

wj = dj∑m
j=1 dj

, j = 1, . . . ,m (5.12)

A figura 24 ilustra os passos necessários para se obter os pesos dos critérios em um
problema de tomada de decisão por meio do Método da Entropia.

Figura 24 – Método da Entropia

De acordo com Kaynak, Altuntas e Dereli (2017), uma das vantagens do Método da
Entropia em relação aos métodos que obtém os pesos de maneira subjetiva como o AHP
(SAATY, 1980) e o ANP (SAATY, 1996) é que ele dispensa a necessidade da opinião de
especialistas, já que os pesos são calculados diretamente a partir dos dados do problema.
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5.5 Técnica para Preferência de Ordem por Similaridade à Solução
Ideal (TOPSIS)
Uma das técnicas clássicas para a solução de um problema de tomada de decisão

multicritério é a Técnica para Preferência de Ordem por Similaridade à Solução Ideal
(TOPSIS), proposta no ano de 1981 por Hwang e Yoon (1981). Esse método fornece
um ranking das alternativas de acordo com suas distâncias em relação às soluções ideais
positiva e negativa, de forma que a melhor alternativa é aquela que possui a menor distância
em relação à solução ideal positiva e, ao mesmo tempo, a maior distância em relação à
solução ideal negativa (ROGHANIAN; RAHIMI; ANSARI, 2010). A solução ideal positiva
consiste na alternativa que apresenta os valores de desempenho mais altos para os critérios
do tipo benefício e os valores de desempenho mais baixos para os critérios do tipo custo.
Já a solução ideal negativa é aquela cujos valores de desempenho dos critérios do tipo
benefício são os mais baixos e os do tipo custo são os mais altos (BEHZADIAN et al.,
2012). Um critério do tipo benefício é aquele que, quanto maior for o valor de desempenho,
melhor será a alternativa em relação a esse critério. Um critério do tipo custo é definido
de maneira inversa: quanto maior for o valor de desempenho, pior será a alternativa em
relação a esse critério. Os passos necessários para a execução da técnica TOPSIS são
apresentados a seguir (HWANG; YOON, 1981; BEHZADIAN et al., 2012):

1. Construir a matriz de decisão D = (xij)m×n composta pelas m alternativas e pelos
n critérios do problema, em que xij é o desempenho da alternativa Ai (i = 1, . . . ,m)
em relação ao critério Cj (j = 1, . . . , n).

D =


x11 x12 · · · x1n

x21 x22 · · · x2n

... ... . . . ...
xm1 xm2 · · · xmn

 (5.13)

2. Obter a matriz de decisão normalizada P = (pij)m×n:

P =


p11 p12 · · · p1n

p21 p22 · · · p2n

... ... . . . ...
pm1 pm2 · · · pmn

 (5.14)

O valor pij , que representa o desempenho normalizado da alternativa Ai (i = 1, . . . ,m)
em relação ao critério Cj (j = 1, . . . , n), é calculado utilizando-se o procedimento
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normalização vetorial, descrito na seção 5.3:

pij = xij√∑m
i=1 x

2
ij

, i = 1, . . . ,m, j = 1, . . . , n (5.15)

3. Construir a matriz de decisão normalizada ponderada V = (vij)m×n:

V =


v11 v12 · · · v1n

v21 v22 · · · v2n

... ... . . . ...
vm1 vm2 · · · vmn

 (5.16)

O valor vij é calculado de acordo com a equação 5.17, na qual wj é o peso do critério
Cj (j = 1, . . . , n):

vij = wj × pij, j = 1, . . . , n (5.17)

4. Determinar a solução ideal positiva A+ e a solução ideal negativa A− a partir das
equações 5.18 a 5.21:

A+ = (v+
1 , v

+
2 , . . . , v

+
n ) (5.18)

A− = (v−1 , v−2 , . . . , v−n ) (5.19)

em que

v+
j = (max

i
vij, j ∈ J1; min

i
vij, j ∈ J2) (5.20)

v−j = (min
i
vij, j ∈ J1; max

i
vij, j ∈ J2) (5.21)

Nas equações 5.20 e 5.21, J1 e J2 representam os conjuntos de critérios do tipo
benefício e do tipo custo, respectivamente.

5. Calcular a distância euclidiana de cada alternativa Ai em relação à solução ideal
positiva A+ e à solução ideal negativa A−, utilizando as equações 5.22 e 5.23,
respectivamente:

d+
i =

√√√√ n∑
j=1

(v+
j − vij)2, i = 1, . . . ,m (5.22)

d−i =
√√√√ n∑

j=1
(v−j − vij)2, i = 1, . . . ,m (5.23)
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6. Calcular o coeficiente de proximidade relativa ξi de cada alternativa Ai conforme a
equação 5.24:

ξi = d−i
d+

i + d−i
(5.24)

7. Ordenar as alternativas de maneira decrescente conforme os respectivos valores de
ξi. A melhor alternativa é aquela cujo valor do coeficiente de proximidade relativa ξi

é o mais próximo de 1.

A figura 25 ilustra os passos necessários para a execução da técnica TOPSIS:

Figura 25 – TOPSIS
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Por padrão, como pode ser observado no passo 2, a técnica TOPSIS normaliza a
matriz de decisão D por meio do procedimento normalização vetorial. Entretanto, alguns
trabalhos da literatura examinaram a utilização de diferentes procedimentos de normaliza-
ção na implementação do algoritmo TOPSIS, como, por exemplo, os procedimentos de
transformação linear em escala que foram descritos na seção 5.2. Enquanto nos artigos de
Chakraborty e Yeh (2009) e Celen (2014) a normalização vetorial obteve os resultados mais
consistentes, no estudo realizado por Lakshmi e Venkatesan (2014) a transformação linear
de escala (Soma) apresentou o melhor desempenho. Esse fato indica que o procedimento de
normalização empregado na técnica TOPSIS pode influenciar o resultado de um problema
de tomada de decisão multicritério, sendo importante investigar o uso das diferentes
possibilidades existentes ao se buscar a solução para o problema considerado.

No passo 3, para construir a matriz de decisão normalizada ponderada V , é
necessário primeiramente definir os pesos dos critérios de avaliação. Quando esses pesos
são determinados por meio do Método da Entropia, a técnica TOPSIS recebe o nome de
entropy weight TOPSIS (CHEN, 2019a). Nos últimos anos, diferentes trabalhos propuseram
a utilização do TOPSIS em conjunto com o Método da Entropia na resolução de problemas
de tomada de decisão multicritério, como pode ser observado em Min e Peng (2012), HSU
(2013), Kim (2016), Kaynak, Altuntas e Dereli (2017), Zheng et al. (2018) e Liu et al.
(2019).
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6 Abordagem evolutiva multiobjetivo para
geração de classificadores fuzzy utilizando
a técnica TOPSIS

Neste capítulo, será apresentada a abordagem evolutiva multiobjetivo para a
geração de SCFBRs proposta neste trabalho. Inicialmente, uma visão geral sobre o método
desenvolvido é mostrada. Em seguida, o algoritmo utilizado para a obtenção da Base de
Conhecimento dos classificadores fuzzy é descrito. Por fim, os componentes do processo
evolutivo responsável pela geração dos SCFBRs são explicados.

6.1 Visão geral sobre o método desenvolvido
A metodologia desenvolvida neste trabalho consiste na utilização de um SFE em

conjunto com a técnica TOPSIS para obter classificadores fuzzy que apresentem um
bom equilíbrio entre acurácia e interpretabilidade (KROHLING, 2019). De acordo com
a taxonomia para SFEs proposta por Fernández et al. (2015), o método apresentado
pertence à área Aprendizado evolutivo da Base de Conhecimento, descrita na seção 4.3,
sendo classificado como uma abordagem do tipo Aprendizado evolutivo conjunto da Base
de Dados, explicada na seção 4.3.3, uma vez que o processo evolutivo empregado para
obter a Base de Conhecimento dos SCFBRs tem como objetivo determinar parâmetros
relacionados à Base de Dados do sistema. As principais características do método proposto
são:

a) O algoritmo evolutivo CHC é utilizado para definir a granularidade das partições
fuzzy de cada variável linguística do classificador.

b) A partir da granularidade definida com o processo evolutivo, é executado um algoritmo
para gerar a Base de Conhecimento do SCFBR.

c) Para obter sistemas fuzzy que apresentem um bom equilíbrio entre acurácia e
interpretabilidade, a avaliação de cada SCFBR é realizada utilizando-se a técnica
de tomada de decisão TOPSIS, na qual os pesos dos critérios são determinados por
meio do Método da Entropia.

Os componentes da abordagem desenvolvida são ilustrados na figura 26. Nas
próximas seções, o método para geração de SCFBRs proposto neste trabalho será explicado
em maiores detalhes.
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Figura 26 – Componentes da abordagem desenvolvida

6.2 Algoritmo para geração da Base de Conhecimento
Uma das maneiras de se obter a Base de Conhecimento de um SCFBR utilizando

um conjunto de dados de treinamento é a partir do algoritmo proposto por Chi, Yan e Pham
(1996), conhecido na literatura como Chi et al. algorithm. Esse algoritmo é considerado
uma extensão, para problemas de classificação de dados, do método desenvolvido por
Wang e Mendel (1992). A ideia central do algoritmo é encontrar uma relação entre as
variáveis do problema, estabelecendo uma associação entre o domínio dos atributos e o
domínio das classes. Isso é realizado em duas etapas: a primeira tem o objetivo de definir a
Base de Dados e a segunda possui o propósito de gerar a Base de Regras. Os passos para a
execução dessas etapas são mostrados nas seções 6.2.1 e 6.2.2, respectivamente, adaptados
do trabalho de López et al. (2015).

6.2.1 Geração da Base de Dados

Nesta etapa, as variáveis linguísticas do sistema são definidas por partições fuzzy
compostas pela mesma quantidade de termos, ou seja, todas as variáveis possuem a mesma
granularidade. Os termos linguísticos de cada variável são especificados por conjuntos
fuzzy definidos por funções de pertinência triangulares, distribuídas de maneira uniforme
ao longo do domínio do respectivo atributo do conjunto de dados. Para ilustrar o processo
executado nessa etapa, a figura 27 mostra uma partição fuzzy uniforme associada a uma
determinada variável linguística caracterizada por cinco termos (MP, P, M, G e MG):
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Figura 27 – Partição fuzzy uniforme com 5 termos linguísticos

6.2.2 Geração da Base de Regras

Após definir as partições fuzzy de cada variável linguística, o algoritmo inicia a
geração da Base de Regras. Para cada amostra xp = (xp1, . . . , xpn, Cp) do conjunto de
dados de treinamento, é gerada uma regra fuzzy de acordo com os seguintes passos:

1. Inicialmente, calcula-se o grau de pertinência µ (xpi) entre cada atributo da amostra
xp e os termos linguísticos que caracterizam a variável associada a esse atributo.

2. Em seguida, para cada variável, seleciona-se o termo linguístico que apresenta o
maior grau de pertinência com o respectivo atributo da amostra.

3. Posteriormente, gera-se a regra fuzzy associada à amostra xp. Os antecedentes são
formados pelos termos linguísticos selecionados no passo anterior e o consequente
consiste na classe Cp da amostra.

4. Por fim, calcula-se o peso da regra.

Para exemplificar o processo de geração da Base de Regras do sistema fuzzy, seja
um conjunto de dados com 2 atributos, comprimento e largura, e 3 classes, C1, C2 e C3.
O comprimento pode assumir valores entre 0 e 50, e a largura varia entre 0 e 100. Uma
amostra xp pertencente a esse conjunto é representada por xp = (xp1, xp2, C1), em que xp1

é o valor do comprimento, xp2 é o valor da altura e C1 é a classe da amostra. São definidas
duas variáveis linguísticas, Comprimento e Largura, associadas aos respectivos atributos,
sendo cada uma caracterizada por partições fuzzy uniformes com três termos linguísticos,
como mostrado na figura 28:
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Figura 28 – Partições fuzzy das variáveis linguísticas Comprimento e Largura

De acordo com os passos mostrados anteriormente, considerando que o peso da
regra foi calculado segundo algum método apropriado e o valor obtido é igual a Pj , a regra
fuzzy Rj que seria gerada para a amostra xp = (xp1, xp2, C1) é dada pela equação 6.1:

Rj : SE Comprimento é grande E Largura é pequena (6.1)

ENTÃO Classe é C1 com Peso igual a Pj

É importante ressaltar que, por meio desse algoritmo, é possível gerar diversas
regras com o mesmo antecedente. Se elas apresentarem a mesma classe no consequente,
é necessário apenas remover uma das regras duplicadas. Caso contrário, a regra com
maior peso é mantida. Podem ser obtidas também regras com pesos negativos, como, por
exemplo, ao se utilizar o método PCF descrito na equação 2.29. Nesse caso, tais regras
são excluídas, uma vez que regras fuzzy com pesos negativos não são utilizadas em SFBRs
(ISHIBUCHI; YAMAMOTO, 2005).

6.3 Aprendizado evolutivo dos classificadores fuzzy
A metodologia apresentada neste trabalho consiste em uma versão modificada do

algoritmo CHC-GL (CHC for Granularity Learning) proposto por Villar et al. (2015) para
problemas de classificação. Esse algoritmo é uma abordagem do tipo Aprendizado evolutivo
conjunto da Base de Dados, ou seja, ele utiliza um processo evolutivo que obtém a Base
de Conhecimento do sistema fuzzy por meio de duas etapas, no qual o processo para
definir a Base de Dados inclui o processo para a geração da Base de Regras. O processo
evolutivo é baseado no algoritmo CHC e tem como objetivo determinar a granularidade
das partições fuzzy das variáveis linguísticas. Já a geração da Base de Dados e da Base
de Regras dos SCFBRs é realizada por meio do método proposto por Chi, Yan e Pham
(1996). A metodologia para a geração de classificadores fuzzy desenvolvida neste trabalho
se assemelha ao algoritmo CHC-GL pois ela também faz uso do algoritmo evolutivo CHC
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e do método apresentado por Chi, Yan e Pham (1996). No entanto, existem algumas
diferenças importantes entre as duas abordagens, as quais são descritas a seguir:

• No método proposto neste trabalho, a maioria dos componentes do algoritmo evo-
lutivo CHC são definidos de maneira distinta em relação ao algoritmo CHC-GL,
como a formação da população inicial, a avaliação dos indivíduos, o operador de
recombinação e o mecanismo de prevenção de incesto. Os demais componentes
(representação, seleção elitista e processo de reinicialização) são definidos de acordo
com o algoritmo CHC-GL apresentado por Villar et al. (2015).

• No algoritmo desenvolvido neste trabalho, a condição de parada do processo evolutivo
é baseada apenas no número máximo de gerações. Já no algoritmo CHC-GL, o término
do aprendizado evolutivo também pode ocorrer caso uma determinada quantidade
de reinicializações seja atingida.

• Na metodologia apresentada neste trabalho, a avaliação dos indivíduos (SCFBRs)
é considerada um problema de tomada de decisão multicritério. Em cada geração
do processo evolutivo, os indivíduos da população e seus descendentes representam
as alternativas, enquanto os critérios de avaliação são formados por medidas de
acurácia e interpretabilidade. O Método da Entropia é utilizado para obter os pesos
dos critérios e a técnica de tomada de decisão TOPSIS é empregada para ranquear
os indivíduos. A aptidão de cada cromossomo é dada pelo coeficiente de proximidade
relativa ξ.

Por utilizar o algoritmo CHC no aprendizado da granularidade das partições fuzzy
e por empregar a técnica TOPSIS e o Método da Entropia na avaliação dos SCFBRs, o
algoritmo para a geração de classificadores fuzzy proposto neste trabalho foi denominado
CHC-GL-TOPSIS (CHC for Granularity Learning using entropy weight TOPSIS). A
seguir, são mostrados os componentes do processo evolutivo responsável pela obtenção dos
SCFBRs.

a) Representação: Os indivíduos do algoritmo evolutivo codificam a granularidade das
partições fuzzy de cada variável linguística (VILLAR et al., 2015). Cada gene do
cromossomo contém o número de termos linguísticos utilizados para caracterizar
a respectiva variável. No algoritmo CHC-GL, esse número pode variar entre 2 e 7.
No algoritmo CHC-GL-TOPSIS, a quantidade de termos linguísticos pode assumir
valores entre 3 e 9 (HERRERA, 2008; GACTO; ALCALÁ; HERRERA, 2011). O
tamanho do cromossomo é igual ao número total de atributos n do conjunto de
dados considerado. Um cromossomo Ch pode ser representado, então, de acordo
com a figura 29, em que gi é o valor que indica a granularidade da partição fuzzy
associada à variável linguística i (i = 1, 2, . . . , n):
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Figura 29 – Cromossomo dos algoritmos CHC-GL e CHC-GL-TOPSIS

b) Formação da população inicial: No método CHC-GL, a população inicial do algoritmo
evolutivo é formada em duas etapas (VILLAR et al., 2015):

a) Na primeira etapa, são criados cromossomos com a mesma granularidade para
todas as varíaveis linguísticas (g1 = g2 = · · · = gn). Como o número de termos
linguísticos da partição fuzzy de uma variável pode assumir valores entre 2 e 7,
são gerados 6 cromossomos, cada um relativo a um dos 6 valores possíveis.

b) Na segunda etapa, os demais cromossomos da população são gerados de maneira
aleatória.

No algoritmo CHC-GL-TOPSIS, todos os indivíduos da população inicial são gerados
aleatoriamente.

c) Avaliação dos indivíduos: A avaliação dos indivíduos do algoritmo evolutivo é reali-
zada da seguinte maneira:

a) Utilizando o algoritmo proposto por Chi, Yan e Pham (1996), a Base de Conhe-
cimento do SCFBR é construída. A Base de Dados é definida de acordo com
a granularidade codificada no cromossomo. Cada variável linguística é repre-
sentada por uma partição fuzzy uniforme, formada por funções de pertinência
triangulares, de acordo com o número de termos linguísticos especificado em gi.
Assim que a Base de Dados é obtida, a Base de Regras é gerada conforme os
passos mostrado na seção 6.2.2, sendo o peso de cada regra calculado de acordo
com o método PCF, descrito na equação 2.29.

b) O SCFBR associado ao cromossomo é definido considerando a Base de Conhe-
cimento gerada no passo anterior e utilizando como mecanismo de inferência
o Método de Raciocínio Fuzzy Clássico, descrito na seção 2.4.2, no qual é
empregada a t-norma produto (TP ).

c) O SCFBR construído no passo anterior é utilizado para classificar as amostras
do conjunto de dados de treinamento e a acurácia do classificador é calculada.

d) Para obter o valor de aptidão FCh de cada indivíduo, o algoritmo CHC-GL
utiliza a função fitness descrita na equação 6.2 (VILLAR et al., 2015):

FCh = w1 · (1− Acc) + w2 ·NR (6.2)
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na qual Acc é a acurácia sobre o conjunto de dados de treinamento, NR é o
número de regras do SCFBR e (w1, w2) são os pesos da função de aptidão.
No algoritmo CHC-GL-TOPSIS, como citado anteriormente, a avaliação dos
indivíduos é considerada um problema de tomada de decisão multicritério.
Cada SCFBR associado a um cromossomo representa uma alternativa A que
está sujeita a um conjunto de critérios de avaliação C. Esses critérios podem
estar relacionados tanto à acurácia quanto à interpretabilidade dos SCFBRs.
O Método da Entropia é utilizado para determinar o peso de cada critério e a
técnica TOPSIS é empregada para ordenar as alternativas (cromossomos) em
cada geração do processo evolutivo. Considerando que o número de indivíduos
a serem avaliados é igual a G e existem S critérios de avaliação, o problema de
tomada de decisão multicritério pode ser representado pela seguinte matriz de
decisão D:

D =



C1 C2 ··· CS

A1 (SCF BR1) x11 x12 · · · x1S

A2 (SCF BR2) x21 x22 · · · x2S

... ... ... . . . ...
AG (SCF BRG) xG1 xG2 · · · xGS

 (6.3)

O valor de aptidão de cada indivíduo é dado pelo coeficiente de proximidade
relativa ξ. A melhor alternativa, ou seja, o melhor indivíduo (SCFBR) em cada
geração é aquele com o maior valor de ξ.

d) Seleção elitista: A seleção de indivíduos para formar a população de uma nova
geração é realizada conforme o processo de Seleção Elitista, explicado na seção 3.4.1,
o qual é utilizado nas duas abordagens (CHC-GL e CHC-GL-TOPSIS).

e) Recombinação: No algoritmo CHC-GL, a recombinação dos cromossomos é realizada
por meio do cruzamento de 1 ponto (VILLAR et al., 2015). Já no método CHC-GL-
TOPSIS, o cruzamento dos indivíduos ocorre de acordo com o operador Half Uniform
Crossover (HUX), descrito na seção 3.4.2, no qual metade dos genes distintos entre
os cromossomos são escolhidos de forma aleatória e trocados entre eles. Como o
método CHC-GL-TOPSIS utiliza uma codificação inteira no lugar da codificação
binária originalmente empregada no algoritmo CHC, o operador HUX foi ligeiramente
adaptado, como mostra o exemplo ilustrado pela figura 30, em que são cruzados
dois cromossomos Ch1 e Ch2 de tamanho n igual a 8. Percebe-se que eles possuem
exatamente 4 genes diferentes entre si, localizados nas posições 2, 4, 6 e 8, indicados
na figura pela cor vermelho. Considerando que os genes das posições 4 e 8 foram
selecionados para serem trocados entre os cromossomos pais Ch1 e Ch2, são gerados
os cromossomos filhos Ch3 e Ch4.
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Figura 30 – Operador de cruzamento HUX utilizado no algoritmo CHC-GL-TOPSIS

f) Prevenção de incesto: conforme explicado na seção 3.4.3, de acordo com esse meca-
nismo, a recombinação entre dois indivíduos é realizada apenas se o valor da distância
entre eles dividido por 2 for maior do que um limiar d, que nas duas abordagens
(CHC-GL e CHC-GL-TOPSIS) é inicializado como n/4, sendo n o comprimento do
indivíduo. Entretanto, a forma de calcular a distância dist entre dois cromossomos
é diferente nos dois algoritmos. Por exemplo, sejam dois cromossomos Ch5 e Ch6,
mostrados na figura 31:

Figura 31 – Cromossomos Ch5 e Ch6

No algoritmo CHC-GL, a distância dist entre dois cromossomos Ch5 e Ch6 é calculada
de acordo com a equação 6.4:

dist =
∑

abs (gi − hi) , i = 1, 2, . . . , n (6.4)

em que gi e hi representam a granularidade da partição fuzzy associada à variável
linguística i (VILLAR et al., 2015). No algoritmo CHC-GL-TOPSIS, a distância
dist entre dois cromossomos Ch5 e Ch6 é calculada como sendo o número de genes
em que gi 6= hi (i = 1, 2, . . . , n). De acordo com essa métrica, a distância dist entre
os cromossomos Ch7 e Ch8 mostrados na figura 32 é igual a 2, pois os genes das
posições 2 e 4 são diferentes entre eles.

Figura 32 – Distância entre dois cromossomos no algoritmo CHC-GL-TOPSIS
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g) Processo de reinicialização: nos dois algoritmos (CHC-GL e CHC-GL-TOPSIS),
o processo de reinicialização é realizado conforme descrito na seção 3.4.4, sendo
adotada uma taxa de divergência dr igual a 35%.

O pseudocódigo e o esquema geral do algoritmo CHC-GL-TOPSIS são apresentados
no algoritmo 3 e na figura 33, respectivamente:

Algoritmo 3: Algoritmo CHC-GL-TOPSIS
1 inicialização:
2 Inicializar a população, o valor do limiar d e o número de gerações;
3 enquanto quantidade máxima de gerações não for atingida faça
4 Selecionar os M indivíduos da população para o cruzamento;
5 Realizar o cruzamento entre os indivíduos;
6 Avaliar os indivíduos da população atual e os descendentes gerados utilizando

o Método da Entropia e a técnica TOPSIS;
7 Selecionar os M melhores indivíduos entre a população atual e seus

descendentes;
8 se nenhum descendente for selecionado para a nova população faça
9 Decrementar o valor do limiar d em 1 unidade;

10 fim se
11 se valor do limiar d for igual a 0 faça
12 Reinicializar a população e o valor do limiar d;
13 fim se
14 Incrementar o número de gerações;
15 fim enquanto
16 retornar: melhor indivíduo

Figura 33 – Esquema geral do algoritmo CHC-GL-TOPSIS
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7 Resultados Experimentais

Neste capítulo, são apresentados os resultados experimentais obtidos com a abor-
dagem proposta. O primeiro experimento tem como objetivo verificar se o procedimento
de normalização utilizado na técnica TOPSIS influencia a acurácia e a interpretabilidade
dos classificadores fuzzy gerados com o algoritmo CHC-GL-TOPSIS. No segundo experi-
mento, o método desenvolvido é comparado com uma abordagem da literatura que obtém
classificadores fuzzy com diferentes equilíbrios entre acurácia e interpretabilidade por meio
da utilização de um algoritmo evolutivo multiobjetivo.

7.1 Testes estatísticos para comparar o desempenho dos algoritmos
Para comparar o desempenho dos algoritmos, são realizados testes estatísticos

que verificam se existe ou não diferença significativa entre os resultados obtidos por
cada método. Conforme as recomendações dadas por Demsar (2006), a comparação do
desempenho dos classificadores utilizados é realizada por meio de testes não paramétricos.
Para comparar dois algoritmos, é utilizado o teste de Wilcoxon (WILCOXON, 1945),
enquanto a comparação entre três ou mais algoritmos é realizada empregando-se o teste
de Friedman (FRIEDMAN, 1937; FRIEDMAN, 1940) seguido de um teste post-hoc, neste
caso, o teste de Wilcoxon. Esses dois testes são aplicados para verificar a hipótese nula de
que não existe diferença estatística entre os resultados. Por exemplo, em uma comparação
entre 2 algoritmos, caso o teste de Wilcoxon retorne um valor p menor do que um nível
de significância α, a hipótese nula é rejeitada, indicando que existe diferença estatística
significativa entre o par de algoritmos. No entanto, caso o valor p retornado seja maior ou
igual ao nível de significância α, a hipótese nula é aceita, indicando que os 2 algoritmos
são semelhantes. Em uma comparação com 3 ou mais algoritmos, caso o teste de Friedman
retorne um valor p menor do que o nível de significância α, a hipótese nula é rejeitada,
indicando que ao menos 1 dos algoritmos é significativamente diferente dos demais. O teste
de Wilcoxon é aplicado, então, para avaliar os algoritmos par a par. O nível de significância
adotado neste trabalho é α = 0.05.

7.2 Experimento 1 - Análise da influência do procedimento de nor-
malização utilizado na técnica TOPSIS
O objetivo deste experimento é verificar se o procedimento de normalização utilizado

na técnica TOPSIS influencia a acurácia e a interpretabilidade dos classificadores fuzzy
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gerados com o método CHC-GL-TOPSIS. São avaliadas 4 versões do algoritmo proposto,
as quais são apresentadas a seguir:

• CHC-GL-TOPSIS (NV): versão na qual a técnica TOPSIS utiliza o procedimento
normalização vetorial, descrito na seção 5.3.1.

• CHC-GL-TOPSIS (Max-Min): versão na qual a técnica TOPSIS utiliza o procedi-
mento transformação linear de escala (Max-Min), descrito na seção 5.3.2.

• CHC-GL-TOPSIS (Max): versão na qual a técnica TOPSIS utiliza o procedimento
transformação linear de escala (Max), descrito na seção 5.3.3.

• CHC-GL-TOPSIS (Soma): versão na qual a técnica TOPSIS utiliza o procedimento
transformação linear de escala (Soma), descrito na seção 5.3.4.

Neste experimento, os critérios de avaliação considerados pela técnica TOPSIS
durante o processo evolutivo são a porcentagem de amostras de treinamento classificadas
corretamente (Acctra) e o número de regras do classificador fuzzy (Nregras). Logo, no
algoritmo CHC-GL-TOPSIS, a avaliação dos indivíduos (SCFBRs) é considerada um
problema de tomada de decisão com dois critérios:

• A acurácia sobre o conjunto de dados de treinamento (Acctra), que consiste em um
critério do tipo benefício.

• O número de regras do classificador fuzzy (Nregras), que consiste em um critério do
tipo custo.

Portanto, considerando um número G de indivíduos (SCFBRs) a serem avaliados,
o problema de tomada de decisão a ser resolvido em cada geração do algoritmo CHC-GL-
TOPSIS é representado pela seguinte matriz de decisão D:

D =



C1 (Acctra) C2 (Nregras)

A1 (SCF BR1) x11 x12

A2 (SCF BR2) x21 x22
... ... ...

AG (SCF BRG) xG1 xG2

 (7.1)

em que xi1 e xi2 são, respectivamente, a acurácia sobre o conjunto de dados de treinamento
e o número de regras do i-ésimo classificador fuzzy (i = 1, 2, . . . , G).
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7.2.1 Bases de dados

Neste experimento, foram utilizadas 10 bases de dados do repositório KEEL
(Knowledge Extraction based on Evolutionary Learning) (ALCALA-FDEZ et al., 2011). A
Tabela 2 apresenta as principais características das bases selecionadas, mostrando, para
cada uma, o número de amostras, o número de atributos e o número de classes.

Tabela 2 – Bases de dados utilizadas no Experimento 1

Base de dados #Amostras #Atributos #Classes
Appendicitis 106 7 2

Balance 625 4 3
Haberman 306 3 2
Hayes-Roth 160 4 3

Iris 150 4 3
Newthyroid 215 5 3

Post-Operative 87 8 3
Tae 151 5 3
Wine 178 13 3
Zoo 101 16 7

7.2.2 Configuração dos parâmetros do algoritmo CHC

Neste experimento, a configuração dos parâmetros do algoritmo CHC utilizado em
cada versão do método CHC-GL-TOPSIS é apresentada na tabela 3:

Tabela 3 – Configuração dos parâmetros do algoritmo CHC no Experimento 1

Parâmetro Valor
Tamanho da população 50

Número máximo de gerações 200
Taxa de divergência dr 0.35

7.2.3 Resultados obtidos

O experimento foi realizado no software Matlab utilizando-se a técnica de validação
cruzada k-fold, sendo k = 5. As partições foram geradas de acordo com o método Distribu-
tion Optimally Balanced Stratified Cross Validation (DOB-SCV) (MORENO-TORRES;
SAEZ; HERRERA, 2012). Primeiramente, são mostrados os resultados referentes à acu-
rácia dos classificadores fuzzy gerados com cada uma das 4 versões do algoritmo CHC-
GL-TOPSIS. A tabela 4 apresenta a média e o desvio padrão dos resultados obtidos
considerando as 5 partições, mostrando, para cada versão do algoritmo e para cada base
de dados, a acurácia sobre o conjunto de dados de teste (Acctst).
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Tabela 4 – Acurácia sobre o conjunto de dados de teste dos classificadores fuzzy gerados
com cada uma das 4 versões do algoritmo CHC-GL-TOPSIS

Base de dados
CHC-GL-TOPSIS

NV Max-Min Max Soma
Acctst (%) Acctst (%) Acctst (%) Acctst (%)

Appendicitis 89.57± 5.28 89.70± 5.92 88.74± 5.13 88.70± 4.16
Balance 90.41± 1.33 90.73± 1.95 91.05± 1.11 90.72± 0.93

Haberman 72.88± 0.84 72.23± 1.00 72.88± 1.73 72.56± 1.93
Hayes-Roth 65.67± 6.31 66.94± 5.64 66.88± 3.41 66.82± 3.45

Iris 92.67± 4.94 95.33± 2.98 95.33± 2.98 94.00± 2.79
Newthyroid 84.19± 2.55 84.19± 4.16 84.65± 2.65 85.12± 2.65

Post-Operative 66.58± 3.15 68.02± 4.79 66.71± 5.58 66.72± 3.79
Tae 55.75± 8.02 56.99± 7.71 58.26± 5.50 55.61± 8.19
Wine 91.47± 5.60 91.52± 4.53 92.72± 3.10 92.11± 4.14
Zoo 71.13± 4.67 71.03± 5.81 73.34± 7.09 72.16± 8.85

Percebe-se, pela análise da tabela 4, que a versão Max obteve a maior acurácia
média nas bases de dados Balance, Haberman (empatado com a versão NV), Iris (empatado
com a versão Max-Min), Tae, Wine e Zoo. A versão Max-Min alcançou a melhor acurácia
média nas bases de dados Appendicitis, Hayes-Roth, Iris (empatado com a versão Max) e
Post-Operative. A versão Soma obteve a maior acurácia média na base de dados Newthyroid
e a versão NV alcançou a melhor acurácia média na base de dados Haberman (empatado
com a versão Max).

O teste de Friedman foi aplicado para verificar se existe diferença estatística entre
os valores de acurácia apresentados por cada uma das 4 versões do algoritmo CHC-GL-
TOPSIS. O valor p obtido foi p = 0.042818. Esse resultado indica que ao menos uma das
versões é significativamente diferente das demais. Foi aplicado, então, o teste de Wilcoxon,
cujos resultados são apresentados na tabela 5.

Tabela 5 – Teste de Wilcoxon para as 4 versões do algoritmo CHC-GL-TOPSIS conside-
rando os valores de acurácia

Algoritmo Comparação R+ R− Hipótese nula Valor p

CHC-GL-TOPSIS

Max vs. NV 41.0 4.0 Rejeitada 0.0273
Max vs. Soma 48.0 7.0 Rejeitada 0.0371

Max-Min vs. NV 38.0 7.0 Aceita 0.0742
Soma vs. NV 43.5 11.5 Aceita 0.1113

Max vs. Max-Min 31.0 14.0 Aceita 0.3594
Max-Min vs. Soma 36.0 19.0 Aceita 0.4316

Observa-se que, de acordo com os valores fornecidos pelo teste de Wilcoxon, existe
diferença estatística significativa entre as versões Max e NV (p = 0.0273) e também entre
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as versões Max e Soma (p = 0.0371), o que confirma o resultado fornecido pelo teste de
Friedman. Portanto, os resultados obtidos indicam que o procedimento de normalização
utilizado na técnica TOPSIS influencia a acurácia dos classificadores fuzzy gerados com o
algoritmo CHC-GL-TOPSIS.

Após analisar a acurácia dos classificadores fuzzy, são apresentados os resultados
referentes à interpretabilidade dos SCFBRs gerados com as 4 versões do algoritmo CHC-
GL-TOPSIS. A tabela 6 apresenta a média e o desvio padrão dos resultados obtidos
considerando as 5 partições, mostrando, para cada versão do algoritmo e para cada base
de dados, o número de regras dos classificadores (Nregras).

Tabela 6 – Número de regras dos classificadores fuzzy gerados com cada uma das 4 versões
do algoritmo CHC-GL-TOPSIS

Base de dados
CHC-GL-TOPSIS

NV Max-Min Max Soma
Nregras Nregras Nregras Nregras

Appendicitis 26.00± 1.22 26.40± 1.67 26.20± 1.48 27.00± 1.22
Balance 66.40± 0.55 66.40± 0.55 66.40± 0.55 66.40± 0.55

Haberman 16.00± 1.22 15.80± 1.48 16.40± 1.14 16.00± 1.00
Hayes-Roth 38.00± 2.45 38.40± 0.89 38.40± 2.07 37.40± 1.52

Iris 14.20± 0.84 14.40± 0.55 14.40± 0.89 14.40± 0.89
Newthyroid 17.80± 0.84 17.60± 1.14 17.80± 0.84 17.80± 0.84

Post-Operative 55.60± 2.41 55.40± 2.30 55.80± 1.10 56.20± 3.49
Tae 23.00± 1.58 23.00± 1.58 23.20± 1.92 23.00± 2.12
Wine 113.80± 3.35 112.20± 3.11 117.80± 6.69 113.00± 4.95
Zoo 49.40± 1.82 50.20± 1.92 49.40± 1.67 49.20± 2.68

Percebe-se, pela análise da tabela 6, que as 4 versões apresentaram o mesmo
número de regras médio e também o mesmo desvio padrão para a base de dados Balance.
Em relação à base de dados Tae, 3 versões obtiveram o menor número de regras médio
(NV, Max-Min e Soma), sendo que duas delas (NV e Max-Min) também apresentaram o
mesmo desvio padrão. Além das bases de dados Balance e Tae, a versão NV apresentou o
menor número de regras médio também nas bases de dados Appendicitis e Iris, a versão
Max-Min obteve o menor número de regras médio também nas bases de dados Haberman,
Newthyroid, Post-Operative e Wine, e a versão Soma alcançou o menor número de regras
médio também nas bases de dados Hayes-Roth e Zoo.

O teste de Friedman foi aplicado para verificar se existe diferença estatística entre
o número de regras obtido por cada uma das 4 versões do algoritmo CHC-GL-TOPSIS. O
valor p obtido foi p = 0.282725. Esse resultado indica que a hipótese nula foi aceita, ou
seja, não existe diferença estatística significativa entre o número de regras obtido por cada
versão. Considerando que a interpretabilidade do SCFBR está sendo medida pelo número
de regras, os resultados obtidos indicam que o procedimento de normalização utilizado na
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técnica TOPSIS não influencia a interpretabilidade dos classificadores fuzzy gerados com o
algoritmo CHC-GL-TOPSIS.

7.2.4 Exemplo de Base de Conhecimento gerada com o método proposto

Para ilustrar a Base de Conhecimento de um SCFBR gerado por meio do método
proposto, serão apresentados a Base de Dados e a Base de Regras do classificador fuzzy
construído para o conjunto de dados Iris. O respectivo SCFBR foi obtido com a versão
Max do algoritmo CHC-GL-TOPSIS, sendo gerado na terceira execução da validação
cruzada 5-fold realizada nesse experimento. Esse classificador obteve uma acurácia sobre o
conjunto de dados de teste (Acctst) igual a 100% e um número de regras (Nregras) igual a
14. A base de dados Iris, conforme descrito na tabela 2, é composta por 150 amostras, 4
atributos (comprimento da sépala, largura da sépala, comprimento da pétala e largura
da pétala) e 3 classes (setosa, versicolor e virginica). A figura 34 apresenta a Base de
Dados obtida, mostrando, para cada variável linguística (atributo), os respectivos termos
linguísticos. Os valores dos atributos, os quais são descritos por números reais, foram
normalizados no intervalo [0, 1]. A figura 35 apresenta a Base de Regras obtida.

Figura 34 – Exemplo de Base de Dados gerada para o conjunto de dados Iris
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Figura 35 – Exemplo de Base de Regras gerada para o conjunto de dados Iris

7.3 Experimento 2 - Comparação com uma abordagem da litera-
tura baseada em um algoritmo evolutivo multiobjetivo
O objetivo deste experimento é comparar o método proposto com uma abordagem

da literatura baseada em um algoritmo evolutivo multiobjetivo. Como os resultados
encontrados no Experimento 1 indicaram que o procedimento de normalização utilizado na
técnica TOPSIS não influencia a interpretabilidade (número de regras) dos classificadores
fuzzy gerados com o algoritmo CHC-GL-TOPSIS, foi empregada neste experimento a versão
Max do algoritmo proposto, uma vez que os SCFBRs gerados com essa versão apresentaram
a maior acurácia média na maioria das bases de dados utilizadas no Experimento 1. Assim
como no primeiro experimento, os critérios de avaliação considerados pela técnica TOPSIS
durante o processo evolutivo são a porcentagem de amostras de treinamento classificadas
corretamente (Acctra) e o número de regras do classificador fuzzy (Nregras).
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7.3.1 Bases de dados

Neste experimento, também foram utilizadas 10 bases de dados do repositório
KEEL (Knowledge Extraction based on Evolutionary Learning) (ALCALA-FDEZ et al.,
2011). A Tabela 7 apresenta as principais características das bases selecionadas, mostrando,
para cada uma, o número de amostras, o número de atributos e o número de classes.

Tabela 7 – Bases de dados utilizadas no Experimento 2

Base de dados #Amostras #Atributos #Classes
Balance 625 4 3
Banana 5300 2 2
Ecoli 336 7 8
Glass 214 9 7
Iris 150 4 3

Led7digit 500 7 10
Newthyroid 215 5 3

Pima 768 8 2
Wine 178 13 3

Wisconsin 683 9 3

7.3.2 Configuração dos parâmetros do algoritmo CHC

A configuração dos parâmetros do algoritmo CHC utilizado na versão Max do
método CHC-GL-TOPSIS é apresentada na tabela 8.

Tabela 8 – Configuração dos parâmetros do algoritmo CHC no Experimento 2

Parâmetro Valor
Tamanho da população 50

Número máximo de gerações 200
Taxa de divergência dr 0.35

7.3.3 Resultados obtidos pelo algoritmo proposto

O experimento foi realizado no software Matlab utilizando-se a técnica de validação
cruzada k-fold, sendo k = 5. As partições foram geradas de acordo com o método Distribu-
tion Optimally Balanced Stratified Cross Validation (DOB-SCV) (MORENO-TORRES;
SAEZ; HERRERA, 2012). A tabela 9 apresenta a média e o desvio padrão dos resultados
obtidos considerando as 5 partições, mostrando, para cada base de dados, a acurácia
sobre o conjunto de dados de teste (Acctst) e o número de regras dos classificadores fuzzy
(Nregras).



Capítulo 7. Resultados Experimentais 83

Tabela 9 – Resultados obtidos pelo algoritmo CHC-GL-TOPSIS

Base de dados CHC-GL-TOPSIS (Max)
Acctst (%) Nregras

Balance 89.61± 1.43 66.40± 1.14
Banana 60.32± 0.36 7.80± 0.45
Ecoli 72.57± 2.30 60.20± 1.64
Glass 59.65± 5.51 25.00± 2.45
Iris 95.33± 1.83 14.40± 1.34

Led7digit 67.97± 5.54 65.20± 2.17
Newthyroid 85.12± 4.82 17.60± 0.55

Pima 73.83± 2.03 95.40± 6.02
Wine 89.33± 5.78 113.60± 3.65

Wisconsin 91.36± 3.12 201.60± 3.51

7.3.4 Resultados obtidos pela abordagem baseada em um algoritmo evolutivo
multiobjetivo

A abordagem da literatura escolhida para ser comparada com o método CHC-GL-
TOPSIS é o algoritmoMultiobjective Genetic Type-2 Classifier Optimization (MOG-T2CO),
proposto no trabalho de Hinojosa e Camargo (2018). Esse algoritmo realiza um processo
evolutivo multiobjetivo baseado no NSGA-II com o propósito de obter SCFBRs que
apresentem um equilíbrio entre acurácia e interpretabilidade. Para que esse equilíbrio
seja encontrado, são considerados três objetivos: a acurácia sobre o conjunto de dados
de treinamento, o número de regras e a quantidade total de antecedentes. A geração
dos classificadores fuzzy envolve o ajuste dos parâmetros dos conjuntos fuzzy do tipo 2
utilizados na Base de Dados, a seleção da t-norma empregada no Mecanismo de Inferência
e também a seleção de regras e antecedentes na Base de Regras. Esse algoritmo é uma
versão mais elaborada do método proposto em Cárdenas e Camargo (2018), no qual os
resultados do processo evolutivo se referem ao cromossomo que se encontra no meio da
primeira fronteira de Pareto do NSGA-II.

Os testes realizados por Hinojosa e Camargo (2018) para validar o algoritmo MOG-
T2CO foram executados seguindo a técnica de validação cruzada 5-fold e considerando
as mesmas 10 bases de dados apresentadas na tabela 7. Os resultados do algoritmo
MOG-T2CO são apresentados na tabela 10. Para cada base de dados, são mostrados a
acurácia sobre o conjunto de dados de teste (Acctst) e o número de regras do classificador
fuzzy (Nregras). Esses resultados foram retirados do artigo no qual o respectivo método foi
proposto.
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Tabela 10 – Resultados obtidos pela abordagem da literatura (MOG-T2CO)

Base de dados MOG-T2CO
Acctst (%) Nregras

Balance 82.40± 3.16 500.00± 0.00
Banana 70.96± 4.24 6.60± 2.42
Ecoli 76.79± 0.69 129.60± 14.92
Glass 63.09± 1.59 30.40± 15.40
Iris 95.33± 2.67 4.00± 1.26

Led7digit 58.20± 6.94 47.80± 8.89
Newthyroid 97.67± 1.47 26.80± 6.79

Pima 73.51± 1.99 230.20± 23.45
Wine 95.00± 1.11 53.20± 8.57

Wisconsin 96.35± 2.06 145.20± 27.82

7.3.5 Análise comparativa entre os algoritmos CHC-GL-TOPSIS e MOG-T2CO

A tabela 11 apresenta, de forma unificada, o desempenho em termos de acurácia e
interpretabilidade dos algoritmos CHC-GL-TOPSIS e MOG-T2CO, mostrando, para cada
método e para cada base de dados, a acurácia sobre o conjunto de dados de teste (Acctst)
e o número de regras dos classificadores fuzzy (Nregras).

Tabela 11 – Acurácia e número de regras dos classificadores fuzzy gerados com os algoritmos
CHC-GL-TOPSIS e MOG-T2CO

Base de dados
CHC-GL-TOPSIS MOG-T2CO(Max)

Acctst (%) Nregras Acctst (%) Nregras

Balance 89.61± 1.43 66.40± 1.14 82.40± 3.16 500.00± 0.00
Banana 60.32± 0.36 7.80± 0.45 70.96± 4.24 6.60± 2.42
Ecoli 72.57± 2.30 60.20± 1.64 76.79± 0.69 129.60± 14.92
Glass 59.65± 5.51 25.00± 2.45 63.09± 1.59 30.40± 15.40
Iris 95.33± 1.83 14.40± 1.34 95.33± 2.67 4.00± 1.26

Led7digit 67.97± 5.54 65.20± 2.17 58.20± 6.94 47.80± 8.89
Newthyroid 85.12± 4.82 17.60± 0.55 97.67± 1.47 26.80± 6.79

Pima 73.83± 2.03 95.40± 6.02 73.51± 1.99 230.20± 23.45
Wine 89.33± 5.78 113.60± 3.65 95.00± 1.11 53.20± 8.57

Wisconsin 91.36± 3.12 201.60± 3.51 96.35± 2.06 145.20± 27.82

Percebe-se, pela análise da tabela 11, que os SCFBRs gerados com o algoritmo
CHC-GL-TOPSIS apresentaram uma maior acurácia média nas bases de dados Balance,
Led7digit e Pima, enquanto os classificadores fuzzy construídos com o método MOG-T2CO
obtiveram uma maior acurácia média nas bases de dados Banana, Ecoli, Glass, Newthyroid,
Wine e Wisconsin. Na base de dados Iris, os SCFBRs obtidos com os dois algoritmos
apresentaram a mesma acurácia. Em relação à interpretabilidade, os SCFBRs gerados com
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o método CHC-GL-TOPSIS apresentaram o menor número de regras nas bases de dados
Balance, Ecoli, Glass, Newthyroid e Pima, enquanto os classificadores fuzzy construídos
com o algoritmo MOG-T2CO obtiveram um menor número de regras nas bases de dados
Banana, Iris, Led7digit, Wine e Wisconsin.

Considerando os dois critérios ao mesmo tempo, observa-se que os SCFBRs gerados
com o algoritmo CHC-GL-TOPSIS apresentaram o melhor equilíbrio entre acurácia e
interpretabilidade nas bases de dados Balance e Pima, já que nessas bases os SCFBRs
obtiveram o maior valor de acurácia e também o menor número de regras. Os classificadores
fuzzy construídos com o método MOG-T2CO, em contrapartida, apresentaram o melhor
compromisso entre acurácia e interpretabilidade nas bases de dados Banana, Iris, Wine e
Wisconsin. Em relação às bases de dados Ecoli, Glass, Led7digit e Newthyroid, nenhum
SCFBR gerado apresentou, ao mesmo tempo, o maior valor de acurácia e o menor número
de regras.

O teste de Wilcoxon foi aplicado, inicialmente, para verificar se existe diferença
estatística entre os valores de acurácia apresentados pelos SCFBRs gerados por meio dos
algoritmos CHC-GL-TOPSIS e MOG-T2CO. O resultado do teste é apresentado na tabela
12:

Tabela 12 – Teste de Wilcoxon para os algoritmos CHC-GL-TOPSIS e MOG-T2CO consi-
derando os valores de acurácia

Comparação R+ R− Hipótese Valor p
CHC-GL-TOPSIS (Max) vs. MOG-T2CO 14.0 31.0 Aceita 0.3594

O valor p fornecido pelo teste de Wilcoxon foi p = 0.3594. Esse resultado indica que a
hipótese nula foi aceita, ou seja, não existe diferença estatística significativa entre os valores
de acurácia obtidos pelos classificadores fuzzy gerados com os algoritmos CHC-GL-TOPSIS
e MOG-T2CO.

Novamente, foi aplicado o teste de Wilcoxon, desta vez para verificar se existe
diferença estatística entre o número de regras dos SCFBRs gerados por meio dos algoritmos
CHC-GL-TOPSIS e MOG-T2CO. O resultado do teste é apresentado na tabela 13:

Tabela 13 – Teste de Wilcoxon para os algoritmos CHC-GL-TOPSIS e MOG-T2CO consi-
derando o número de regras

Comparação R+ R− Hipótese Valor p
CHC-GL-TOPSIS (Max) vs. MOG-T2CO 32.0 23.0 Aceita 0.6953

O valor p fornecido pelo teste de Wilcoxon foi p = 0.6953. Esse resultado indica
que a hipótese nula foi aceita, ou seja, não existe diferença estatística significativa entre o
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número de regras obtido pelos SCFBRs gerados com os algoritmos CHC-GL-TOPSIS e
MOG-T2CO.

Portanto, de acordo com os resultados dos testes estatísticos, não existe diferença
significativa entre os algoritmos CHC-GL-TOPSIS e MOG-T2CO. Esses resultados indicam
que a abordagem proposta é efetiva, uma vez que a utilização do TOPSIS teve efeito similar
à utilização de um algoritmo evolutivo multiobjetivo na geração de SCFBRs considerando
o equilíbrio entre acurácia e interpretabilidade.
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8 Conclusão

Neste trabalho, foi proposta uma nova abordagem para se obter SCFBRs con-
siderando o equilíbrio entre acurácia e interpretabilidade. Ao contrário das abordagens
existentes, as quais são baseadas na utilização de um algoritmo evolutivo multiobjetivo, o
método apresentado nesta dissertação empregou um algoritmo evolutivo tradicional em
conjunto com uma técnica de tomada de decisão multicritério para gerar os classificadores
fuzzy. O algoritmo evolutivo CHC foi utilizado para definir a granularidade das partições
fuzzy de cada variável linguística do classificador, um algoritmo clássico da literatura foi
empregado para gerar a Base de Conhecimento do SCFBR e a técnica TOPSIS foi utilizada
para lidar com o equilíbrio entre acurácia e interpretabilidade. Os pesos dos critérios de
avaliação foram determinados com o Método da Entropia.

Para validar a abordagem desenvolvida, foram realizados dois experimentos. No
primeiro experimento, foi verificado se o procedimento de normalização utilizado na técnica
TOPSIS influenciava a acurácia e a interpretabilidade dos classificadores fuzzy gerados
no processo evolutivo. Foram avaliadas 4 versões do método proposto, cada uma delas
utilizando um diferente procedimento de normalização (NV, Max-Min, Max e Soma). Os
critérios de avaliação considerados pela técnica TOPSIS foram a porcentagem de amostras
de treinamento classificadas corretamente (acurácia) e o número de regras do classificador
fuzzy (interpretabilidade). O experimento foi realizado utilizando-se 10 bases de dados da
literatura e a técnica de validação cruzada 5-fold. Os resultados obtidos foram analisados
considerando-se a acurácia sobre o conjunto de dados de teste e o número de regras dos
SCFBRs. Em relação à acurácia dos classificadores, o teste de Friedman indicou que ao
menos uma das versões era significativamente diferente das demais. Foi aplicado, então, o
teste de Wilcoxon, cujo resultado indicou que existe diferença estatística significativa entre
as versões Max e NV e também entre as versões Max e Soma. Em relação ao número de
regras dos classificadores, o teste de Friedman indicou que não existe diferença estatística
significativa entre as 4 versões. Portanto, de acordo com os resultados dos testes estatísticos,
o procedimento de normalização utilizado na técnica TOPSIS influencia apenas a acurácia
dos SCFBRs, não exercendo nenhum efeito significativo na interpretabilidade dos mesmos.

No segundo experimento, o algoritmo proposto foi comparado com uma abordagem
da literatura que gera SCFBRs com diferentes equilíbrios entre acurácia e interpretabilidade
a partir da utilização de um algoritmo evolutivo multiobjetivo. Uma vez que os resultados
obtidos no Experimento 1 indicaram que o procedimento de normalização utilizado na
técnica TOPSIS não influencia a interpretabilidade (número de regras) dos SCFBRs gerados
com o algoritmo CHC-GL-TOPSIS, foi empregada nesse experimento a versão Max do
algoritmo proposto, pois os classificadores fuzzy gerados com essa versão apresentaram
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a maior acurácia média na maioria das bases de dados utilizadas no Experimento 1. A
abordagem da literatura escolhida para ser comparada com o método CHC-GL-TOPSIS
foi o algoritmo Multiobjective Genetic Type-2 Classifier Optimization (MOG-T2CO), que
obtém SCFBRs por meio de um processo evolutivo multiobjetivo baseado no NSGA-II.
Assim como no Experimento 1, os resultados obtidos no Experimento 2 também foram
analisados considerando-se a acurácia sobre o conjunto de dados de teste e o número de
regras dos classificadores. De acordo com os resultados dos testes estatísticos, não existe
diferença significativa entre os dois algoritmos, o que indica que o método proposto é
viável e pode ser considerado uma nova alternativa na geração de classificadores fuzzy
considerando o equilíbrio entre acurácia e interpretabilidade.

Como trabalhos futuros, pode-se expandir o método apresentado nesta dissertação
para que outras medidas de interpretabilidade também sejam consideradas critérios a serem
avaliados com a técnica TOPSIS, tais como o número total de antecedentes e o número
de atributos. Além disso, é possível também utilizar outros mecanismos de inferência,
como a Combinação Aditiva e os métodos baseados na Integral de Choquet. Por fim, o
algoritmo CHC-GL-TOPSIS pode ser modificado de forma a incluir processos como seleção
de características, seleção de regras e ajuste dos parâmetros das funções de pertinência.
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