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RESUMO

O algoritmo DBSCAN ¢é um método classico de agrupamento baseado em densidade.
Este algoritmo permite identificar grupos de diferentes formatos, com a capacidade de
gerenciar padroes ruidosos. O DBSCAN apresenta bons resultados, porém possui uma
alta complexidade computacional em decorréncia de diversos calculos de distancias no
processo de agrupamento. Essa baixa eficiéncia computacional limita sua aplicacao em
grandes conjuntos de dados. Este trabalho apresenta um novo método de agrupamento
cuja primeira etapa é a construcao de elementos representativos para aplicar o DBSCAN a
um conjunto reduzido de exemplos. O método proposto permite agrupar grandes conjuntos
de dados com resultados préximos do resultado do DBSCAN em todo o conjunto de dados.
A partir dos experimentos realizados, é observado que a técnica proposta apresenta bons

resultados e consisténcia quando comparada a outros algoritmos com proposta semelhante.

Palavras-chave: Amostragem. analise de agrupamento. aprendizado nao supervisio-

nado.






ABSTRACT

The DBSCAN algorithm is a classic density-based clustering method. This algorithm
allows to identify clusters of different shapes, with the ability to identify noisy patterns in
the data. DBSCAN presents good results, however it has a high computational complexity
due to several distance calculations in the clustering process. This low computational
efficiency limits its application to large data sets. This work presents a new method of
grouping whose first stage is the construction of representative elements to apply DBSCAN
to a reduced set of examples The proposed method allows grouping large datasets with
approximate results to the DBSCAN result applied in the entire dataset. From the
experiments performed, it is observed that the proposed technique presents good results

and consistency when compared to other algorithms with a similar proposal.

Keywords: Sampling. cluster analysis. unsupervised learning.
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Introducao

Com o grande avanco da tecnologia ao longo dos tltimos anos, estamos passando por uma
transformagao digital que muitos chamam de quarta revolugdo industrial. Presenciamos
uma era movida por dados, estes que estao cada vez mais volumosos, variados e valiosos.
Consequentemente com mais dados sendo gerados, maiores tendem a se tornar os conjuntos
de dados a serem trabalhados, no entanto, nosso poder computacional nao acompanha o
mesmo ritmo, sendo necessario técnicas, ferramentas e algoritmos de exploracao e andlise

de dados mais eficientes e eficazes.

Entre diversas técnicas que trabalham com conjuntos de dados, que sao atualmente
relevantes e possuem aplicacao em diferentes dreas, estd a andlise de agrupamento. Esta
técnica ¢é utilizada com sucesso e ainda é tema de pesquisas atuais, sendo aplicada em
diferentes contextos, como avaliagdo da poluicao do ar (GOVENDER; SIVAKUMAR,
2020), sele¢ao de movimento do solo (ZHANG et al., 2020), avaliagdo de documentos em
redes sociais (CURISKIS et al., 2020), segmentagao de imagens (CARDOSO; BARROS;
BARBOSA, 2020), entre outros.

1.1 Motivacao

A anélise de agrupamentos é uma tarefa comum de aprendizado de méaquina que , dado
um critério de similaridade, visa agrupar objetos semelhantes em um mesmo grupo.
O algoritmo DBSCAN (Density-Based Spatial Clustering of Applications with Noise)
proposto por ESTER (1996) é um algoritmo cléssico e um dos métodos de agrupamento
de maior sucesso na literatura. Seu funcionamento ¢é baseado na densidade espacial que
continua sendo o tema de pesquisas recentes (OHADI et al., 2020; CHEN et al., 2020;
LI et al., 2020; LI, 2020; JANG; JIANG, 2019; CHEN YEWANG, 2018). O DBSCAN
possui vantagens(apresentadas na segao 2.1.2), como por exemplo, detecgao de ruidos
e identificacao de formatos arbitrarios. Portanto, de acordo com suas caracteristicas, o

método aparece como uma proposta atraente para muitos problemas de agrupamento
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quando comparado com algoritmos classicos como Single-Linkage (SIBSON, 1973) e
k-médias (MACQUEEN, 1967).

Apesar de ser um algoritmo de agrupamento bem-sucedido e aplicado em muitos
dominios (SHERIDAN et al., 2020; FURQON; MUFLIKHAH, 2016; SHEN et al., 2016;
NISA; ANDRIANTO; MARDHIYYAH, 2014), o DBSCAN executa uma operacao cara
chamada "consulta do vizinho mais proximo", que determina quantos elementos existem
dentro de uma distancia inferior a ¢ (Parametro DBSCAN) de um elemento especifico.
Cada vez que esta operagao é acionada, o algoritmo realiza uma varredura completa do
conjunto de dados, levando a alta complexidade computacional do algoritmo - O(n?) - e
limitando a capacidade de lidar com grandes conjuntos de dados (JANG; JIANG, 2019;
LI, 2020).

Existem duas formas principais para reduzir custo computacional do DBSCAN. A
primeira se concentra em tornar a consulta do vizinho mais proximo mais eficiente (LI et
al., 2020; LI, 2020; CHEN YEWANG, 2018; KUMAR; REDDY, 2016) ou aproximar os
resultados da consulta (OTAIR et al., 2013). E importante notar que o tempo de execu-
¢ao de alguns métodos aumenta rapidamente conforme a dimensionalidade do conjunto
de dados aumenta (CHAVEZ et al., 2001; ARLIA; COPPOLA, 2001; KUO; SLOAN,
2005). A segunda abordagem utiliza técnicas de amostragem para encontrar uma solugao
aproximada a partir de um conjunto de informacoes para representar todo o conjunto de
dados. Consequentemente, reduz o tempo de execucao do DBSCAN. Alguns métodos de
amostragem geram a amostra estatisticamente (WANG; HAMILTON, 2003a), enquanto
outros selecionam com base nos resultados de um algoritmo de agrupamento com menor
complexidade computacional (TANG; PI; HE, 2016; EL-SONBATY; ISMAIL; FAROUK,
2004a; VISWANATH P.; BABU, 2009).

Algumas técnicas, que possuem o propésito de tornar a consulta do vizinho mais
proximo eficiente, nem sequer proporcionam um ganho de desempenho significativo ao
se trabalhar com conjuntos de dados de alta dimensionalidade (CHAVEZ et al., 2001;
ARLIA; COPPOLA, 2001), no entanto, outras como a amostragem mostram-se bastante

promissoras como pode ser visto em Al-mamory e Kamil (2016).

Uma estratégia semelhante a amostragem ¢é a sumarizacao, esta consiste em criar
um novo subconjunto(resumo) dos dados que represente as mais importantes informagoes

do conteido original (SAINT-PAUL; RASCHIA; MOUADDIB, 2005).

Em ambas as técnicas, amostragem e sumarizacao, a quantidade de informacao
a ser processada pelo método e o esforco computacional diminuem. Em meio ao cenario
de crescimento das bases de dados, essas técnicas mostram-se cada vez mais tteis, sendo
que quanto mais consegue-se conter elementos de todos os grupos do conjunto de dados,
melhores podem ser os resultados obtidos (APPEL, 2007; NGOAN; DUC et al., 2018;
ZHAO; LIANG; DANG, 2019; CHEN et al., 2019). Em concordancia com outros trabalhos
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da literatura (ZHOU et al., 2000; NANOPOULOS; THEODORIDIS; MANOLOPOULOS,
2001; NANOPOULOS; MANOLOPOULOS; THEODORIDIS, 2002; WANG et al., 2011),
0 objeto de estudo dessa dissertacao consiste em desenvolver um método que viabilize
o uso do DBSCAN em grandes bases de dados. Para isto, é utilizado um algoritmo
de analise de agrupamento de menor custo computacional com o objetivo de gerar um
conjunto de dados de menor cardinalidade com elementos representativos. Este processo é
semelhante a um processo de amostragem, no entanto, os elementos representativos nao
estao necessariamente presentes no conjunto de dados original. Este propdésito implica
em encontrar uma solugao aproximada do DBSCAN em conjuntos de dados grandes com
custo computacional reduzido. Nestes casos, um pequeno conjunto dos dados é definido

para representar o conjunto de dados inteiro, reduzindo o tempo de execucao do algoritmo.

A principal preocupacdo em relagdo ao processo de amostragem na analise de
agrupamento esta relacionada a possibilidade de um grupo nao estar presente na amostra.
A possibilidade de nao conter representantes de todos os grupos na amostra é preocupante,
pois impacta em perda de informacao de um grupo pequeno em relacdo ao conjunto
de dados. Esse risco é acentuado em conjuntos de dados que possuem grupos com

cardinalidades discrepantes.

Para os casos em que se tem o conhecimento prévio dos grupos dos elementos, a
realizacao do processo de amostragem, de modo a garantir a representatividade de cada
grupo na amostra, ¢ uma tarefa muito mais simples. Este tipo de caso é andlogo a diversos
problemas de classificagdo, no qual é comum a utilizagao da amostragem estratificada
uniforme. Neste tipo de amostragem, sorteia-se igual niimero de elementos em cada estrato.
Portanto, a amostra denota uma homogeneidade maior do que de toda a populacao, sendo
assim, esse tipo de amostragem garante que contenha o mesmo nimero de representantes

de cada grupo na amostra e que todos os grupos serao representados.

Na maioria dos casos, o uso da amostragem estratificada nao é possivel de ser
realizado ao lidarmos com anélise de agrupamento, isto ocorre devido ao fato de que, por

defini¢ao, nao ha nenhuma informacao referente aos grupos dos conjuntos de dados.

Diversos trabalhos na literatura estabelecem o uso da amostragem aleatéria uni-
forme, afim de obter uma reducao da quantidade de elementos do conjunto de dados
(WANG; HAMILTON, 2003b; GUHA; RASTOGI; SHIM, 1998). E possivel que haja uma
tentativa de ajustar o tamanho da amostra com a intencao de que todos os grupos estejam
representados, como feito em Bejarano et al. (2011). Porém, para esse tipo de amostragem,
em casos de conjuntos de dados que contenham grupos com baixa cardinalidade, espera-se
que o tamanho da amostra torne-se demasiadamente grande, para que exista uma alta

probabilidade de todos os grupos estarem presentes na amostra.

Na amostragem aleatéria uniforme, nao existe um limite inferior para definir o

tamanho da amostra, sendo dificil obter um conjunto reduzido do conjunto de dados que
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contenha representantes de todos os grupos com uma margem de confianga alta (KOLLIOS
et al., 2001). Além disso, devido ndo haver um conhecimento prévio sobre a cardinalidade

de cada grupo, a definicdo do tamanho da amostra nao é uma tarefa trivial.

Motivado pelos problemas mencionados e com a finalidade de buscar meios de
solucioné-los, foram propostos diversos trabalhos sobre amostragem tendenciosa no contexto
de analise de agrupamento. Esse tipo de amostragem tem como propoésito incluir também
os elementos de particoes de baixa cardinalidade, garantindo que elementos de todas as

particoes estejam contidos na amostra.

Este trabalho segue a mesma abordagem realizada em LUCHI, RODRIGUES
e VAREJAO (2019), que apresenta uma nova técnica para reduzir a cardinalidade do
conjunto de dados aplicando o algoritmo de agrupamento Leader® (LUCHI; RODRIGUES;
VAREJAO, 2019) para gerar uma amostra para rodar o DBSCAN. Esta proposta de
trabalho substitui o algoritmo Leader® pelo algoritmo de agrupamento BIRCH (ZHANG:;
RAMAKRISHNAN; LIVNY, 1996) gerando um novo conjunto de dados a partir do
resultado do BIRCH. O BIRCH ¢ bastante eficiente ao trabalhar com grandes conjuntos
de dados, ele explora a ideia de que o espaco de dados nao esta ocupado uniformemente e
que uma regiao densa pode ser representada como um unico elemento. Além disso, ao
contrario do Leader®, o algoritmo BIRCH ¢ bastante resiliente & ordem em que os dados

sao apresentados ao algoritmo.

1.2 Revisao de literatura

Nesta sec¢ao é apresentado um a breve revisao bibliografica do tema amostragem tendenciosa

para analise de agrupamento desde o surgimento na literatura até os dias atuais.

O primeiro trabalho encontrado na literatura especificamente sobre este tema
foi proposto por Palmer e Faloutsos (2000) denominado como DBS (Density Biased
Sampling). Este trabalho surge fazendo uma critica sustentada até hoje em relacao a
amostragem aleatoria uniforme para andlise de agrupamento, a critica diz respeito a este
tipo de amostragem perder pequenos agrupamentos. O DBS é um método de amostragem
tendenciosa por densidade que realiza a amostragem através de sorteio na qual a chance
de um elemento compor a amostra ¢ inversamente proporcional a densidade da regiao em

que se encontra.

Apébs a publicacao, o DBS obteve determinada atencdo na area fazendo com
que, posteriormente, surgissem outros trabalhos de amostragem tendenciosa voltados
para anéalise de agrupamento (KOLLIOS et al., 2003; KERDPRASOP; KERDPRASOP;
SATTAYATHAM, 2005; NANOPOULOS; THEODORIDIS; MANOLOPOULOS, 2006;
APPEL et al., 2007a; APPEL et al., 2007b). Diversos trabalhos utilizavam a mesma
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abordagem do DBS para compor a amostra, porém outras abordagens realizaram a sele¢ao

dos elementos com um critério baseado em: densidade, distancia ou um hibrido de ambos.

Em amostragens tendenciosas por densidade, a probabilidade de um elemento ser
selecionado para amostra depende da densidade local do conjunto de dados (KOLLIOS et
al., 2003). Para os métodos que utilizam esse tipo de abordagem, por exemplo, em Palmer
e Faloutsos (2000), estes necessitam de uma estratégia para estimar a densidade de modo
que o custo computacional nao o torne inviavel. Para estes métodos, no decorrer dos anos,
diferentes estratégias foram utilizadas para realizar a estimativa de densidade. Uma das
estratégias de estimativa de densidade comum em diversos trabalhos ¢ a utilizacao de

indexadores espaciais sobre um reticulado do conjunto de dados.

Em Palmer e Faloutsos (2000) sao utilizados indices espaciais em um reticulado
sobre os dados. Para este método a indexacao espacial é realizada através de uma
estrutura de dados tabela hash. A tabela é construida a partir de uma funcdo que realiza
o mapeamento do conjunto de dados inicialmente representado em um reticulado no
espaco para a ordem linear de uma estrutura de dados tabela hash. A tabela construida é
composta com as densidades das células do reticulado. Neste caso, o reticulado ¢é utilizado

somente uma vez, no momento do mapeamento para a tabela hash.

A estratégia de estimativa de densidade adotada em Appel et al. (2007a), Appel et
al. (2007b) ao propor o BBS(Biased Box Sampling) é a utilizacdo de indexadores espaciais
para dividir o conjunto de dados em células e armazenar em uma estrutura de dados de
arvore. O algoritmo é composto por trés etapas: a primeira corresponde a geragao da
arvore, a segunda reduz a profundidade da arvore nas regioes menos densas e a terceira
etapa realiza a amostragem. A densidade de cada regiao é representada pelos nés folhas
que estao em diferentes niveis de profundidade, sendo definidos a partir da avaliacao de

um teste de limiar. Os nos folhas sao utilizados para compor a amostra.

Os autores de Kollios et al. (2003) utilizam uma técnica de estimativa de densidade
baseada em estatisticas e, em particular, na teoria de kernel. Apesar desta técnica
apresentar uma boa qualidade de estimativa, a mesma apresenta um custo computacional
aceitavel somente ao trabalhar com conjuntos de dados de baixa dimensionalidade. Além
disso, necessita de uma configuracdo de parametros para ser utilizada. Porém, o método

se mostrou promissor na identificacao de ruidos.

Além das técnicas de estimativa de densidade apresentadas, existem diversas outras
para conjuntos de dados multidimensionais, como: computacao de histogramas multidi-
mensionais (POOSALA; IOANNIDIS, 1997; CHAUDHURI; MOTWANI; NARASAYYA,
1999; KORN; JOHNSON; JAGADISH, 1999), utilizagdo de transformadas (VITTER,;
WANG; IYER, 1998; MATIAS; VITTER; WANG, 1998) e estimadores de kernel (SCOTT,
2015; SILVERMAN, 1986), as quais, no entanto, nao foram testadas em conjunto com

métodos de andlise de agrupamento.
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Visto que a estimativa da densidade costuma ser custosa, em uma outra vertente,
existem métodos que utilizam critérios de distancia para a construcao da amostra. Esta
abordagem é relevante devido a distancia também ser um critério importante na definicao
de agrupamentos, dado que essa métrica ¢é utilizada para medir a similaridade e proximidade
dos objetos. Para essas técnicas é comum encontrar a utilizagdo de algoritmos como Leader
(apresentado na segao 2.2) ou outro algoritmo que realize computacao de distancia para

geracao de amostras

Em Sarma e Viswanath (2009) é apresentado uma variagao do algoritmo Leader
que permite gerar uma amostra capaz de alcancar os mesmos resultados de agrupamento
do método k-médias, porém, com um menor custo computacional. Neste caso, a variacao

do algoritmo Leader utiliza o critério de distancia para a composi¢ao da amostra.

Um outro trabalho utilizando esta abordagem é apresentado em Dolnicar e Leisch
(2004). Este trabalho se refere a segmentacao de mercados utilizando agrupamentos e
propoe um método que gera diversas amostras pequenas de modo aleatério uniforme,
e entdao, um algoritmo de agrupamento baseado em distancia é utilizado nessas amos-
tras. Posteriormente, sao extraidos os centros dos grupos retornados pelo algoritmo de
agrupamento aplicado nas amostras, compondo um novo conjunto de dados reduzido que

finalmente é aplicado em um algoritmo de agrupamento.

O algoritmo k-médias também pode ser considerado como um técnica de amos-
tragem baseada em distancia, o mesmo foi utilizado na geracao de amostras para uma
méaquina de vetor de suporte em Xiao et al. (2014). No entanto, sua versao candnica pode
nao ser recomendada para trabalhar em conjunto com métodos de andlise de agrupamento,
devido os problemas de escalabilidade do préprio algoritmo como visto em Arthur e
Vassilvitskii (2006).

Por fim, visando tirar proveito dos beneficios de ambas abordagens anteriores,
temos os métodos hibridos, que utilizam critérios tanto de distancia como de densidade
para a selecao dos elementos que irao compor a amostra. Para os métodos que utilizam essa
abordagem, ¢ comum observar o propdsito de calcular a densidade de um ntimero menor de
elementos devido ao alto custo computacional demandado por essa tarefa. Uma estratégia
adotada ¢é a criacao de uma amostra utilizando critérios de distancia e posteriormente o
descarte dos elementos de regiodes de baixa densidade, como feito no algoritmo DIDES
(ROS FREDERIC; GUILLAUME, 2017) (descrito na secio 2.2.2).

Os métodos propostos por Yang e Wu (2005), Feldman e Langberg (2011) sdo bons
exemplos de metodologias hibridas. Em Yang e Wu (2005) é proposto uma modificagdo do
algoritmo mountain method adaptado para agrupamentos, o qual é apresentado como um
método de agrupamento aproximado utilizando as métricas de distancia e densidade. Na
mesma dire¢ao em Feldman e Langberg (2011) é proposto um framework para construgao

de agrupamentos aproximados, que obteve amostragens significativamente menores e
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correspondeu em tempos de execugao melhores para conjuntos de dados da literatura.

Baseado no método de Feldman e Langberg (2011) surgiram os métodos DENDIS
e DIDES. O DIDES (descrito na secao 2.2.2) demonstrou resultados satisfatérios, tendo
apresentado desempenho de tempo de geracao da amostra somente superior ao da amos-
tragem aleatéria uniforme, mas com um alto nivel de qualidade quando comparado com
os resultados do k-médias aplicado na amostra e no conjunto de dados (ROS FREDE-
RIC; GUILLAUME, 2017). Em conjunto com o DIDES, os autores publicaram o DENDIS
(ROS FREDERIC; GUILLAUME, 2016) (descrito na secio 2.2.1), que obteve resultados
superiores ao DIDES. Por fim, os autores propuseram o ProTraS (ROS F REDERIC; GUIL-
LAUME, 2018) (descrito na secao 2.2.3), que compde a amostragem baseado em uma
probabilidade definida a partir da distancia e da densidade, o qual apresentou resultados
ainda melhores que seus antecessores e demonstrou boa qualidade de aproximacao de

agrupamento quando comparado ao DBSCAN e k-médias.

Nos trabalhos apresentados ¢ possivel notar que a amostragem tendenciosa tornou-
se uma etapa de pré-processamento para métodos de analise de agrupamento em geral.
Porém, em VISWANATH P.; BABU (2009) foi desenvolvido um método para atuar
especificamente em conjunto com o algoritmo de agrupamento DBSCAN, que apresentou
resultados promissores. Em LUCHI, RODRIGUES e VAREJAO (2019) é apresentada
uma variante deste método chamada ROUGH*-DBSCAN (descrito na segdo 2.2.4) a qual
obteve resultados superiores ao do ROUGH-DBSCAN.

Nesse trabalho apresentamos o BIRCHSCAN (descrito na secao 3.2), um método
que utiliza um algoritmo de analise de agrupamento de menor custo computacional para
encontrar um novo conjunto de elementos representativos especificos para o DBSCAN,
a fim de alcancar um resultado aproximado do préprio DBSCAN quando aplicado no

conjunto de dados inteiro com menor custo computacional. Este método mostrou bom
desempenho comparado aos métodos DIDES, DENDIS, ProTraS e ROUGH*-DBSCAN.

1.3 Objetivos

Uma das estratégias para a execugdo de métodos de analise de agrupamento em grandes
conjuntos de dados ¢é a utilizacao de métodos de amostragem combinados aos algoritmos

de agrupamento. A seguir sdo descritos os objetivos desta dissertacgao.

1.3.1 Objetivo geral

Conduzindo-se na mesma dire¢ao de VISWANATH P.; BABU (2009) e LUCHI, RODRI-
GUES e VAREJAO (2019), este trabalho tem como objetivo principal desenvolver um
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método que permita encontrar um resultado aproximado de um algoritmo de analise de
agrupamento especifico, no caso o DBSCAN, com um custo computacional inferior para

grandes conjuntos de dados.

1.3.2 Objetivos especificos

o Definir como gerar os elementos representantes, que serao aplicados ao DBSCAN.

e Obter a qualidade de aproximagao e tempo de execugdo do método proposto compa-

rado a outros métodos no estado da arte que possuem o mesmo proposito.

« Realizar a execucao do método proposto em conjuntos de dados grandes em que o

método de andlise de agrupamento definido nao consegue ser executado.

1.4 Metodologia

Nesta secao é descrita a metodologia utilizada nesta pesquisa, apresentando todas as

etapas realizadas para elaboracao deste trabalho.

Na Figura 1 podem ser vistos todos os procedimentos realizados para o desenvolvi-
mento dessa dissertagao.
Delimitagdo do

escopo do
trabalho

Definigao do
método proposto

4

Implementagio do
método proposto

|::> T :{>
Bibliografica

Realizagdo dos
testes e avaliagdo
dos resultados

Escrita da
dissertagdo

Definigdo dos
experimentos

b A b _

Defesa da
dissertagdo

pN y pS -~

Figura 1 — Fluxo dos procedimentos realizados para o desenvolvimento da dissertagao

O trabalho iniciou-se com a defini¢do do tema a ser trabalhado, suas delimitacoes e
escopo. Apos a definicao foi realizada uma revisao bibliografica dos métodos de amostragem

tendenciosa aplicados a andalise de agrupamento.

No decorrer da revisao, foram descobertos métodos promissores que tiveram como

intuito reduzir o alto custo computacional do DBSCAN quando aplicado em grandes



1.4. Metodologia 31

conjuntos de dados. Esse alto custo computacional é um problema atual. Nos trabalhos de
VISWANATH P.; BABU (2009) e LUCHI, RODRIGUES e VAREJAO (2019) foi possivel
observar que o uso de um algoritmo de agrupamento de menor custo computacional
aplicado em grandes conjuntos de dados para gerar uma amostra, pode ser uma alternativa

viavel para resolver o problema.

O método foi definido inspirado em estudos realizados sobre o algoritmo de agrupa-
mento BIRCH e nos trabalhos dos métodos de amostragem tendenciosa de VISWANATH
P.; BABU (2009) e LUCHI, RODRIGUES e VAREJAO (2019). A escolha do BIRCH
foi devido a este na literatura ser apresentado como um algoritmo rapido ao se trabalhar
com grandes conjuntos de dados, e que possibilita realizar uma boa sumarizacao dos
dados. O objetivo do método proposto é permitir que se tenha um resultado aproximado
do DBSCAN com ganho de desempenho quando comparado ao DBSCAN aplicado no

conjunto de dados inteiro.

Apoés a definicao do método proposto, foi realizada a etapa de implementacao
do método. Para a implementacao foi utilizado a linguagem de programagao Python,
em conjunto com bibliotecas nativas da linguagem, disponiveis para se trabalhar com
manipulacao de dados e aprendizado de maquina. Ademais, foram realizados diversos
testes empiricos e ajustes de pardmetros com a finalidade de atestar a viabilidade inicial

do método.

A abordagem proposta foi comparada experimentalmente com os métodos mais re-
centes e destacados encontrados na revisao bibliografica. Os seguintes algoritmos no estado
da arte fizeram parte dos experimentos: DENDIS (ROS FREDERIC; GUILLAUME, 2017),
DIDES (ROS FREDERIC; GUILLAUME, 2016), ProTraS (ROS FREDERIC; GUIL-
LAUME, 2018) e ROUGH*-DBSCAN (LUCHI; RODRIGUES; VAREJAO, 2019).

Trés diferentes cenarios de avaliagao foram considerados. Para o primeiro experi-
mento foram selecionados conjuntos de dados de baixa ou média cardinalidade e analisou-se
o desempenho dos métodos comparando seus resultados com os resultados do DBSCAN
aplicado em todo o conjunto de dados. O objetivo deste experimento foi comparar os resul-
tados obtidos entre os métodos, realizando testes para diferentes valores de parametros do
DBSCAN. Este experimento compara de modo abrangente o quao préximos os resultados

dos algoritmos de amostragem correspondem aos resultados do DBSCAN.

Para os demais experimentos o teste de diversos valores de pardmetros do DBSCAN
seriam muito custosos computacionalmente, pois sao conjuntos de dados grandes e que
consomem bastante tempo ao realizar o agrupamento. Deste modo, foram definidos apenas
quatro configuragoes de valores de parametros para serem executadas, selecionadas de
modo que os métodos nao retornem todos os exemplos como ruidos e também visando

obter diferentes agrupamentos em cada execucao.
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Para o segundo experimento foram selecionados conjuntos de dados com um nimero
alto de elementos e dimensoes, nos quais o DBSCAN ainda consegue ser executado. Este
experimento mede a escalabilidade dos métodos comparando o tempo de execugao do
DBSCAN como uma linha de base. Deste modo, o objetivo deste experimento foi identificar
a reducgao do tempo na execugao dos métodos avaliados quando comparados ao DBSCAN,

avaliando também em conjunto a qualidade dos resultados.

Para o terceiro, e ultimo experimento, foi utilizado um conjunto de bases de dados
nas quais nao é viavel executar o DBSCAN. O objetivo deste experimento foi realizar uma
comparagao temporal de execucao entre os métodos mesmo nao avaliando a qualidade
dos agrupamentos gerados, e também verificar se os métodos conseguem executar em

conjuntos de dados muito grandes.

Para avaliacao dos métodos, além da mensuracao de tempo, foi utilizada a métrica
de avaliagdo Adjusted Rand-Index (descrita na se¢ao 4.1.3) para avaliar a qualidade do
resultado dos métodos comparado ao resultado do DBSCAN. A partir dos resultados da
métrica de avaliacdo foram realizados os testes estatisticos de Friedman e post-hoc de

Nemenyi.

1.5 Estrutura da dissertacao

Este trabalho ¢é organizado da seguinte forma. O Capitulo 2 faz uma discussdo sobre
métodos de andlise de agrupamento e apresenta o método DBSCAN. Assim como, apresenta
o conceito de algoritmos de agrupamento baseados em amostragem em conjunto com os
algoritmos presentes na literatura, que foram selecionados para a etapa de experimentos. O
Capitulo 3 apresenta o método BIRCHSCAN desenvolvido neste trabalho. No Capitulo 4,
sao apresentados os experimentos computacionais realizados e os resultados encontrados.

Por fim, as conclusoes e trabalhos futuros podem ser vistos no Capitulo 5.



Algoritmos de agrupamento de
dados baseados em amostragem

Este capitulo apresenta uma breve revisao e categorizacao dos métodos de andlise de
agrupamento. O capitulo também apresenta o método DBSCAN que é o foco dos estudos
realizados neste trabalho. Considerando que o método proposto aqui é inspirado em
métodos de amostragem, o capitulo finaliza apresentando os algoritmos de agrupamento
baseados em amostragem que se encontram no estado da arte e foram utilizados nos

experimentos.

2.1 Analise de agrupamento

A analise de agrupamentos é o nome dado ao conjunto de técnicas idealizadas para reunir
elementos em grupos formados a partir de uma métrica de similaridade ou dissimilaridade
preestabelecida. Portanto, elementos que pertencem ao mesmo grupo possuem maior
semelhanga entre si, do que elementos que estao em grupos distintos (HUANG, 1997). O
objetivo é se ter homogeneidade dentro do grupo e heterogeneidade entre grupos, em outras
palavras, que as semelhangas dos elementos dentro de um grupo seja maxima enquanto a

semelhanca entre elementos de diferentes grupos seja minima.

A técnica é bastante utilizada pois permite identificar objetos que possuem ca-
racteristicas em comum e separa-los, sendo abordada em muitos contextos por diversos
pesquisadores devido a grande utilidade na analise exploratéria de dados. Existem int-
meras aplicagOes praticas em diversas areas de pesquisa, entre elas estao areas como
medicina, psicologia, biologia, sociologia, marketing, processamento de imagens entre
outras (AHMAD; STARKEY, 2018; HUANG, 1997; VELMURUGAN, 2014). Todavia, é
bastante comum observar seu estudo majoritariamente nos campos de mineracao de dados,
reconhecimento de padroes, suporte de decisdo e aprendizado de maquina (YUNOH et al.,
2017).
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Diferentemente de uma tarefa de classificacao, que é definida como aprendizado
supervisionado, devido aos elementos ja possuirem rétulos predefinidos, na analise de
agrupamentos os elementos de entrada nao possuem nenhum rétulo, sendo assim, este
tipo de técnica é definida como uma tarefa de aprendizado nao supervisionado (JAIN;
MURTY; FLYNN, 1999; GOLDSCHMIDT; PASSOS; BEZERRA, 2015).

Em Hruschka e Ebecken (2003) é apresentada uma definicao formal a respeito

da forma mais comum de analise de agrupamento. Um conjunto de n elementos X =

{X1,Xs,...,X,}, onde XP é um vetor de dimensao p que pode ser agrupado em k grupos
disjuntos C' = {C, Cy, ..., Ck} com as seguintes premissas:
CtuC,U...UC,=X (2.1)

Ci # {) (2.2)

CinCj={} (2.3)

Baseado nestas defini¢oes observa-se que a uniao de todos os grupos compoe o
conjunto de dados inteiro, cada grupo contém pelo menos um elemento e nao é permitido
que um elemento esteja presente em mais de um grupo. Segundo Hair et al. (2009) ainda
se tem as seguintes questoes fundamentais que surgem ao se trabalhar com analise de

agrupamento:

1. Como medir a similaridade/dissimilaridade entre os objetos?

2. Como formar os agrupamentos?

w

. Quantos grupos formar?

W

. Como validar os agrupamentos formados?

A primeira questao é normalmente enfrentada baseada nas diversas medidas de
proximidade existentes na literatura. No contexto de andlise de agrupamento, é comum o
uso de trés medidas de proximidade, as medidas correlacionais, as medidas baseadas em
distdncia e as medidas de associagdo (HAIR et al., 2009). A similaridade entre os objetos
corresponde em quanto maior o valor observado mais parecidos sao os objetos, por exemplo,
um coeficiente de correlacao. Por outro lado, a dissimilaridade dos objetos corresponde
em quanto maior o valor observado mais diferentes sdo os objetos, por exemplo, distancia

euclidiana.

A segunda questao corresponde ao procedimento que deve ser utilizado para realizar

os agrupamentos. Neste caso, o procedimento de agrupamento ¢ baseado na técnica
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utilizada pelo algoritmo escolhido. Na literatura existem diversos métodos de analise
de agrupamento, em que cada um possui suas particularidades (XU; WUNSCH, 2005).
Esses métodos podem ser categorizados baseado na estratégia adotada pelo algoritmo. Na

proxima secao serao apresentados os tipos de categorias de técnicas de agrupamento.

Sabendo que a quantidade de métodos de andlise de agrupamento presentes na
literatura é extensa, e existem diferentes técnicas (FAHAD et al., 2014; GOLDSCHMIDT;
PASSOS; BEZERRA, 2015), é necessario decidir qual técnica e método é mais adequado

ao seu proposito, dado que diferentes métodos podem levar a resultados diferentes.

A terceira questao também é complexa , dado que em muitos problemas nao se é
conhecido o niimero de grupos a serem formados a priori. Na literatura existem heuristicas
que possibilitam a escolha do nimero de grupos baseado na estrutura do agrupamento
formado (HAIR et al., 2009), no entanto, é necessario destacar que existem diversos
métodos que requerem essa informacao como parametro de entrada. Além disso, também
é uma pratica comum a realizacdo de testes empiricos para a identificagdo do nimero de

grupos.

A quarta e ultima questao aborda a dificil tarefa de avaliar a qualidade do pro-
cesso de agrupamento, principalmente pelo fato de ser uma técnica de aprendizado nao
supervisionado. Para isso, sao necessarias medidas de qualidade que permitem avaliar os
agrupamentos formados. Existem dois indices de validacao de agrupamentos, os internos e
os externos (DESGRAUPES, 2013). Os indices internos, também encontrados como indices
relativos, analisam a estrutura de grupos descoberta em relagdo a alguma propriedade
intrinseca dos dados, como por exemplo, compacidade ou separabilidade. Por outro lado,
os indices externos, cujo foram utilizados neste trabalho, comparam a estrutura de grupos

descoberta com uma estrutura previamente conhecida.

E importante destacar que existem duas premissas bastante relevantes a serem
verificadas ao decidir pela utilizagdo de uma técnica de andlise de agrupamento (AAKER;
KUMAR; DAY, 2001; ALBUQUERQUE, 2005; LINDEN, 2009). A primeira verifica se
existe alguma métrica de similaridade ou dissimilaridade que possa ser utilizada no processo
de andlise de agrupamento com o objetivo de ser uma medida valida para identificacao
de semelhanca entre os elementos. A segunda diz respeito a verificar se existe alguma

justificativa teodrica légica para estruturar os elementos em grupos.

2.1.1 Categorias dos métodos de analise de agrupa-

mento

Dependendo do autor, os métodos de analise de agrupamento podem ser categorizados

de diferentes formas. Para Goldschmidt, Passos e Bezerra (2015) os métodos de andlise
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de agrupamentos podem ser basicamente separados em trés grupos. Algoritmos baseados
em distancia, baseados em distribui¢oes de probabilidades e baseados em densidade. No
entanto, de acordo com Fahad et al. (2014), os agrupamentos também podem ser separados
baseado na forma dos agrupamentos gerados, sendo assim, estes sao classificados nas
seguintes categorias: hierarquico, por particionamento, baseado em densidade, baseado em
grid e baseado em modelo. Na imagem 2 temos a taxonomia com exemplos de algoritmos

classificados em cada categoria.

‘ Agrupamento ‘

Por Particionamento Hierarquicos SECGETn Baseado em grid Baseado em modelo
densidade
1. K-means
2. K-medois ;_ SIS:; 1. DESCAN 1. Wave-Cluster 1. EM
3. PAM 3' ROCK 2. OPTICS 2. STING 2. COBWEB
4. CLARANS 4' Chameleon 3. DBCLASD 3. CLIQUE 3. CLASSIT
5. CLARA ’ . 4. DENCLUE 4. OptiGrid 4. 30Ms
& FCM 5. Echidna

Figura 2 — Taxonomia de anélise de agrupamento adaptado de (FAHAD et al., 2014)

Os métodos hierarquicos utilizam geralmente um processo recursivo, que constréi
uma hierarquia de grupos de objetos no estilo de uma arvore. Sendo subdivididos em
aglomerativos e divisivos (PACIFICO; LUDERMIR, 2014). Os métodos aglomerativos
iniciam com cada objeto representando um grupo e no decorrer do algoritmo os grupos
vao se unindo em grupos maiores. Nos métodos divisivos temos o contrario, o método
inicia com todos elementos em um tnico grupo e no decorrer do processo sao divididos
em grupos menores. Uma pratica comum de representar grupos formados por métodos
hierarquicos ¢ através de graficos bidimensionais em forma de arvore conhecidos como
dendrogramas. O método de analise de agrupamento BIRCH, utilizado neste trabalho,

estd presente nessa categoria.

Os métodos baseados em particdo buscam de forma direta pela divisao do conjunto
de dados em k grupos (GOLDSCHMIDT; PASSOS; BEZERRA, 2015). Estes métodos
se iniciam definindo os centros dos k grupos, entao os objetos do conjunto de dados sao
divididos entre os k grupos de acordo com que cada elemento seja atribuido ao centro do
grupo mais préximo, baseado em uma métrica preestabelecida. O método mais conhecido

desta categoria é o método das k-médias(k-means).

Os métodos baseados em densidade definem grupos observando a densidade de
suas regioes, os grupos sao formados a partir de regides densas e ruidos se encontram em
regioes de baixa densidade. Estes métodos possuem um formato particular de crescimento,

incluindo somente objetos densos nos grupos. Um elemento ¢é considerado denso baseado
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nos elementos de sua vizinhanca ou em alguma funcao de densidade. O método de analise
de agrupamento DBSCAN esta presente nesta categoria e serd apresentado com mais

detalhes na préxima secao.

Os métodos baseados em grid realizam uma discretizagao do espaco em diversas
células. O objetivo é realizar célculos de agrupamento em um espago reduzido. O
beneficio destes métodos estda na redugao do tempo de execucgao, dado que os calculos
nao sao aplicados no conjunto de dados inteiro, mas sim em cada célula. As operagoes de
agrupamento dependem somente da quantidade de células em cada dimensao do espago

discretizado.

Os métodos baseados em modelo buscam ajustar algum modelo matematico aos
dados criando um modelo para cada um dos grupos e encontrando o melhor ajuste dos dados
ao modelo. Métodos baseados em modelos matematicos podem realizar agrupamentos a
partir de uma funcao que seja capaz de representar a distribuicao espacial dos elementos
no conjunto de dados. Estes modelos supoem que os dados sao gerados baseados em um
mistura de distribuigoes de probabilidades (HAN; KAMBER; PEI, 2001).

2.1.2 DBSCAN

Esta secao apresenta o algoritmo DBSCAN (Density Based Spatial Clustering of Application
with Noise) proposto por ESTER (1996). Este ¢ um algoritmo de grande relevancia na
area de analise de agrupamento e corresponde a um dos métodos mais bem sucedidos da
area, o qual é objeto de estudo desde sua publicac¢ao original até os dia atuais (OHADI
et al., 2020; CHEN et al., 2020; LI et al., 2020; LI, 2020; JANG; JIANG, 2019; CHEN
YEWANG, 2018).

O algoritmo foi desenvolvido para descobrir grupos e ruidos de um conjunto de
dados baseado em sua cobertura espacial. O DBSCAN utiliza a densidade para a realizacao
dos agrupamentos, isto possibilita que o algoritmo seja capaz de realizar agrupamentos de
formato arbitrario. O método permite agrupamentos de alta qualidade e possui diversas

vantagens quando comparado com outros algoritmos de analise de agrupamento.

Na publicagao original do DBSCAN em ESTER (1996), os autores definem alguns
conceitos para que seja possivel uma maior compreensao do algoritmo. Na primeira
defini¢do temos o conceito de vizinhanga € de um elemento, que é definida por N.(p) =
{q € D | dist(p,q) < e}. Neste caso € representa a distancia limite que um elemento ¢
deve estar do elemento p para que seja considerado um vizinho. Deste modo, podemos
dizer que € representa o raio da vizinhang¢a de um determinado elemento e N, (p) simboliza

a funcao que obtém todos os vizinhos do elemento p.

Como segunda defini¢do tem-se o conceito de diretamente alcangével por densidade
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definindo que um elemento p é diretamente alcancavel por densidade de um elemento ¢ se:

1. p € N.(q)

2. |N:.(¢q)| > minPTS (Condigao para elemento de nticleo)
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Figura 3 — Exemplo do conceito diretamente alcancével por densidade.

e p: elemento de fronteira
e q: elemento de nucleo
e p ¢é diretamente alcancavel por densidade de q

e ¢ nao ¢é diretamente alcangavel por densidade de p.

3. Existem dois tipos de elementos presentes em um grupo: os elementos de niicleo
e os elementos de fronteira. Em uma Vizinhanca € de um elemento de niicleo, baseado em
sua defini¢do, existem no minimo minPTS elementos. No entanto, isso nao é verdade para
elementos de fronteira. Deste modo, um elemento de fronteira é diretamente alcangavel a
partir de um elemento de ntcleo, porém o inverso nao ¢ verdadeiro. Na Figura 3 podemos
ver o elemento ¢, que é um elemento de niicleo por conter no minimo 3 elementos em sua
vizinhanca, e ¢ é diretamente alcangavel de p. No entanto, ¢ nao contém o minimo de 3
elementos em sua vizinhanga, por isto, € um elemento de fronteira, deste modo, p nao é

diretamente alcancavel a partir do elemento gq.

Em um elemento de fronteira tem-se significativamente menos elementos de vizi-
nhanca € do que na vizinhanca de um elemento de nticleo. Pares de elementos de niicleo
possuem simetria no critério de diretamente alcancavel por densidade, ou seja, se p é um
elemento de nicleo e ¢ também, e se p é diretamente alcangavel por densidade de ¢, o

inverso também é valido.
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Figura 4 — Visualizacao do conceito alcancavel por densidade exibida na conexao dos
pontos vermelhos.

O terceiro conceito a ser apresentado utiliza o conceito anterior em sua defini¢ao,
dado que é uma extensao de diretamente alcangavel por densidade, sendo denominado
alcancgavel por densidade e definido como: Um elemento p é alcangavel por densidade de
um elemento ¢, se existir uma cadeia de elementos pi, ps,...,p,, dado que p; =pe p, =¢q

tal que p(i;1) € diretamente alcancavel por densidade de p;.

Assim, como no conceito de diretamente alcancavel por densidade, o conceito
alcancavel por densidade também ¢é simétrico para dois elementos de nicleo. Na Figura 4
pode-se visualizar dois elementos de niicleo (pontos vermelhos) diretamente alcangéveis
por densidade. No entanto, quando se lida com dois pontos de fronteira que pertencem ao
mesmo grupo, provavelmente estes nao serao alcancaveis por densidade entre si, dado que

isso somente sera verdade se ambos satisfazerem a condigao de elemento de ntcleo.

Na quarta definicdo se tem o conceito de conectado por densidade. Um elemento
p € conectado por densidade a um elemento ¢, se existe um elemento em que tanto p e
g sao alcancaveis por densidade. Ao se considerar dois elementos de fronteiras em um
grupo, existe pelo menos um elemento de nicleo que ambos os elementos de fronteira sao

alcancaveis por densidade.

Apés as definigoes anteriores é possivel fazer a quinta definicao, que apresenta o
conceito grupo baseado em densidade. Se existe um conjunto de dados D, um grupo C é

um subconjunto nao vazio de D se satisfazer as seguintes propriedades:

1. Vp,q: Se p € C' e g é um elemento alcancavel por densidade de p, entdao q € C.
(Maximalidade)

2. ¥p,q € C: p é conectado por densidade a ¢. (Conectividade)
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A defini¢ao do conceito de grupo baseado em densidade permite que o algoritmo particione
o conjunto de dados em grupos e encontre os membros pertencentes a cada grupo, onde

todos os elementos do mesmo grupo estao conectados por densidade.

A caracteristica de identificacdo de ruidos é um recurso muito importante do
DBSCAN e que nao é encontrada na maioria dos outros métodos de analise de agrupamento.
Seja C',...,C) grupos do conjunto de dados D tal que i« = 1,2,... k. Define-se um
elemento p como ruido, se p pertence ao conjunto de dados D e nao pertence a qualquer
grupo C;. Ou seja, Ruido = {p € D | Vi: p ¢ C;}. E comum que padrdes ruidosos estejam
em regioes de baixa densidade nao permitindo que sejam conectados por densidade a
nenhum elemento e consequentemente nao sendo inclusos a nenhum grupo, sendo este um
mecanismo eficaz. Entretanto, pode ocorrer de um elemento ruidoso estar em uma regiao

densa, deste modo, o elemento sera rotulado como um membro de grupo.

Na imagem 5 é possivel visualizar o resultado de uma execucao realizada pelo
DBSCAN com a exibi¢ao de alguns dos conceitos apresentados. Ha dois grupos baseados
em densidade (grupo de pontos azuis e grupo de pontos verdes), dois elementos rotulados
como ruido (pontos vermelhos), circulo com raio € dos elementos de niicleo e ruidos.
Elementos de niicleo conectados por densidade (linha vermelha). A partir da figura
também é possivel visualizar que, todos os elementos verdes sdo conectados por densidade,
ou seja, para todos os pares de elementos verdes, existe um elemento que é alcangavel por

densidade para ambos os elementos do par, e o mesmo é valido para os elementos azuis.

Figura 5 — Resultado de execugao do DBSCAN com raio € e minPT'S = 4 com a apresen-
tacao dos conceitos de ruido, diretamente alcangavel, vizinhanga ¢, alcangavel
por densidade e grupo.

O algoritmo 1 exibe o pseudocodigo do DBSCAN tal como apresentado em Schubert
et al. (2017). O método recebe como entrada o conjunto de dados que se deseja realizar

o agrupamento, o parametro €, o parametro minPTS e a funcao de distancia, sendo a
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funcao mais comum utilizada a distancia euclidiana. O algoritmo inicia com um lago
principal que itera sobre todos os elementos do conjunto de dados (linha 1) e verifica se o
grupo do elemento é diferente de indefinido, caso seja, itera para o outro elemento (linha 2).
Inicialmente todos os elementos possuem grupos indefinidos. Caso a primeira verificacao
seja falsa, isso corresponde que o elemento p é indefinido, portanto, é executado a funcao
N.(p) para encontrar a vizinhanca ¢ de p (linha 4), em seguida ¢ verificada a cardinalidade
da vizinhanga e (linha 5), caso seja menor que minPT'S o elemento é provisoriamente

rotulado como ruido e se prossegue para o proximo elemento (linhas 6 e 7).

Algorithm 1: DBSCAN

Input : D; // Conjunto de dados a ser agrupado
Input : &; // Raio para vizinhanga epsilon
Input : minPTS; // Limite de densidade:

Input : dist; // Funcao de distancia

Output: Clusters// Grupos do conjunto de dados

1 foreach elemento p in D do

2 if cluster(p) # indefinido then
3 ‘ continue;
4 Vizinhanga N < Vizinhanca. (D, dist,p, ¢);

5 if |[N|< minPTS then
cluster(p) < Noise;
7 continue;

¢ < préximo rétulo de grupo;

9 cluster(p) <+ c;
10 S+ N \{p};

11 foreach ¢ in S do

12 if cluster(q)= Noise then

13 | cluster(q) + ¢

14 if cluster(q) # inde finido then
15 ‘ continue;

16 Vizinhanga N < Vizinhanca. (D, dist,q, €);
17 cluster(q) < c;

18 if |[N|< minPTS then

19 ‘ continue;

20 S+ SUN;

21 end

22 end

Dado que a condicao de elemento de niicleo tenha sido satisfeita, entdo um novo
grupo é gerado e p passa a pertencer a esse grupo (linhas 8 e 9). S recebe todos os
elementos que sao vizinhos de p (linha 10), ap6s isso, um lago é executado para iterar

por todos os elementos presentes em S (linha 11). Para cada elemento ¢ presente em S
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é verificado se o elemento havia sido rotulado provisoriamente como ruido, caso tenha
sido, ele recebe o mesmo grupo de p (linha 13). Em seguida, é verificado se o grupo de
q é diferente de indefinido, caso seja, se itera para o proximo elemento (linha 14). Caso
q seja indefinido entdo, é utilizada a fungao N.(¢) para encontrar a vizinhanga € de ¢
(linha 16). Apds isso, ¢ recebe o mesmo grupo de p (linha 17) e é analisado se ¢ nao é um
elemento de nicleo. Caso ¢ nao seja um elemento de nicleo entao, se itera para o proximo
elemento (linha 19). Caso ¢ seja um elemento de ntcleo, entao atribui-se a S a vizinhanga

e encontrada a partir de ¢ (linha 20).

Inicialmente o lago (linhas 11 — 21), que itera por S, é formado somente pela
vizinhanca € de p, no entanto, todas as vezes que um elemento ¢, que ainda nao foi
atribuido nenhum grupo, for adicionado ao grupo de p, e ¢ for um elemento de nicleo, a
sua vizinhanca ¢ também serd atribuida em S. Nesta etapa, inicializa-se com os elementos
diretamente alcancgaveis por densidade de p e posteriormente sao encontrados todos os

elementos alcancaveis por densidade a partir de p.

Ap0s finalizar o lago interno, o processo volta para o lago principal até que seja feito
a iteracao por todos os elementos do conjunto de dados. Todos os elementos que a partir
da execugao foram definidos provisoriamente como ruidos, e nao houve mudancas em seu
grupo no decorrer do algoritmo, mantém-se como ruidos. O resultado final do algoritmo
retorna o conjunto de dados com os grupos baseados em densidade e os elementos rotulados

como ruido.

Pode-se identificar que o DBSCAN é um método deterministico, ou seja, o resultado
do mesmo nao ird variar entre diferentes execucoes. No entanto, é valido destacar que
o algoritmo pode ser sensivel a ordem que os dados sao apresentados ao mesmo, dado
que se tivermos um elemento de fronteira entre dois grupos baseados em densidade, este
elemento pode ser rotulado como qualquer um dos grupos, ficando vulneravel a ordem que

o conjunto de dados serd iterado.

O algoritmo DBSCAN possui diversas vantagens quando comparado a outros
algoritmos de andlise de agrupamento. Nestas vantagens, esta inclusa a identificacao de
formatos arbitrarios de grupos, sendo assim, ndo é necessario assumir que a particao possui
um formato especifico. Outra vantagem ¢é a nao necessidade de informar como parametro
o nimero de grupos no momento da execucao, e por fim, como apresentado anteriormente,
a capacidade de identificar e separar os ruidos (ESTER, 1996).

O método possui como desvantagem a necessidade de ajuste de dois pardmetros
de execucao. Eles nao sao de estimativa trivial, principalmente quando se é necessario

trabalhar com conjuntos de dados de alta dimensionalidade.

Caso seja informado um valor de minPT'S e € muito pequeno o algoritmo tende

a formar um ntmero grande de grupos e em caso de minPT'S igual a 1, é possivel que
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o nimero de grupos seja equivalente a cardinalidade do conjunto de dados, nao fazendo
sentido executar um algoritmo de analise de agrupamento para definir cada elemento como
um grupo. Outro problema que pode ocorrer na definicao dos pardametros é o caso do valor
de € ser muito grande fazendo com que seja gerado apenas um tunico grupo, devido todos
os elementos do conjunto de dados serem alcancgaveis por densidade a partir de um tnico
elemento, ou muito pequeno de modo a nao permitir que os elementos sejam alcangaveis

por densidade e consequentemente rotular todos os elementos como ruido.

Apesar dos casos especificos apresentados, é possivel notar que a estimativa incorreta
dos parametros pode causar diversos problemas, como por exemplo, agrupar dois grupos
diferentes em um tnico, ou até mesmo separar um grupo com elementos coerentes em
subgrupos. Portanto, para encontrar resultados de qualidade é necessario que se tenha
cuidado ao definir os pardmetros. Pensando nisso, diversos trabalhos foram propostos
com uma forma de selegdo automatica de pardmetros (ZHOU; WANG; LI, 2012), ou
realizando estudos para definir formas de encontrar os melhores pardmetros (RAHMAH;
SITANGGANG, 2016), ou também propondo versdes que nao necessitam de pardmetros
(CHEN YEWANG, 2018).

Embora o DBSCAN seja um algoritmo bastante utilizado devido as qualidades
apresentadas, existem diversas modificacoes propostas com o objetivo de acelerar a execugao
do método. Isto ocorre devido o algoritmo possuir um alto custo computacional ao realizar
a busca dos vizinhos. Em suma, pode-se dizer que a busca consiste em calcular a distancia
de todos os elementos até o elemento de interesse e retornar os que possuem distancia
inferior a €. O alto custo computacional é observado principalmente ao se trabalhar com
conjuntos de dados de alta cardinalidade ou dimensionalidade, dado que o algoritmo possui
complexidade de O(n?). A maioria das propostas de modificagoes sao focadas em tentar

reduzir este alto custo computacional que esté correlacionado a busca dos vizinhos.

Diversas foram as estratégias propostas focadas em acelerar a busca da vizinhanca,
entre elas uma bastante comum é a do uso de estruturas de dados para a indexacao espacial
dos elementos do conjunto de dados com o objetivo de otimizar a consulta dos elementos
vizinhos, como por exemplo em Patwary et al. (2012). Baseados nessa estratégia, diversos
trabalhos na literatura foram propostos utilizando diferentes estruturas de dados. No
entanto, de modo geral, apesar de muitas propostas obterem desempenhos satisfatorios
em conjuntos de dados com um baixo niimero de dimensoes, essa vantagem obtida tende
a desaparecer ao se trabalhar com conjuntos de alta dimensionalidade (CHAVEZ et al.,
2001).

Por outro lado, existem trabalhos que exploram variagoes do DBSCAN utilizando
técnicas de amostragem tendenciosa. Para estes trabalhos, em vez de aplicar o método
no conjunto de dados inteiro, o foco é aplica-lo somente em um subconjunto reduzido

do conjunto de dados e ter como resultado somente este subconjunto rotulado. Também
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existem variantes do algoritmo que utilizam abordagens hibridas — foco desta dissertacao -
nas quais utiliza-se um algoritmo de analise de agrupamento de menor complexidade que

é executado em uma etapa anterior a aplicacdo do DBSCAN.

Em El-Sonbaty, Ismail e Farouk (2004b) temos um exemplo de abordagem hibrida,
onde os autores inicialmente utilizam o algoritmo CLARANS (NG; HAN, 2002) para
fazer o agrupamento no conjunto de dados inteiro, posteriormente aplicam o DBSCAN
em conjuntos menores retornados na primeira etapa e fazem a uniao dos resultados das
diferentes execugoes, obtendo o conjunto de dados. Esta estratégia é realizada devido ser
muito menos custoso a aplicagdo do DBSCAN em varios conjuntos de dados menores do
que a execuc¢ao no conjunto completo. Isto ocorre devido a complexidade quadratica do

algoritmo.

Outro trabalho que propoe a utilizacao de abordagem hibrida pode ser visto em
VISWANATH P.; BABU (2009). Neste trabalho os autores utilizam o algoritmo de andlise
da agrupamento Leader que realiza uma tnica varredura no conjunto de dados para compor
uma amostra que posteriormente é executada no DBSCAN. Ao final do algoritmo todos
os elementos que nao foram selecionados para compor a amostra sao inseridos novamente

e rotulados com o mesmo grupo de seu lider.

E vélido destacar que ao executar o DBSCAN apenas em uma amostra do conjunto
de dados e no conjunto de dados completo, existem diferencas além do tempo de execucao.
Algo que vale ser observado com atencgao esta relacionado aos parametros do algoritmo.
Para isto, é necessario compreender que, existem parametros que sao utilizados no conjunto
de dados completo que podem ser inviaveis ao serem aplicados na amostra, fazendo com que
diversos elementos sejam rotulados como ruido. Isto pode ocorrer, dado que a densidade
de elementos da amostra tende a ser muito menor que a do conjunto de dados inteiro.
Portanto, é importante ressaltar que ao se trabalhar com amostras a estimativa dos

parametros requer ainda mais atencao.

Além dos trabalhos mencionados, foram propostos diversos outros métodos de
amostragem tendenciosa para a analise de agrupamento, que utilizam especificamente o
DBSCAN. Os métodos no estado da arte selecionados para os experimentos deste trabalho

serao apresentados na préxima secao.

2.2 Algoritmos de agrupamento baseados em

amostragem

A técnica de amostragem aleatoria é a abordagem mais popular e intuitiva para compreen-

der uma amostra de elementos, no entanto, dois problemas principais surgem ao usar este
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método para selecionar amostras que serao aplicadas em algoritmos de agrupamento. Os
problemas estao relacionados a cardinalidade e a densidade do agrupamento, respectiva-
mente. A primeira, e mais importante questao é, que os grupos com baixas cardinalidades
podem facilmente ser perdidos na amostra, uma vez que a abordagem aleatoria pressupoe
que cada elemento do conjunto de dados tem uma probabilidade igual de ser escolhido.
A segunda questao surge pelo fato de que regides densas ficarao super-representadas,
enquanto o oposto ocorre em regioes esparsas. O fato de que o conhecimento prévio sobre
a cardinalidade e densidade dos grupos normalmente nao estao disponiveis aumenta os

problemas associados & amostragem aleatéria (KOLLIOS et al., 2003).

As técnicas de amostragem tendenciosa sdo muito atraentes, porque visam resolver
ambos os problemas. Elas mantém uma boa quantidade de amostras em grupos esparsos,
enquanto removem amostras desnecessarias em regioes que ja estao bem representadas
(PALMER; FALOUTSOS, 2000). Os algoritmos de amostragem tendenciosa podem ser
divididos em duas categorias principais: métodos baseados em distancia e baseados em

densidade (a combinagao dos dois conceitos também pode ser adotada).

Os algoritmos Farthest-First Traversal (FFT) (ROSENKRANTZ; STEARNS;
LEWIS II, 1977) e Leader (HARTIGAN, 1975) sdo duas abordagens amplamente utilizadas
por métodos de amostragem tendenciosa. Em suas versdes canonicas, eles usam a métrica
de distancia entre elementos em sua execucao. No entanto, eles também sao usados para
calculo de densidade em varios métodos de amostragem, que combinam conceitos baseados
em distancia e baseados em densidade (ROS FREDERIC; GUILLAUME, 2016; ROS
FREDERIC; GUILLAUME, 2017; ROS FREDERIC; GUILLAUME, 2018; VISWANATH
P.; BABU, 2009; LUCHI; RODRIGUES; VAREJAO, 2019).

O algoritmo FFT, proposto principalmente como heuristica para o problema do
caixeiro viajante (ROSENKRANTZ; STEARNS; LEWIS 11, 1977), é um algoritmo iterativo
que adiciona novos dados a amostra a cada iteragao até atingir um critério de parada.
Em sua versao canonica, o elemento mais distante dos ja selecionados é o elemento a ser

incluido na amostra, e o critério de parada é o tamanho da amostra.

O principio FFT é amplamente utilizado entre as abordagens de amostragem com
base na distancia, uma vez que nao requer nenhum parametro de distancia. O algoritmo
FFT ¢ inicializado selecionando o primeiro elemento, que é escolhido aleatoriamente
ou calculado como o elemento mais distante no conjunto de dados. Apds a etapa de
inicializacao, o algoritmo executa duas etapas até atingir o tamanho de amostra necessario.
Primeiro, itera sobre cada elemento nao pertencente a amostra e associa, a cada um deles,
o elemento mais proximo presente na amostra. Entao, na segunda etapa, o algoritmo
seleciona o item com a maior distancia associada e o anexa a amostra. Observe que a
escolha do primeiro elemento define se FFT é um algoritmo estocéstico (escolha aleatéria)

ou deterministico (escolha calculada).



46 Capitulo 2. Algoritmos de agrupamento de dados baseados em amostragem

Outro algoritmo popular usado para realizar a amostragem tendenciosa é o Leader
(HARTIGAN, 1975), um algoritmo de agrupamento incremental que realiza uma tnica
varredura no conjunto de dados. O algoritmo comega com o primeiro elemento como lider
e, sequencialmente, itera sobre todos os outros elementos do conjunto de dados. Se um
elemento estd a uma distancia menor do que 7 de qualquer lider existente, ele se torna
um seguidor, caso contrario, ele se torna um lider. Apés uma unica varredura em todo o
conjunto de dados, o conjunto de lideres, que estao pelo menos a uma distancia 7 separados
um do outro, pertencem a amostra. Observe que, ao contrario do FFT, o Leader requer o

parametro de distancia 7. Por outro lado, o tamanho da amostra nao precisa ser definido.

Trés algoritmos de agrupamento baseados em FF'T foram propostos recentemente:
DENDIS (ROS FREDERIC; GUILLAUME, 2016), DIDES (ROS FREDERIC; GUIL-
LAUME, 2017) e ProTraS (ROS FREDERIC; GUILLAUME, 2018). Esses algoritmos
usam distancia, densidade ou uma combinagao de ambas as caracteristicas para gerar as
amostras. Outro trabalho recente (LUCHI; RODRIGUES; VAREJAO, 2019) propds uma
abordagem baseada no algoritmo Leader para obter uma versao melhorada do algoritmo
Rough-DBSCAN (VISWANATH P.; BABU, 2009). Os autores chamaram essa proposta
de Rough*-DBSCAN. Nas secoes a seguir, esses algoritmos de amostragem tendenciosa

sao descritos resumidamente.

2.2.1 DENDIS

A sigla DENDIS é um acrénimo de DENsidade e DIStancia. O método é uma abordagem
hibrida proposta em ROS FREDERIC; GUILLAUME (2016) que combina densidade e
distancia. Ele possui duas etapas para a construcao da amostra e utiliza a densidade como
critério de parada. Seu objetivo é construir uma amostra que seja a menor possivel e
disponha do mesmo padrao de distribui¢ao do conjunto de dados. Os elementos presentes na
amostra sao considerados representantes, tal que cada elemento é associado ao representante
mais proximo. No final do algoritmo é esperado que a amostra S seja a menor possivel e

possua o mesmo padrao de distribuicao do conjunto de dados D.

Baseado no algoritmo FFT, o DENDIS também é um algoritmo iterativo, entretanto,
com dois propoésitos ao adicionar um novo representante em cada iteracao. O primeiro
consiste em garantir que as areas de alta densidade sejam representadas na amostra, com
a menor quantidade de elementos possiveis visando escapar de representacoes sobrepostas.
O segundo compreende em cobrir o espaco de modo homogéneo. Para satisfazer o critério
de densidade, o novo representante ¢ escolhido do conjunto de maior cardinalidade entre
os conjuntos de elementos associados a cada representante, e para satisfazer o propdsito de

cobertura espacial o elemento escolhido é o mais distante dos representantes do conjunto.

O fato do novo elemento ser do conjunto de maior cardinalidade, prioriza que areas
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de alta densidade sejam representadas, e sendo o mais distante dos representantes, permite
que a amostra cres¢a de modo homogéneo garantindo uma boa distribuicao espacial entre
os elementos, inclinando-se a repetir o mesmo formato das partigdbes do conjunto de dados.
A quantidade de elementos associados a cada representante decresce a cada iteracao, devido

que elementos associados a outros representantes sao associados ao novo representante.

O método possui um tnico parametro de entrada, chamado granularidade. Este
parametro representa o quao espacada a amostra serd, ou seja, o valor determinado
para o parametro impacta diretamente no tamanho da amostra, tal que quanto menor
a granularidade, maior o nimero de representantes na amostra. A granularidade gr
é combinada com a cardinalidade do conjunto de dados n para encontrar um limiar
wt = n X gr que sera utilizado para definir o nimero de elementos que serao associados
a um determinado representante. O critério de parada de selecdo de representantes é

atendido quando o grupo de maior cardinalidade nao atende o limiar wt preestabelecido.

O método utiliza duas etapas para a construcao da amostra. Na primeira se seleciona
os representantes para compor a amostra. Na segunda se realiza um pés processamento que
tem como objetivo ndo permitir ruidos como representantes da amostra. Sao utilizados dois
tratamentos. No primeiro, caso o conjunto de elementos associados ao representante possua
cardinalidade inferior a wt, o representante é descartado da amostra. O segundo é baseado
na distancia, dado que os representantes se encontram distribuidos de modo homogéneo, a
distancia média entre os representantes é utilizada na verificagao, caso o representante
tenha uma distancia superior a distancia média, substitui-se o representante pelo elemento

associado mais proximo do centroide computado considerando os representantes.

O método inicia selecionando de modo aleatério qualquer elemento do conjunto de
dados como primeiro representante, ou de modo deterministico, escolhendo o elemento
mais proximo de um elemento virtual computado como o minimo de cada dimensao. Apds
a inicializacao é realizado a selecao dos elementos representantes concluindo a primeira
etapa do algoritmo, posteriormente, na segunda etapa é realizado o pré-processamento

para tratamento dos ruidos.

Uma vantagem dos métodos baseados no algoritmo FF'T é a distribuicao espacial
dos elementos na amostra, que é obtida na selecdo de novos representantes na primeira
etapa. Outra vantagem é realizar o tratamento de ruidos na amostra na segunda etapa
do método. Além disso, uma vantagem caracteristica do DENDIS ¢é o fato de priorizar a
presenca de regioes densas na amostra. Um elemento fraco a ser observado esta relacionado
a dificuldade de estimativa do parametro gr, dado que uma estimativa ruim do parametro

pode fornecer resultados de baixa qualidade.
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2.2.2 DIDES

O DIDES é um método hibrido proposto em ROS FREDERIC; GUILLAUME (2017)
semelhante ao DENDIS, que também possui duas etapas para construgao de uma amostra
S, combinando densidade e distancia para selecionar os representantes. A diferenca entre
os métodos estd na selecao dos representantes, tratamento dos ruidos e no critério de
parada, sendo que o DIDES finaliza a sele¢do dos representantes utilizando um critério
baseado em distancia, enquanto o DENDIS utiliza um critério baseado em densidade.
Ambos pretendem garantir a cobertura espacial e representatividade do conjunto de dados

a um baixo custo computacional.

O parametro granularidade gr é o mesmo para DIDES e DENDIS, sendo este
responsavel por determinar o espagamento da amostra. Os dois métodos utilizam o
parametro combinado com a cardinalidade do conjunto de dados n para definir um limiar

wt =n X gr que é utilizado no critério de parada e no tratamento de ruidos.

Na primeira etapa do DIDES, os representantes sao selecionados com base na
distdncia. Cada novo representante é o que possui maior distdncia (dmax) para todos
os outros representantes selecionados, analogo a versao candnica do algoritmo FFT. O
procedimento de insercao de representantes em S é realizado iterativamente até atender um
critério de parada adaptativo. O critério é considerado adaptativo devido alterar seu valor
em cada iteracao ao considerar todas as cardinalidades dos representantes presentes em S.
Em conjunto com a amostra S é gerado um subconjunto St que contém os representantes
que atendem dois critérios: a cardinalidade dos elementos associados ao representante é
inferior ao limiar wt e o dmax do representante é maior que a média do dmax de todos
os representantes de St. O critério de parada é satisfeito e a etapa ¢é finalizada quando o
dmax do novo representante a ser inserido na amostra S, ¢ inferior a média do dmax de

todos os representantes de St.

Na segunda etapa ¢é realizado um poés-processamento utilizando a densidade dos
elementos associados aos representantes. Neste estdgio sao identificados e tratados os rui-
dos selecionados como representantes, fazendo com que apenas permanecam os elementos
das areas densas presentes em S. Inicialmente calcula-se a média das cardinalidades dos
elementos associados aos representantes presentes em St, e compara-se com a cardinali-
dade dos elementos associados aos representantes da amostra, caso seja inferior a média
computada, o representante é descartado de S. Apds a checagem individual, a densidade
é considerada em nivel de grupo, sendo que um grupo é definido como o conjunto de
elementos alcancaveis entre si, dentro de uma determinada distancia. A distancia é a de
1 vizinho mais préximo entre representantes, no entanto, s6 sao considerados do mesmo
grupo se esta distancia for inferior a duas vezes o dmax do representante. Um grupo

contém o nimero de elementos representantes e o niimero total de elementos associados
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aos representantes G(t). Caso G(t) seja inferior ao limiar wt o grupo é de baixa densidade

sendo provavelmente composto por ruidos, por isto, o grupo ¢é removido.

Apesar dos métodos DIDES e DENDIS serem bastante semelhantes, existem
diferencas nitidas entre os métodos. A primeira diferenca é encontrada na selecao dos
representantes, dado que o DENDIS escolhe o representante do conjunto de elementos
associados de maior cardinalidade, enquanto o DIDES seleciona o elemento mais distante
dos representantes selecionados. A escolha do DENDIS prioriza selecionar os elementos das
areas mais densas, a do DIDES prioriza a cobrir todo o espago. Outra diferenca corresponde
ao critério de parada. O DENDIS verifica se o novo elemento possui densidade relevante
para compor a amostra, e o DIDES verifica se a distancia do elemento a ser incluido na
amostra contribuira na distribuicao espacial da amostra. A tultima diferenga encontra-se
no tratamento de ruidos, ambos tentam deixar a amostra o mais o homogénea possivel,
no entanto, o DENDIS substitui os representantes que se encontram muito distantes por
algum elemento do conjunto de elementos associados, por outro lado, o DIDES realiza
uma verificagdo de densidade em grupo, removendo os que sao considerados grupos de

baixa densidade.

Dado que o DIDES e DENDIS sao semelhantes, suas vantagens e desvantagens
também sao. O DIDES também possui como vantagem uma etapa de tratamento de
ruidos na amostra e um boa distribuicao espacial caracteristica do FFT, no entanto,
como particularidade prioriza que a amostra seja distribuida espacialmente ao em vez
de elementos densos. De modo equivalente ao DENDIS, este também possui como
desvantagem a dificuldade de estimativa do parametro gr, dado que a estimativa do

parametro compromete a qualidade da amostra.

2.2.3 ProTraS

Assim como DENDIS e DIDES, o algoritmo ProTraS (ROS FREDERIC; GUILLAUME,
2018) ¢ um método hibrido baseado no algoritmo FFT que utiliza critérios de densidade e
distancia na constru¢ao da amostra do conjunto de dados. No entanto, diferentemente dos
métodos anteriores, o ProTraS é baseado em teoria probabilistica e ndo possui uma etapa

exclusiva para tratamento de ruidos.

O método utiliza um conceito chamado custo de amostragem no critério de parada
e objetiva a sua reducao ao selecionar novos elementos para a amostra. Na selecao de
representantes, escolhe-se o elemento mais distante do grupo com a maior probabilidade
de redugao do custo. Para computar a probabilidade de reducao do custo de cada grupo
é necessario a cardinalidade(w) e o elemento mais distante(d) do conjunto de elementos
associados ao representante do grupo. Além disso, também sao necessarias as seguintes

informagoes da amostra: maior cardinalidade(max(w)) dos conjuntos de elementos associ-
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ados aos representantes e o elemento mais distante de todos os representantes(max(d)). A

probabilidade é computada pela seguinte combinagao: —wxd ik O custo de amostragem ¢

mazx(dxw
calculado em cada iteragao, considerando cada representante da amostra, como o somatoério

w X d de todos os representantes dividido pelo nimero de elementos do conjuntos de dados.

O tnico pardmetro do método é o parametro custo, o qual semelhantemente ao
parametro granularidade do DIDES e DENDIS, faz com que o tamanho da amostra varie
conforme sua estimativa. Os autores nomeiam o parametro como &, usado no processo de
amostragem como critério de parada. Para evitar qualquer confusao com o parametro do

DBSCAN homoénimo, este trabalho refere-se ao pardametro do ProTraS como ~.

O ProTraS é composto por quatro etapas. A primeira seleciona um novo elemento
no grupo com maior probabilidade de reducao de custo. A segunda etapa associa cada
elemento nao selecionado ao elemento mais proximo presente na amostra. Na terceira
etapa, o custo de amostragem é computado. Na quarta e ultima etapa, é verificado se o

custo de amostragem calculado ¢ maior que o parametro de custo.

Em ROS FREDERIC; GUILLAUME (2018) o autor do método afirma, baseado
em testes experimentais, que o método é robusto a ruidos. Uma quantidade crescente de
ruido aleatério uniforme (de 1% a 19%) foi adicionado aos dados e relatado que o método
ainda ¢é capaz de representar a distribuicao dos dados mesmo com um nivel significativo

de ruidos.

Coresets sao representagoes aproximadas do conjunto de dados. Algoritmos basea-
dos em FFT produzem coresets mesmo que nao sejam desenvolvidos para este proposito,
visto que a amostra final encontrada é um (k, 7)-coreset do conjunto de dados completo.
O ProTraS, ao contrario do DENDIS ou do DIDES, visa produzir um coreset, portanto, o
custo de amostragem tem papel fundamental. Ele é utilizado em conjunto com o valor
estipulado para o pardmetro v no critério de parada, fazendo o método se encerrar quando
atingido o custo desejado. O uso de calculos de probabilidade permite que o algoritmo
obtenha uma compensacgao entre representar a densidade e realizar a cobertura espacial
do conjunto de dados, dado que quanto maior a distancia ou maior a cardinalidade maior
¢é a probabilidade de redugao de custo, permitindo que ambos possam se sobressair no

decorrer das iteragoes.

Uma vantagem do método corresponde a compensacao entre representar a densidade
e realizar a cobertura espacial, dado que permite que a amostra seja construida com
elementos de regioes densas e obtenha o elemento mais distante dos representantes,
replicando os formatos das particoes dos conjuntos de dados. Além disso, pode ser
considerado como vantagem a robustez a ruidos, sendo que nao ha um custo computacional
adicional. No entanto, assim como seus antecessores DENDIS e DIDES, a estimativa do
parametro pode ser uma dificuldade, dado que feito de forma equivocada compromete a

qualidade da amostra.
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2.2.4 Rough*-DBSCAN

O Rough-DBSCAN (VISWANATH P.; BABU, 2009), assim como os outros métodos
ja apresentados, possui duas etapas. Em sua primeira etapa aplica-se o algoritmo de
agrupamento Leader (HARTIGAN, 1975) com a finalidade de obter os lideres como
candidatos a compor a amostra. Na segunda etapa sao filtrados alguns lideres encontrados
na primeira etapa para compor a amostra, sendo que a decisao do lider pertencer ou
nao a amostra é baseada em sua densidade. Contudo, dado que é computacionalmente
custoso calcular a densidade de cada lider, os autores propoem uma forma de estimé-la,
denominada Rough-Cardinality, na qual se considera que a quantidade de lideres a uma
distancia inferior a ¢ é igual ao somatorio dos seguidores de todos os lideres que sao inferior
a essa distancia. Apds a construcao da amostra o DBSCAN é executado sobre a mesma,
o grupo atribuido aos lideres é expandido a todos o seus seguidores e os elementos que

ficaram sem grupo sao definidos como ruidos.

O método ROUGH*-DBSCAN(R*) (LUCHI; RODRIGUES; VAREJAO, 2019)
¢é semelhante ao Rough-DBSCAN, mas a versao original do Leader foi modificada para
fornecer uma maneira trivial de estimar a densidade de cada lider. Esta variacao do
algoritmo necessita de uma segunda varredura do conjunto de dados que, ao contrario
do Leader original, associa um elemento nao lider a varios lideres dentro da distancia ¢,
tornando possivel estimar a densidade de cada um dos lideres com base no nimero de
elementos associados a ele. Essa alteracao é motivada porque a estimativa de densidade
por Rough-Cardinality apresenta dois tipos de erros que nao estdao presentes na estimativa

de densidade proposta no método R*, o qual apresenta resultados superiores conforme
relatado em LUCHI, RODRIGUES e VAREJAO (2019).

O R* usa os parametros € e minPT'S do DBSCAN e o parametro 7 do Leader para
executar o Leader®. Somente sao selecionados para compor a amostra os lideres que contém
mais de minPTS seguidores ao redor de uma esfera de tamanho ¢, sendo descartados
os que nao atendam a premissa. Sabendo que todos os lideres estao associados a mais
que minPT'S seguidores em um a esfera de raio €, todos possuem uma densidade acima
da requerida pelo algoritmo DBSCAN. Deste modo, o parametro minPT'S do DBSCAN
responsavel por essa checagem passa a nao ter utilidade e o DBSCAN é executado com
minPTS = 1 na amostra de lideres. A tltima etapa do algoritmo expande os grupos
obtidos pelos lideres para todos os respectivos seguidores obtidos na execucao do Leader*.
Nos casos de associagao a mais de um lider, os duplicados recebem arbitrariamente o grupo
de apenas um lider, considerado apenas o tultimo grupo atribuido para cada elemento na
iteragdo de expansao de grupos, sobrescrevendo o anterior se ja atribuido. Os demais

elementos sem associagao sao marcados como ruido.

Entre as vantagens a serem destacadas do algoritmo, encontra-se a qualidade da
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estimativa de densidade dos elementos lideres. Apesar de ser necessario mais uma varredura
no conjunto de dados, a estimativa de densidade é realizada a um custo computacional
relativamente baixo. No entanto, o método possui a desvantagem de ser baseado no
algoritmo Leader que é sensivel a ordem que os dados sdo apresentados ao mesmo, isto
implica em poder gerar amostras diferentes dependendo da ordem de iteragao do Leader.
Além disso, o tnico tratamento de ruidos do método é aquele realizado pelo préprio
DBSCAN;, ou seja, caso o ruido nao esteja presente na amostra e seu lider seja rotulado

como elemento denso, o ruido também sera considerado um elemento denso.



A abordagem BIRCHSCAN

Este capitulo inicialmente introduz o algoritmo BIRCH, que serve como base para o
método proposto, e em seguida, apresenta o BIRCHSCAN, um método para aplicagao do
DBSCAN em grandes conjuntos de dados.

3.1 BIRCH

O método de agrupamento BIRCH (Balanced Interative Reducing and Clustering using
Hierarchies) (ZHANG; RAMAKRISHNAN; LIVNY, 1996) foi desenvolvido para trabalhar
com conjuntos de dados muito grandes. O algoritmo funciona de forma hierarquica e
dindmica, agrupando entradas multidimensionais para produzir o agrupamento de melhor

qualidade, considerando a memoéria disponivel.

Os conceitos fundamentais usados pelo algoritmo BIRCH sao os de Clustering
Feature (CF) e CF-Tree. Uma CF corresponde a um resumo de um grupo de elementos e
contém uma tripla de informacées. Dado um grupo de N elementos com d dimensdes, a
tripla CF ¢ formada por N, o vetor ﬁ com d dimensoes, que contém a soma linear de
cada dimensao dos elementos do grupo e o vetor 5@ que é o somatorio de cada dimensao

ao quadrado de todos os elementos do grupo. A partir desses valores é possivel encontrar

o centroide % e raio % — (%)2 do grupo. Duas CF sao unidas através da soma de seus
componentes.

A CF-Tree é uma estrutura de dados arvore B+, que é a representagdo compacta de
todo o conjunto de dados, sendo organizada pelos parametros B e Threshold. A estrutura
da CF-Tree pode ser vista na Figura 6. Os nés nao-folha possuem uma lista de CFs de
tamanho méximo B no formato [CF;, filho;] onde i = 1,2, ..., B. Esta lista contém um
resumo do nivel inferior tal que “ filho;” é um ponteiro para o né filho e C'F; é a soma dos
CFs do subgrupo representado por este filho. Um no folha é definido por uma lista de

CFs de tamanho maximo L no formato [C'F;] onde i = 1,2, ..., L, de modo que cada CF
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Figura 6 — Estrutura da CF-Tree do algoritmo BIRCH. Figura baseada na imagem apre-
sentada em Wan e Yang (2013).

representa um subgrupo. Para que uma CF pertenca a um né folha, o raio do subgrupo

deve ser inferior ao parametro T'hreshold.
A Figura 7 apresenta as quatro fases do algoritmo BIRCH.

A fase 1 carrega os dados na memoria, varrendo todo o conjunto de dados e
construindo uma CF-Tree inicial na memoria. O BIRCH tenta representar as informagoes
do conjunto de dados agrupando-as da melhor forma possivel de acordo com a memoria
disponivel. Ele comeca com um valor arbitrario de T'hreshold fornecido como parametro
inicial do algoritmo, caso fique sem memoria antes de terminar a varredura de dados, o valor
de Threshold ¢é incrementado dinamicamente considerando a quantidade de elementos ja
inspecionados e o numero de CFs em cada n6 folha. Dado que quanto maior o Threshold
menor é o tamanho da CF-Tree, uma nova e menor CF-Tree é reconstruida, reinserindo as

folhas da antiga CF-Tree e continuando a verificagao de onde parou.

A fase 1 também realiza o descarte de ruidos, de modo que, se um CF de algum no
folha tiver menos de 25% do ntimero médio de todos elementos dos CFs de né folha, este
CF é descartado. Esta fase cria um resumo do conjunto de dados em meméria, trazendo
os beneficios de uma execuc¢ao mais rapida, ja que nao ha mais necessidade de operagoes
de I/0O e também reduzindo o problema de agrupamento dos dados originais, com maior

precisao devido ao descarte de ruidos.

A fase 2 é uma fase opcional e é similar a Fase 1, porém, em vez de varrer o
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Figura 7 — Visao geral do BIRCH. Baseada na figura apresentada em ZHANG, RAMA-
KRISHNAN e LIVNY (1996).

conjunto de dados, a entrada sdo os nos folhas da CF-Tree gerada na Fase 1. O objetivo é
reconstruir uma CF-Tree mais compacta. Para alcancar isso sdo juntados os subgrupos
que possuem uma distancia proxima. Ao inserir um CF verifica-se se a CF mais proxima
“absorve” a CF a ser inserida, ou seja, se o raio do novo subgrupo gerado é inferior ao
Threshold. Em caso positivo os subgrupos se tornam apenas um e novamente se remove os
ruidos utilizando o mesmo processo de descarte de ruidos da fase 1, este processo resulta

em uma CF-Tree menor.

A fase 3 realiza o agrupamento do conjunto de dados a partir dos subgrupos
representados pelos nés folhas da CF-Tree. De modo ingénuo, é possivel calcular o centroide
de cada subgrupo, dado que a partir da identificacdo do centroide, o subgrupo passar a
ser tratado como um tnico elemento e apds isso aplicar um algoritmo de agrupamento
qualquer. Outra opg¢ao é considerar o nimero N de elementos do subgrupo como se
houvesse replicado o centroide N vezes, fazendo uma leve alteragdo em algum algoritmo de
agrupamento para considerar os centroides e suas informagoes de contagem na realizacao
do agrupamento. Isto possibilita resultados mais precisos, como por exemplo a validacao

de elementos densos no DBSCAN ficaria mais precisa com essa modificacdo, facilitando que
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sejam realizados agrupamentos mais semelhantes do algoritmo de agrupamento aplicado
no conjunto de dados inteiro. Como ultima opcao, existe a possibilidade de adaptar um
algoritmo existente diretamente na tripla CF do subgrupo, dado que a informacao de cada
CF ¢ suficiente para calcular a maioria das métricas de distancia e qualidade utilizadas

por algoritmos de agrupamento.

A apresentagao do BIRCH em ZHANG, RAMAKRISHNAN e LIVNY (1996) aplica
um algoritmo de agrupamento hierdrquico aglomerativo adaptado que utiliza a tripla CF

de cada subgrupo para realizar o agrupamento de todo o conjunto de dados.

Apoés a fase 3, tem-se um conjunto de agrupamentos capaz de reproduzir a distri-
buicao principal do conjunto de dados. No entanto, o conjunto pode conter imprecisoes e
ambiguidades, por exemplo, um elemento duplicado pertencendo a nés folhas distintos. A
fase 4, que também é opcional, implica em um custo adicional para corrigir falhas e refinar
os grupos. Os centroides dos subgrupos identificados na fase 3 sdao usados na fase 4 como
sementes. Esta fase redistribui os elementos para as sementes mais proximas, gerando
novos conjuntos de grupos, e também oferece a opcao de descartar ruidos dos elementos
muito distantes (distdncia maior que duas vezes o raio do subgrupo) de sua semente mais

proxima, evitando que sejam incluidos no resultado.

As principais vantagens do BIRCH sao apresentadas a seguir:

1. Possui computacao local, onde cada decisdo de agrupamento é feita sem a varredura

de todo o conjunto de dados ou de todos os grupos existentes.

2. Explora a ideia de que o espago dos dados nao é ocupado uniformemente, ou seja, os
elementos nao sao igualmente importantes para a proposta de agrupamento. Uma
regiao de elementos densos ¢é tratada coletivamente como um unico elemento. Os

elementos em regiodes esparsas sao tratados como ruidos e removidos opcionalmente.

3. Faz uso total da memoria disponivel para fornecer os melhores subgrupos possiveis,

enquanto minimiza os custos de I/O (garantindo precisao e eficiéncia).

4. Se forem omitidas as fases 2 e 4 do algoritmo, o BIRCH ¢ um algoritmo incremental
que nao exige tratar todo o conjunto de dados de uma tunica vez na memoria, e

requer uma Unica varredura no conjunto de dados.

3.2 BIRCHSCAN

Este trabalho combina os algoritmos de agrupamento BIRCH e DBSCAN para propor um
método para agrupar grandes conjuntos de dados de forma computacionalmente eficiente

e com resultados semelhantes ao que se obteria na aplicacao isolada do DBSCAN em
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todo o conjunto. O método proposto possui trés parametros, os parametros € e minPTS
do DBSCAN e o pardametro §. Os resultados sugerem que a proposta, denominada
BIRCHSCAN, é bastante competitiva se comparada a outros métodos com a mesma
finalidade.

O principal objetivo dos métodos de amostragem tendenciosa é gerar uma amostra
que represente todo o conjunto de dados sem perder pequenas particoes. O BIRCHSCAN
usa o BIRCH para atingir esse objetivo, encontrando elementos representativos com base
na estrutura de dados CF-Tree construida em seu processo de execucao. Na verdade, a
CF-Tree armazena um resumo do conjunto de dados de forma que cada entrada inserida em
um no folha nao seja apenas um elemento, mas um subgrupo que engloba muitos elementos
dentro de uma vizinhanga esférica definida por um limite especifico (pardmetro Threshold
do BIRCH). Este limite é obtido através do parametro ¢ do DBSCAN e do parametro
0 do BIRCHSCAN, sendo Threshold = ¢ x §. O BIRCHSCAN usa os centroides desses
subgrupos como uma amostra para realizar o agrupamento. E necessario esclarecer que
essa amostra enviesada, corresponde a um novo conjunto de dados de menor cardinalidade

com elementos representativos que nao fazem parte do conjunto de dados original.

Para fornecer uma melhor compreensao de como o BIRCH pode ser usado para
criar uma amostra tendenciosa, um aplicativo exemplo simples de dois grupos ¢é simulado
e apresentado na Figura 8. A figura contém 100100 elementos (pontos pretos) com 2
grupos, um contendo 100000 elementos e o outro 100. O algoritmo BIRCH executado
com Threshold = 200000 e B = 1000 gerou 314 centroides (pontos vermelhos) com base
em seus CFs. Como pode ser visto, os centroides (pontos vermelhos) estao espalhados
e presentes em ambos os grupos, nao permitindo que informacoes do grupo com menor

cardinalidade sejam perdidas.

O algoritmo 2 apresenta o BIRCHSCAN, com os trés pardmetros ajustaveis.
minPTS e ¢ também sao usados pelo DBSCAN. O parametro 6 define o Threshold
usado pelo BIRCH. Todo o processo consiste em quatro etapas para o agrupamento dos
dados.

Inicialmente, o BIRCH ¢é aplicado a todo o conjunto de dados usando minPT'S como
o ntmero limite de subgrupos em cada né nao folha da CF-Tree (pardmetro B do BIRCH)
e 0 como um fator multiplicador aplicado a . Este produto define o Threshold utilizado
pelo algoritmo BIRCH para compor a CF-Tree. O BIRCHSCAN utiliza apenas as duas
primeiras fases do BIRCH, uma vez que a fase de agrupamento global e seu refinamento
sao etapas desnecessarias no método proposto. As fases desconsideradas do algoritmo
BIRCH servem para fazer o agrupamento e melhorar a qualidade do agrupamento, no
entanto, como nosso proposito é realizar este agrupamento com o DBSCAN, utilizar essas
fases seria redundante e consumiria recursos desnecessarios. No final desta etapa, sao

obtidos os subgrupos gerados na CF-Tree.
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Figura 8 — Visualizacao da distribuicao dos centroides BIRCH

Algorithm 2: BIRCHSCAN
Input : Conjunto D; e; minPTS;
Output: Clusters

Threshold < ¢ x 6

2 S < Executar o algoritmo BIRCH em D utilizando somente as duas primeiras fases
com o parametro Threshold e B = minPTS e obter os subgrupos.

[y

3 C, W < Obter centroides e pesos no subaglomerados.

a4 SampLb + Executar o DBSCAN aplicado em C' com os parametros e, minPT'S e W
para receber os centroides rotulados.

5 Clusters <— Executar um método EXPAND_CLUSTERS para agrupar os
subaglomerados S com os grupos obtidos pelos centroides em SampLb.

return :Clusters;(i = 1,...,|D|)
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A segunda etapa obtém os centroides dos subgrupos para criar a amostra enviesada
para aplicacao do DBSCAN. Junto com os centroides, a segunda etapa também obtém
o tamanho (ntmero de elementos) dos subgrupos a serem usados como pesos para o
DBSCAN. Dado que o DBSCAN ¢é um algoritmo de agrupamento baseado em densidade,
0S pesos permitem que o agrupamento seja mais consistente ao identificar elementos densos,
pois apenas um unico elemento representa a quantidade de elementos de seu peso, isto

permite que apenas um elemento possa ser considerado como denso.

Na terceira etapa, o DBSCAN é aplicado a amostra usando os parametros minPT'S,
€ e os pesos de cada elemento da amostra. Qualquer elemento da amostra com peso maior
ou igual a minPT'S nao é considerado um ruido. Contudo, elementos da amostra que nao
possuem peso maior ou igual a mint PT'S nao necessariamente sao considerados como ruido,

dado que para esses elementos o fato de ser ou nao ruido dependerd de sua vizinhanca.

Na quarta e ultima etapa, a rotulagem de todo o conjunto de dados é realizada
com base nos subgrupos retornados pelo BIRCH. Os elementos dos subgrupos obtém o
mesmo grupo de seus respectivos centroides. Por exemplo, se um centroide esta agrupado
em um grupo a, todos os elementos de seus subgrupo também serao agrupados no grupo
a. Esse procedimento é valido para elementos densos como ruidos. Observe que todos os
elementos do conjunto de dados sdao agrupados, pois a uniao dos subgrupos é o conjunto
de dados inteiro. Além disso, o processo de rotulagem é uma tarefa rapida e econdmica,

uma vez que os subgrupos ja foram criados.

O tamanho da CF-Tree gerada pelo algoritmo BIRCH ¢ diretamente influenciado
pelo parametro T hreshold. Visto que € é um parametro do DBSCAN escolhido de acordo
com a aplicagdo, s6 é possivel ajustar Thresold = £ x § ajustando o valor de §. Antes de
executar os experimentos, um estudo empirico foi conduzido para definir um valor razodvel

para ¢.

A principio o estudo empirico de ¢ foi realizado em conjuntos de dados sintéticos
semelhante ao da Figura 8, com o objetivo de compreender melhor o comportamento do
parametro. Um valor fixo foi definido para e e variou-se o valor de . Pode-se identificar que
para valores maiores que 1 todo elemento é considerado como denso ou ruido. Deste modo,
nao existe nenhuma conexao dentro de um raio € entre nenhum centroide no momento
da aplicagao do conjunto de dados gerado pela saida do BIRCH e aplicado no DBSCAN.
E para valores muito préoximos a 0, obtém-se praticamente o conjunto de dados inteiro,
nao sendo uma op¢ao interessante. Por isso, os estudos foram observados para o intervalo

aberto entre 0 e 1.

Nos conjuntos de dados iniciais foi possivel identificar que quanto mais proximo
de 0, maior é o tamanho da amostra e o inverso também ¢é verdadeiro, sendo consequén-
cia da variacdo do parametro Threshold do BIRCH. Portanto, quanto menor o valor

Threshold = ( fixo) * delta, maior serd a quantidade de subgrupos retornados, e maior
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serd o conjunto de dados de elementos representantes gerados pelo BIRCH aplicados
no DBSCAN. Contudo, nao necessariamente uma amostra maior apresentou resultados
superiores. Amostras pequenas demais também nao apresentaram qualidade satisfatoria.
Apos andlises, afim de se obter equilibrio, foi selecionado o valor de 6 = 0,5, devido
este apresentar resultados satisfatérios independente do conjunto de dados considerado.
Depois desse estudo preliminar, também foram utilizados para esses testes os conjuntos de
dados sintéticos dos experimentos de ROS FREDERIC; GUILLAUME (2018), os quais
confirmaram que o velor de 6 = 0,5 obtém resultados satisfatérios. Portanto, ele foi usado

em todos os experimentos deste trabalho.



Experimentos computacionais

Este capitulo descreve os experimentos computacionais realizados neste trabalho. Primei-
ramente, apresenta detalhadamente a metodologia de experimentacao utilizada e depois

descreve os resultados obtidos.

4.1 Metodologia Experimental

Esta secao apresenta a metodologia experimental utilizada para avaliar o desempenho dos
métodos. Ela comeca descrevendo os conjuntos de dados considerados neste trabalho. A
seguir, é apresentado como os experimentos foram conduzidos. Por fim, descreve a métrica

de avaliagao usada para comparar o desempenho dos métodos.

4.1.1 Bases de dados

Os conjuntos de dados usados para realizar a comparacao dos métodos estao descritos na

Tabela 1. Eles sao todos publicos e foram selecionados a partir das seguintes fontes:

e Os conjuntos de dados de 1 a 7 estdao disponiveis no repositério LIBSVM !. Eles
também foram usados no trabalho de LUCHI, RODRIGUES e VAREJAO (2019),

e Os conjuntos de dados de 8 a 11 estao disponiveis no repositério de dados da escola
de informética da Eastern University of Finland 2. Eles também foram usados no
trabalho de ROS FREDERIC; GUILLAUME (2018),

e Os conjuntos de dados de 12 a 25 estao disponiveis no repositério de dominio ptiblico
UCI 3.

https://www.csie.ntu.edu.tw/ cjlin/libsvimtools/datasets/
https://cs.joensuu.fi/sipu/datasets/
https://archive.ics.uci.edu/

2
3
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Os conjuntos de dados foram escolhidos para verificar o comportamento dos métodos
em diferentes cenarios, variando dimensoes de 2 a 617, o tamanho de 150 a quase 3 milhoes
de elementos, a forma e densidade dos grupos. A Tabela 1 descreve o nimero de elementos
e a quantidade de caracteristicas de cada conjunto de dados. Para os experimentos, apenas
conjuntos de dados nao sintéticos foram considerados para evitar qualquer viés que possa

ocorrer entre um formato de conjunto de dados especifico e um algoritmo.

Tabela 1 — Conjuntos de dados usados nos experimentos

# | Conjunto Elementos | Caracteristicas
1 | Abalone 4177 8
2 | Cadata 20640 8
3 | Letter 20000 16
4 | Mushrooms 8124 112
5 | Pendigits 10992 10
6 | Sensorless 58509 48
7 | Shuttle 58000 7
8 |13 13467 2
9 |r4 950 10
10 | r7 34112 3
11 | 18 45781 3
12 | breast 699 9
13 | leaves 1600 100
14 | wdbc 569 32
15 | iris 150 4
16 | wine 178 13
17 | yeast 1484 8
18 | thyroid 215 )
19 | glass 214 9
20 | HAR 10.299 561
21 | Epileptic Seizure Recognition 11.500 178
22 | Isolet 7.797 617
23 | Bitcoin 2.916.697 8
24 | Household Power Consuption | 2.075.260 7
25 | US Census 1990 2.458.286 68

4.1.2 Experimentos

Os conjuntos de dados foram usados separadamente em trés experimentos diferentes. Os
conjuntos de dados 1 a 19 foram utilizados no Experimento 1 com o objetivo de comparar
a qualidade dos métodos (BIRCHSCAN, DENDIS, DIDES, ProTraS e R*). A qualidade
dos métodos indica o quao préoximo os grupos formados pelos métodos estao daqueles
gerados pela execu¢ao do DBSCAN em todo o conjunto de dados. Os conjuntos de dados 1

a 19 tém tamanhos limitados, que permitem a aplicagdo do DBSCAN em todo o conjunto
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de dados. Apesar do tamanho dos conjuntos de dados, este experimento é relevante por
permitir investigar e comparar de forma mais ampla os métodos de amostragem em varias

configuragoes distintas.

Para investigar o comportamento dos métodos em grandes conjuntos de dados,
dois outros experimentos foram conduzidos. O Experimento 2 avalia a escalabilidade do
BIRCHSCAN em comparacao com o DBSCAN e os outros métodos de amostragem. Os
conjuntos de dados 20 a 22, que sao grandes em ntimero de caracteristicas ou nimero de
exemplos, foram usados. Esses conjuntos de dados sao custosos devido o seu tamanho,
porém ainda é possivel executar o DBSCAN para realizar a avaliagdo. Embora ainda seja
preferivel executar o DBSCAN nesses tipos de conjuntos de dados, este experimento vai um
pouco além na comparacao dos métodos de amostragem em conjuntos de dados maiores.
Mesmo que nao seja possivel investigar uma variedade mais ampla de configuracoes
dos valores dos parametros do DBSCAN, como no experimento 1, os resultados deste
experimento devem ter maior probabilidade de serem reproduzidos ao executar esses

métodos em conjuntos de dados nos quais nao é viavel a execugao do DBSCAN.

O experimento 3 concentra-se apenas em realizar uma comparacao de tempo entre
os métodos de amostragem avaliados. Os conjuntos de dados 23 a 25 sao muito grandes
para a execucao do DBSCAN, devido ao alto custo computacional, ndo sendo possivel
verificar se os métodos de amostragem apresentam resultados de boa qualidade. No entanto,
este também é um experimento importante para verificar se os métodos realmente atingem
seu propdsito de permitir um agrupamento supostamente semelhante ao DBSCAN sempre

que a execucao do préprio DBSCAN nao for viavel.

Os métodos de amostragem usam o DBSCAN para agrupar a amostra. Conse-
quentemente, é necessario definir os valores dos parametros ¢ e minPT'S do DBSCAN.
O primeiro define uma vizinhancga esférica, enquanto o tltimo define o niimero minimo
de elementos necessarios para considerar um elemento como de nucleo. Além disso, cada
método possui parametros especificos que influenciam diretamente na amostragem. Este
trabalho usa os mesmos valores de parametros definidos pelos autores em seus artigos
originais. Portanto, para os métodos DIDES e DENDIS o parametro de granularidade é
igual a 0,1. Para o algoritmo ProTraS, o parametro de custo v também é igual a 0,1. Para
o algoritmo R*, o parametro 7 ¢ igual a 5. Finalmente, para o BIRCHSCAN, o parametro
0 é definido como 0,5.

Os trés experimentos realizam procedimentos diferentes. O experimento 1 avalia os
métodos de amostragem para diferentes valores dos parametros do DBSCAN. O processo
de avaliagio foi inspirado no trabalho de ROS FREDERIC; GUILLAUME (2018). O
procedimento considera que os parametros sao especificos para cada conjunto de dados e

sua modificacao permite gerar grupos de diferentes tamanhos e formas.

Da mesma forma em ROS FREDERIC; GUILLAUME (2018), o pardmetro minPTS
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é fixado como max(1;0,01 x nimero de exemplos de todo o conjunto de dados). Um
conjunto de valores de ¢ é usado para avaliar grupos de diferentes tamanhos e formas.
Este conjunto de valores é determinado para cada conjunto de dados executando o DBS-
CAN sucessivamente com diferentes valores de € até que ele retorne dois grupos. Deixe

Dinit
1000

considerado como o parametro € para executar o DBSCAN.

D;nir representar este valor, entdo o intervalo | Diniz] de 1000 valores equidistantes é

As amostras geradas por ProTraS, DENDIS e DIDES sao independentes dos
parametros do DBSCAN, ou seja, para esses métodos apenas uma tnica amostra é obtida
e, posteriormente, o DBSCAN é executado nesta amostra selecionada para os 1000 valores
de €. Por outro lado, para os métodos BIRCHSCAN e R*, os valores de ¢ também sao
usados para gerar a amostra. Portanto, 1000 amostras diferentes sao criadas, uma para

cada valor de «.

Este trabalho realiza uma pequena alteracio no procedimento usado em ROS FRE-
DERIC; GUILLAUME (2018) descartando valores muito pequenos para e. O DBSCAN
nao retorna grupos se o valor de € for muito pequeno porque nenhum grupo denso sera
encontrado. Portanto, este trabalho considera apenas valores de € para o qual alguns
grupos sao detectados, e nao apenas ruidos. Observe que o valor de € influencia diretamente
o numero de grupos relatado pelo DBSCAN. De fato, considerando minPTS fixo, quanto
maior o valor de €, menor o nimero de grupos. Portanto, o procedimento do Experimento
1 testa os métodos sobre diferentes niimeros de grupos, permitindo uma comparagao mais

diversa e completa.

O experimento 2 avalia a qualidade e os tempos de execugao do agrupamento
ao aplicar métodos de amostragem a conjuntos de dados de alta dimensao. Apenas
quatro valores diferentes dos parametros DBSCAN para cada conjunto de dados foram
considerados devido o maior custo computacional. Os parametros para essas execugoes
foram selecionados com base no critério de que o DBSCAN nao poderia retornar todos os

elementos como ruidos e que o niimero de grupos difere entre as execugoes.

Os experimentos 1 e 2 realizam as seguintes etapas para cada conjunto de dados e

conjunto de valores de parametros do DBSCAN considerados.

1. Executa o algoritmo DBSCAN em todo o conjunto de dados;

2. Executa cada método de amostragem usando a configuragao especifica de valores de

parametros;
3. Expande os grupos para todo o conjunto de dados;

4. Calcula a métrica para comparar as saidas dos métodos de amostragem com as
saidas do DBSCAN em todo o conjunto de dados;
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Para comparar o resultado dos algoritmos com o DBSCAN, ¢é necessario expandir
os grupos para todo o conjunto de dados (etapa 3 acima). Os métodos BIRCHSCAN e R*
usam caracteristicas do préprio método para expandir grupos para todo o conjunto de
dados. Para o BIRCHSCAN, todos os elementos dos subgrupos obtidos pelo BIRCH estao
agrupados nos mesmos grupos de seus respectivos cetroides. Para R*, todos os seguidores
obtidos pelo Leader® siao agrupados com no mesmo grupo obtido pelo lider presente na

amostra.

Os algoritmos apresentados em ROS FREDERIC; GUILLAUME (2017), ROS
FREDERIC; GUILLAUME (2016), ROS FREDERIC; GUILLAUME (2018) néo explicam
como expandir os grupos para todo o conjunto de dados. A comparacgao de desempenho
nesses trabalhos é baseada na comparacao dos resultados do DBSCAN na amostra e em
todo o conjunto de dados. A comparacao avalia se os elementos da amostra pertencem
a0 mesmo grupo em ambos os agrupamentos. O problema com essa abordagem é que
os exemplos que nao estao presentes na amostra nao sao considerados na comparacao.
Inspirado em Chen et al. (2019) e na ideia de que elementos vizinhos sdo altamente
possiveis de serem do mesmo tipo ( elemento de niicleo, elemento de fronteira ou ruido),
uma abordagem de vizinho mais préximo foi usada para expandir os grupos para todo o

conjunto de dados.

Assim, o processo de rotulagem de DENDIS, DIDES e ProTraS consiste em aplicar
o DBSCAN na amostra e, em seguida, comegar a rotular os elementos do conjunto de dados
nao presentes na amostra usando o vizinho mais préximo. Deve-se notar que quando um
elemento é considerado um ruido na amostra, seus vizinhos mais préximos nao presentes

na amostra também sao considerados ruidos.

Da mesma forma que no Experimento 2, apenas quatro execucoes de cada método
de amostragem foram realizadas no Experimento 3 para cada conjunto de dados. Cada
execugao usa uma configuracao diferente de valores de parametros do DBSCAN. Como o
foco deste experimento é a comparacao do tempo de execucao entre todos os métodos de
amostragem, a faixa de variagao dos pardmetros do DBSCAN néo tem grande importéancia
uma vez que os mesmos valores sao usados para todos os métodos. No entanto, para
evitar rotular todos os elementos como ruidos ou agrupar todos os elementos em um tinico
grupo, os parametros foram escolhidos por meio de testes empiricos. Os valores foram
escolhidos para atingir um nimero diferente de grupos entre as execugoes ao aplicar R*
aos dados. O método R* foi a escolha para encontrar os pardmetros por entregar, entre os
concorrentes, o melhor desempenho no Experimento 2, evitando qualquer favorecimento ao
BIRCHSCAN. O terceiro conjunto de experimentos realiza apenas a segunda e a terceira

etapas listadas acima e o tempo de execucao desse processo é relatado.
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4.1.3 Meétrica de avaliacao

O objetivo dos dois primeiros conjuntos de experimentos é avaliar o quao proximos os
agrupamentos dos métodos de amostragem estao dos resultados do DBSCAN aplicado a
todo o conjunto de dados. Duas métricas sao comumente usadas para avaliar a similaridade
entre agrupamentos, o Rand Index (RI) (RAND, 1971) e o Adjusted Rand Index (ARI)
(HUBERT LAWRENCE; ARABIE, 1985). Suas respectivas formulas sdo apresentadas
nas equagoes (4.1) e (4.2).

Assumindo que C é o conjunto verdadeiro de grupos e K o conjunto de grupos

RI = (4.1)

atribuidos, na equagao (4.1) definimos a e b como:

e a: Numero de pares de elementos que estao no mesmo conjunto em C' e no mesmo

conjunto em K.

o b: Nuamero de pares de elementos que estdao em conjuntos diferentes em C e em

conjuntos diferentes em K.

Zzg (nzgj) - [Zz (a21> Zj (1)2])]/(3)
() 5 (- = (3) = ()G

Ambas as métricas tem valor méaximo 1, que é alcangado quando os agrupamentos

ARI = (4.2)

sao exatamente iguais. Contudo, é possivel que dois conjuntos aleatérios tenham um RI
proximo a 1 no caso de muitos grupos. Isso ocorre porque ha uma grande chance de que
um par de itens seja agrupado em grupos diferentes em ambos os agrupamentos, e isso é
contado como um acerto no calculo da métrica RI. Por esta razao, a métrica selecionada
para medir o desempenho dos métodos é o Adjusted Rand Index (ARI). O ARI é uma
correcao de RI que estabelece uma linha de base usando a similaridade esperada de um

modelo aleatério.

A expressao matematica do ARI é dada na equacao (4.2). Nessa equacdo, n; j, a;, b;
sao valores da Tabela de contingéncia 2. Considere dois agrupamentos X e Y com r e
s grupos respectivamente, o elemento n; ; desta tabela representa o nimero de objetos
que foram agrupados no i — ésimo grupo no agrupamento X e no j — ésimo grupo no

agrupamento Y. Os valores a;, b; representam as somas marginais.

O ARI pode gerar valores negativos, que significa que o resultado obtido é inferior

ao esperado por um agrupamento aleatério. No contexto deste artigo, o ARI é calculado
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Tabela 2 — Tabela de contingéncia usada para computar o ARI

XY | i Yy ... Y, |somas
X N1 MNi2 ... MNigs ay
X Ng1 MNg2 ... MNos a2
Xr Ne1 Np2 .o Ny Gy

somas | b by ... b n

comparando o agrupamento obtido por cada método com o agrupamento obtido pelo
DBSCAN aplicado em todo o conjunto de dados.

Com o objetivo de verificar se existe diferenca estatistica no desempenho entre os
algoritmos avaliados, foi realizado o teste estatistico de Friedman (FRIEDMAN, 1937;
FRIEDMAN;, 1940). Em caso de diferengas significativas entre os métodos, o teste post-hoc
de Nemenyi (NEMENYT, 1963) foi empregado para verificar a diferenga critica entre os

pares de algoritmos.

4.2 Resultados

Os experimentos foram realizados em uma maquina com a seguinte configuracdo: sistema
operacional Linux Ubuntu 18.04.5 LTS, processador Intel (R) Core (TM) i5-4200U CPU a
1,60 GHz e memoria RAM de 16 Gb. Os métodos R*, ProTraS, DIDES e DENDIS sao
implementados em linguagem C / C ++4. O cédigo-fonte desses algoritmos foi gentilmente
cedido por seus respectivos autores. O BIRCHSCAN faz uso das bibliotecas sklearn,
numpy e pandas com implementagoes escritas em C/C++ e encapsuladas em python.
Como todos os métodos sao implementados em C/C ++, as comparagdes de tempo sao
consideradas vélidas. A expansao do grupo para os métodos DIDES, DENDIS e ProTraS

foi implementada em bibliotecas python, que também contém c6digo escrito em C/C—++.

Foi utilizada nos experimentos a implementagdo do DBSCAN da biblioteca python
sklearn. Esta foi configurada para selecionar uma das buscas kd-tree, ball-tree e forca bruta
para computacao dos vizinhos mais préoximos. A implementacao do DBSCAN escolhe qual

busca aplicar com base nas propriedades do conjunto de dados.

Os resultados sao apresentados nas trés subsegoes a seguir.
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4.2.1 Experimento 1: Avaliacao dos métodos de amos-

tragem para diferentes valores dos parametros
do DBSCAN

A Tabela 3 mostra, para cada conjunto de dados, o nimero de vezes que o DBSCAN foi
executado sem considerar todos os exemplos como ruidos e os resultados da métrica ARI
para cada um dos métodos de amostragem. Para cada método, i, o e o sdo respectivamente
a média, o desvio padrao e a classifica¢ao (do melhor ao pior) com base no desempenho
médio do ARI. Além disso, quando um método especifico nao foi executado em um
determinado conjunto de dados, ele é classificado como ultimo nos resultados, pois um

algoritmo que nao executa ¢é pior do que aquele que executa.

O algoritmo de agrupamento DENDIS néao foi executado em alguns conjuntos de
dados por exceder o nimero de dimensoes aceitas pela implementacao fornecida. Neste
caso, a célula da tabela foi preenchida com —. O algoritmo BIRCHSCAN falhou ao
executar com éxito todas as execugoes no conjunto de dados SENSORLESS. O intervalo
a partir de D,,;; tem valores muito pequenos para e, portanto requer muita memoria
para ser executado. Nesse caso, o resultado médio do ARI esta associado ao niimero
de execugbes bem-sucedidas (mostrado entre parénteses). Como o niimero de execugoes
ainda é grande, consideramos valida a comparacao de desempenho. Os valores em negrito

indicam o melhor desempenho médio obtido em cada conjunto de dados.

As duas ultimas linhas da Tabela 3 resumem os resultados. A linha Médias calcula
a média de p, o e o entre os conjuntos de dados. A linha Vitorias calcula o nimero de
vitérias (nimero de classificages igual a 1) para cada método. Os resultados sugerem que
o BIRCHSCAN alcancou um desempenho ARI superior. Este apresenta o desempenho
médio geral mais alto com a menor variabilidade. Além disso, também alcangou o ranking

médio mais baixo e relata o maior niimero de vitdrias.

O teste estatistico de Friedman (FRIEDMAN, 1937; FRIEDMAN, 1940) visa
verificar se ha diferenca estatistica entre os algoritmos avaliados. O teste de Friedman foi
aplicado considerando as médias dos 19 conjuntos de dados do Experimento 1 (Tabela 3).
A estatistica de Friedman resultou em um valor de p igual a 0,0002, o que faz com que a
hipdtese nula seja rejeitada a um nivel de significancia de 0,99%, ou seja, os algoritmos sao
significativamente diferentes. O teste post-hoc de Nemenyi foi empregado para detectar a
diferenca critica entre os algoritmos. A Tabela 4 mostra os valores-p do teste de Nemenyi

para cada par de métodos.

Todos os métodos que apresentam uma diferenga significativa (p< 0,05) sdo
marcados em negrito. Pode-se dizer que o BIRCHSCAN possui uma diferenga significativa

em relagdo ao DENDIS, DIDES e R*. No entanto, ndo é estatisticamente possivel fazer
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Tabela 3 — Resultados do Experimento 1. Ntumero de execugoes do DBSCAN por conjunto

de dados, média e desvio padrao dos valores ARI em porcentagem e classificacao
dos algoritmos. Os maiores valores médios por conjunto de dados estao em

negrito.

Bases Qtd ProTraS BIRCHSCAN DENDIS DIDES R*
b o o 1 o o 1 o o 1 o o 1 o o
breast 1000 | 0,06 2,00 4 97,08 4,79 1 0,06 2,00 4 0,06 2,02 4 94,52 0,03 2
leaves 553 | 77,02 28,68 1 71,4 10,06 2 - - 5 0 0,05 4 29,76 13,55 3
wdbc 1000 | 99,86 2,37 1 95,95 11,81 3 - - 5 53,96 29,86 4 99,43 4,45 2
iris 1000 | 54,55 43,11 4 74,83 23,40 1 32,06 31,20 5 62,94 4452 2 60,25 4266 3
wine 553 | 35,29 39,80 4 83 15,54 1 987 11,77 5 38,7 39,74 3 38,71 39,74 2
yeast 741 | 83,26 24,33 2 74,2 9,87 3 5794 16,46 4 |96,86 3,06 1 5250 26,62 5
thyroid 827 | 63,82 36,66 4 70,48 18,07 3 4258 2862 5 | 86,83 2221 1 76,44 19,21 2
glass 917 | 73,61 33,84 4 79,52 8,63 3 59,67 33,30 5 |[92,11 9,92 1 83,03 11,62 2
r3 1000 | 80,57 16,44 1 68,74 19,69 2 67,45 24,89 3 60,86 27,68 4 4780 29,46 5
r4 844 | 87,68 1787 2 34,79 17,12 5 72,85 2292 3 |98,61 11,34 1 65,20 33,59 4
r7 728 | 72,40 30,02 2 62,06 20,32 3 81,86 19,97 5 7,82 1925 2 0,54 1,79 1
r8 788 | 73,44 2830 4 78,07 29,81 3 46,29 2258 5 85,16 33,18 2 |86,49 3343 1
Abalone 952 | 94,25 1789 2 88,95 9,25 4 96,42 11,46 1 88,55 2855 5 92,13 19,36 3
Cadata 580 | 65,51 16,22 3 80,42 10,64 1 75,72 13,16 2 7,46 7,52 5 747 10,97 4
Letter 341 5,63 487 3 59,67 13,00 1 12,66 9,58 2 0.00 0,00 4 -1,91 989 5
Mushrooms | 429 | -0,29 1,39 4 60,47 34,46 2 - - 5 0,78 1,49 3 | 73,73 3791 1
Pendigits 611 | -1,21 3,95 5 67,02 19,73 1 4,51 7,71 3 -1,19 2,86 4 579 542 2
Sensorless | 701 | 24,07 25,04 3 | 78,85 (625) 16,85 1 - - 5 17,04 2590 4 67,97 39,01 2
Shuttle 274 | 35,75 3741 3 78,64 13,14 2 89,98 11,90 1 -0,45 0,52 4 -1,11 0,75 5
Médias 53,96 21,59 2.9 73,63 16,11 2.2 4999 17,83 3.63 | 41,90 16,30 3.16 | 51,51 19,97 3.05
Vitérias 3 7 3 4 2




70 Capitulo 4. Ezxperimentos computacionais

a mesma afirmagao ao comparar o BIRCHSCAN e o ProTraS. Apesar de ndo encontrar
diferenga significativa, o BIRCHSCAN obteve média superior, classificagao inferior, maior
numero de vitorias e menor variancia do que o ProTraS. Estas sao fortes indicagoes da
superioridade do BIRCHSCAN sobre o ProTraS.

Tabela 4 — Teste Posthoc de Nemenyi

ProTraS | BIRCHSCAN | DENDIS | DIDES
BIRCHSCAN | 0,590 _ _ _
DENDIS 0,648 0,044 _ _
DIDES 0,648 0,044 0,900 -
R* 0,033 0,001 0,532 0,532

Embora o Experimento 1 nao tenha como foco o tempo de execugao, uma vez que
os conjuntos de dados usados para comparar a qualidade dos métodos sao muito pequenos,
a Tabela 5 relata o tempo de execucdo médio entre conjuntos de dados para todos os
métodos. Os tempos de execucdo do DBSCAN também sao apresentados para uma melhor
comparacao. Os melhores resultados sao apresentados em negrito. Observe que DBSCAN
e BIRCHSCAN sempre obtiveram tempos de execu¢ao menores do que os outros métodos.
Nos maiores conjuntos de dados (como Letter, Mushrooms, Pendigits e Sensorless), o

BIRCHSCAN foi consideravelmente mais rapido do que o DBSCAN.

Tabela 5 — Tempos de execucao em segundos do Experimento 1

Bases ProTraS | BIRCHSCAN | Dendis | Dides | R* | DBSCAN
breast 0.8 0.2 0.82 0.72 0.99 0.01
leaves 0.62 0.36 - 2.1 1.93 0.23
wdbc 1.02 0.03 - 0.89 0.62 0.02
iris 0.32 0.07 0.25 0.21 0.25 0.003
wine 0.54 0.22 0.39 0.4 0.27 0.004
yeast 1.36 0.23 1.73 1.59 1.48 0.08
thyroid 0.33 0.07 0.41 0.28 0.32 0.004
glass 0.33 0.05 0.35 0.29 0.31 0.004
r3 15.72 0.73 14.92 13.14 | 25.66 1.52
r4d 1.04 0.12 1.10 0.95 1.55 0.02
r7 43.21 2.08 39.89 32.60 | 34.89 3.13
r8 37.99 1.38 45.09 54.02 | 45.23 5.8
Abalone 6.05 0.2 11.41 4.17 3.69 0.34
Cadata 24.93 2.68 37.11 20.59 | 23.04 1.22
Letter 24.15 3.25 38.15 19.91 | 25.23 17.08
Mushrooms 22.41 0.92 - 20.14 | 14.62 23.28
Pendigits 23.17 1.43 30.46 17.09 | 20.54 3.04
Sensorless 113.62 14.16 - 75.85 | 68.73 123.8
Shuttle 52.84 3.58 59.93 44.54 | 45.30 6.06
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4.2.2 Experimento 2: Avaliacao de qualidade e tempo

em conjuntos de dados de grandes dimensoes

Os resultados do Experimento 2 mostram o tempo gasto pelo DBSCAN, o tempo gasto
por cada método de amostragem e os respectivos ARIs, apresentados na Tabela 6. A
célula da tabela é preenchida com — em casos em que o método nao pode ser executado
devido a alguma limitacao especifica. O método DENDIS nao pdde ser executado em
nenhum conjunto de dados utilizado no Experimento 2. Observe que ARI é igual a zero
em ProTraS e DIDES devido ao fato de que os resultados desses métodos sao equivalentes
a um método aleatério , isto provavelmente ocorreu devido a implementagao dos métodos
fornecida pelos autores nao conseguir trabalhar com conjuntos de dados grandes. Em
contraste, o BIRCHSCAN apresentou altos valores de ARI em todos os conjuntos de
dados, enquanto ainda é o método mais rapido de execugao. Os resultados do experimento
sugerem que o método proposto supera as alternativas em conjuntos de dados de alta

dimensao.
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Tabela 6 — Resultados do Experimento 2. Valores dos parametros, tempos de execugao

em segundos e ARI

Conjunto Parameters | DBSCAN | BIRCHSCAN ProTraS DENDIS DIDES R*

€ minPTS Tempo Tempo ARI | Tempo ARI | Tempo ARI | Tempo ARI | Tempo ARI

3.9 114.61 64.68 79.57 93.26 0.0 - - 79.18 0.0 - -

HAR 4 5 95.30 47.47 87.51 89.63 0.0 - - 81.03 0.0 - -

4.5 115.41 44.70 74.20 91.97 0.0 - - 88.35 0.0 - -

5 111.09 27.05 85.90 90.65 0.0 - - 80.63 0.0 - -
. . 1000 63.12 16.51 96.92 37.24 0.0 - - 41.17 0.0 42.22 8.78
Espl.leptlc 1500 . 67.20 6.68 93.85 | 37.12 0.0 - - | 4470 00 | 3375 32.34
Recognition | 2000 66.46 6.98 91.24 | 37.00 0.0 | - - | 4424 00 | 2724 2491
2500 67.73 4.19 88.13 | 37.21 0.0 - - 44.58 0.0 28,28  49.38

9 116.08 45.72 57.86 65.84 0.0 - - 68,06 0.0 - -

Isolet 10 5 116.72 35.85 89.58 | 66.02 0.0 - - 67.14 0.0 - -

11 117.65 29.31 64.25 | 66.23 0.0 - - 67.75 0.0 - -

12 117.43 19.62 96.53 | 66.53 0.0 - - 65.09 0.0 - -
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4.2.3 Experimento 3: Avaliacao de tempo em gran-

des conjuntos de dados

A Tabela 7 mostra os tempos de execugao dos métodos em conjuntos de dados muito
grandes. O DBSCAN nao pdde ser executado devido as limitacoes de recursos de hardware.
O BIRCHSCAN teve tempos de execugao significativamente maiores do que o ProTraS,
DENDIS e DIDES em dois processos de agrupamento do conjunto de dados BITCOIN e
um do conjunto de dados HouseHold. Por outro lado, o BIRCHSCAN relatou os menores
tempos de execucao em 9 das 12 execugdes (75%). A execucao de ProTraS, DIDES e
DENDIS no conjunto de dados US CENSUS 1990 levou a falha de segmentacao que pode

ser causada pela alta dimensionalidade e nimero de exemplos deste conjunto de dados.



Capitulo 4. Ezxperimentos computacionais

74

Tabela 7 — Resultados do Experimento 3. Métodos aplicados em conjuntos de dados

muito grandes. Valores dos parametros especificados e tempos de execucao em

segundos.

Dataset Parameters BIRCHSCAN | ProTraS | DENDIS | DIDES R*

€ minPTS Tempo Tempo Tempo Tempo Tempo

10000 15506.32 3090.41 2203.31 | 2205.37 | 35320.91
100000 6311.59 2932.69 2193.83 | 2209.59 | 10490.57

BITCOIN 5000000 o100 1078.00 2235.99 2204.16 2211.45 | 2823,70
10000000 837.20 2630.59 2334.78 2203.44 | 2635,36

1 3492.87 1723.47 1565.75 1549.63 | 2571.31

Household 1.5 ) 2255.28 2204.91 | 1538.05 | 1570.70 | 1858.18
Consuption 2 1218.45 1941.72 1542.86 1562.42 | 1894.59
3 669.38 2096.28 1536.86 1559.74 | 1806.60

US 10 2818.32 - - - 5462.16

15 481.70 - - - 2551.33

CEllg\;IgS(}JS 25 10 138.00 - - - 2018.05
50 114.43 - - - 1772.27




Conclusao

Este trabalho propds um método para encontrar elementos representativos de grandes
conjuntos de dados com a finalidade de obter uma aproximacao do resultado da execucao
do algoritmo DBSCAN conjunto de dados completo. O método proposto foi comparado
experimentalmente com outros métodos do estado da arte da literatura cientifica dessa

area de pesquisa.

O BIRCHSCAN ¢ baseado no método de anélise de agrupamento BIRCH capaz de
trabalhar de modo eficiente com grandes conjuntos de dados. O algoritmo realiza uma
unica varredura no conjunto de dados construindo uma estrutura de dados que o resume.
O BIRCH possibilita realizar operacoes de agrupamento baseadas em elementos proximos

que representam um subconjunto de elementos em vez de apenas um ponto.

Baseados na ideia de reprodutibilidade, Rauber et al. (2020) afirma que uma
pesquisa de boa qualidade deve fornecer uma descricao detalhada dos experimentos,
permitindo que a comunidade cientifica reproduza os resultados. Atendendo a este conceito,
exceto para os codigos-fonte de DIDES, DENDIS e ProTraS (que devem ser solicitados
aos seus autores), os conjuntos de dados, cédigos-fonte, amostras e agrupamentos gerados
por todos os métodos apresentados nos experimentos, juntamente com suas respectivas

documentagoes, estao disponiveis em http://bit.ly/3q2iFw3.

5.1 Contribuicoes

Existem poucos métodos amostrais na literatura que foram desenvolvidos especificamente
para funcionar em conjunto com o DBSCAN, uma das principais razoes corresponde a
dificuldade de se gerar uma amostra no qual os parametros ¢ e minPTS do DBSCAN
sejam bons tanto para o algoritmo amostral quanto para o método em si. A principal
contribuicao deste trabalho ¢ o desenvolvimento de um método com capacidade de gerar

um conjunto de elementos representativos que sejam bons para o DBSCAN utilizando
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os mesmos parametros € e minPT'S no algoritmo e que permita encontrar um resultado
aproximado do DBSCAN aplicado no conjunto de dados inteiro com um tempo de execugao

melhor.

Este trabalho propos um método que coleta amostras(elementos representativos)
de grandes conjuntos de dados para obter uma solucao de agrupamento por aproximacao
para o algoritmo DBSCAN. O método proposto foi comparado experimentalmente com
métodos de amostragem no estado da arte. Por meio da experimentacao, foi possivel
identificar que nenhum dos métodos superou os demais em todos os conjuntos de da-
dos investigados. Porém, o algoritmo proposto (BIRCHSCAN) apresenta os melhores
resultados em geral, tendo menos oscilacao e uma diferenca estatisticamente significativa
em relagao a quase todos os concorrentes. No caso do algoritmo para o qual nao houve
diferenca estatisticamente significativa no desempenho, o método proposto obteve melhor
desempenho e menor variabilidade em todos os experimentos, sendo um bom indicativo

de sua superioridade.

Por ser um algoritmo mais complexo, esperava-se que a execucao do algoritmo
BIRCH (3.1) em pequenos conjuntos de dados fosse mais lenta do que o Leader*® usado no
algoritmo R*. A partir dos experimentos, observou-se que o BIRCH ainda é rapido ao
trabalhar com grandes conjuntos de dados e fornece um conjunto de elementos representa-
tivos com resultados mais confidveis, diferenciando-se também do Leader® em ser pouco

sensivel a forma que os dados sao apresentados para o algoritmo.

E necessario destacar que os métodos DIDES, DENDIS e ProTraS nao sio propostos
para trabalhar exclusivamente com o DBSCAN, dado que suas amostras sao geradas
independente dos parametros do DBSCAN. Portanto, apesar de seus autores terem realizado
testes com o DBSCAN, as amostras geradas por estes métodos podem trabalhar em
conjunto com outros métodos de andlise de agrupamento, diferentemente do BIRCHSCAN
que foi desenvolvido exclusivamente para trabalhar com o DBSCAN, dado que sua amostra
utiliza os parametros ¢ e minPT'S do DBSCAN. Além disso, é preciso esclarecer que
caso exista algum método de expansao dos grupos para o DIDES, DENDIS e ProTraS
diferentemente do vizinho mais proximo, é possivel que as comparagoes de tempo realizadas

possam ser alteradas.

Uma fraqueza visivel no método proposto esta relacionado ao hiperparametro 9,
sendo que este é um parametro de dificil estimativa e que pode comprometer a qualidade
do resultado a ser obtido. Sabe-se que o valor utilizado nos experimentos mesmo que
tenha apresentado resultados satisfatérios nao é o ideal para qualquer conjunto de dados,
pois a partir dos testes empiricos de definicdo do parametro, foi possivel obter resultados

melhores com valores especificos para determinados conjuntos de dados.



5.2 Trabalhos Futuros

A principal desvantagem da proposta deste trabalho diz respeito a definicdo do parametro
0, que, em conjunto com o parametro € do DBSCAN, gera o valor de T'hreshold usado no
BIRCH. Este parametro influencia diretamente o conjunto de elementos representantes
encontrados pelo BIRCH, e nao é definido intuitivamente ou com base no conjunto de
dados. Neste trabalho, o valor 0,5 foi escolhido empiricamente. No entanto, pode ser
possivel encontrar uma transformacao que defina a melhor escolha para Threshold dado
um valor especifico do parametro e do DBSCAN. Outra possibilidade é realizar uma analise
de sensibilidade para descobrir o melhor valor para este parametro em uma determinada
aplicacao. Um estudo inicial de sensibilidade podera ser realizado testando diversos valores
do parametro ¢ para conjuntos de dados especificos, possibilitando visualizar qual o impacto
no tamanho de elementos representantes encontrado pelo BIRCH e na aproximacao do
resultado do DBSCAN. Este problema sera estudado em trabalhos futuros.

Um estudo a ser investigado futuramente, consiste na realizagdo de um novo
experimento. O experimento sera realizado gradualmente a partir de diversas execugoes do
DBSCAN e os métodos de agrupamento baseados em amostragem. As execugoes iniciam-
se sendo aplicadas em um pequeno subconjunto do conjunto de dados e posteriormente
aumentando o tamannho do subconjunto até a execucao do conjunto de dados completo.
Cada execugao validara tempo e qualidade de aproximagao(se possivel) do conjunto de
dados. Um experimento desses permitira explorar informacoes de até quando é interessante
utilizar somente o DBSCAN.

Outro ponto a ser investigado em trabalhos futuros é a variagao dos resultados
no experimentos, o método proposto, assim como outros presentes no experimento, apre-
sentou resultados superiores em alguns conjuntos de dados, porém, em outros obteve um
desempenho mediano. Portanto, é interessante a realizacdo de um estudo verificando se
existe algum padrao nos conjuntos de dados que favoreca a aplicagao de um ou outro

método.

Por fim, estender a etapa experimental com novos conjuntos de dados, métodos
e utilizando diferentes estratégias de avaliacao fornecera uma confianga ainda maior em
relagdo aos resultados apresentados. A comparacao do método proposto com outros
métodos que fazem a otimizacdo do DBSCAN para trabalhar com grandes conjuntos de

dados, mas nao utilizam técnicas de amostragem sera um trabalho futuro a ser realizado.
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