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RESUMO 

A Quimiometria iniciou na década de 70 com divulgação de estudos intitulados 
“Computerized Learning Machines Applied to Chemical Problems”, que expressam a 
motivação do surgimento deste campo de estudo: a necessidade de métodos 
multivariados desenvolvidos por químicos para resolver problemas químicos. Ao longo 
de 54 anos essa área tem se expandido e apresentado soluções para dados cada vez 
mais complexos, gerados pela Química Analítica moderna. Dentre os métodos de 
aprendizagem de máquina adaptados a problemas do ponto de vista químico, este 
trabalho buscou contribuir para maior compreensão, adaptação e aplicação do 
método floresta aleatória (RF). Este método faz parte de um grupo de métodos do tipo 
ensemble, que são caracterizados pelo agrupamento de classificadores gerando uma 
resposta combinada. RF pode ser utilizado como modelo de calibração multivariada, 
ou de reconhecimento de padrões, sendo este último o foco desta tese. Além do 
contexto histórico, descrevemos neste trabalho as adaptações que têm sido propostas 
para aplicação deste método nas soluções de problemas em Química, com diferentes 
técnicas analíticas e abordagens. Neste trabalho, RF foi aplicado para 
reconhecimento de padrões não supervisionado em estudo de caso de suspeita de 
fraude de combustíveis, como um método de triagem de amostras de diesel 
submetidas à espectroscopia na região do infravermelho médio (MIR). A interpretação 
do resultado da URF por meio de um gráfico de coordenadas principais (PCoA) 
permitiu a triagem de amostras cuja adulteração foi comprovada pelos ensaios de 
parâmetros físico-químicos. Ademais, adaptamos e aplicamos o método URF para 
contribuir em um outro campo de estudo, a bioespectroscopia.  Uma grande parte dos 
estudos neste campo buscam desenvolver métodos de diagnóstico, ou biópsia líquida, 
por meio de biofluidos e espectroscopia de vibração associada aos métodos 
quimiométricos para extrair a informação das mudanças bioquímicas provocadas pela 
doença ou pelo agente infeccioso. Adaptamos e aplicamos o método URF para 
identificar e modelar estruturas discriminantes em dados espectroscópicos em dois 
estudos neste campo: diagnóstico não invasivo de COVID-19 a partir de amostras de 
saliva analisadas pela espectroscopia MIR e uma proposta para reconhecimento de 
padrões e diagnóstico de COVID-19 a partir de swab nasofaríngeo e espectroscopia 
MIR. No primeiro, uma combinação de modelos de classificação distinguiu amostras 
de saliva de pessoas infectadas pela COVID-19 com exatidão de 85%, sensibilidade 
de 93% e especificidade de 74%. No último, URF foi utilizada de forma mais 
abrangente e inovadora, sendo ponto de partida para seleção de variáveis relevantes 
associadas a alterações de biomoléculas presentes nos biofluidos e serviu como 
dados de entrada para modelos de classificação. Com o uso da URF como dados 
entrada para modelos de classificação, as amostras de biofluidos coletados com dois 
tipos de swab foram classificadas com 87,6% de exatidão, 93,6% de sensibilidade, 
79,4% de especificidade e F-Score de 0,898. As diferentes abordagens deste trabalho 
contribuem para divulgar a versatilidade e a eficiência do método RF, além de inovar 
sua adaptação, aproveitando a potencialidade deste método para os campos de 
estudo abordados.  

Palavras-chave: Quimiometria; MIR; Diesel; URF; COVID-19; Saliva; Seleção de variáveis;  

 

 



ABSTRACT 

Chemometrics began in the 1970s with the publication of a series of studies entitled 
"Computerized Learning Applied Machines to Chemical Problems" which express the 
motivation for the emergence of this field of study: the need for multivariate methods 
developed by chemists to solve chemical problems. Over 54 years, this area has 
expanded and presented solutions for increasingly complex data generated by modern 
Analytical Chemistry. Among the machine learning methods adapted to problems from 
the chemical point of view, this study contributes to a greater understanding, 
adaptation, and application of the random forest (RF) method. It is an ensemble-based 
method of learning multiple classifier systems. RF can be as a multivariate calibration 
model or pattern recognition, the latter being the focus of this thesis. In addition to the 
historical context, we describe adaptations proposed for the RF method to solve 
Chemistry problems with different analytical techniques and approaches. In this study, 
we applied RF for unsupervised pattern recognition as a screening method in a case 
study of suspected fuel fraud of diesel samples submitted to Fourier transform 
spectroscopy in the mid-infrared region (FT-MIR). The interpretation of the URF 
through a principal coordinate graph (PCoA) allowed the screening of samples with 
adulteration confirmed by the test of physical-chemical parameters. In addition, we 
adapted and applied the URF method to contribute to another field of study: 
biospectroscopy. A large part of the studies in this field is to develop alternative 
diagnosis methods or liquid biopsy. It is possible through biofluids, and spectroscopy 
associated with chemometric methods to extract information from biochemical 
changes caused by the disease or infectious agent. We adapted URF to identify a 
discriminant structure in spectroscopic data from two studies: a noninvasive diagnosis 
of COVID-19 from saliva samples analyzed by FT-MIR, and a proposal for pattern 
recognition and diagnosis of COVID-19 from nasopharyngeal swab and FT-MIR. In the 
first, an ensemble of classification models distinguished saliva samples from COVID-
19-infected people with an accuracy of 85%, a sensitivity of 93%, and a specificity of 
74%. In another, URF was a comprehensive and innovative way: a starting point for 
selecting relevant variables and input data for classification models. With the URF as 
input data for classification models, we classified biofluid samples collected with two 
types of swabs with 87.6% accuracy, 93.6% sensitivity, 79.4% specificity, and 0.898 
F-Score. Different approaches in this study contribute to disseminating the versatility 
and efficiency of the RF method, in addition to innovating its adaptation, taking 
advantage of the potential of this method for the different problems addressed. 

Keywords: Chemometrics; MIR; Diesel fuel; URF; COVID-19; Saliva; variable selection.  
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1. INTRODUÇÃO 

 

Uma importante relação entre Química e ciências de dados tem sido presente 

desde a década de 70, quando a computação científica se tornou de certa forma 

acessível, permitindo conectividade de equipamentos a computadores.1 Esse avanço 

nos métodos de análise propiciou um aumento considerável na geração de dados 

analíticos de diferentes complexidades, tornando insuficientes os métodos de análise 

univariada, até então amplamente utilizada e consolidada.2 Dessa forma, a 

quimiometria surgiu para tratamento e extração de informação por métodos 

multivariados. Esse início foi marcado por meio de uma série de artigos, no ano de 

1969, sob o título “Computerized Learning Machines Applied to Chemical Problems”.3–

6.  

Já o termo quimiometria (do inglês, chemometrics) foi criado em 1971, a partir 

da combinação de duas palavras suecas kemo (Química) e metri (medida), assim 

como sua versão em inglês, chemo- + -metrics, ambas pelo professor sueco Svante 

Wold.7 Desde então, a quimiometria tem ganhado cada vez mais espaço na discussão 

científica e aplicabilidade numa ampla dimensão de estudos, principalmente dentro da 

Química Analítica. Diversas metodologias têm sido desenvolvidas dentro das três 

vertentes da quimiometria, planejamento e otimização de experimentos, calibração 

multivariada e reconhecimento de padrões. Esta última esteve presente nos primeiros 

trabalhos publicados por Svante Wold, incluindo-se o método de classificação 

desenvolvido por ele e publicado em 1976,8 Soft Independent Modeling of Class 

Analogy (SIMCA), amplamente adaptado e ainda empregado. Com isso, novas 

abordagens são rotineiramente apresentadas frente aos grandes desafios na 

resolução dos problemas químicos, como de extrair com eficiência as informações 

químicas contidas em matrizes, cujas complexidades são muitas vezes refletidas nos 

dados espectroscópicos. 

Neste contexto, houve um desenvolvimento simultâneo em que de um lado 

novos instrumentos analíticos produziam cada vez mais dados, exigindo cada vez 

mais métodos de análises de dados inovadores e eficazes. Os instrumentos analíticos 

modernos, como um equipamento de espectroscopia na região do infravermelho com 

transformada de Fourier, não produzem a informação com o significado químico de 

forma imediata. Para que essa informação traga contribuições do ponto de vista de 
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fenômenos químicos ou físicos, é necessário transformação e interpretação 

adequados. Com isso, de outro lado, houve o aumento da capacidade de 

computadores pessoais, permitindo cálculos mais intensivos, e o desenvolvimento de 

métodos de reconhecimento de padrões, elaborados e distribuídos pelos químicos 

para resolver problemas químicos, dando à quimiometria um papel significativo.9–11 

Dessa forma, a quimiometria foi avançando como uma área multidisciplinar em 

paralelo aos avanços da instrumentação analítica e da capacidade computacional. Ao 

longo dos anos essa área tem se expandido à solução de problemas de diferentes 

áreas com diversas abordagens, como planejamento de experimentos, calibração 

multivariada, reconhecimento de padrões e resolução de misturas. Ao mesmo tempo 

em que se avançou na complexidade e dimensão dos dados gerados pela Química 

Analítica moderna, como as técnicas espectroscópicas com transformada de Fourier, 

com produção de dados colineares, ou as técnicas hifenadas, como a cromatografia 

gasosa bidimensional, equipamentos multiespectrais e de imagem, entre outros, com 

produção de dados de altas dimensões, a quimiometria vem desenvolvendo e 

aprimorando métodos que atendam a essas novas demandas. São exemplos desses 

avanços o desenvolvimento de métodos de resolução de curvas como resolução 

multivariada de curvas com mínimos quadrados alternantes (MCR-ALS)12 e o método 

para decomposição de dados de ordem superior PARAFAC.13 Outro exemplo, dentre 

os quais iremos abordar neste trabalho, são as adaptações de métodos de 

aprendizagem de máquina para solucionar problemas químicos, como a floresta 

aleatória (RF, do inglês random forest), proposta originalmente em um periódico 

especializado de aprendizagem de máquina, por Leo Breiman, em 2001.14 O autor 

demonstrou o método em diversos dados, mas não haviam dados de origem 

espectral. Entretanto, RF tem sido adaptada a diversos problemas do ponto de vista 

químico a partir de dados produzidos pelos instrumentos analíticos modernos.9,15–21  

Diante deste contexto, idealizamos, a princípio, um projeto de pesquisa para 

novas abordagens de aprendizagem de máquinas na interpretação de dados 

espectroscópicos no estudo qualitativo e quantitativo de matrizes complexas como 

petróleo e seus derivados. Entretanto, diante do desafio atual frente ao contexto da 

pandemia causada pelo vírus SARS-CoV-2, causador da infecção síndrome 

respiratória aguda denominada COVID-19, adicionamos neste trabalho uma 

abordagem com aplicação de aprendizagem de máquina para análise multivariada de 
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dados espectroscópicos (MIR) de amostras de biofluidos de pessoas infectadas e não 

infectadas pela COVID-19. Assim como neste estudo, diferentes métodos de 

quimiometria foram direcionados a um campo de estudo conhecido como 

bioespectroscopia, que compreende o estudo de amostras biológicas por meio da 

espectroscopia vibracional, principalmente na busca por uma proposta de diagnóstico 

menos invasivo, eficiente e rápido, como uma alternativa para triagem de pacientes 

com suspeita de infecção.22–28  

Entre os desafios desse campo de estudo pode-se citar a alta gama de 

variabilidade de vírus e outros microrganismos que circulam o organismo humano, 

além de toda a especificidade de cada indivíduo, tornando as amostras biológicas uma 

das mais complexas. Frente a estes desafios os métodos multivariados associados à 

espectroscopia molecular de biofluidos apresentam uma vantagem de primeira ordem, 

que é a capacidade de modelar na presença de interferentes, desde que estes estejam 

em todas as amostras de treinamento dos modelos.29 Dessa forma, são empregados 

nessa abordagem métodos quimiométricos lineares e não-lineares, além de métodos 

de seleção de variáveis.23,30–34 Entretanto, nestes estudos também ocorre a 

dificuldade de se adquirir um conjunto amostral adequado, dificultando a obtenção de 

conclusões significativas. Neste caso, métodos do tipo ensemble podem ser uma 

importante alternativa e não são amplamente utilizados, de acordo com nosso 

conhecimento. Ensemble são métodos múltiplos, com combinação de resultados para 

resolução de um mesmo problema.35  Entre os métodos do tipo ensemble, floresta 

aleatória tem alta potencialidade nos estudos no campo da bioespectroscopia.14,21 

RF é um método ensemble que combina árvores de regressão, ou de 

classificação, a partir de subamostragem do conjunto de treinamento e de variáveis a 

cada árvore.14,15  Sua utilização é mais ampla em reconhecimento de padrões. Na 

bioespectroscopia tem sido pouco aproveitada, embora os poucos trabalhos 

existentes tenham mostrado resultados promissores para classificação e até mesmo 

como forma de análise não-supervisionada.19–21,36,37 Seu pouco aproveitamento tem 

sido justificado pela dificuldade de interpretabilidade e complexidade do método, 

muitas vezes abordado como caixa preta ou cinza, um termo geralmente adotado para 

expressar um método computacional em que não se conhece bem as etapas do 

processamento, apenas os dados de entrada e a saída do modelo. Além disso 
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também não há ampla disponibilidade do algoritmo em softwares comerciais no 

campo das análises químicas.21 

Dessa forma, esta tese apresenta abordagens relacionadas à compreensão da 

floresta aleatória em diferentes problemas de Química Analítica. 

 

1.1. Objetivos 

 

Objetivo geral: adaptar e aplicar métodos de aprendizagem de máquina para 

interpretação de dados espectroscópicos na solução de problemas em diferentes 

áreas da Química. 

Objetivos específicos: 

1 Aplicar método de seleção de variáveis e modelos de reconhecimento de padrões 

na identificação de adulteração de diesel a partir de dados espectroscópicos; 

2 Desenvolver abordagem de aprendizagem de máquina para classificação de 

dados de bioespectroscopia a partir de amostras de saliva para diagnóstico de 

COVID-19; 

3 Propor nova abordagem de reconhecimento de padrões por meio de 

aprendizagem de máquina para reconhecimento não supervisionado de padrões, 

seleção de variáveis e classificação, a partir de dados espectroscópicos no estudo 

de diagnóstico para COVID-19; 
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1.2. Estrutura da tese 

 

Nesta tese são apresentadas abordagens para resolução dos problemas 

descritos nos objetivos específicos, com ênfase no método floresta aleatória (RF) para 

classificação e na forma de análise não-supervisionada (URF) de reconhecimento de 

padrões.  

No Capítulo 2 é apresentado um estado da arte, por meio de análise sistemática 

pelo Bibliometrix38 e escala pelo método Ordinatio39 a respeito da utilização de floresta 

aleatória na interpretação de espectroscopia em abordagens químicas, bem como a 

fundamentação teórica do método floresta aleatória. 

No Capítulo 3 é apresentada uma proposta de aplicação da floresta aleatória 

não-supervisionada na triagem de adulteração de diesel combustível, por meio de um 

estudo de caso de suspeita de adulteração. 

No Capítulo 4 é apresentada uma abordagem de reconhecimento de padrões 

com uso da floresta aleatória não supervisionada na identificação de estruturas em 

dados de bioespectroscopia a partir de amostras de saliva. Ademais, é apresentada 

uma classificação por consenso, com a combinação de resultados de diferentes 

modelos de classificação para encontrar uma resposta final com maior robustez. 

No capítulo 5 é apresentada uma nova abordagem de uso da URF para 

reconhecimento de padrões não supervisionado, seleção de variáveis e classificação. 

O método foi proposto para extrair informação de espectroscopia MIR de biofluidos 

em swab nasofaríngeo, contribuindo na busca por métodos alternativos de diagnóstico 

de COVID-19.  

No capítulo 6 são apresentadas as conclusões da tese. Por fim, nos Anexos, 

são apresentados os materiais suplementares dos respectivos artigos científicos e a 

produção científica durante o período de doutorado. 
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CAPÍTULO 2 

FLORESTA ALEATÓRIA APLICADA 

 À ESPECTROSCOPIA QUÍMICA 

 

 

 

 

 

 

 Uma breve descrição do princípio histórico da quimiometria destaca os principais 

avanços e a associação da aprendizagem de máquina com a Química, desde os 

primeiros estudos da quimiometria, até as adaptações e aplicações de métodos 

complexos de aprendizagem de máquina, como a floresta aleatória.   

 Uma análise sistemática demonstrou os temas mais discutidos na literatura 

científica com os avanços e adaptações da floresta aleatória para solução de 

problemas do ponto de vista químico. 

 Floresta aleatória é apresentada como método versátil e de alta potencialidade 

para reconhecimento de padrões de forma supervisionada, para análises de 

classe única e até mesmo como método não supervisionado de reconhecimento 

de padrões. 

  



 26 
 

 
 

2. FLORESTA ALEATÓRIA APLICADA A ESPECTROMETRIA NA 

REGIÃO DO INFRAVERMELHO 

 

2.1.  Princípio histórico da Quimiometria 

Pode-se afirmar que a abordagem de estatística aplicada em problemas com 

informações químicas tenha se iniciado décadas antes do que se costuma descrever 

como o princípio histórico da Quimiometria. Esta área da Química surgiu do desafio 

de analisar-se dados químicos de natureza multivariada, na década de 70.1,40,41  

Entretanto, alguns métodos estatísticos empregados nesta área, como a análise de 

componentes principais (PCA), que é amplamente aplicada para reconhecimento de 

padrões, tem sua origem estatística há décadas da quimiometria. A PCA foi 

introduzida em 1901, por Karl Pearson. Este método foi apresentado em um artigo 

intitulado “On lines and planes of closest fit to systems of points in space”. Mas sua 

primeira aplicação oficial ocorreu somente em 1933, por Harold Hottelling, 

revolucionando a análise multivariada de dados na psicologia.42–44 Em 1970, um artigo 

que demonstrou a implementação da PCA como uma expansão para seleção de 

características e ordenamento de dados foi utilizado como fonte para os primeiros 

quimiometristas.45,46 Outro método clássico para a quimiometria, análise discriminante 

linear (LDA), foi introduzida por Fisher, em 1936.47 

Em um dos primeiros artigos com a abordagem da estatística aplicada a um 

problema do ponto de vista químico, Fisher e Mackenzie (1923)48 utilizaram cálculos 

multivariados em estudo de variedades de batatas. Os autores criticaram trabalhos 

anteriores que não levavam em consideração a resposta das variedades de batatas 

aos diferentes tratamentos com adubos. O artigo tinha como objetivo principal chamar 

à atenção para uma análise do tipo de dado adequado para fornecer uma resposta, 

assim como a elucidação do tratamento estatístico para obtenção dessa resposta. Um 

dos pontos fortes do trabalho foram as elucidações de fórmulas matemáticas, 

propostas pelos autores para aumentar a variância dos dados e distinguir entre o efeito 

da variedade de batatas e dos fertilizantes. Destacaram ainda que a solução dada não 

seria necessariamente aplicada a outros casos, impulsionando uma visão heurística 

da estatística aplicada à química. 

Cabe aqui ressaltar que a aplicação citada acima não contava com informação 

química gerada por algum tipo de medida instrumental. Mas a partir dos avanços 
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tecnológicos na área instrumental, uma importante relação entre a Química e a 

estatística multivariada tem sido presente desde a década de 70. Pois, nesta época a 

computação científica tornou-se de certa forma acessível, permitindo conectividade 

de equipamentos a computadores.1 Esse avanço nos métodos de análise propiciou 

um aumento considerável na geração e na complexidade dos dados analíticos. Dessa 

forma então, surgiu o desafio de extrair e interpretar a informação química a partir 

desses novos dados, produzidos pela moderna instrumentação, desde então 

interfaciada a computadores. Para interpretação de espectros produzidos pelos 

instrumentos ópticos como infravermelho, por exemplo, necessitava-se de grande 

biblioteca de dados espectroscópicos e espaço para armazenar estes dados.1,6  

 Os métodos univariados até então amplamente utilizados não seriam 

suficientes, mediante a demanda de informação sendo gerada e dos interferentes 

inerentes à complexidade dessa informação.2 Neste cenário é que surgiu a 

Quimiometria, utilizando, a princípio, as técnicas de estatística aplicada para 

solucionar problemas químicos. Seu início histórico foi marcado por uma série de 

artigos, no ano de 1969, sob o título “Computerized Learning Machines Applied to 

Chemical Problems.”3–6,49  

No primeiro da série, Jurs, Kowalski e Isenhour 3 descreveram a utilização de 

aprendizado de máquina com classificação binária na identificação de fórmulas 

moleculares. Eram dados de 346 espectros de espectrometria de massas de baixa 

resolução, originados de Projeto de Pesquisa do Instituto Americano de Petróleo (API, 

do inglês, American Petroleum Institute). Os dados foram dispostos em cartões 

magnéticos próprios para utilização nos computadores com linguagem de 

programação Fortran (compilador Fortran IV). Os autores determinaram fórmulas 

moleculares com confiabilidade de 98% e destacaram o potencial dos computadores 

e de métodos de aprendizado de máquina na interpretação de dados químicos.  

Em outro artigo, Kowalski, Jurs e Isenhour 6 descreveram a implementação de 

aprendizado de máquina para a classificação entre as classes químicas de 4500 

espectros de infravermelho de compostos-padrão, voltando-se à interpretação dos 

espectros. A partir dessa série de artigos, o desenvolvimento e a aplicação de 

métodos multivariados passaram a ser objeto de estudo na quimiometria, para solução 

de problemas em diversas áreas da Química. 
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Em 1971, Svante Wold criou o termo quimiometria (do inglês chemometrics) 

numa versão sueca, pela combinação das palavras kemo (Química) e metri (medida), 

assim como sua versão em inglês, chemo– + –metrics.1,2 Neste mesmo período dois 

artigos tiveram impacto na ampliação dos métodos de reconhecimento de padrões, o 

de Kowalski e Bender, 50 que é considerado o primeiro artigo da área, e de Lawstron 

e Sylvestre.51 Kowalski e Bender 50 apresentaram abordagens de utilização de método 

não-paramétrico de reconhecimento de padrões (que não faz suposição sobre a 

distribuição estatística subjacente dos dados). 

No ano seguinte, Svante Wold formou o primeiro grupo de pesquisa em 

quimiometria e publicou o primeiro artigo usando este termo. No ano de 1974 os 

professores Svante Wold e Bruce Kowalski fundaram a Sociedade Internacional de 

Quimiometria, com o princípio de fortificar o elo entre matemática aplicada, estatística 

e aplicações na área da química. Este grupo conceituou que “a arte de extrair 

informação química relevante de dados produzidos em experimentos químicos é 

chamada de quimiometria em analogia à biometria e econometria”.2,52 No primeiro 

artigo com o termo quimiometria no título, Kowalski referiu-se à quimiometria como 

um “conjunto de métodos apropriados para a obtenção de informações significativas, 

sob o ponto de vista químico.1,2 E no ano de 1976, ocorreu o primeiro simpósio de 

quimiometria, “Chemometrics: Theory and Applications”, organizado pela divisão de 

computação em Química da Sociedade Americana de Química, originando o primeiro 

livro da área, publicado em 1977. 

Concretizando a quimiometria como uma nova área da Química, na década de 

80 foram fundados os dois periódicos voltados exclusivamente para esta área: 

Chemometrics and Intelligent Laboratory Systems (Chemolab, 1986 – Elsevier) e 

Journal of Chemometrics (1987 – Wiley).1,2,52 

O Brasil também já havia sido inserido nos estudos de desenvolvimento da 

quimiometria nesta mesma época. Em 1978 fora enviado pelos correios ao Instituto 

de Química da Universidade de Campinas, UNICAMP, aos cuidados de Prof. Dr. Roy 

Edward Bruns, uma fita magnética de 800 m de comprimento, com o programa 

ARTHUR, que foi desenvolvido pelo grupo do professor Kowalski. O programa 

continha algoritmos no compilador Fortran IV para reconhecimento de padrão e 

cálculos estatísticos multivariados. Na Figura 2.1 Prof. Dr. Roy Edward Bruns, em 

2020 no workshop de quimiometria,46 mostra a fita magnética recebida em 1978. 
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Figura 2.1 Prof. Dr. Roy Edward Bruns demonstrando fita magnética, em web conferência para mesa 
redonda em XI Workshop de Quimiometria.46 

Fonte: Captura de tela extraída de web conferência em XI Workshop de Quimiometria, 2020,46 sob 
autorização de Prof. Dr. Roy Edward Bruns, em 26/01/2022. 

 

Os dados eram disponibilizados em cartões perfurados (Figura 2.2, A) que 

eram lidos e processados no computador. Este último compreendia um equipamento 

PDP-10 (Figura 2.2, B), um dos mais avançados da época entre as universidades 

brasileiras. Era um equipamento multiusuário da UNICAMP, com 1MB (Um megabyte) 

de memória RAM. Os resultados eram consultados somente por meio de lista 

impressa em uma impressora de linha. Em 1980, os professores Kowalski e Roy Bruns 

realizaram no Brasil no Instituto de Química da UNICAMP o primeiro curso intensivo 

de quimiometria. E, em 1981, foram defendidas as primeiras defesas de mestrado e 

doutorado de pesquisadores brasileiros, orientadas pelo professor Roy Bruns.46,53  
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Figura 2.2. Cartão perfurado para análise de dados de pesquisadores do Instituto de Química (A) e 
computador PDP10 da marca Digital, pertencente à Universidade de Campinas - UNICAMP (B), onde 

eram realizadas as análises dos dados. 
Fonte: captura de tela extraída de web conferência em XI Workshop de Quimiometria, 2020,46 sob 

autorização de Prof. Dr. Roy Edward Bruns, em 26/01/2022. 
 

Entre os primeiros estudos desenvolvidos sob orientação de Prof. Roy Bruns, 

um em especial iniciou uma ampla divulgação da calibração multivariada no Brasil e 

na América do Sul. Estudo este desenvolvido pelo Prof. Dr. Roney Jesus Poppi em 

seu curso de mestrado pela UNICAMP, em 1986. A partir desse estudo, que resultou 

na primeira publicação sul-americana com mínimos quadrados parciais (PLS) e 

regressão por componentes principais (PCR), Roney Jesus Poppi iniciou uma carreira 

profissional de imensa contribuição para formação de diversos grupos de pesquisa no 

Brasil e América do Sul. Ao longo de 30 anos, Roney Jesus Poppi fundou um grupo 

de pesquisa consolidado no Brasil e importante para toda a América do Sul, criou o 

Laboratório de Quimiometria em Química Analítica (LAQQA) da UNICAMP, orientou 

muitos pesquisadores dos níveis de graduação ao pós-doutorado, 290 publicações 
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com diversas abordagens e mais de seis mil citações nas bases de artigos científicos. 

Estima-se que mais de vinte de seus ex-alunos atualmente sejam coordenadores de 

grupos de pesquisa em Quimiometria nas universidades públicas e privadas pelo 

Brasil.54 Seus principais trabalhos abordavam quimiometria com técnicas de 

espectroscopia molecular, sendo a maioria sobre diversas estratégias de calibração 

multivariada. Infelizmente, Prof. Dr. Roney Jesus Poppi faleceu em 2020, durante a 

pandemia causada pelo coronavírus, deixando um importante legado na formação e 

capacitação de pessoas na Quimiometria. Após sua morte, vários periódicos 

científicos lançaram chamadas para publicações ou até mesmo edições especiais em 

sua homenagem, como a edição de número 32 de Brazilian Journal of Analytical 

Chemistry, dedicado ao renomado professor, cuja capa está demonstrada na Figura 

2.3.54–56 

 
Figura 2.3 Capa de edição dedicada ao Prof. Dr. Roney Jesus Poppi, periódico científico Brazilian 
Journal of Analytical Chemistry, em 2021. Fonte: BrJAC,volume 8, n.32 (2021)55 

 



 32 
 

 
 

Ao longo do desenvolvimento da Quimiometria como uma área da Química, a 

definição do termo quimiometria difere um pouco entre regiões, devido a diferenças 

linguísticas do termo, entre outros fatores 52. No Brasil, a professora Dr.ª Márcia Miguel 

Castro Ferreira conceitua o termo quimiometria como “administração e 

processamento de informações de natureza química, com utilização de ferramentas 

matemáticas e estatísticas, aplicada a diversas áreas da química.”11 Em 2016, a União 

Internacional de Química pura e aplicada (IUPAC) definiu quimiometria como “a 

ciência de relacionar medidas feitas em um sistema ou processo químico ao estado 

do sistema (expressos como valores de propriedades macroscópicas) via aplicação 

de métodos matemáticos ou estatísticos”.57 

Pode-se observar que a Quimiometria avançou paralelamente com os avanços 

computacionais e instrumentais. Atualmente é possível ver sua aplicação em 

processos industriais, em softwares acoplados a equipamentos, entre outros. Embora 

seja uma área multidisciplinar dentro da Química Analítica, é um campo de estudo 

abrangente, que continua expandindo de acordo com o aumento da demanda pela 

análise de dados cada vez mais complexos. Isso requer cada vez mais estudantes 

interessados nas habilidades para desenvolver métodos dentro deste campo de 

estudos, integrando-se os avanços nas áreas de estatística multivariada, quimiometria 

e aprendizagem de máquina, numa visão heurística.  

 

2.2. Reconhecimento de padrões e Aprendizagem de máquinas 

Desde seu princípio histórico, diversas metodologias têm sido desenvolvidas 

dentro das três vertentes da Quimiometria, planejamento e otimização de 

experimentos, calibração multivariada e reconhecimento de padrões. Este último 

abrange o estudo realizado neste trabalho. Entretanto, os termos “reconhecimento de 

padrões”, “aprendizagem de máquinas”, “mineração de dados” e “classificação”, têm 

sido sobrepostos em algumas aplicações.58,59 

Reconhecimento de padrões é definido nos primeiros artigos como toda 

abordagem computacional usada para determinar padrões ou relações entre objetos. 

Entretanto, não há uma definição universal, mas uma visão em comum nas definições 

modernas envolvendo principalmente classificação ou atribuição de objetos a grupos 

ou classes. Estes métodos de classificação podem ser divididos em dois tipos: 

supervisionado, no qual os objetos são divididos em grupos de acordo com suas 
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categorias pré-definidas, por meio de um conjunto de treinamento; e, não-

supervisionados, com divisão dos dados no espaço em grupos sem qualquer conjunto 

de treinamento pré-definido. 9,58  

Outra divisão possível para os métodos de reconhecimento de padrões são os 

métodos puramente estatísticos ou de aprendizado de máquina, o que não está 

claramente distinto na literatura, atualmente. Os métodos considerados 

principalmente estatísticos podem ser compreendidos como os que utilizam uma 

equação linear discriminante para separar o conjunto amostral em duas categorias, 

por exemplo. Já os métodos que envolvem aprendizado de máquina, são os que 

requerem maior recurso computacional, com bases estatísticas nos algoritmos, 

principalmente estatística bayesiana, mas com recursos computacionais mais 

intensos de aprendizagem de máquina para extração de fatores e identificação de 

padrões. 9,58  

Assim como o termo quimiometria, aprendizagem de máquinas também possui 

uma diversidade de definições. Jurs Kowalski e Isenhour3 definem como 

classificadores de padrões treináveis, ou sistemas inteligentes que recebem estímulos 

e aprendem a selecionar uma resposta correta. Esse aprendizado se dá por meio de 

feedback iterativo durante processo de decisão, de forma a maximizar a probabilidade 

de respostas desejadas. 

Os algoritmos de aprendizagem de máquinas utilizam métodos computacionais 

para “aprender” informação diretamente dos dados sem depender de uma equação 

pré-definida como modelo. Os algoritmos melhoram adaptativamente o seu 

desempenho à medida que o número de amostras disponíveis para aprendizagem 

aumenta.59,60 A subdivisão entre métodos supervisionados e não-supervisionados é a 

mesma descrita anteriormente. As etapas comuns aos métodos supervisionados são 

demonstradas no esquema da Figura 2.4. 
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Figura 2.4 Esquema geral de etapas iterativas para construção e aplicação de modelos de 
aprendizagem de máquina a dados químicos. 
Fonte: compilado pela autora, adaptado de MATHWORKS, e-book, 2021.60 

 

Apesar de afirmar não haver uma distinção clara a respeito da sobreposição 

dos termos, para Brereton,58 um método como LDA pode ser considerado como de 

base estatística, não se enquadrando em aprendizagem de máquinas. Já como 

método de aprendizagem de máquina são exemplos: máquina de vetor de suporte 

(SVM, do inglês suport vector machine),61 redes neurais artificiais (ANN, do inglês 

artificial neural networks)62 e floresta aleatória (RF)14 entre outros. Mas métodos com 

função discriminante também são considerados como aprendizagem de máquina em 

e-book distribuído por desenvolvedores.60,63  e em alguns artigos,64,65 mostrando que 

não há um consenso a respeito dessa divisão. Brereton1,58 relata que os primeiros 

artigos mostravam desenvolvimento de aprendizado de máquina, mas ainda no 

princípio histórico os próprios autores modificaram o foco para reconhecimento de 

padrões que é mais abrangente.  

Entre os métodos atualmente aplicados a esse propósito, floresta aleatória 

perpassa pelas diferentes áreas da Química como um método de aprendizagem de 

máquina amplamente aplicado em problemas de reconhecimento de padrões.15–

20,37,66. Este método é um ensemble (conjunto de modelos que compõem uma 

resposta final) baseado em árvores de decisão. RF foi proposta por Breiman, em 2001, 

14 para melhorar classificação de diversos dados a partir de amostragem aleatória e 

seleção de variáveis. Pode ser aplicado em problemas qualitativos ou quantitativos. 

Mas neste trabalho daremos enfoque às abordagens de maior relevância dentro do 

ponto de vista qualitativo, ou seja, de reconhecimento de padrões. 
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2.3. Floresta aleatória aplicada à espectrometria na região do 

infravermelho 

Floresta aleatória é um conjunto de árvores de decisão. Uma árvore de decisão 

é um tipo de algoritmo de aprendizagem supervisionada, que tem sua aplicação em 

variáveis categóricas e contínuas. A árvore de decisão pode ser utilizada em 

problemas de classificação, formando uma árvore de classificação, ou de calibração 

multivariada, com a árvore de regressão. Apesar de a utilização das árvores de 

decisão serem retratadas antes da década de 90, sendo aprimoradas para problemas 

de regressão e classificação de dados, havia um desafio sendo debatido pelos 

estatísticos que era o de alcançar máxima exatidão sem causar um sobreajuste do 

modelo ao conjunto utilizado para treiná-lo, o que é conhecido como overfitting.14,67–70 

Árvore de classificação e regressão (CART) é um algoritmo de repartição recursiva 

que foi inicialmente desenvolvido por Leo Breiman e outros em 1984.71 As árvores 

podem ser treinadas como pruned tree (árvore seca, podada) ou unpruned tree (não 

seca, não podada). A unpruned tree cresce até o tamanho máximo do conjunto de 

treinamento, o que pode causar o sobreajuste (overfitting). Isso ocorre porque 

conforme é crescida uma árvore, as regras de divisão ficam mais detalhadas ao ponto 

de ao invés de identificar regras maiores, que correspondam aos relacionamentos 

reais e confiáveis nos dados, a árvore passa a identificar regras menores ou 

específicas, que refletem apenas ruídos nos dados de treinamento. Uma árvore 

unpruned pode resultar em folhas com 100% de pureza, ou seja, 100% de exatidão 

na classificação de um conjunto de treinamento. Entretanto, esse resultado possui 

ajuste de ruído nos dados de treinamento, e não os sinais analíticos de 

interesse.14,35,67–70  

Para resolver esse desafio, Ho e colaboradores 67,70 propuseram combinação 

de classificadores e árvores em subespaços selecionados aleatoriamente. Este 

método foi chamado de floresta de decisão, no qual foi proposto um procedimento de 

seleção randômica de dimensão menor a partir da dimensão original dos dados e 

produção de árvores diferentes.  

Essa combinação de classificadores é geralmente denominada como um 

ensemble, que são métodos que treinam múltiplos classificadores e ao final combinam 

os resultados desses classificadores para resolver um mesmo problema. Essa ideia 
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de combinar modelos múltiplos tem sido usada há tempos na sociedade, mas a 

discussão em volta dos métodos ensemble aumentou significativamente a partir de 

1990 em diversas áreas de pesquisa.35  Essa área foi impulsionada por discussões de 

três abordagens: combinação de classificadores, ensemble de modelos fracos para 

gerar um modelo de maior robustez e mistura de especialistas. Sendo a combinação 

de classificadores a abordagem de maior relevância na área de reconhecimento de 

padrões.14,69  

A floresta aleatória (RF) é um ensemble proposto por Breiman, em 2001,14 a 

partir da fusão dos algoritmos CART (Classification and Regression Trees) e 

bootstrapping aggregation (bagging).69 O primeiro é o algoritmo de construção de 

árvore de classificação ou de regressão e o segundo um método de reamostragem 

aleatória com reposição. O bagging é usado na floresta aleatória para compor o 

conjunto de calibração (ou de treinamento), chamado In-Bag, e o conjunto teste, 

chamado Out-of-Bag (OOB). Breiman comparou RF principalmente com um método 

denominado Adaboost, que também é um ensemble mas sem elementos aleatórios. 

A fusão dos métodos CART e Bagging adicionou uma aleatoriedade que já 

estava contida no bootstrapping para desenvolvimento de combinação de árvores de 

decisão.72 Assim, na RF cada árvore de classificação é crescida de forma 

independente utilizando uma amostragem aleatória. Essa foi a proposta para 

solucionar o problema do overfitting. Além disso, há outras importantes mudanças no 

método RF em relação aos métodos anteriores, principalmente no processo de divisão 

dos nós. Na RF, cada árvore é crescida com uma seleção aleatória das variáveis 

originais, das quais são selecionadas as variáveis preditoras, que formarão os nós de 

decisão. Este subconjunto de variáveis é um parâmetro de otimização, comumente 

denominado de 𝑚𝑡𝑟𝑦. Outro parâmetro que pode ser otimizado é o 𝑛𝑇𝑟𝑒𝑒𝑠, que é o 

número total de árvores a serem construídas em determinado modelo (floresta).  

Em seu artigo original, Breiman14 não orientou essa otimização, mostrando 

alguns experimentos com 100 árvores ao demonstrar sua proposta. Mas relatou ter 

escolhido 100 árvores para uma previsão confiável do conjunto de out-of-bag. Em 

outro momento, ao demonstrar a análise de variáveis importantes, utilizou 1000 

árvores. Apesar de RF ser rápida em comparação com outros métodos da época, um 

número alto de árvores pode promover um aumento no tempo de processamento.14  



 37 
 

 
 

Nesse contexto, Santana e colaboradores otimizaram modelos RF com dados 

de infravermelho médio e próximo com 𝑛𝑇𝑟𝑒𝑒𝑠 = 500.17,18,73 Afanador e colaboradores 

também relataram que, geralmente, 500 árvores são suficientes para um bom 

desempenho.21 Entretanto, Lovatti e colaboradores identificaram que um número de 

1000 árvores foi necessário para processamento de dados de ressonância magnética 

nuclear de 1H (RMN de 1H) e 2000 árvores para dados de RMN de 13C em amostras 

de petróleo bruto.15,16 Relataram ainda que ao adicionar métodos de redução de 

dimensionalidade prévia ao RF, este número de árvores reduziu para 500, para RMN 

de 1H, e 1500, para RMN de 13C.16 Wu e colaboradores74 também otimizaram número 

de árvores em modelos de floresta aleatória, sendo necessário 𝑛𝑇𝑟𝑒𝑒𝑠 = 955 em 

espectros de infravermelho na região do médio (MIR) e 𝑛𝑇𝑟𝑒𝑒𝑠 = 1035 em dados de 

espectroscopia na região ultravioleta e visível (UV-VIS). 

Outro parâmetro otimizado é o valor de 𝑚𝑡𝑟𝑦, que é o subconjunto de variáveis 

originais, selecionadas aleatoriamente como candidatas à construção da árvore, a 

cada iteração. Geralmente, os valores padrão para 𝑚𝑡𝑟𝑦 são √𝑣𝑎𝑟𝑖á𝑣𝑒𝑖𝑠 para 

classificação, e 1 3ൗ  das variáveis para problemas de regressão.75,76 Entretanto, este 

valor tem sido otimizado como uma razão das variáveis, a depender do tipo de dado 

a ser modelado, que pode variar de 1 a 99% das variáveis originais.15,16,18,74,76 

O que há em comum nos trabalhos citados acima é que o número de árvores 

escolhido deve ser o suficiente para uma estabilização na diminuição do erro de 

previsão do conjunto Out-of-Bag. De acordo com a quantidade e complexidade de 

amostras e de variáveis esse valor poderá mudar, mas há um ponto em que o aumento 

do número de árvores não produz diferença estatística significativa. Isso ocorre 

porque a contribuição de cada árvore passa a ser reduzida com o aumento da 

floresta.14,15,21,73,74 

Assim que proposta, RF tem sido amplamente discutida em diversas áreas, 

como em estudos ambientais ou de solos com uso de dados de satélites, de sensores 

remotos ou imagens multiespectrais.77–81 Suas primeiras aplicações foram relatadas 

com espectrometria de massas a partir de 2003.82–84 Além disso, a associação da RF 

com a espectrometria de emissão óptica com plasma induzido por laser (LIBS) 

também tem alcançado sucesso na classificação de matrizes alimentícias 85–88 e 

outras matrizes.89–92  
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Entretanto, a implementação da RF à interpretação de dados espectroscópicos, 

que é o foco principal deste trabalho, foi realizada somente 6 anos após sua 

introdução.  No primeiro trabalho nesse sentido, Menze, Petrich e Hamprecht 93 

utilizaram RF para selecionar regiões espectrais em espectros MIR de 641 amostras 

de soro bovino para estudo de diagnóstico de doença veterinária. Além de selecionar 

as variáveis, a RF foi utilizada como modelo de classificação não-linear em um sistema 

hierárquico de classificação no qual combinaram em diferentes etapas classificadores 

lineares e não-linear. Atualmente a maior parte das discussões associando RF a 

dados espectroscópicos compreende estudos qualitativos e quantitativos com 

amostras de solo e alimentos. 17,18,73,77,85,94–96. Além de aplicações em diversas 

matrizes e diferentes tipos de equipamentos, como alimentos em sensores 

eletrônicos,97 alimentos com imagem multiespectral,97,98 alimentos e outras matrizes 

com equipamentos espectroscópicos,15,77,99,100 estudos bioquímicos, metabolômica e 

genômica,82,101 microarranjo para perfil genômico,102,103  atividade biológica de 

compostos moleculares,76 entre outros. Dessa forma, uma análise ampla de todas as 

citações dos termos “random forest” e “spectroscop*” pode resultar em mais de 3.000 

artigos nas bases Web of Science e Scopus.  

Mas uma análise sistemática38,39 em busca dos termos citados acima em 

títulos, palavras-chave, resumos e tópicos, nos últimos 5 anos, resultou em uma série 

de aproximadamente 800 artigos indexados nas bases Web of Science e Scopus. 

Destes, cerca de 450 são soluções para problemas qualitativos. Entre os estudos 

encontrados pela análise sistemática, como previsto a maior parte contém os termos 

solo e alimentos, mas também uma boa quantidade de estudos de diagnóstico de 

doenças, como pode ser observado na Tabela 2.1 que traz alguns termos-chave 

encontrados dentro do resultado da análise sistemática. 

 

Tabela 2.1 Ocorrência de termos-chave a partir de uma pesquisa qualitativa nos resultados de 
bibliometria com termos-chave “Random forest” AND “Spectroscop*” 

Termo pesquisado em resultado de análise 
sistemática  

Número de 
documentos 

Solo 246 
Alimentos 73 
Combustível 5 
Petróleo bruto 7 
COVID 5 
Diagnóstico 104 
Câncer 75 

Fonte: compilado pela autora a partir de bibliometria realizada, 2023. 
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Entre os estudos indexados com aplicação da RF à interpretação de dados 

espectroscópicos são encontradas várias técnicas, como espectroscopia de 

reflectância na região do infravermelho próximo e do visível (VIS-NIR), infravermelho 

na região do médio (MIR) e do próximo (NIR), espectroscopia Raman, entre outras. 

Uma amostragem de algumas das técnicas espectroscópicas empregadas nos 

estudos associadas com RF, com base nos 100 artigos mais relevantes 38,39 dos 

últimos 5 anos, está apresentada na Tabela 2.2.Também é possível observar a 

aplicação da RF com a combinação de dados de técnicas diferentes. A fusão de dados 

de nível baixo, que é um método que realiza a junção dos dados espectroscópicos no 

seu formato original, aumenta a quantidade de informação. A RF pode ser um método 

aplicado para modelar este novo conjunto de dados, pelas características de um 

modelo no formato ensemble e subamostragem.   

 

Tabela 2.2 Amostragem de estudos associando técnicas espectroscópicas a modelos RF. 

Técnica Tipo de abordagem 
Número de 

documentos 
Ref. 

UV-VIS-NIR Contaminação de alimento/agricultura 02 104,105 
VIS-FIR Classificação de espécies de plantas 01 106 

VIS-NIR 

Análise qualitativa na adulteração de 
alimentos 

01 17 

Análise quantitativa na adulteração de 
alimentos 

01 100 

Estimativa de teor de carbono orgânico em e 
matéria orgânica em solo 

04 107–110 

Estimativa de propriedades físico-químicas 
de solo 

04 18,94,111,112 

Estimativa de contaminação de solo por 
metais pesados 

04 113–116 

Estimativa de contaminação de solo por 
hidrocarbonetos de petróleo 

02 117,118 

Caracterização de plantas 01 119 

XAS 
Estimativa de propriedades físico-químicas 
de vidros e silicatos 

01 120 

Espectroscopia 
de Terahertz 

Origem geográfica de alimentos e teor de 
contaminante em alimentos 

02 95,96 

MIR 

Origem geográfica, adulteração ou 
contaminação de alimentos 

03 17,121,122 

Classificação de biofluido para detecção de 
câncer 

01 123 

MIR-NIR 
Origem geográfica de alimentos e fármacos 
fitoterápicos 

03 124–126 

MIR-UV/VIS Origem geográfica de fármaco fitoterápico 01 74 

NIR 
Caracterização de alimentos 03 127–129 
Estimativa de propriedades físico-químicas 
de biodiesel 

01 130 

 Continua... 
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Continuação 

Técnica Tipo de abordagem 
Número de 

documentos 
Ref. 

NIR-PXRF Identificação de subgrupos de solos 01 131 

PXRF 
Identificação de perfil de solos 01 132 
Estimativa de propriedades físico-químicas 
de solo 

05 
84,112,133–

135 

Raman 

Identificação de perfil de microplásticos em 
espécies marinhas 

01 121 

Identificação de tipos de leites  01 136 
Identificação de perfil metabolômico de meio 
de cultura de fertilização in vitro 

01 137 

RMN 1H 
Classificação de soro para estudo 
metabolômico 

02 138,139 

Identificação de tipos de vinhos 01 140 

SERS-Raman 
Classificação de biofluidos / detecção 
doenças 

04 141–144 

UV-VIS-NIR: espectroscopia de reflectância na região do ultravioleta (100 – 400 nm), visível (400 – 780 
nm) e infravermelho próximo (14.290 – 4.000 cm-1); VIS-FIR: espectroscopia de reflectância na região 
do visível (400 – 780 nm) e infravermelho distante (10 – 200 cm-1); VIS-NIR: espectroscopia de 
reflectância na região do visível (400 – 780 nm)  e o infravermelho próximo (14.290 – 4.000 cm-1); XAS: 
Espectroscopia de absorção de raios X; MIR: Espectroscopia infravermelho na região do médio (4.000 
– 200 cm-1); NIR: espectroscopia infravermelho na região do próximo (14.290 – 4.000 cm-1); UV: 
espectroscopia na região do ultravioleta (100 – 400 nm); PXRF: fluorescência de raio X portátil; RMN 
1H: ressonância magnética nuclear de 1H; SERS-Raman: espalhamento Raman intensificado por 
superfície.  Fonte: Adaptado de análise bibliométrica pela técnica de bibliometrix.38 15/01/2023. 
  

Em termos de número de produção científica, em 2022 observou-se um 

aumento significativo de produção de artigos científicos, de acordo com os termos da 

análise sistemática realizada, seguindo uma tendência de crescimento nos últimos 

cinco anos (Figura 2.5). 

 
Figura 2.5 Número total de artigos publicados, por ano, a partir de análise bibliométrica nas bases Web 
of Science e Scopus sobre a associação de RF e espectroscopia nos anos de 2018 a 2023 
(15/01/2023). 
Fonte: Adaptado de análise bibliométrica pela técnica de bibliometrix.38 15/01/2023. 
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 As diversas produções retêm um maior número em periódicos voltados à 

aplicação do método nas diferentes matrizes e desafios (Figura 2.7 A), acompanhando 

uma tendência citada anteriormente neste estudo. Em termos de relevância pelo 

número de citações, ao se observar os dez periódicos mais relevantes inclui-se um 

dos periódicos voltados ao desenvolvimento e aplicações de métodos quimiométricos, 

Chemolab, da Elsevier, como pode ser observado na Figura 2.7 B. 

 

A) 

 

B) 

 

Figura 2.6 Dez fontes mais relevantes em número de documentos (A) e total de citações (B), a partir 
de análise bibliométrica nas bases Web of Science e Scopus sobre a associação de RF e 
espectroscopia nos anos de 2018 a 2023 (15/01/2023). 
Fonte: Adaptado de análise bibliométrica pela técnica de bibliometrix.38 15/01/2023. 
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Entre os países de maior produção encontram-se China, Estados Unidos e 

Brasil (Figura 2.7, A). Entretanto, em termos de colaboração entre os países o Brasil 

faz poucas contribuições com os maiores produtores, sendo concentrada a 

contribuição entre China e Estados Unidos (Figura 2.7, B). 

 

Figura 2.7 Produção e contribuições entre países com associação dos termos floresta aleatória e 
espectroscopia no período de 2018 (01/01/2018) a 2023 (15/01/2023). (A) Dez países mais produtivos 
(SCP: produções sem contribuições entre países; MCP: produções com contribuição entre países); 
contribuição e com contribuição; (B) Mapa de colaboração entre os países. 
Fonte: Adaptado de análise bibliométrica pela técnica de bibliometrix.38 15/01/2022. 

 

Em uma das aplicações mais relevantes nos últimos 5 anos,38,39 Li, Zhang e 

Wang 124 realizaram fusão de dados de espectroscopia infravermelho na região do 

próximo (NIR) (10.000 - 4.000 cm-1) e de MIR (4.000 – 400 cm-1) de uma planta 

medicinal de muita exploração, devido sua utilização pela medicina chinesa. Com 

dados de cinco maiores produtores, objetivavam autenticação de origem geográfica. 
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Com os dados processados com padronização da variação de sinais (SNV) e segunda 

derivada, utilizaram RF com número de variáveis padrão e 2000 árvores para 

selecionar variáveis pelo índice de importância a partir do índice de Gini. Dados com 

variáveis selecionadas e fusão de nível médio foram classificados pela RF com 95 a 

98% de exatidão. Já a fusão de nível alto abrangendo modelo de SVM e RF obtiveram 

classificação com 98 a 100% de exatidão. 

Outro tipo de problema de autenticação foi abordado por Santana e 

colaboradores 73 a partir de amostras de óleo de andiroba. Devido ao seu valor 

comercial e demanda, este tipo de produto tem sido adulterado com misturas de 

diferentes óleos vegetais, de propriedades físico-químicas semelhantes. Os autores 

simularam adulteração com óleo de milho e óleo de soja em diferentes proporções 

192 amostras de óleo de andiroba. Os modelos de classificação foram propostos com 

RF a partir de dados de espectroscopia MIR (número de onda: 3100 – 680 cm-1) com 

reflectância total atenuada horizontal (HATR), tendo 40 amostras autênticas e 192 

adulteradas. O modelo com 500 árvores e número padrão de variáveis, pré-

processadas pela primeira derivada, como dados de entrada, obteve 100% de 

exatidão no conjunto de teste.    

RF também tem sido bem-sucedida em outras aplicações de classificação pela 

origem geográfica a partir de dados espectroscópicos de plantas medicinais da Ásia 

74,124,126. Wu, Zhang e Wang 74 analisaram 161 amostras de uma planta medicinal 

asiática (Paris polyphylla var. yunnanensis) de seis diferentes regiões. As amostras 

foram limpas, secas a 50 ºC e moídas para análise em pó. Foram adquiridos espectros 

de MIR (número de onda de 4000 - 650 cm-1) e UV-VIS (comprimento de onda de 200 

- 500 nm). Com os dados pré-processados com SNV e suavização Savitzky-Golay 

pela segunda derivada (MIR) e primeira derivada (UV-VIS), a fusão de nível alto a 

partir dos modelos de classificação pela RF de cada técnica forneceu uma exatidão 

final de 90 a 100% no conjunto de teste.  

  Recentemente, outras técnicas espectroscópicas também são associadas à 

RF em problemas de classificação para discriminação quanto à origem. Mascellani e 

colaboradores 140 classificaram 917 amostras de vinho por meio de RMN de 1H e 

modelos RF quanto ao tipo de vinho e variedades de uvas com exatidão de 93 a 99% 

para tipo de vinho e de 13 a 96% para as 13 variedades de uvas.  RF também foi 

aplicada com sucesso para discriminação geográfica de amostras de azeite de oliva 
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extravirgem a partir de dados de espectroscopia NIR em sistema terahertz, com pulso 

de laser de Femtosegundo (>50 fs), de 1550 nm de comprimento de onda.95 Para isso, 

os autores utilizaram algoritmo genético (GA) como método de seleção das variáveis 

de entrada dos modelos de classificação. 

RF é naturalmente um método multiclasses.14 Mas há algumas propostas para 

utilização deste método como ensemble de classificadores de classe única (one-class 

RF).145–147 Este tipo de abordagem é comumente indicado para problemas de 

investigação de fraudes, principalmente em matrizes alimentícias.148–150 Neste caso, 

o modelo será treinado com as informações apenas da amostra autêntica, permitindo 

sua autenticação frente a diferentes tipos de adulteração.  

Essa abordagem de classe única foi adotada em associação a dados de MIR e 

NIR por Santana, Borges-Neto e Poppi 17 em problema de autenticação de matrizes 

alimentícias. One-class RF foi realizada a partir de espectros de HATR de amostras 

de óleo de prímula, e noz-moscada moída, quanto a adulterações. Um número 

otimizado pelos autores de 1000 outliers foram artificialmente gerados, a partir de um 

modelo PCA dos dados originais. Esses outliers são uniformemente distribuídos ao 

redor da classe-alvo, cobrindo a variação dos dados, para permitir uma simulação de 

tipos diferentes de adulterantes. Com os dados originais e outliers artificiais um 

modelo de classificação RF foi construído como um problema de duas classes, 

mantendo mesmo peso entre as classes. Os conjuntos de validação continham 

subconjunto de validação de amostras da classe-alvo e amostras com adulterações 

simuladas pelos autores com adulterantes comumente empregados e outros possíveis 

adulterantes. Os autores obtiveram alta sensibilidade e especificidade (~100%) com 

modelos one-class com RF e SIMCA, concluindo que RF teve um desempenho melhor 

devido ao número menor de amostras com erro de classificação. 

Já para problemas quantitativos, ainda não há ampla aplicação de RF a partir 

de dados espectroscópicos. Isso pode estar associado à alta colinearidade desses 

dados e à tendência de superajuste comumente relatada em modelos não-lineares. 

RF não tem sido relatado como o método mais adequado em alguns estudos bem 

discutidos, como mostrou Dotto e colaboradores.77  Neste artigo, os autores utilizaram 

nove métodos multivariados para previsão de carbono orgânico em 595 amostras de 

solo de diferentes regiões brasileiras a partir de dados de NIR no modo de reflectância. 

Os autores realizaram uma importante avaliação de diferentes métodos de 
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processamentos a partir dos desempenhos dos modelos. Entretanto, entre os 

métodos de regressão RF foi o que apresentou menor capacidade preditiva, sendo 

discutido ainda estudos anteriores com resultados semelhantes. Embora o foco 

principal do artigo sejam as técnicas de pré-processamento e seus efeitos nos 

resultados dos modelos preditivos, os autores destacaram algumas características 

importantes da RF. A exatidão dos modelos de RF manteve-se em ausência de algum 

dado ou presença de outliers. Além disso não fez previsões além do intervalo dos 

valores de resposta para os dados de treinamento. Destacaram como pontos 

negativos a falta de robustez do modelo, que alcançou bom desempenho para 

conjuntos de calibração, mas não eram mantidos ao conjunto de validação e falta de 

transparência ou interpretabilidade.  

As distribuições de propriedades do solo podem ser assimétricas ao invés de 

uma distribuição normal. Nestes casos, RF pode apresentar melhores resultados 

quando há relação não-linear, como foi observado na previsão de salinidade em solo, 

por Wang e colaboradores.94 Foram adquiridos quatrocentos espectros de 

espectroscopia na região do visível e infravermelho próximo (VIS-NIR), de 

comprimento de onda de 400 - 2400 nm de amostras de solo, de região próxima a um 

lago salino no noroeste da China.  Com os espectros pré-processados pela derivada 

com ordens fracionárias o método RF apresentou melhores modelos ao ser 

comparado com modelo pelos mínimos quadrados parciais, obtendo-se a previsão de 

salinidade com coeficiente de determinação (R2) de 0,90 a 0.97. 

Também utilizando a técnica VIS-NIR, Santana, Souza e Poppi 18 construíram 

modelos RF para previsão de parâmetros de qualidade a partir de um grande conjunto 

de dados de solo (n=3854). Os parâmetros matéria orgânica do solo (MOS), 

capacidade de troca de cátions (CTC), soma das bases (SB), teores de areia e argila 

foram modelados com RF a partir de espectros VIS-NIR (comprimento de onda de 400 

- 2500 nm), com valores de erro médio estatisticamente melhores, comparados a um 

modelo pelo método PLS. 

Há uma premissa comum a uma grande maioria dos trabalhos descritos acima, 

que é a interpretabilidade dos modelos de RF, muitas vezes compreendida como uma 

limitação à aplicação do método aos dados do ponto de vista químico. É comum 

atribuírem ao método RF o termo de caixa preta,151 ou caixa cinza, em analogia a 

sistemas de informação no qual um sistema de caixa preta é aquele em que somente 



 46 
 

 
 

é possível visualizar as variáveis de entrada e de saída, sem conhecimento da parte 

interna de execução do algoritmo. Os sistemas de caixa cinza são aqueles em que é 

possível visualizar parcialmente como são feitos os cálculos pelo algoritmo. Também 

é comum a aplicação do RF por meio de pacotes com as funções internas, ou com 

sistemas de toolbox com interfaces, sendo aplicados geralmente com os parâmetros 

padrão adotados pelo desenvolvedor, sem maiores detalhes. Existem alguns 

trabalhos com maiores detalhamentos do método, aprimoramentos e 

adaptações,15,17,21,75,76,145–147,151–155 mas poucos são direcionados aos problemas 

químicos 21,75,76,155 e aos dados espectroscópicos nos problemas do ponto de vista 

químico.15,17 

Neste sentido, um ano após a introdução do método, Breiman lançou um 

relatório técnico com descrições mais detalhadas, intitulado “Looking inside the black 

box”.151 Outro relatório técnico foi lançado três anos depois, por Chen, Liaw e Breiman 
152 com adaptações para utilizar RF em problemas de classificação em que há grande 

desbalanceamento entre as classes, uma alternativa denominada floresta aleatória 

balanceada. E em 2005, Livingston 154 reportou implementação de cálculo de variáveis 

importantes da RF no compilador de linguagem Java (Weka). Khoshgoftaar e 

colaboradores156 também implementaram RF no compilador Weka, apresentando 

efeitos de diferentes números de variáveis como entrada 𝑚𝑡𝑟𝑦 e números de árvores 

em modelos com classes desbalanceadas, além de avaliar robustez do método.  

No contexto de complementos ou adaptações, Strobl e colaboradores153 

avaliaram o método de calcular importância das variáveis pelo índice de importância 

de Gini, proposto por Breiman.14 Este método é amplamente empregado para seleção 

de variáveis e interpretação do modelo RF. Entretanto, os autores consideram que há 

presença de viés, quando variáveis possíveis de serem preditoras em um modelo 

apresentem variabilidade em escala de medidas. Por meio de dados simulados os 

autores propuseram maneiras de minimizar este risco com uma técnica de 

amostragem sem reposição nas árvores de decisão.   

Dessa forma, tem surgido alternativas para identificar e selecionar variáveis em 

modelos RF, como Granitto e colaboradores157 que associaram a técnica de 

eliminação recursiva de variáveis aos modelos RF (RF-RFE, do inglês Random 

Forest-Recursive Feature Elimination) com dados de espectrometria de massa de 

reação de transferência de prótons (PTR-MS) de produtos agroindustriais. Lovatti e 
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colaboradores15 propuseram identificação de variáveis de acordo com a frequência de 

seleção pelo índice de Gini para interpretar as regiões de espectro de RMN de 1H e 

13C em amostras de petróleo bruto.  Em um trabalho posterior Lovatti e colaboradores 

16 realizaram seleção de variáveis e redução de dimensionalidade em dados de 

entrada em modelo RF. Por fim, Nembrini158 apresentou um método de avaliação de 

medida de importância de variáveis por meio de floresta aleatória não supervisionada. 

Uma outra adaptação proposta, mas de baixa discussão na química é a floresta 

aleatória não supervisionada. Apesar de ser naturalmente supervisionada, RF foi 

proposta como método não-supervisionado por Shi e colaboradores.159 A partir disso 

tem sido sugerido como uma alternativa para reconhecimento de padrões em relações 

tanto lineares quanto não-lineares.21,160–164 O método RF não supervisionado utiliza a 

premissa de existir uma estrutura nos dados que permita a distinção entre dados 

originais e um conjunto de outliers artificiais. Essa abordagem tem sido empregada 

em estudos na área de saúde,161 geoquímicos,160 meio-ambiente 164 e astronomia, 

162,163 mas ainda é pouco explorado em química analítica.21  É um método que pode 

ser uma importante ferramenta nos casos de uma triagem, visando a uma 

investigação inicial das semelhanças químicas entre amostras das quais não se tenha 

informações que as caracterizem. 

RF não supervisionada pode ser uma importante alternativa para 

reconhecimento de padrões em alguns campos de estudo, como por exemplo na 

bioespectroscopia, em que muitas vezes a PCA não é suficiente para se conseguir 

uma resposta exploratória, frente à complexidade da informação. Além disso, muitos 

problemas neste campo de pesquisa tem o desafio de extrair informação de biofluidos 

para compreender as alterações bioquímicas provocadas pela doença ou por algum 

agente infeccioso. Mas geralmente passam por dificuldade de se conseguir um 

número satisfatório de amostras para investigação. Afanador e colaboradores21 

demonstraram a potencialidade da RF não supervisionada para dados de origem 

biológica, comparando-a com PCA. Recentemente, esse método foi crucial para 

identificar estrutura em dados de espectroscopia MIR a partir de saliva em estudo de 

diagnóstico para COVID-19, em um trabalho que integra as áreas Ciências da Saúde 

e Ciência Exatas.20  Já o método RF supervisionado, apesar de algumas aplicações 

com sucesso na bioespectroscopia, com técnicas espectroscópicas como RMN de 
1H,138,139  e SERS-Raman,141–144 há poucas aplicações neste campo com a 
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espectroscopia infravermelho.123,165 Apesar disso, tem sido apontado como potencial 

ferramenta nesse campo de pesquisa.19,37 

Como pôde ser evidenciado, RF é um método versátil e eficiente, que vem 

sendo mais compreendido e adaptado com sucesso para diferentes abordagens em 

Química. Mas sua potencialidade em alguns campos de estudo, como a 

bioespectroscopia, ou outros campos que usam espectroscopia de absorção na região 

do infravermelho, encontram desafios que carecem de maior discussão na literatura. 

 

2.4. Fundamentação Teórica 

 

2.4.1 Floresta aleatória supervisionada 

2.4.1.1 Árvore de decisão 

A base da floresta aleatória é uma árvore de decisão. Uma árvore de decisão 

consiste em um conjunto de testes de decisão estruturados em árvore que segue uma 

abordagem “dividir-para-conquistar”. A ideia dessa abordagem de aprendizagem é 

dividir o espaço de dados em porções menores e mais susceptíveis de serem 

aprendidos por diferentes classificadores. Nesta técnica a população de amostra é 

dividida em dois ou mais conjuntos com partições recursivas com base em divisores 

significativos em suas variáveis de entrada. Um esquema de uma árvore de decisão 

é mostrado na Figura 2.8. O nó raiz representa a informação do conjunto de amostras 

ainda a ser dividido. Este nó é dividido em subnó ou nó de decisão. Esta divisão vai 

gerar subespaços, a partir do espaço original do conjunto de dados. O nó terminal, ou 

como é comumente chamado, nó folha, são os nós não divididos, devendo neste haver 

um conjunto mais puro possível das amostras para que se alcance uma resposta, que 

pode ser uma classe. Há ainda a terminologia para ramificação, que é quando há uma 

divisão criando uma subseção da árvore com um nó de decisão e nós terminais. Outra 

forma comum é chamar os nós de nó-pai ou ascendente, aquele nó que é dividido em 

outros subnós, e a estes chamar de nó-filho ou descendente.15,16,65 
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Figura 2.8 Um esquema geral de uma árvore de decisão. 

Fonte: compilada pela autora. 
 

 

Numa árvore de decisão para classificação, cada nó decisão é associado a um 

teste de uma variável, também chamado divisão, ou, seu termo em inglês, split. Os 

dados que “caem” neste nó serão divididos em subconjuntos de acordo com seus 

valores no teste da variável. Cada nó término (nó folha) está associado a um rótulo, 

que será atribuído às amostras que “caem” neste nó. Para predição, uma série de 

testes de variáveis é realizada a partir do nó raiz e o resultado é obtido quando se 

atinge um nó folha, como no exemplo dado na Figura 2.9, cujos valores são de um 

exemplo hipotético. O processo de classificação começa testando e dividindo os 

dados pela variável preditora x17. As amostras pertencentes a diferentes classes com 

valor nesta variável menor do que o valor dado no teste, são direcionadas ao lado 

esquerdo, compondo um nó decisão, enquanto as com valor maior ou igual são 

direcionadas para o lado direito, formando um nó folha associado à classe 2. Novo 

teste é realizado em outra variável, no caso x3, e assim sucessivamente até formar 

os nós terminais (folhas). 
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Figura 2.9 Exemplo esquemático de divisão de uma árvore de decisão. 
Fonte: compilado pela autora. 

 

Os algoritmos de decisão utilizam uma métrica para selecionar as variáveis que 

participam destas divisões. Os algoritmos iniciais de árvore de decisão eram 

habilitados para analisar apenas variáveis categóricas e selecionar com base em uma 

taxa de ganho de informação calculada a partir da entropia, considerando que ao se 

dividir um conjunto de treinamento em subconjuntos a entropia pode ser reduzida. O 

valor dessa redução é o ganho de informação.  É selecionada a variável com a maior 

taxa de ganho, entre as variáveis com ganhos de informação acima da média. Outros 

métodos posteriores foram habilitados a utilizar dados numéricos.35 

Já no algoritmo CART (Classification and Regression Trees)69 que é a base da 

floresta aleatória, as divisões podem ser feitas com base em dados categóricos ou 

dados numéricos, como no exemplo dado na Figura 2.9, sendo método padrão de 

seleção o índice de Gini.14  

Vale ressaltar que as árvores de decisão estão relacionadas com o problema 

de sobreajuste, como mencionado anteriormente. Na proposta da RF é formado um 

ensemble com arvores de decisão sem ocorrer a poda (unpruned tree), para manter 

o viés baixo. Enquanto a exatidão é garantida pela baixa correlação entre os 

classificadores, dada pela aleatoriedade.14,35 
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2.4.1.2 Ensemble 

Um ensemble, que também pode ser chamado de aprendizagem em conjunto, 

ou sistema de classificadores múltiplos, contém um número de classificadores 

chamado de classificador base, que são usualmente gerados a partir do conjunto de 

treinamento com uso de um algoritmo base, podendo ser uma árvore de decisão, uma 

rede neural etc. Esse modelo de base pode ser de um único tipo, o que produz um 

ensemble homogêneo. Em outro sentido, se são combinados modelos de base de 

diferentes tipos/algoritmos forma-se um ensemble heterogêneo. Nesse caso, como a 

base não pertence a um mesmo tipo, não há um consenso em denominar o modelo 

individual como modelo base. Por isso pode ser encontrado sendo mencionado como 

“modelo individual” ou “componente individual”.35,166  

Geralmente, um ensemble possui maior habilidade de generalização do que 

um modelo de base. Também é comum descrever os modelos de base como “modelos 

fracos”, que seriam pouco melhores do que um resultado aleatório, e o ensemble 

como o método capaz de impulsionar esses modelos mais fracos para classificadores 

mais fortes que podem gerar predições com maior exatidão. Uma estrutura básica de 

um ensemble é representada na Figura 2.10. A ideia é construir muitos classificadores 

e então combinar suas saídas de modo que o desempenho medido na resposta final 

(𝒚) seja melhor do que o desempenho de cada classificador. 14,35,69 

 

 

Figura 2.10 Estrutura básica de métodos ensemble. 
Fonte: Elaborado pela autora, adaptado de Zhou, Z. 35. 

 

Dentro dos três segmentos de discussão dos métodos ensemble, ou seja, 

combinação de classificadores, conjuntos de classificadores fracos e mistura de 

especialistas, o primeiro é o mais estudado no campo de reconhecimento de padrões. 

Os pesquisadores nessa área geralmente trabalham com classificadores fortes e 

empregam regras de combinação para obter classificadores combinados mais fortes. 
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Já o segmento conjunto de classificadores fracos é abordado principalmente na área 

de aprendizagem de máquina. Nesse segmento, os trabalhos geralmente abordam 

classificadores fracos (rede neural, árvore de decisão etc.) projetados em algoritmos 

iterativos para impulsionar o desempenho de fraco para forte. Como regra de 

combinação é mais comum empregar o voto majoritário em conjunto de modelos de 

classificação. Cada modelo vota em uma classe e a classe com mais votos é atribuída 

como sendo o rótulo da amostra de teste.35,166 

A aplicação de ensembles é útil em conjuntos com grande volume de dados, 

aos quais pode-se usar uma estratégia de dividir em subconjuntos e construir 

classificadores com diferentes subconjuntos. Ao final esses modelos são combinados 

por meio de uma regra de combinação. Já no caso de haver pequeno volume de 

dados, pode-se empregar técnicas de reamostragem na criação de subconjuntos 

aleatórios em relação aos dados disponíveis, utilizando cada subconjunto para treinar 

diferentes classificadores. A combinação desses classificadores forma um ensemble 

com desempenho melhor. 

Um ensemble também pode ter uma estrutura conhecida como análise de 

população de modelos (MPA, do inglês, Model population analysis), proposto 

inicialmente como método de seleção de variáveis.167 MPA é uma estrutura que aplica 

técnica de amostragem aleatória pelo Monte Carlo e técnicas estatísticas para 

comparação da população de submodelos.168,169 É caracterizado em três etapas 

principais (Figura 2.11): (1) geração aleatória de N subconjuntos de dados pela 

amostragem com Monte Carlo; (2) construção de um submodelo em cada subconjunto 

de dados; (3) análise estatística de algum parâmetro de interesse do submodelo. Pela 

amostragem Monte Carlo podemos adquirir 𝑁 subconjuntos de dados extraídos de 𝑁 

amostragens a partir de um conjunto original ൫𝐗(௠,௣);𝐲(௠,ଵ)൯. Para cada subconjunto de 

dados ቀ𝐗௦௨௕
൫೘ᇲ,೛൯

;𝐲௦௨௕
൫೘ᇲ,భ൯

ቁ, um submodelo pode ser construído usando um método 

selecionado, que pode ser de classificação ou de regressão. Então, todos esses 

submodelos podem ser combinados. Ao final, todos os 𝑁 submodelos são 

mutuamente diferentes, mas com o mesmo objetivo de prever uma resposta para 

𝐲.167–169  
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Figura 2.11 Esquema simplificado de etapas de MPA para classificação. Fonte: adaptado de Li et al.169 

 

Os submodelos podem ser construídos com a aleatoriedade empregada no 

espaço das amostras, espaço das variáveis, espaço paramétrico ou espaço dos 

modelos. É importante destacar que pelo MPA a resposta de interesse não é só um 

valor singular, mas uma distribuição dessa resposta.169 Para gerar a população de 

submodelos, a amostragem aleatória (Monte Carlo) é geralmente aplicada por 

diferentes técnicas para se obter diferentes subconjuntos de amostras, ou até mesmo 

subconjuntos de variáveis, sendo mais empregado em MPA as técnicas Jacknife 

(JNS), que faz amostragem sem reposição de amostras, bootstrap, que faz 

amostragem com reposição, e amostragem por matriz binária (BMS, do inglês, binary 

matrix sampling), que utiliza o sistema binário 0 ou 1 para marcar espaços como não 

selecionados ou selecionados, respectivamente. Outra forma de amostragem 

empregada em MPA é a amostragem por permutação, que difere de uma amostragem 

aleatória porque na permutação é destruída a conexão entre as amostras e resposta 

de interesse. Em MPA essa amostragem é mais aplicada para obter uma variedade 

de modelos “errados” e se obter uma avaliação por exemplo da importância de 

variáveis, comparando-se as distribuições de algum parâmetro dos modelos sem a 

permutação versus com a permutação, entre outros objetivos. A análise estatística 

com base na distribuição de um parâmetro de interesse é um ponto característico do 

método MPA. Geralmente, essa distribuição é descrita pelo valor médio, desvio 

padrão, mediana e intervalo de confiança. Os testes estatísticos empregados são 

testes comparativos, como teste t, quando este parâmetro tem distribuição normal, ou 

teste U de Mann-Whitney, para distribuição não-normal. Uma apresentação mais 

detalhada da estrutura do MPA está demonstrada na Figura 2.12. 
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Figura 2.12 Fluxograma representando estruturas possíveis de MPA. Fonte: adaptado de Deng et al.168 
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2.4.1.3 Floresta aleatória (RF) 

Uma floresta aleatória é uma coleção de árvores preditoras (CART), 

construídas com vetores aleatórios identicamente distribuídos e independentes 

(Bagging). Cada árvore lança um voto unitário para a classe mais popular em dados 

de entrada (regra de combinação). Apesar de haver pontos em comum, como a 

aleatoriedade na amostragem e a combinação de modelos, a floresta aleatória difere 

de um MPA pela construção da RF ter como base um modelo de um tipo apenas 

(ensemble homogêneo) e a utilização do voto majoritário como regra de combinação. 

Um modelo supervisionado de classificação, pela RF parte de um conjunto de 

dados relacionados à amostra, que podem ser dados espectroscópicos, ou outro tipo 

de informação, sendo a matriz de dados (𝐗(௡,௣)) e um vetor de rótulo da classe (𝐲(𝐧,ଵ)) 

contendo a informação química qualitativa. Subconjuntos de treinamento (𝐗𝒕𝒓𝒆𝒊𝒏.൫𝒏ᇲ,𝒑൯
)  

e de teste (𝐗௧௘௦௧௘൫௡ᇲᇲ,௣൯
) são adquiridos a partir dos dados originais pelas diversas 

técnicas de amostragem disponíveis (Figura 2.13, A). A partir do conjunto de 

treinamento são adquiridos os subconjuntos aleatórios In-Bag  (𝐗ூ௡ି஻௔ ൫௡ᇲ,௣ᇲ൯
)   e Out-

of-Bag (𝐗ைை஻൫௡ೀೀಳ,௣ᇲ൯) pelo algoritmo Bagging (Figura 2.13, B). O conjunto In-Bag 

contém ~2/3 das amostras, mas mesma dimensão de linhas do conjunto de 

treinamento. Consequentemente, OOB contém 1/3 das amostras do conjunto de 

treinamento. Nesta etapa também ocorre a seleção aleatória de variáveis (𝑝ᇱ) pelo 

valor adotado para o parâmetro 𝑚𝑡𝑟𝑦 (padrão = √𝑣𝑎𝑟𝑖á𝑣𝑒𝑖𝑠). Para o crescimento da 

árvore ocorre ainda a seleção das variáveis preditoras entre 𝑝ᇱ a partir de um processo 

de validação cruzada (padrão = k-fold) com o conjunto In-Bag. Com esses passos, a 

primeira árvore é crescida sem ser podada (CART), isto é, seleção das variáveis 

preditoras, validação cruzada e treinamento com o conjunto In-Bag, seguidos de 

validação pela taxa de erro de OOB.  

Todo o processo, começando com uma nova amostra bootstrap, ocorre 

iterativamente até o total de 𝑛𝑇𝑟𝑒𝑒𝑠 (Figura 2.13, B). O voto majoritário é utilizado 

como regra de combinação das respostas de cada classificador independente, para 

formar uma resposta final para cada amostra de treinamento. Todas as árvores 

preditoras da RF então construída são aplicadas para predição de classe de amostras 

no conjunto de teste (Figura 2.13, C) e avaliação do modelo. 
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Figura 2.13 Fluxograma de crescimento de árvore de classificação ou de regressão 

em modelo de RF. 
Fonte: compilado pela autora, adaptado de Breiman, 2011 14. 

 
 

Durante o crescimento da árvore, cada variável do subconjunto amostrado 

aleatoriamente (𝑝ᇱ) é analisada como possível preditora (nó) em um procedimento 

denominado pesquisa exaustiva. A partir do nó raiz, onde o subconjunto de variáveis 

é testado em busca de uma melhor divisão, seguindo-se para próximas variáveis com 

mesmo procedimento para formar os nós descendentes. Os algoritmos utilizam alguns 

critérios para minimizar a impureza do nó, e, consequentemente, maximizar a 

homogeneidade. Em um problema de classificação podem ser usados:14,166  

 erro de classificação incorreta (do inglês, missclassification error), uma medida da 

proporção de observações no nó que não são membros da classe majoritária 

naquele nó. Esta medida não é muito comumente empregada;  

 índice de entropia, que também é chamado de entropia cruzada ou deviance, que 

é uma medida de desvio da impureza. Este índice é mais sensível do que 

missclassification error a mudanças na probabilidade do nó; 

 regra de Twoing, um critério projetado para problemas multiclasses, que prioriza a 

separação entre as classes com a divisão tratada como um problema binário, mas 

favorecendo divisões que mantêm classes relacionadas juntas;  
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 Índice de Gini, que é o critério mais comumente empregado, sendo o método 

padrão em vários algoritmos ou funções, incluindo CART. Tem a função de 

minimizar a impureza do nó e é mais sensível do que missclassification error a 

mudanças na probabilidade do nó. 

O índice de impureza Gini pode ser definido pela Equação 01. 

𝐺𝑖𝑛𝑖(𝑛ó) = 1 − ∑ ቂ𝑝 ቀ
௜

௡ó
ቁቃ

ଶ
௖
௜ୀଵ     Eq. 01 

 Onde, 𝑐 é o número de classes e  𝑝 ቀ
௜

௡ó
ቁ é a fração dos registros pertencentes 

à classe i no nó.14,15 A decisão pela variável preditora é realizada pelo ganho de 

informação ao calcular a diferença entre o índice de Gini(nó) do nó ascendente (nó 

pai) e nó descendente (filho) (Equação 02). 

𝐺𝑎𝑛ℎ𝑜ீ௜௡௜ = 𝐺𝑖𝑛𝑖(𝑎𝑠𝑐𝑒𝑛𝑑𝑒𝑛𝑡𝑒) − ∑ ቂቀ
௡ௗ

௡௔
ቁ ∗ 𝐺𝑖𝑛𝑖(𝑛𝑑)ቃ௡

௡ௗୀ  Eq. 02 

Onde, 𝑛 é o número de nós descendentes, 𝑛𝑑 é o número total de eventos no 

nó descendentes e 𝑛𝑎 é o número total de eventos do nó ascendente. Um exemplo 

desse cálculo de Gini para a árvore de classificação demonstrada na Figura 2.9 é 

apresentado no Anexo A.  

Uma característica importante da RF é que à medida que mais árvores são 

adicionadas há uma resistência ao sobreajuste, produzindo um valor limite do erro de 

generalização. Isso é definido com base em teoremas matemáticos sobre a força dos 

ensembles e a estrutura das árvores. Ademais, o erro de generalização é usado para 

calcular força e correlação dos classificadores individuais, parâmetros usados por 

Breiman14 para expressar a exatidão do método. De acordo com sua descrição, a 

aleatoriedade inserida gera um modelo robusto para outliers e ruído, porque minimiza 

a correlação entre os classificadores enquanto mantém a força.  

Outro ponto que deve ser destacado é que o erro de generalização é a taxa de 

erro do classificador OOB no conjunto de treinamento. As características das 

amostragens dados pelo Bagging fazem com que a estimativa de OOB não seja 

viesada e seja equivalente a uma validação por um conjunto de teste de mesmo 

tamanho do conjunto de treinamento. Dessa forma, com a estimativa de erro OOB é 

satisfeita a validação equivalente a um teste externo, dispensando um conjunto 

separado para este fim.14 
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2.4.2 Floresta aleatória de classe única (OCRF) 

Como um método principalmente de classificação binária, os modelos RF 

devem ser treinados com amostras de pelo menos duas diferentes classes. Já 

modelos de classe única são treinados apenas pela classe-alvo.148–150 Portanto, RF 

como modelo de classe única inicia-se pela geração de dados sintéticos como 

possíveis outliers, ou seja, possíveis variações de dados não-pertencentes à classe-

alvo. A partir da concatenação de um conjunto de dados artificiais e seu conjunto 

original é que é treinada a RF. Para o conjunto de teste são adicionadas as amostras 

da classe-alvo, separadas para o conjunto de teste, e amostras não-pertencentes à 

classe-alvo, ou suspeitas de fraude, de seu conjunto original. 

Um fluxograma com a representação esquemática da construção de um 

modelo de classe única pelo RF é demonstrado na  

Figura 2.14. Nele, a partir de um conjunto de treinamento contendo somente 

amostras da classe alvo são gerados outliers artificiais. Uma versão sintética criada a 

partir da distribuição dos dados originais, pela decomposição de uma PCA por valores 

singulares (SVD) e um valor de desvio-padrão (geralmente 3). Para geração dessa 

versão sintética, o conjunto de treinamento contendo apenas a classe alvo é centrado 

na média para transformação da base vetorial pela PCA. Em seguida, 𝑛 outliers 

sintéticos são geradas randomicamente na mesma dimensão das componentes 

principais, ou seja, na matriz de scores (𝐓). Ainda na dimensão das PCs, os semieixos 

de uma elipsoide são calculados para compor os limiares de distribuição dos dados 

originais, adotando-se um limite de confiança de 3 desvios padrão. Os outliers 

artificiais são distribuídos acima deste limite e transformados para a base vetorial dos 

espectros por meio da soma de um vetor de média inicial ao produto entre as matrizes 

de dados sintéticos randômicos e de loadings. O valor de 𝑛 para quantidade de 

amostras no conjunto de outliers artificiais, tem sido adotado como o mesmo tamanho 

do conjunto original ou um valor que expressa uma quantidade significativamente 

maior do que este conjunto.17 Por fim, os dados de treinamento e sintéticos são 

concatenados e um vetor de rótulo de classes é criado contendo as classes “original” 

e “sintético” para os respectivos conjuntos. A seguir, é realizado todo o processo 

iterativo de construção de uma RF de classificação binária a partir deste novo conjunto 

concatenado. No conjunto de teste externo há amostras da classe alvo e amostras 

não pertencentes à classe alvo, por exemplo amostras adulteradas. A este conjunto 
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de teste são previstas as classes pela RF construída. O modelo é avaliado pelos 

parâmetros de OOB e de teste. 

 

 
 
Figura 2.14 Fluxograma com passos para construção de modelo de floresta aleatório de classe única 
(OCRF). Fonte: compilado pela autora. 
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2.4.3 Floresta aleatória não supervisionada (URF) 

O método URF utiliza um modelo RF de classificação binária para distinguir um 

conjunto original de amostras não rotuladas, ou seja, que não apresentam uma 

informação de resposta, de uma versão aleatória deste mesmo conjunto, 

sinteticamente criada. O método URF descrito neste trabalho é uma adaptação, de 

acordo com metodologia de Shi e Horvatgh159 e Afanador e colaboradores.21 Este 

método usa o princípio de que havendo alguma estrutura nos dados, estes serão 

distinguíveis de uma versão sintética e aleatória de si mesmos.21,159  Como outros 

métodos de classificação, a taxa de erro OOB é a métrica para validar a RF como 

viável para identificar uma estrutura de conjunto de dados. Altos níveis de taxa de erro 

(≈ 50%) implicam ausência de estrutura no conjunto de dados original.170 

A partir deste modelo URF, semelhanças e diferenças de pares das amostras 

não rotuladas podem ser avaliadas por meio de matriz de dissimilaridade e análise 

multidimensional. Primeiro, um conjunto de dados sintético é gerado aleatoriamente 

com base na distribuição dos dados originais não rotulados. A partir de um modelo RF 

de classificação binária com as matrizes de dados original e sintético concatenados é 

possível identificar se há ou não há uma estrutura nos dados. Havendo uma estrutura 

que permita discriminar os dados originais de uma versão sintética aleatória, uma 

matriz de proximidade é usada para identificar os pares de amostras que seguiram as 

mesmas rotas e concluíram em mesmo nó terminal, a partir de árvores de decisão 

independentes. Além disso, esta análise pelos pares de amostras pode ser facilmente 

interpretada pela projeção das amostras em dimensão reduzida, via análise de 

coordenadas principais (PcoA), gerada a partir de uma matriz de dissimilaridade.  

A análise de coordenadas principais é um tipo de dimensionamento 

multidimensional métrico (MDS, do inglês, multidimensional scaling) que avalia os 

pares de amostras com distâncias numéricas. PCoA representa as distâncias entre as 

amostras, atribuindo uma coordenada a cada amostra em um espaço de baixa 

dimensão. O primeiro passo é a construção de uma matriz de dissimilaridade. Embora 

seja baseado em uma matriz de dissimilaridade, quando se usa a distância Euclidiana 

a interpretação da PcoA pode ser semelhante à de uma PCA. Isso ocorre porque a 

PcoA reduz a dimensão de uma matriz de distância, baseado em uma equação de 

autovalor. Primeiro calcula uma matriz centralizada. A matriz centralizada é então 

decomposta em seus autovalores e autovetores por uma decomposição de valores 
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singulares. Os autovetores são padronizados dividindo-os pela raiz quadrada dos 

respectivos autovalores. Os autovetores padronizados são produzidos como eixos de 

coordenadas principais (Pco) de um gráfico bidimensional. As distâncias entre os 

pontos deste gráfico aproximam-se das distâncias na matriz de dissimilaridade. Essa 

análise também é chamada de análise por ordenação de dados multivariados e pode 

ser utilizada com base em qualquer função de distância. Ambos, PCA e PcoA usam 

redução de dimensionalidade, mas enquanto PCA converte correlações em um gráfico 

bidimensional a partir da máxima variância pelas PCs, PcoA extrai dimensões que 

representam máximas distâncias entre os pares de amostras.21,171  

Todas as etapas de construção de modelo URF são mostradas na  

Figura 2.15. Uma versão do código, contendo algoritmo e exemplo para 

construção de modelo URF, em MATLAB, está disponível na plataforma GitHub 

(https://github.com/MarciaHelenaCassago/URF-model). Dado um conjunto hipotético de 

amostras não rotuladas ൫𝐗(ସ଼,ଵ଺଻଺)൯, de forma resumida, os procedimentos para 

construção de um modelo URF são: 

 geração de um conjunto de outliers artificiais ቀ𝐗𝒂𝒓𝒕(ସ଼,ଵ଺଻଺)ቁ, com base na 

distribuição dos dados originais não rotulados, como descrito no item 2.4.2. Este 

conjunto artificial e aleatório pode ser construído dessa forma, ou pela permutação 

das variáveis do conjunto original; 

 concatenação das matrizes conjunto de dados original e sintético, formando o 

conjunto de dados de entrada para o modelo RF ൫𝐗ᇱ
(ଽ଺,ଵ଺଻଺)൯,  ; 

 criação de vetor contendo duas classes: "sintético" e "original" para as respectivas 

amostras ൫𝐲(ଽ଺,ଵ)൯,; 

 construção do modelo RF a partir deste conjunto de dados completo, como um 

problema supervisionado de classificação binária; 

 identificação das amostras alocadas nos nós folhas das árvores no modelo RF; 

 construção de matriz de proximidade; 

 redução de dimensão pelo modelo PCoA; 

 interpretação gráfica do modelo PCoA.  
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Figura 2.15 Fluxograma para construção de modelo floresta aleatória não-supervisionado (URF). 
Fonte: compilado pela autora. 
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Os métodos não supervisionados não requerem métricas de qualidade para 

avaliar o desempenho de um modelo. No entanto a RF não supervisionada é 

dependente de uma avaliação dos erros no modelo RF supervisionado realizado em 

umas das etapas desse método. Se este modelo apresentar um índice de erro ≥50%, 

sugere-se que não há estrutura nos dados capaz de distinguir uma versão original 

de sua versão sintética e aleatória.21 Dessa forma, assim como em todo modelo 

supervisionado, a RF é avaliada pelo seu conjunto de testes. No caso da URF essa 

avaliação é realizada para o conjunto de testes OOB e no caso da RF ou OCRF 

também para o conjunto de teste externo. 

 

2.4.4 Parâmetros de avaliação dos modelos 

Os desempenhos dos modelos de classificação são avaliados por meio dos 

conjuntos de testes externos e diversas métricas. Essas métricas são determinadas 

a partir de uma organização dos resultados em uma tabela de contingência, ou matriz 

de confusão. Nesta tabela os números de amostras classificadas em cada conjunto 

são dispostos entre as classes reais, que são representadas nas colunas, e as 

classes estimadas pelo modelo, representadas nas linhas. Uma tabela de 

contingência para um problema de classificação de duas classes é apresentada na 

Tabela 2.3, assim como a terminologia dada aos valores que compõem a tabela, 

como Verdadeiro Positivo (VP), Verdadeiro Negativo (VN), Falso Positivo (FP) e 

Falso Negativo (FN).11,172 

 
Tabela 2.3. Demonstração de Tabela de contingência em problema de duas classes. 
 Classe Real  

  1 2  

Classe prevista 
1 VP FP VP+FP 

2 FN VN FN+VN 

  VP+FN FP+VN  

 

    Antes de definir cada um dos termos acima, vamos considerar uma 

metodologia necessária para nortear a tabela de contingência, o teste de hipóteses. 

O teste de hipóteses estatísticas é um método que auxilia na tomada de decisões a 

respeito de uma ou mais populações, com base nas suposições (hipóteses 

estatísticas) e parâmetros da distribuição de uma amostra dessa população. Essas 
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suposições são testadas para serem confirmadas ou rejeitadas. A hipótese nula (𝐻଴) 

é atribuída à hipótese a ser testada. A hipótese alternativa (𝐻௔) é a hipótese aceita 

quando há indícios estatísticos suficientes para que seja rejeitada a hipótese nula. 

Junto ao teste de hipóteses é analisada a probabilidade de se tomar a decisão 

incorreta. Ou seja, ao se rejeitar 𝐻଴ sendo ela verdadeira, ocorre o erro do Tipo I 

(Falso Positivo). Da mesma forma, ao não se rejeitar 𝐻଴ sendo ela falsa, ocorre o 

erro do tipo II (Falso Negativo). O nível de significância do teste (𝛼), ou nível de 

confiança, é a probabilidade máxima de ocorrência do erro do Tipo I. Isso significa 

que com o nível de significância geralmente adotado de 𝛼 = 0,05, a probabilidade de 

se rejeitar incorretamente 𝐻଴ é de 5%. Em contrapartida, a probabilidade de se tomar 

a decisão correta é dada por (1 − 𝛼) ∙ 100%. Já a probabilidade de ocorrência de 

erro do tipo II é demonstrada pelo símbolo 𝛽 e é conhecido como poder do teste 

estatístico.172  

Um erro do tipo I (𝛼) é a proporção de amostras pertencentes à distribuição 

nula 𝐻଴ que são incorretamente previstas como membro da distribuição alternativa 

𝐻௔. Enquanto o erro do tipo II (𝛽) é a proporção de amostras pertencentes à 

distribuição alternativa 𝐻௔.  e são incorretamente previstas como membros da 

distribuição nula 𝐻଴. 

 Para um caso hipotético de classificação de 190 amostras de um biofluido 

para diagnóstico de uma determinada doença, consideramos dois grupos de 

amostras entre indivíduos doentes (Positivo) e saudáveis (Negativo), tem-se um 

problema de 2 classes, representado na tabela de contingência (Tabela 2.2), a 

hipótese nula e alternativa são descritas como: 𝐻଴ =a amostra não apresenta 

características reconhecidas da doença e pertence à classe 2, Negativo. 𝐻௔ =a 

amostra apresenta as características reconhecidas da doença e pertence à classe 

1, Positivo. 

Pela Tabela 2.2, as decisões a respeito dessas hipóteses estão relacionadas 

da seguinte forma: α = probabilidade de um erro tipo 1 se uma amostra fizer parte da 

classe nula = 𝐹𝑃 (𝑉𝑁 + 𝐹𝑃)⁄ . β = probabilidade de um erro tipo 2 se uma amostra 

fizer parte da classe alternativa = 𝐹𝑁 (𝑉𝑃 + 𝐹𝑁)⁄  

Portanto, neste caso hipotético, havendo 90 amostras de indivíduos doentes 

e destas 86 sejam corretamente classificadas, e 100 amostras saudáveis, ou seja, 
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da classe negativa, das quais foi previsto pelo modelo 88 corretamente, haveria 86 

VP, 4 FN, 88 VN e 12 FP, conforme demonstrado na Tabela 2.4. 

 

 

Tabela 2.4 Demonstração de Tabela de contingência em problema hipotético de classificação de 90 
amostras de biofluido positivo para determinada doença e 100 amostras negativas. 

 Classe Real  

  Positivo Negativo  

Classe prevista 
Positivo 86 12 98 

Negativo 4 88 92 

  90 100  

 

Dessa forma, podemos calcular os erros tipo I (𝛼 ) e erro do tipo II (𝛽 ) para 

as decisões acima:  

𝛼 = 𝐹𝑃 (𝑉𝑁 + 𝐹𝑃)⁄ = 12 (88 + 12)⁄ = 12 100⁄ = 0,12 

𝛽 = 𝐹𝑁 (𝑉𝑃 + 𝐹𝑁) = 4 (86 + 4) = 4 90⁄ = 0,04⁄ 4⁄  

 

Dependendo do problema sendo investigado pode ser adequado minimizar o 

erro do tipo I, mesmo em detrimento do erro do tipo II, e vice-versa. Por exemplo, em 

uma análise forense de adulteração de diesel pode ser mais interessante minimizar 

o erro do tipo I, evitando-se assim prejuízos de uma possível reprovação de um 

combustível corretamente comercializado.  

Para Brereton173 é mais prudente minimizar um erro do tipo II em um estudo 

de diagnóstico na área de medicina. Nesse caso, um erro do tipo I, de uma hipótese 

nula de paciente saudável sendo erroneamente rejeitada, pode provocar que um 

paciente saudável tenha que realizar exames para confirmar uma enfermidade. No 

sentido contrário, o erro do tipo II, em que a hipótese nula de que o paciente seja 

saudável não seja rejeitada, sendo ela falsa, pode acarretar maiores prejuízos visto 

que um paciente realmente doente não irá prosseguir com exames e tratamentos 

necessários.  

Compreendidas e definidas as hipóteses, a partir da matriz de confusão são 

calculados os parâmetros de desempenho do modelo de classificação. As principais 

métricas para essa avaliação são a exatidão (EXAT), sensibilidade (SENS), 

especificidade (ESPEC), ou seletividade, taxa de falso positivo (TFP) e precisão 

(PREC). A sensibilidade descreve a habilidade do modelo de classificar 
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corretamente as amostras pertencentes à classe sendo avaliada, ou seja, é a taxa 

de verdadeiros positivos. Especificidade caracteriza a habilidade de o modelo rejeitar 

corretamente as amostras não pertencentes à classe sendo avaliada, isto é, taxa de 

verdadeiros negativos. A precisão é uma métrica que descreve a probabilidade de 

amostras classificadas pelo modelo como pertencentes a uma classe, efetivamente 

serem pertencentes a esta classe. Enquanto exatidão é a razão das amostras 

corretamente classificadas entre todas as amostras da classe. A exatidão da 

classificação em um modelo binário é a média da sensibilidade e especificidade.172–

174   

As equações para calcular os parâmetros de desempenho descritos acima, 

comumente apresentados na literatura para validação de modelos de classificação, 

estão descritos na Tabela 2.3. Entre eles, o valor de F1-score é uma métrica utilizada 

para representar estatisticamente o conjunto de parâmetros de desempenho por 

meio de um único valor escalar. Esse valor escalar é uma média harmônica da 

precisão e sensibilidade, sendo 1 o melhor escore, consequentemente um excelente 

modelo e 0 o pior escore.172–174 

Outra métrica que tem sido apresentada na literatura para demonstrar a 

qualidade dos modelos é o coeficiente de correlação de Matthews (MCC). Este 

parâmetro é adquirido a partir da matriz de confusão e tem sido utilizado como 

parâmetro de qualidade, principalmente em problemas com desbalanceamento entre 

as classes. Nestes casos, não é prudente utilizar a exatidão como principal métrica 

de qualidade do modelo. A partir da tabela de contingência MCC pode ser 

compreendido como a razão da diferença entre o produto da diagonal e os termos 

fora dela pela raiz quadrada do produto das somas das linhas e colunas. Vale 

destacar que essa forma de determinar este parâmetro é aplicado a um problema 

com duas classes. O valor de MCC varia de -1 a +1. Um valor de MCC próximo a -1 

indica total discordância entre classe prevista e classe real. MCC próximo a zero 

indica que a predição não é melhor do que uma predição aleatória para seus 

respectivos dados. Em contrapartida, um valor próximo a +1 indica excelente 

desempenho e confiabilidade do modelo. 172,175,176  
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Tabela 2.5 Principais parâmetros de desempenho para validação de modelos de classificação. 

Parâmetros de 
desempenho 

Equação 

Sensibilidade (SENS) 𝑆𝐸𝑁𝑆 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑁
 (Eq. 03) 

Especificidade (ESPEC) 𝐸𝑆𝑃𝐸𝐶 =
𝑉𝑁

𝐹𝑃 + 𝑉𝑁
 (Eq. 04) 

Exatidão (EXAT) 𝐸𝑋 =
𝑉𝑃 + 𝑉𝑁

𝑉𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑉𝑁
 (Eq. 05) 

Taxa de Falso Positivo 
(TFP) 𝑇𝐹𝑃 =

𝐹𝑃

𝐹𝑃 + 𝑉𝑁
 (Eq. 06) 

Taxa de Falso Negativo 
(TFN) 𝑇𝐹𝑁 =

𝐹𝑁

𝐹𝑁 + 𝑉𝑃
 (Eq. 07) 

Precisão (PREC) 𝑃𝑅𝐸𝐶 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑃
 (Eq. 08) 

F1-score 𝐹1 = 2 ∙
(𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 ∙ 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒)

(𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 + 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒)
 (Eq. 09) 

MCC 

𝑀𝐶𝐶

=
(𝑉𝑃 𝑉𝑁 − 𝐹𝑁 𝐹𝑃)

ඥ(𝑉𝑃 + 𝐹𝑃)(𝐹𝑃 + 𝐹𝑁)(𝑉𝑁 + 𝐹𝑃)(𝑉𝑁 + 𝐹𝑁)
 (Eq. 10) 
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CAPÍTULO 3 

 

O USO DE FLORESTA ALEATÓRIA NÃO 

SUPERVISIONADA NA DISCRIMINAÇÃO DO ÓLEO 

DIESEL: UM ESTUDO DE CASO DE ADULTERAÇÃO DE 

COMBUSTÍVEL 

 

 

 

 

 
 
 
 Neste capítulo é apresentada uma aplicação alternativa da floresta aleatória 

não supervisionada para triagem de amostras em um estudo de caso de 

suspeita de adulteração de combustível. 

 Disponibilizamos neste capítulo um algoritmo adaptado para aplicação de 

floresta aleatória não supervisionada de forma simples. 

 O método de aprendizado de máquina pode identificar a adulteração de 

combustível para um número reduzido de amostras reais não rotuladas. 
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3. O USO DE FLORESTA ALEATÓRIA NÃO SUPERVISIONADA NA 

DISCRIMINAÇÃO DO ÓLEO DIESEL: UM ESTUDO DE CASO DE 

ADULTERAÇÃO DE COMBUSTÍVEL 

Resumo 

Algumas metodologias baseadas em propriedades físico-químicas e técnicas 

espectroscópicas têm sido utilizadas para detectar adulteração de combustível 

diesel. Neste trabalho, descrevemos uma aplicação alternativa do método de floresta 

aleatória não supervisionada (URF, do inglês unsupervised random forest) na análise 

de um caso real de fraude para um pequeno número de amostras (48 amostras) de 

combustível diesel de dois tipos (marítima e metropolitana). Para isso, foram 

avaliados parâmetros de qualidade do diesel baseados nas normas brasileiras, além 

de aquisição de espectros na região do infravermelho médio (FT-MIR). Identificamos 

nas amostras reais, possíveis amostras suspeitas via URF por meio de um modelo 

com MIR na região de 4000 a 650 cm-1. Em contrapartida, análise de componentes 

principais (PCA) e modelagem independente flexível de analogia de classes (SIMCA) 

foram aplicadas com seleção de variáveis (iPCA), gerando quatro modelos distintos. 

As regiões espectrais mais relevantes foram as bandas de absorção dos grupos 

carbonila e aromáticos. Dezenove das amostras reais avaliadas não estavam em 

conformidade com a legislação brasileira (39% das amostras). Foi possível identificar 

as mesmas amostras por meio de análises físico-químicas e espectroscopia. O óleo 

de soja também foi identificado como um adulterante, mas não o único devido a 

variações nas bandas de absorção de grupos aromáticos. Embora os métodos de 

teste padrão não tenham apresentado alterações, o modelo URF ou o PCA e SIMCA 

nas regiões de carbonila e aromáticos podem fornecer informações de suspeita de 

fraude entre as amostras. A URF pode detectar a relação linear e não linear a partir 

do conjunto de dados, mesmo com número desbalanceado de amostras. Este 

método pode fornecer uma triagem eficiente para amostras não rotuladas. Ademais, 

foi possível uma resposta a partir de uma triagem utilizando um modelo com os 

espectros inteiros, enquanto o mesmo resultado exigiu a seleção de diferentes 

regiões espectrais ao se utilizar outros métodos como PCA e SIMCA. 

 

Palavras-chave: diesel; adulteração; controle de qualidade; FTIR; URF; 

aprendizado de máquina. 
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3.1. Introdução 

Técnicas de espectroscopia têm sido utilizadas na identificação e 

quantificação de adulterantes nos problemas de adulteração de combustível. Mas as 

semelhanças químicas entre adulterantes e combustíveis ainda podem dificultar 

esse processo.1–4 Bandas de absorção nas regiões espectroscópicas do 

infravermelho médio (MIR) e infravermelho próximo (NIR) relacionadas a grupos 

funcionais e associação com análise de dados multivariados fornecem resultados 

robustos.4–13   Nesse contexto, Bassbasi et al. 8 utilizaram quimiometria associada a 

dados MIR para investigar a adulteração de óleo de alta qualidade com óleo de baixa 

qualidade. Para isso, foram utilizadas três classes de óleo de motor e misturas 

binárias dessas amostras. Os autores aplicaram a análise de componentes principais 

(PCA), que forneceu uma distinção prévia entre amostras adulteradas e não 

adulteradas. Eles também usaram a análise discriminante de mínimos quadrados 

parciais (PLS-DA) na qual as misturas binárias (0 - 20 em peso%) foram preditas 

com 100% de precisão. PCA e PLS-DA também foram utilizados por Moura et al.4 

com dados MIR e NIR para identificar adulteração de amostras de diesel com 

querosene. A PCA discriminou amostras de diesel em grupos com diferentes tempos 

de armazenamento, e com o PLS-DA foi possível classificar amostras adulteradas 

com 100% de precisão. Câmara et al.12 utilizaram dados MIR e NIR associados ao 

método de resolução de curva multivariada de mínimos quadrados alternativos 

(MCR-ALS) para identificar a adulteração residual de óleo de fritura vegetal em diesel 

comercial S10 com biodiesel (8% v/v) (S10B8). Aleme et al.14 aplicaram PCA e 

análise discriminante linear (LDA) para classificar diesel puro (B0) e B4 (combustível 

diesel com 4% em peso de biodiesel). No entanto, este estudo destacou que os 

parâmetros físico-químicos e as curvas de destilação não conseguiram distinguir as 

amostras de acordo com o teor de biodiesel (B0 e B4), devido às semelhanças físico-

químicas entre diesel e biodiesel.  

A aprendizagem de máquina parece ser uma alternativa promissora para 

superar problemas na detecção de adulteração. Agrega precisão e robustez, mesmo 

com um número desbalanceado de amostras e variáveis.15–17  Neste contexto, Le et 

al.17 avaliaram um método de aprendizagem (deep learning) para selecionar as 

características de amostras de diesel na região do NIR. Eles combinaram dois 
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métodos de aprendizagem de máquina para criar um modelo para teor de aromáticos 

totais de 395 combustíveis diesel (dados NIR).  

Dentre os métodos de aprendizado de máquina, a floresta aleatória (RF) foi 

recentemente aplicada a estudos de classificação de petróleo bruto,18,19 classificação 

de diesel15 e para avaliar a qualidade de biodiesel. RF é um método do tipo 

ensemble, desenvolvido por Breiman 20 por meio de da combinação de árvores de 

classificação e regressão (CART) com algoritmos de bootstrapping (bagging).20,21 

Lovatti et al.18 aplicaram RF para distinguir 105 óleos brutos com base no ponto de 

fluidez usando um conjunto de dados de ressonância magnética nuclear (RMN). Para 

isso, avaliaram as amostras com ponto de fluidez máximo e propriedades físico-

químicas para atribuir duas classes com base em um limite de valor (≤ –9,0 ºC e > –

9,0 ºC) e desenvolveram modelos de RF com diferentes pré-processamento dos 

dados. Ademais, propuseram um método de identificação de variáveis mais 

importantes por meio de RF, sendo identificadas as relações dessas variáveis com 

a composição do petróleo e as propriedades físico-químicas.  

Ranzan et al.15 compararam os desempenhos PLS-DA e RF na classificação 

de diesel (S10 e S100) para controle de qualidade com base no teor de enxofre. Um 

total de 51 amostras de diesel S100 e 12 diesel S10 foram analisadas com 

espectroscopia de fluorescência 2D. O conjunto de dados foi avaliado pelos modelos 

PCA, PLS-DA e RF para análise qualitativa com seleção de variáveis. O PLS-DA 

obteve uma boa classificação com duas variáveis latentes que explicam quase 99% 

da variância dos dados de 27 variáveis originais, com uma boa classe preditiva no 

conjunto de testes. Para o modelo de RF, todos os dados foram utilizados como 

entrada, sem seleção de variáveis, e todos os subconjuntos de teste foram 

classificados corretamente. No entanto, os autores não puderam confirmar uma 

correlação direta entre as variáveis selecionadas e compostos de enxofre ou outra 

substância removida durante a hidrodessulfurização. 

Normalmente, o aprendizado de máquina supervisionado requer conjuntos de 

dados rotulados para treinar o modelo, o que pode não ser prático em um ambiente 

real. Dessa forma, a floresta aleatória não supervisionada tem sido sugerida como 

um método alternativo.22–27  URF é um método adicional de aprendizado de máquina 

para reconhecimento de padrões nos dados. Este método usa a floresta aleatória 

como uma análise não supervisionada com base na presença de uma estrutura nos 
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dados. Essa estrutura permite a distinção de uma versão aleatória do conjunto de 

dados original. Essa abordagem tem sido empregada em estudos biológicos para 

identificar biomarcadores preditivos de câncer ou para extrair características para 

reconhecimento de padrões.24,28 URF também tem sido aplicada em estudos 

geoquímicos,23 sensoriamento do meio ambiente 27  e astronomia.25,26 No entanto, 

este método não supervisionado ainda é pouco explorado em química analítica.22 

Neste estudo, propomos o uso da URF como um método de aprendizagem 

estatística associado à espectroscopia para triagem de amostras reais de diesel, não 

rotuladas, as quais fomos solicitados a analisar.  As amostras necessitaram de 

análise com base nas resoluções da Agência Nacional do Petróleo, Gás Natural e 

Biocombustíveis (ANP) para o diesel metropolitano (DM) e o diesel marítimo A 

(DMA).29,30 Foram avaliados parâmetros físico-químicos por meio de métodos 

padronizados e realizados modelos de classificação a partir da espectroscopia MIR. 

Além disso, os mesmos parâmetros foram avaliados em amostra de diesel puro e 

em amostras adulteradas com solvente orgânico terebentina e óleo de soja não 

refinado para associar o comportamento dessas amostras com as do estudo de caso. 

 

3.2. Metodologia 

Neste estudo, 48 amostras de diesel (36 DMA e 12 DM S500) sem biodiesel 

foram recebidas pelo Laboratório de Pesquisa e Desenvolvimento de Metodologias 

para Análise de Petróleo (LabPetro), da Universidade Federal de Espírito Santo 

(UFES), para identificar não conformidades. Utilizou-se também uma amostra de 

diesel sem biodiesel como referência interna. Este diesel foi usado para preparar 

mistura binária com óleo de soja não refinado e solvente terebentina.  Para isso, o 

diesel padrão (DP) foi misturado com terebentina (T) e óleo de soja não refinado (S), 

nas concentrações de 1, 5, 10 e 20 % v/v.  Todas as amostras foram analisadas em 

triplicata pelos métodos aprovados pela American Society for Testing and Materials 

(ASTM), seguindo as diretrizes da ANP.  

Em seguida, os espectros MIR foram adquiridos para se avaliar os perfis 

espectrais de todas as amostras, gerando-se os conjuntos de dados:  1º) dados 

espectrais das amostras de diesel para o estudo de caso, bem como os resultados 

de seus parâmetros; 2º) dados espectrais das misturas binárias de PD com óleo de 

soja não refinado e terebentina. Os espectros foram pré-processados e avaliados 
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pelos métodos de reconhecimento de padrões não supervisionados PCA e URF. As 

variáveis foram selecionadas por meio da análise de componentes principais por 

intervalos (iPCA). A região MIR identificada pelo iPCA foi utilizada para o modelo de 

classe única modelagem independente e flexível de analogias de classe (SIMCA) 

para classificar as amostras de acordo com a classe-alvo: amostras conformes.  

 

3.2.1. Caracterização dos óleos 

Os métodos de ensaio foram conduzidos de acordo com as normas ASTM: 

densidade D405231 , ponto de fulgor D9332, número de acidez total (NAT) D66433, 

teor total de enxofre D429434, viscosidade cinemática D704235 e ponto de fluidez 

D9736.  

 

3.2.1.1 Densidade 

A densidade do óleo foi determinada de acordo com a norma ASTM D405231.  

Utilizou-se um viscosímetro digital Anton Paar (modelo Stabinger SVM 3000) com 

limite de detecção de 0,0002 g cm−3 a 20 ºC. Aproximadamente 5 mL da amostra 

foram injetados na célula de medição do viscosímetro. 

 

3.2.1.2 Ponto de fulgor 

O ponto de fulgor foi determinado de acordo com a norma ASTM D9332.  Um 

volume de 70 mL foi transferido para o analisador de ponto de fulgor, ISL modelo 

FP93. O copo de teste foi aquecido, e, em seguida, agitado em intervalos (5 ºC, 1 

min e 90-120 rpm, respectivamente). Uma fonte de ignição foi aplicada ao copo de 

ensaio em intervalos regulares de 1 ºC, começando de 23 a 28 ºC abaixo do ponto 

de fulgor previsto. A agitação no sistema só foi interrompida após a detecção de um 

flash distinto. O ponto de fulgor foi relatado como a temperatura mais baixa à pressão 

barométrica de 101,3 kPa. Neste ensaio, a fonte de ignição provoca a combustão 

dos vapores da amostra e os resultados são expressos em ºC. 

 

3.2.1.3 Número de acidez total 

NAT foi realizado por titulação potenciométrica de acordo com a norma ASTM 

D66433. 20,0 g (± 0,5) da amostra de óleo foi dissolvido em solução com tolueno 

(50%), isopropanol (49,5%) e água ultrapura (0,5%). Em seguida, a titulação foi 
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realizada com uma solução alcoólica de hidróxido de potássio (KOH) em titulador 

automático, fabricado pela Metrohm (modelo 836 Titrando). 

 

3.2.1.4. Teor total de enxofre 

O teor total de enxofre no óleo foi determinado de acordo com a norma ASTM 

D429434, utilizando-se espectrometria de fluorescência de raios X por dispersão de 

energia em um analisador automático fabricado pela HORIBA (modelo SFLA-2800). 

Três curvas de calibração foram construídas utilizando padrões para enxofre em óleo 

mineral com concentrações de 0,005-0,100 (wt%), 0,05-1,00 (wt%) e 0,3-4,0 (wt%). 

Após a leitura da amostra, seleciona-se automaticamente a curva de calibração de 

acordo com a amostra analisada, determinando assim o teor total de enxofre do óleo. 

 

3.2.1.5 Viscosidade cinemática a 60 ºC 

A viscosidade cinemática foi determinada pela injeção de uma amostra em um 

viscosímetro digital, Stabinger (modelo SVM 3000), fabricado pela Anton Paar. Este 

parâmetro foi medido a 60 ºC e seguindo os padrões ASTM D704235 . 

 

3.2.1.6 Ponto de fluidez 

O ponto de fluidez foi determinado de acordo com a norma ASTM D97 36.  Foi 

realizado em um modelo automático (CPP 5GS) pelo fabricante Grabner 

Instruments. A análise foi realizada entre –57 e 51 ºC. A amostra foi inserida em um 

tubo de vidro dentro da câmara de resfriamento. A cada intervalo de 3,0 ºC, o fluxo 

da amostra foi verificado.  

 

3.2.2. Espectroscopia MIR 

Os espectros de todas as amostras de diesel e as misturas PD:S e PD:T foram 

obtidos em triplicata, com 64 varreduras e resolução de 4 cm–1 em espectrômetro 

Perkin Elmer (Spectrum 400), utilizando o modo de absorbância e acessório 

reflectância total atenuada (ATR, Zn-Se). Para cada análise, foram utilizados 

aproximadamente 0,5 mL da amostra sem preparo prévio com tempo médio de 3 min 

para cada aquisição.  

Os espectros obtidos compõem dois conjuntos de dados com a média das 

triplicatas. O primeiro conjunto compreende as 48 amostras de diesel do caso de 
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estudo ൫𝐗(ସ଼,ଵ଺଻଺)൯; o segundo, dados espectrais de DP misturado com S e T 

൫𝐗(ଵଵ,ଵ଺଻଺)൯. 

 

3.2.3 Análise multivariada dos dados 

3.2.3.1 Pré-processamento e modelo PCA 

Os espectros foram pré-processados para correção de linha de base e 

suavização Savitzky-Golay37 (janela 5 pontos, polinômio 2º grau). Além disso, alguns 

pré-processamentos foram avaliados, como normalização de dados, variação normal 

padrão (SNV)38, primeira e segunda derivadas (janela de 9 pontos, polinômio de 2º 

grau) e correção de dispersão multiplicativa (MSC).39 Essa etapa de pré-

processamento é importante para remover variações nos espectros que não se 

referem às características da amostra. Todo o processamento e modelos foram 

desenvolvidos utilizando o software Matlab 2013® com funções como o iToolbox40 e 

scripts próprios para modelos PCA41,42 e RF.18,19,22  

A PCA é um dos métodos mais aplicados em quimiometria, utilizado para 

reduzir a dimensão dos dados e determinar padrões amostrais. PCA transforma 

linearmente o conjunto original de variáveis em um conjunto menor de variáveis não 

correlacionadas que contém a maior parte das informações do conjunto original.41,42  

Os espectros MIR fornecem mais de 1000 variáveis e uma redução é importante 

para extrair informações relevantes e distinguir amostras.  Ademais, iPCA40 foi 

aplicada como método de seleção de variáveis para a análise não supervisionada. 

Esta técnica divide conjuntos de dados em vários intervalos (variáveis), calcula 

modelos de PCA para cada intervalo e apresenta resultados em gráficos de scores. 

Assim, é possível interpretar o conjunto de amostras de acordo com diferentes 

regiões espectrais. Para isso, o espectro foi dividido em 20 intervalos equidistantes 

e um modelo PCA gerado para cada intervalo foi avaliado. Após a seleção da região 

espectral, um novo modelo PCA foi construído utilizando variáveis dentro da faixa 

selecionada. 

 

3.2.3.2 Modelo URF 

URF foi utilizada como um método alternativo de reconhecimento de padrões 

para triagem das amostras neste estudo de caso. A amostragem pelo bootstrap, 
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realizada neste método, oferece diferentes possibilidades para conjunto de 

treinamento na formação das árvores de classificação. Isso é importante em análises 

espectrais de diesel ou outros derivados de petróleo, uma vez que geralmente 

resultam em número de variáveis superiores ao número de amostras.18,19,43 Neste 

trabalho, utilizamos URF a partir de um algoritmo próprio, adaptado de acordo com 

metodologia de Shi e Horvatgh44 e Afanador et al.22  Este algoritmo tem uma 

adaptação para avaliar internamente a taxa de erro do conjunto OOB. A partir dessa 

adaptação, o algoritmo somente segue com a análise pela matriz de proximidade e 

projeção das amostras pela análise de coordenadas principais, caso seja atendido o 

critério estabelecido de 70% de exatidão. Esta exatidão é obtida a partir de um 

modelo supervisionado gerado entre os dados originais e os outliers artificiais. 

Apesar de na literatura este valor de exatidão estar em torno de 50%,20,22 adotamos 

um valor de corte maior (70%), com base em estudos anteriores, para garantir 

modelos com maior relação com a resposta de interesse. A análise pela PcoA utilizou 

a distância Euclidiana para projeção dos resultados da URF em um espaço de menor 

dimensão. 

 

3.2.3.3 Modelo supervisionado via SIMCA  

Aplicamos o método SIMCA 45,46 usando o algoritmo classification toolbox47. 

Para isso, os conjuntos de dados com o mesmo pré-processamento e cada região 

espectral selecionada pela iPCA foram centrados na média e utilizados para a 

construção de um modelo com validação cruzada k-fold (k = 5). A partir dessa 

validação cruzada, escolhemos 2 PCs para a classe alvo, atribuída a amostras 

conformes. Foram alocadas no conjunto de dados de teste amostras com 

comportamento suspeito observado pela análise não supervisionada. Outras 

amostras conformes e não conformes foram divididas aleatoriamente em 

aproximadamente 65% de treinamento e aproximadamente 35% de teste. 

 

3.2.3.4 Avaliação dos modelos de classificação 

Os modelos de classificação foram avaliados pelas métricas calculadas a 

partir da matriz de confusão (Tabela 3.1).48 O modelo SIMCA foi avaliado por 

sensibilidade (𝑆𝑒𝑛𝑠), especificidade (𝐸𝑠𝑝𝑒𝑐), exatidão (𝐸𝑥𝑎𝑡), precisão (𝑃𝑟𝑒𝑐) e taxa 

de erro (ER, do inglês, error rate). Sensibilidade expressa a capacidade do modelo 
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classificar corretamente as amostras pertencentes à classe alvo como sendo desta 

classe, ou seja, taxa de verdadeiro positivo (TVP). Por outro lado, a especificidade é 

a capacidade do modelo identificar amostras que não pertencem a esta classe e 

classificadas como tal, ou seja, taxa de verdadeiro negativo (TVN). A exatidão é a 

razão entre as amostras corretamente classificadas e número total de amostras. Já 

a precisão (𝑃𝑟𝑒𝑐) é a razão entre o número de amostras pertencentes à classe-alvo 

corretamente atribuídas a esta classe e o número total de amostras atribuídas à 

classe.47–49 

 

Tabela 3.1 Características de desempenho para avaliação de modelos de classificação  

Métrica Equação 

Sensibilidade 𝑆𝑒𝑛𝑠 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑁
 (Eq. 3) 

Especificidade 𝐸𝑠𝑝𝑒𝑐 =
𝑉𝑁

𝐹𝑃 + 𝑉𝑁
 (Eq. 4) 

Exatidão 𝐸𝑥𝑎𝑡 =
𝑉𝑃 + 𝑉𝑁

𝑉𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑉𝑁
 (Eq. 5) 

Taxa de Falso Positivo 𝑇𝐹𝑃 =
𝐹𝑃

𝐹𝑃 + 𝑉𝑁
 (Eq. 6) 

Taxa de Falso Negativo 𝑇𝐹𝑁 =
𝐹𝑁

𝐹𝑁 + 𝑉𝑃
 (Eq. 7) 

Precisão 𝑃𝑟𝑒𝑐 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑃
 (Eq. 8) 

 

3.3.  Resultados e Discussão 

Neste estudo, avaliamos a presença de adulteração entre dados reais de 

diesel não rotulados, não apenas com óleo de soja como esperado. Mas uma triagem 

com o modelo URF destacou amostras suspeitas, que não foram identificadas pelos 

testes físico-químicos e análise PCA, mas apresentaram similaridade com mistura 

de diesel com adulterante aromático.  
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3.3.1. Caracterização dos óleos 

Os parâmetros físico-químicos ponto de fulgor, ponto de fluidez, densidade, 

viscosidade cinemática (60 ºC), número total de acidez e teor de enxofre foram 

definidos para as 48 amostras de diesel recebidas para identificá-las como 

conformes ou não conformes de acordo com os padrões da ANP29,30.  Além disso, a 

amostra de diesel puro DP, os adulterantes T e S e suas misturas binárias DP:T e 

DP:S também foram avaliadas por meio de testes de parâmetros físico-químicos.   

Para o ponto de fulgor de diesel S500 metropolitano (DM) e diesel marítimo 

(DMA), a legislação da ANP estabelece os valores mínimos de 38 e 60 ºC, 

respectivamente.29,30 O ponto de fulgor do solvente terebentina (T) varia de 38 a 

52 ºC, enquanto o ponto de fulgor do óleo de soja tem o máximo de 230 ºC. O ponto 

de fulgor das amostras de DM resultou acima de 38 ºC (Figura 3.1a), seguindo as 

especificações da ANP (38 ºC). Em relação às amostras de DMA, dois mediram os 

valores de ponto de fulgor abaixo de 60 ºC (Figura 3.1a), ou seja, o que não está em 

conformidade com as especificações (60 ºC). As misturas DP:T apresentaram uma 

diminuição em seus valores de ponto de fulgor com um aumento na concentração 

de terebentina. Isso acontece devido ao ponto de fulgor mais baixo desse solvente. 

No entanto, em todos os níveis de concentração, seus valores de ponto de fulgor 

foram superiores a 38 ºC, em conformidade com as especificações regulamentares. 

Por outro lado, a mistura DP:S apresentou aumento em seu ponto de fulgor, ao 

aumentar a concentração de óleo de soja. Este efeito é devido ao maior ponto de 

fulgor do óleo de soja quando comparado ao diesel. 

As amostras de diesel (DMA e DM) apresentaram um ponto de fluidez (Figura 

3.1b) variando de –3 a –24 ºC; e –18 a 9 ºC, respectivamente. Este parâmetro deve 

ter um valor máximo de 6 a 0 ºC para DMA e DM. Assim, quatro amostras (DM) 

apresentaram o ponto de fluidez medido fora das especificações. As misturas 

apresentaram o ponto de fluidez diminuindo quando a concentração de adulterantes 

aumentou. A temperatura de –27 ºC foi o ponto de fluidez mínimo na amostra de 

mistura com a concentração máxima de terebintina; –16 ºC foi o ponto de 

precipitação mínimo na amostra com a concentração máxima de óleo de soja.29,30 

Da mesma forma, a densidade deve variar de 0,8015 a 0,865 gcm –3 a 20 ºC 

para DM e DMA. Todas as amostras apresentaram densidade dentro da faixa de 
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especificação regulatória, com valores de 0,829 a (0,866 ± 0,002) gcm –3 a 20 ºC 

(Figura 3.1c). T e DP) apresentaram densidade máxima de (0,788 ± 0,002) gcm–3   e 

0,833 ± 0,002 gcm–3  a 20 ºC, respectivamente. As misturas apresentaram valores 

de densidade de acordo com as especificações da ANP. Para viscosidade 

cinemática, o valor especificado é de 1,5 a 6,0 mm2 s–1 e 2,0   a 6,0 mm2s–1  para 

DMA e DM, respectivamente. As amostras de diesel (Figura 3.1d), DP e misturas 

DP:T em todos os níveis de concentração apresentaram esse parâmetro de acordo 

com as especificações regulatórias. Por outro lado, as misturas DP:S apresentaram 

valores de viscosidade de 2,02; 5,40; 8,69 e 10,33 mm2s–1. Esse comportamento 

pode ser explicado pelo maior valor de viscosidade cinemática do óleo de soja (24,00 

mm2·s–1). 

Para acidez, as amostras de DMA apresentaram valores acima de 0,5 mg 

KOH g–1 (Figura 3.1e), não conformes às especificações da ANP. Entre as misturas, 

DP:S apresentou 0,08, 0,32, 0,53 e 0,85 mg KOH g–1 para cada nível de 

concentração de óleo de soja, respectivamente. É importante destacar que o óleo de 

soja tem um valor de NAT de 1,20 mg KOH g–1. Assim, a presença dessa substância 

no diesel deve aumentar o parâmetro NAT. Finalmente, para o teor total de enxofre 

(Figura 3.1f), apesar de uma amostra de DM apresentar uma suposta não 

conformidade (0,0518 ± 0,0035 wt%), esse valor está dentro do limite estabelecido 

pelo método. O teor máximo de enxofre deve ser de 0,050% para DM e 0,500% para 

DMA. Outras amostras – DP, e suas misturas, DP:T e DP:S – também apresentaram 

teor de enxofre dentro das especificações regulatórias. Para distinguir as amostras 

adulteradas, foram avaliados os dados da espectroscopia juntamente com a análise 

multivariada dos dados. As informações sobre as propriedades físico-químicas de 

NAT, ponto de fulgor e teor de enxofre foram usadas como referência para 

categorizar as amostras em duas classes: conforme ou não conforme. 



95 
 

 
 

 
Figura 3.1 Avaliação univariada dos métodos de ensaio das propriedades físico-químicas do óleo 
diesel metropolitano S500 (, DM) e óleo diesel marítimo A (,DMA). (a) ponto de fulgor; (b) ponto de 
fluidez; (c) densidade; (d) viscosidade cinemática; (e) NAT; (f) teor de enxofre. 
 

 

3.3.2 Espectroscopia MIR e análise multivariada de dados 

Os espectros de diesel (Figura 3.2(A)) apresentam três regiões de absorção 

significativa. Bandas de alta intensidade correspondentes a vibrações de 

deformação axial simétricas e assimétricas da ligação C-H de metil (CH3) e metileno 

(CH2) são vistas a 3000-2840 cm–1 (Figura 3.2(B)).  A 1500-1300 cm–1 (Figura 

3.2(C)), as bandas de intensidade intermediária correspondem às vibrações de 

deformação angular da ligação C-H de etileno (C2H5) e metileno. Há uma menor 
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absorção na região entre 1000 e 650 cm–1 (Figura 3.2(D)).12,50,51 Apesar da menor 

intensidade, essas bandas contêm informações relevantes. A região de 1300 a 900 

cm-1 (impressão digital) fornece uma característica padrão molecular e é única entre 

os perfis moleculares. No entanto, o padrão de absorção nesta região é mais 

complexo em geral, com bandas sobrepostas por causa das interações entre os 

modos vibracionais.50,51  Ainda na impressão digital, a absorção correspondente à 

vibração de deformação angular fora do plano de ligação C-H de anéis aromáticos 

apresenta bandas a 900-650 cm-1. Além disso, o enxofre pode estar presente no 

diesel como mercaptano e sulfeto, com esta presença observada no espectro MIR 

por bandas de baixa intensidade nas regiões 2600-2550 cm-1 (alongamento axial da 

ligação S-H) e 700-650 cm-1 (alongamento axial da ligação C-S).50 

Além disso, bandas mais próximas de 1600 cm–1 correspondem a vibrações 

de deformação axial de ligação carbono-carbono de compostos aromáticos.50,51 As 

amostras avaliadas neste trabalho também contêm algumas bandas de intensidade 

intermediária a 650 cm–1 e de baixa intensidade a 1600 cm–1, que podem 

corresponder à presença de compostos aromáticos.50,51 O combustível diesel 

contém hidrocarbonetos aromáticos policíclicos (PAH, do inglês, polycyclic aromatic 

hydrocarbon) com maior número de anéis fundidos em uma molécula do que outras 

frações de petróleo de ebulição mais baixa, como a gasolina, por exemplo. O perfil 

PAH do diesel é diferente do querosene e outros solventes petroquímicos.8,11,50,52 A 

adulteração do diesel com solvente aromático pode não alterar suas propriedades 

físico-químicas, como densidade ou viscosidade, devido à semelhança e 

miscibilidade. No entanto, se os solventes aromáticos tiverem um número menor ou 

maior de anéis fundidos, isso pode causar uma alteração nos sinais 

espectroscópicos por diferentes técnicas.50,51 
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Figura 3.2 Espectros normalizados (A) de 48 amostras de diesel de estudo de caso. Bandas 
características do perfil espectral de diesel: 3000 - 2800 cm–1 (B); 1500 - 1300 cm–1 (C); e 900 – 650 
cm–1 (D). 

 

Como a maioria das amostras não conformes foi identificada pelo parâmetro 

NAT (19 amostras não conformes), e pela correlação deste parâmetro com a 

composição química, observou-se discrepância no espectro médio das amostras 

conformes e não conformes (Figura 3.3(A)). A primeira região discrepante entre as 

amostras refere-se à impressão digital (650 a 1000 cm–1) (Figura 3.3(B)). Amostras 

com valores de NAT fora das especificações regulatórias apresentam maior 

absorbância nesta região, com influência dos hidrocarbonetos aromáticos, e da 

região de 1600 cm–1.50,51 Essa diferença pode levantar dúvidas sobre a possibilidade 

de ser uma variação da linha de base espectral. No entanto, é ainda mais discrepante 

em torno de 1700 cm–1 (Figura 3.3(C)), onde a pequena faixa está presente apenas 

nos espectros das amostras com maior NAT. 
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Figura 3.3 Espectro médio das amostras de diesel do caso de estudo identificadas como amostras 
conformes e amostras não conforme para o parâmetro TAN (ANP). (A) espectro completo; (B) região 
destacada da impressão digital de 1000 a 650 cm–1; (C) região destacada de 1800 a 1600 cm–1. 
 

Os espectros de DP, T e S são mostrados na Figura 3.4. Os espectros das 

misturas DP:T e DP:S são mostrados nas Figuras S1 e S2 (Capítulo 7).  Em geral, 

não se observam discrepâncias entre os espectros de DP (Figura 3.4(A)) e T (Figura 

3.4(B)), pois possuem composição semelhante. Em contraste, os espectros de óleo 

de soja apresentam um perfil diferente, como esperado. As duas bandas com alta 

intensidade a 2855 e 2925 cm–1 foram atribuídas à ligação C-H de metil (CH3) e 

metileno (CH2), associada à banda de 1380 cm–1 com baixa intensidade, e  

1462 cm–1 (maior intensidade), ambos grupos metileno. A primeira banda a  

725 cm–1 de intensidade intermediária pode estar relacionada ao alceno. As bandas 

de 1100, 1165 e 1241 cm–1 foram atribuídas à deformação axial da ligação C–O dos 

triacilgliceróis. Além disso, há uma faixa de maior intensidade em torno de  

1700 cm–1 que está ligada à vibração de alongamento das bandas de carbonila. A 

banda com baixa intensidade a 3011 cm–1 corresponde ao trecho C–H sp2. Essas 
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bandas são típicas do óleo de soja quando associadas a outras bandas na região de 

1000-650 cm–1 (olefina, ligações C-H de deformação angular fora do plano).4,12,50,51 

A 1160 cm–1 há uma tendência linear com o aumento da concentração de óleo 

de soja na mistura DP:S (Figura S2(A)), além da banda de alta intensidade a 1700 

cm–1 (Figura S1 e S2(A)). A distinção desta banda pode revelar adulteração em 

diesel, com óleo vegetal, ou a presença de biodiesel, uma vez que também 

corresponde ao modo de estiramento de C=O de éster alifático saturado. Além disso, 

bandas na região de 1196-1377 cm–1 também mostram informações atribuídas à 

presença de um éster.3,4,12,50,51,53 

 
Figura 3.4 Espectros MIR na região de 650 - 4000 cm–1 de (A) amostra de diesel puro adotada como 
referência (DP); (B) terebintina (T); (C) óleo de soja (S). 

 

Esses dados espectrais de diesel dopado (DP:T e DP:S) foram avaliados por 

PCA (Figura S3), sendo que a PC1 foi suficiente para distinguir as misturas de óleo 

de soja e DP:S, exceto apenas a concentração de DP:S a 1% v/v com a região de 

1700-1750 cm–1 (grupo carbonila) com maior loading (Figura S3(C)). Embora a 

terebentina tenha sido distinguida de outras amostras por PC2 (Figura S3), a mistura 

binária DP:T não foi distinguida da DP. Isso pode ser explicado pelas semelhanças 
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entre seus espectros e pode sugerir limitações para identificar o tipo de adulteração 

no combustível diesel.  Ao mesmo tempo, a região da impressão digital contém a 

maior influência para PC2 (Figura S3(D)), principalmente estiramento de ligações 

=C–H de aromáticos (900-690 cm–1). 50  

Nesse sentido, o modelo PCA das 48 amostras de diesel deste estudo de caso 

utilizando espectros completos (1676 variáveis) obteve 92,23% da variância 

explicada. No entanto, não foi possível observar um agrupamento entre as amostras, 

não sendo mostrado este resultado. No entanto, o modelo PCA desenvolvido para a 

região de 1816–1650 cm–1 (intervalo selecionado pela iPCA, Figura S4 e S5) foi 

escolhido inicialmente por distinguir as amostras em dois grupos de escores (Figura 

3.5). Em um dos grupos, amostras não conformes são projetadas no quadrante 

positivo para PC1 (Figura 3.55(A)) sendo descritas pela região 1700-1750 cm-1 

(estiramento de ligação de carbonila) (Figura 3.5 B - D). A influência dessas variáveis 

para distinguir a não conformidade das amostras sugere a presença de adulterantes 

com este grupo funcional e, consequentemente, uma maior acidez, o que não seria 

esperado para amostras de diesel deste estudo de caso. O modelo PCA nessa faixa 

espectral selecionada (84 variáveis) foi suficiente para identificar esse tipo de 

adulteração com 91% da variância explicada nas três primeiros PCs. 

 

 
Figura 3.5 Gráficos de scores (A) e loadings (B – D) de modelo PCA (PC1 versus PC2 e PC3) de 
espectros MIR de 48 amostras de diesel do estudo de caso, a partir das variáveis selecionadas de 
1816 a 1650 cm–1. 
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Este resultado alinha-se com a literatura, como Corgozinho et al.54, que 

utilizaram espectrofluorimetria, PCA e método supervisionado (PLS-DA) para 

classificar diesel e misturas com óleo de soja residual em concentrações de 0,5 a 

25% em massa. Além disso, a PCA associada aos dados MIR foi utilizada por 

Pimentel et al.55 para identificar o combustível diesel e misturas com biodiesel ou 

óleo de soja. Mas, o modelo PCA não distinguiu as misturas de diesel/éster, 

combustível diesel e diesel/éster/óleo, embora aplicassem a seleção de variáveis 

que resultou na região espectral de 1700 a 1800 cm–1. No entanto, esses artigos 

mencionados acima avaliaram misturas em laboratório, posteriormente relacionadas 

a amostras comerciais. Neste estudo de caso são avaliadas amostras não rotuladas, 

recebidas para análise com base em suspeita de um problema real de fraude. 

Outros três modelos de PCA foram construídos com intervalos designados 

pelas divisões de iPCA. As três regiões relacionadas aos compostos aromáticos 

foram escolhidas devido ao perfil das amostras em gráficos de scores em cada 

intervalo (Figura S5). As regiões selecionadas foram 1500 a 1650 cm–1 (Figuras S6A 

e S6B), 1150 a 1300 cm–1 (Figuras S6C e S6D) e 650 a 950 cm-1 (Figura S6E e S6F). 

As regiões selecionadas têm informações relevantes sobre compostos aromáticos 

devido às correlações exclusivas ou não coincidentes em 1607 cm–1 (axial 

assimétrico) e 694 cm–1 (simétrico angular fora de plano).4,12,50,52 As regiões com 

maiores valores de loadings nesses modelos foram: deformação axial de aromático 

(1488 cm–1); C=C estiramento aromático (1600 cm–1); deformação axial de C–O 

(1166 e 1250 cm–1); e =C–H alongamento aromático (690 a 800 cm–1).3,4,12,50,51,53  

Por outro lado, um modelo URF foi construído com toda a região espectral 

pré-processada com primeira derivada. Neste modelo presume-se que: se as 

amostras seguirem uma mesma rota até um nó terminal, em diferentes 

classificadores, elas são comparáveis em sua composição química. A PCoA foi 

utilizada para mostrar as diferenças em menor dimensão, ao invés das dimensões 

superiores da URF. É possível observar que há alguns grupamentos de amostras 

conformes, em valores de coordenadas positivas de Pco2 (Figura 3.6(A)) e 

coordenadas positivas de Pco1 (Figura 3.6(B)). Amostras não conformes também 

são apresentadas em pequenos grupos ou pares de amostras. Entre as amostras 

não conformes, algumas são projetadas próximas à projeção das amostras não 

conforme, indicando maior similaridade. Todas as amostras não conformes são 



102 
 

 
 

posicionadas a partir de valores de coordenadas negativas de PCo1 na Figura 

3.6(B), onde também são projetadas as amostras do teste de adulteração DP:T 

(adulteração 1) e DP:S (adulteração 2). 

 
Figura 3.6 Gráfico PCoA das coordenadas (distância Euclidiana) a partir da matriz de dissimilaridade 
de 48 amostras de diesel do caso de estudo no modelo URF além das misturas com terebentina 
(Adulteração 1)) e óleo de soja (Adulteração 2). 

 

Devido ao comportamento das amostras reais nos modelos URF e PCA 

(regiões selecionadas via iPCA), consideramos a possibilidade de haver adulteração 

de algumas dessas amostras com solventes aromáticos. Este tipo de adulterante 

tem sido estudado na gasolina e diesel.52,54,56–60 Kulathunga e Mahanama57 usaram 

as características de fluorescência dos PAHs para estudar a adulteração em 

misturas sintéticas em vinte amostras comerciais de diesel e gasolina. Eles usaram 

o método de espectroscopia de fluorescência síncrona, uma vez que os PAHs têm 

alta sensibilidade à fluorescência com suas propriedades de fluorescência molecular 

pelo sistema de elétrons  nas estruturas de anéis fundidos. Eles encontraram duas 

amostras com maiores níveis de adulteração (25 e 38 %v/v) e duas com 12 %v/v, de 

um total de dez amostras comerciais de diesel. Os compostos de PAHs presentes 

no problema da adulteração do diesel também foram avaliados com diferentes 

substâncias, como querosene, terebentina e óleos residuais.54,58 Além disso, Babu 

et al.59 relacionaram o potencial de seis solventes orgânicos comerciais como 

adulterante para a base de diesel em corporações petrolíferas indianas. Um desses 

adulterantes é um solvente composto de hidrocarbonetos aromáticos. Os outros 

cinco são misturas de compostos alifáticos e aromáticos. 
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Da mesma forma, outros estudos relataram que amostras adulteradas podem 

não ser detectadas por meio de parâmetros físico-químicos.4,60–62 Vempatapu et al.61 

avaliaram os parâmetros físico-químicos do diesel misturado com querosene e 

concluíram que alguns parâmetros como densidade, viscosidade cinemática e índice 

de cetano apenas revelam níveis elevados de adulteração. A partir de dezesseis 

amostras de diesel, Tosato et al.60 encontraram amostras com maior teor aromático 

pela análise de ressonância magnética nuclear de hidrogênio (RMN de 1H), embora 

não tenham encontrado não conformidades de acordo com a legislação brasileira. 

Duas das amostras sugeridas pela URF também foram sugeridas como não 

conformes por meio de modelos SIMCA distintos, conduzidos a partir das mesmas 

regiões espectrais escolhidas pela iPCA, compreendendo carbonila (1816-1650 cm-

1) e aromáticos (1650-1500 cm-1; 1300-1150 cm-1; e 950-650 cm-1). SIMCA 

apresentou desempenho diferente de acordo com as regiões espectroscópicas 

(Tabela S1 a Tabela S4). Como esperado, a região carbonila fornece o modelo com 

maior desempenho (96% e 86% de exatidão, para treinamento e teste, 

respectivamente) enquanto a região da impressão digital teve um desempenho 

inferior (63% e 67% de exatidão, para treinamento e teste, respectivamente). 

Da mesma forma, Ranzan et al.15 encontraram uma diferença qualitativa 

significativa entre o diesel S10 e S100 a partir das medições de espectroscopia de 

fluorescência 2D pelos modelos PCA, RF e PLS-DA, apresentando desempenho 

semelhante. Neste trabalho, propusemos uma triagem a partir de um método simples 

e não supervisionado para identificar informações que possam sugerir adulteração 

das amostras comerciais de diesel recebidas. A partir desse modelo único não 

supervisionado pelo método URF, as amostras duvidosas puderam ser identificadas. 

Enquanto pelos modelos PCA e SIMCA foi preciso estratificar os espectros para 

chegar à mesma informação. O método URF é uma excelente alternativa para testar 

fraudes por espectroscopia a partir de um conjunto de amostras pequeno e não 

rotulado. A amostragem empregada no algoritmo de RF com subconjuntos de 

variáveis preditoras por meio do parâmetro '𝑚𝑡𝑟𝑦', reduz o espaço avaliado em cada 

nó. Este parâmetro amostrou aleatoriamente variáveis que são avaliadas como 

possíveis preditoras. Além disso, apesar de um menor número de árvores reduzir o 

custo do processamento de máquina, neste estudo, um teste prévio com diferentes 

números de árvores mostrou que uma quantidade suficientemente grande (1000) 
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garantiu a exatidão necessária e a relação entre as variáveis colineares 

adequadamente capturadas pelo procedimento In-Bag.18–22,43 

 

3.4.  Conclusões 

O uso de floresta aleatória não supervisionada possibilitou discriminar 

amostras de diesel que também apresentaram não conformidade quanto à acidez e 

ponto de fulgor por meio de parâmetros físico-químicos. Além disso, algumas 

amostras apresentaram alterações nos espectros MIR nas regiões de 1600 cm–1 e 

900-650 cm–1, foram destacadas no modelo URF e nos modelos PCA e SIMCA 

dessas regiões destacadas. Essas alterações podem sugerir adulteração com 

solvente aromático, o que não foi evidenciado pelos parâmetros físico-químicos. 

Dados espectroscópicos associados à análise multivariada não 

supervisionada e supervisionada são métodos alternativos importantes para o 

rastreamento rápido e preciso neste problema. As respostas do iPCA e do SIMCA 

são coerentes com os testes físico-químicos na região específica dos espectros MIR 

(1816 a 1650 cm–1).  No entanto, o ensemble URF pode sugerir amostras com 

similaridade a adulterações forjadas, mesmo que essas amostras não sejam 

identificadas por meio de parâmetros físico-químicos ou modelos PCA. O método 

URF apresenta algumas vantagens, como as relações lineares e não lineares sendo 

modeladas, com um consequente alcance  de informações que talvez na PCA não 

seja possível. Além disso, ele fornece a matriz de proximidade e uma visualização 

no espaço de baixa dimensão por meio do gráfico PcoA, que pode ser interpretado 

conforme é realizado pela PCA. Assim, o modelo de URF pode ser um método de 

triagem de adulteração. 
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CAPÍTULO 4 

DIAGNÓSTICO NÃO INVASIVO PARA COVID-19 VIA 

ESPECTROSCOPIA FTIR E ANÁLISE MULTIVARIADA  

A PARTIR DE SALIVA 

 

 
 
 
 Neste capítulo, o método de floresta aleatória não supervisionada teve uma 

participação importante na identificação de estrutura nos dados de espectroscopia 

na região do infravermelho médio de amostras de saliva de pacientes acometidos 

pela infecção COVID-19, em comparação com pacientes com sintomas semelhantes, 

mas de diagnóstico negativo para COVID-19. 

 Uma classificação por consenso utilizando análise discriminante com diferentes 

seleções de variáveis, distinguiu amostras de pacientes positivos por meio da 

espectroscopia na região do infravermelho médio com sensibilidade de 93% e 

especificidade de 83%. 
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4. DIAGNÓSTICO NÃO INVASIVO PARA COVID-19 VIA 

ESPECTROSCOPIA FTIR E ANÁLISE MULTIVARIADA A PARTIR 

DE SALIVA 

 

Resumo 

A síndrome respiratória aguda grave coronavírus 2 (SARS-CoV-2) tem ocasionado 

a pior crise de saúde global do século. A reação em cadeia de polimerase de 

transcrição reversa (RT-qPCR) é o método de diagnóstico padrão-ouro, mas 

apresenta limitações frente à grande demanda. Avaliamos um conjunto de dados de 

infravermelho médio (MIR) de 237 amostras de saliva de pacientes sintomáticos (138 

infecções diagnosticadas como covid-19 pelo RT-qPCR). Os espectros MIR foram 

avaliados por meio de floresta aleatória não supervisionada (URF) e modelos de 

classificação. A análise linear discriminante (LDA) foi aplicada por meio de algoritmo 

genético (GA-LDA), algoritmo de projeção sucessiva (SPA-LDA), mínimos 

quadrados parciais (PLS-DA) e uma combinação de métodos de redução de 

dimensões e seleção variável por otimização de enxame de partículas (PSO-

PLSDA). Além disso, foi aplicada classificação de consenso. O modelo URF pode 

identificar uma estrutura em dados mesmo sob alta complexidade. Os modelos 

individuais apresentaram bom desempenho, mas a classificação de consenso 

melhorou o desempenho de validação com exatidão de 85%, sensibilidade de 93%, 

especificidade de 83% e coeficiente de correlação de Matthews de 0,69, com 

informações de diferentes regiões espectrais. Portanto, por meio destes métodos 

propostos não supervisionados e supervisionados é possível destacar regiões 

espectrais de maior relação com amostras positivas, como lipídios (~1700 cm–1), 

proteínas (~1400 cm–1) e regiões de ácido nucleico (~1200 – 950 cm–1).  Esta 

metodologia apresenta uma importante ferramenta para uma técnica de diagnóstico, 

não invasiva, em pouco tempo, reduzindo custos e riscos. 

 

Palavras-chave:  COVID-19; MIR; Saliva; quimiometria; floresta aleatória não 

supervisionada; otimização por enxame de partículas. 
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4.1. Introdução 

A pandemia causada por síndrome respiratória aguda grave - coronavírus 2 

(SARS-CoV-2) tem afetado países ao redor do mundo desde sua incidência na 

cidade de Wuhan, china, em dezembro de 2019. Globalmente, segundo a 

Organização Mundial da Saúde (OMS), até 1º de julho de 2021, houve 181.930,736 

casos confirmados de doença coronavírus 2019 (COVID-19), incluindo 3.945,832 

óbitos.1 Uma das ações críticas para controlar a propagação do vírus é isolar 

rapidamente as pessoas infectadas. Para isso, há necessidade de detecção de vírus 

em larga escala com precisão, velocidade e confiabilidade.1–5 Os ensaios de 

detecção de vírus mais conhecidos são o ensaio imunoenzimático (ELISA, do inglês 

Enzyme-Linked Immunosorbent Assay) e reação em cadeia de polimerase 

quantitativa de transcrição reversa (RT-qPCR). Este último tem sido usado como 

padrão-ouro para o diagnóstico de infecção SARS-CoV-2. Esses métodos 

apresentam alta repetibilidade, reprodutibilidade e robustez.6 No entanto, eles 

requerem recursos laboratoriais e reagentes químicos. Além disso, o tempo de 

resposta, a logística das amostras e outros fatores devem ser avaliados devido à 

grande demanda nas condições de pandemia. Assim, é urgente desenvolver 

métodos confiáveis e rápidos para atender à demanda em diagnósticos em larga 

escala para enfrentar a pandemia atual.1–4,7 

Neste sentido, técnicas de espectroscopia vibracional como o infravermelho 

(IR) têm sido discutidas como de grande potencial, uma vez que são reprodutíveis, 

não invasivas, e precisam de pouco ou nenhum preparo amostral e outros reagentes. 

Além disso, as informações em níveis moleculares em que inferem sobre grupos 

funcionais, tipos de vínculos e conformação molecular, podem identificar importantes 

alterações bioquímicas em amostras biológicas na presença de vírus.6,8 A 

espectroscopia de IR é uma das principais técnicas de avaliação de modos 

vibracionais moleculares, baseada em mudanças no momento do dipolo causadas 

por vibrações das ligações químicas. Esses movimentos vibracionais permitem que 

as moléculas absorvam energia de radiação relacionada ao seu nível de energia 

vibracional. Entre as regiões de IR, o IR na região do médio (MIR), com faixa de 

número de ondas de 4.000 a 200 cm–1, tem sido o principal interesse na análise 

biológica, pois incluem regiões de absorção de importantes biomoléculas, 

principalmente na região de 1.800 a 900 cm–1 que é conhecida como biofingerprint, 
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associada à estrutura e função dos biofluidos analisados.9 Nesta região, existem 

absorções de diferentes constituintes, biomoléculas que podem ser biomarcadores 

como lipídios (alongamento simétrico C=O (~1.750 cm–1), carboidratos (alongamento 

simétrico CO-O-C a ~1.155 cm–1), ácido nucleico (estiramento assimétrico de grupo 

fosfato, ~1.225 cm–1, e simétrico ~1.080 cm–1), além de glicogênio e fosforilação de 

proteína (entre ~1.030 e 900 cm–1), e outros. Proteínas têm maiores contribuições de 

sinal de amida I em ~1.650 cm-1 (estiramento de C=O, deformação angular C-N e 

estiramento C-N) e amida II a ~1.550 cm-1 (deformação angular de N-H e estiramento 

C-N), e menor contribuição de amida III em ~1.260 cm–1 (estiramento C-N).6,8,10–12 

Estudos têm sido relatados com uso de MIR para detectar o vírus da dengue 

em amostras de sangue,13 identificação de bactérias staphylococcus aureus em 

amostras de sangue,14 estudo de estabilidade da composição sanguínea de pessoas 

saudáveis15 e outros. No entanto, uma das dificuldades no uso da espectroscopia 

MIR em estudos de virologia está relacionada à variabilidade dos vírus existentes em 

organismos humanos. Uma maior variabilidade do vírus implica sobreposição de 

informações espectrais, além de toda a especificidade do organismo humano que 

geram amostras complexas. Para resolver esses desafios, estudos de 

biospectroscopia têm sido associados a métodos estatísticos de aprendizagem. Os 

principais métodos aplicados são a análise de componentes principais (PCA), 

análise hierárquica de cluster (HCA) e análise discriminante linear (LDA). Este último 

requer métodos de redução de dimensão ou seleção de variáveis, devido aos dados 

de espectroscopia que geralmente apresentam variáveis com colinearidade. Assim, 

ao lado do LDA estão aplicados algoritmo genético (GA-LDA), algoritmo de projeção 

sucessiva (SPA-LDA), PCA-DA e mínimos quadrados parciais com análise 

discriminante (PLS-DA).6,8,10–14,16–18. 

A partir de 2020, alguns grupos de pesquisa têm voltado sua atenção para o 

uso de métodos de espectroscopia para detectar o vírus SARS-CoV-2, como 

desenvolvimento de biosensores plasmônicos,19 detecção de vírus em amostras de 

sangue,20 em esfregaços de células orais ou faríngeas.21  Baraúna  et al.21 analisaram 

esfregaços de células orais e faríngeas por meio de coleta de swab de pacientes 

com sintomas semelhantes a infecções COVID-19. As amostras foram separadas 

em treinamento (50 positivos, 50 negativos) e validação (20 positivos, 61 negativos) 

e classificadas pelo GA-LDA com sensibilidade de 95% e especificidade de 89%. No 
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entanto, associaram apenas uma das cinco variáveis selecionadas com o RNA do 

vírus e outras variáveis selecionadas com resposta inflamatória do organismo.  Wood 

et al.4 estudaram sinais espectroscópicos característicos de biomarcadores SARS-

CoV-2 com espectros sincrotron-FTIR e Raman do vírus purificado. Para o 

diagnóstico de infecção COVID-19, modelaram 57 espectros médios, dos quais 29 

são positivos para infecção por SARS-CoV-2 por RT-qPCR, e 28 negativos. Com 

espectros truncados de 1.300-900 cm–1 e PLSDA com um limiar otimizado de 0,6, 

obtiveram sensibilidade de 93% e especificidade de 82%.  No entanto, concluíram 

que precisam de um maior conjunto de pacientes para melhorar a sensibilidade e a 

especificidade e avaliar se esta técnica distingue outros vírus respiratórios.  

Até onde é de nosso conhecimento, não há estudos com diagnóstico por meio 

de espectroscopia de saliva de um coorte grande de pacientes. Nesse sentido, 

avaliamos o uso de espectroscopia MIR associada a métodos de reconhecimento de 

padrões para diagnosticar um maior número de pacientes a partir de saliva, 

classificando entre amostras positivas ou negativas a infecções por SARS-CoV-2. 

Este trabalho visa contribuir na busca por métodos de diagnósticos rápidos e menos 

invasivos como alternativa ao rastreamento de pacientes com sintomas suspeitos de 

infecção pela COVID-19.  

 

4.2.  Metodologia 

 

4.2.1 Pacientes Participantes  

Neste estudo, foram avaliados espectros MIR de um total de 265 pacientes 

assistidos pelos serviços de saúde do Espírito Santo. Esses pacientes foram 

atendidos de acordo com as diretrizes das Secretarias Estaduais de Saúde e, 

segundo a OMS.  Este estudo foi realizado de acordo com a declaração de Helsinque 

e autorizado pela Diretiva hospitalar devido à situação de emergência. A aprovação 

ética foi concedida pelo Comitê de Ética da Universidade Federal do Espírito Santo 

(nº 0993920.1.0000.5071 e nº 31411420.9.0000.8207). Todos os pacientes 

concordaram em participar voluntariamente e foram esclarecidos por meio de termo 

de esclarecimento e consentimento. Em seguida, o swab nasofaríngeo foi coletado 

por meio de um profissional de saúde para análise RT-qPCR. Em seguida, o paciente 

recebeu um tubo estéril para autocoleta orientada de saliva. Todas as etapas desde 
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a admissão dos participantes até os modelos de classificação estão descritas na 

Figura 4.1. 

 

 
Figura 4.1 Diagrama descritivo da metodologia deste estudo, contendo as etapas de admissão dos 
pacientes e coleta do biofluidos, aquisição dos dados e análise multivariada dos dados. 
 

As análises RT-qPCR, foram realizadas no laboratório Central da Secretaria 

de Estado da Saúde do Espírito Santo (LACEN-SESA). Estes resultados de RT-

qPCR foram utilizados para uma atribuição de classe para amostras, gerando um 
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vetor de resposta de classe para treinamento do modelo de aprendizagem de 

máquina. O Laboratório utilizou um tipo de kit de diagnóstico molecular com limite de 

detecção ≤ 6,363 cópias/reação para gene alvo N e 18,705 cópias/reação para gene 

alvo ORF1ab. Além disso, o limite de detecção foi apresentado para cópias do 

vírus/µL de amostra (µL para cada reação): 1,27 cópias/µL para gene N e 3,74 µL 

para gene ORF1ab. As características de desempenho, sensibilidade e 

especificidade clínica, foram avaliadas com um teste contendo 240 amostras (163 

negativas e 77 positivas), com valores de: 92% de concordância; 100% de 

sensibilidade e 88% de especificidade. 

 

4.2.2 Espectroscopia MIR 

Para análise espectral, 5 µL de saliva foram transferidos para um recorte de 

papel alumínio para procedimento de secagem. Este procedimento foi adotado para 

minimizar a interferência da água (componente majoritário na composição química 

da saliva) na aquisição dos espectros. As amostras permaneceram em sala com 

controle de umidade (~40%) e temperatura ambiente (23 ºC) no período denominado 

overnight, que equivale a aproximadamente 12 horas no período noturno. Espectros 

foram obtidos a partir da folha de alumínio contendo a amostra seca, utilizando-se o 

espectrômetro Cary 630 FTIR (Agilent  Technologies, Inc.) equipado com um 

acessório de amostragem por reflectância total atenuada de diamante (ATR). A faixa 

espectral foi de 4.000 a 650 cm–1, no modo absorbância com resolução de 4 cm–1, 

com 32 scans para background e amostra. A cada análise, a janela de amostragem 

de diamante e a ponta de prensa da amostra foram limpas com etanol 70% v/v. O 

espectro MIR foi medido em triplicata, com um tempo médio de 90 segundos para 

cada amostra, fornecendo um conjunto de dados com 795 linhas (amostras em 

triplicata) e 1.798 colunas (variáveis). 

 

4.2.3 Análises multivariadas 

O espectro médio de cada triplicata foi obtido e processado para correção da 

linha de base (airPLS).22  Este procedimento pode reduzir o impacto de artefatos de 

espalhamento e deslocamentos indesejáveis em conjuntos de dados MIR. Isso é 

importante para estudos biológicos devido ao comprimento de onda MIR (2,5-25 µm) 

incluir dimensões de uma célula biológica, dando condições para dispersão.11 
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Para análises multivariadas, os espectros foram cortados na região da 

biofingerprint (1.800-900 cm–1), uma vez que esta região contém informações 

biológicas relevantes.6,10,12,17 Com espectros MIR médios e recortados, obtivemos 

um conjunto de dados com 265 linhas (amostras) e 484 colunas (variáveis). Para 

pré-processamento os métodos de pré-processamento foram avaliados 

individualmente ou em combinação com mais de um método: centralização na 

média, primeira e segunda derivadas,23  padronização normal de sinal (SNV),24 

normalização (pela norma) e correção de dispersão multiplicativa (MSC).25 Todo o 

processamento foi realizado com a versão Matlab13A (The MathWorks, Inc.), com 

algumas interfaces de ferramentas para modelagens26 e scripts elaborados em 

nosso laboratório.  As etapas foram divididas em análise não supervisionada, para 

identificar tendências no conjunto de dados, e análises supervisionadas para 

classificar as amostras como positivas ou não positivas para infecções por SARS-

CoV-2. 

 

4.2.4 Análise não supervisionada 

Devido à complexidade das informações espectroscópicas em amostras 

biológicas, escolhemos o algoritmo floresta aleatória como reconhecimento de 

padrão não supervisionado. Neste trabalho, utilizamos o modelo de floresta aleatória 

não supervisionada de acordo com a metodologia proposta por Afanador et al.27  para 

visualizar as semelhanças e diferenças entre amostras. Para isso, a matriz original 

foi concatenada com conjunto de outliers sintéticos gerados e modelada por meio do 

modelo RF com 1000 árvores e 10% das variáveis como parâmetro 𝑚𝑡𝑟𝑦. O modelo 

foi avaliado e utilizado para calcular a matriz de proximidade e dissimilaridade. Por 

fim, as tendências dos dados foram avaliadas por meio da matriz de dissimilaridade 

em espaços reduzidos pela análise dos gráficos de coordenadas da PCoA com a 

distância euclidiana das amostras. 

A partir do modelo URF foi realizada a identificação das variáveis de maior 

relevância pelo método de seleção de variáveis proposto por Lovatti e 

colaboradores.28 Para cada árvore construída como um classificador independente, 

no modelo URF classificando entre amostras originais e sintéticas, foram 

identificadas as variáveis que foram selecionadas pelo índice de Gini na etapa de 

crescimento da árvore. Cada vez que uma variável foi identificada como nó preditor 
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de uma árvore, foi adicionado um ponto de frequência para esta variável. Ao final, a 

frequência total de cada variável foi normalizada pelo número de árvores e a 

frequência relativa foi calculada. Para extrair dessa informação um número de 

variáveis de maior relevância adotou-se um ponto de corte com base na frequência 

relativa. Variáveis com frequência relativa acima de 50% foram identificadas, uma 

vez que passaram pelo processo de seleção aleatória, seguida de seleção pelo 

índice de Gini em um número significativo de classificadores independentes. 

 

4.2.5 Análise supervisionada 

Para análise supervisionada, utilizamos os resultados do RT-qPCR para 

atribuição de classe das amostras. Para isso, calculamos a média do Cicle Threshold 

(CT) dos genes-alvo da análise RT-qPCR (Gene N e Gene ORF1ab). Para amostras 

com CT média < 37 foram atribuídas classe um "Positivo", e para amostras com CT 

média > 37 foram atribuídas classe dois "Negativo".  Em seguida, o conjunto original 

de dados e vetor das classes foram divididos em um conjunto de treinamento (70%) 

e um conjunto de testes (30%) pelo método Kennard Stone29, mantendo a proporção 

original entre as duas classes. Em seguida, o conjunto de dados de treinamento e 

teste foram pré-processados, e outliers identificados pelo gráfico de controle do Q 

residual e T2 Hotelling. Foram realizados métodos de seleção de variável (GA, SPA 

e otimização de enxame de partículas (PSO, do inglês particle swarm optimization) 

associados aos modelos de classificação (PLS-DA e LDA).  

 

4.2.6 Métodos de seleção de variáveis 

Os métodos de seleção de variáveis algoritmo genético (GA) e algoritmo de 

projeção sucessiva (SPA) foram associados à análise discriminante linear (LDA) para 

constituir os modelos de classificação GA-LDA e SPA-LDA. No modelo GA, as 

variáveis são codificadas aleatoriamente binariamente com 0 e 1. A identificação das 

variáveis mais relevantes é baseada na seleção natural darwiniana, na qual as 

variáveis selecionadas são aquelas que possuem o melhor código genético 

(variáveis codificadas com 1) por meio da evolução dos indivíduos ao longo de 

muitas gerações. Um novo conjunto, menor e mais correlacionado com o parâmetro 

de interesse será utilizado para análise discriminante pelo LDA.30,31 A seleção das 

variáveis por GA foi realizada com 100 gerações e cada uma contendo 200 
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cromossomos, crossover e probabilidades de mutação foram fixadas em 60 e 10%, 

respectivamente. Uma seleção foi escolhida após a realização de três ciclos de 

seleção, devido à aleatoriedade do método. 

O algoritmo SPA tem como objetivo eliminar variáveis cujas informações são 

redundantes, ou seja, informações correlacionadas, reduzindo a colinearidade dos 

dados. Começa com uma variável que incorpora outra variável, até que o número 

desejado de variáveis seja atingido. Cadeias de variáveis são geradas e avaliadas 

por meio de uma equação de risco (Equações 01 e 02). O novo conjunto com o 

menor valor será utilizado para a construção do modelo SPA-LDA.14,32–34 

 

𝐺 =
ଵ

௞ೇ
∑ 𝑔𝐾௄௩

௄ୀଵ   (Eq. 01) 

onde 𝑔𝐾 é definido como 

 

𝑔𝐾 =
[𝑟ଶ(𝑥௞, 𝜇ூ௞)]

ൣ𝑚𝑖𝑛ூ௝ஷூ 𝑟ଶ൫𝑋௞ , 𝜇ூ௝൯൧
൘  (Eq. 02) 

 

A otimização de enxame de partículas é outra técnica que usa codificação 

binária para selecionar variáveis. O PSO simula no conjunto de variáveis um 

comportamento observado em animais em busca de alimento ou abrigo, para 

encontrar a melhor superfície de resposta adequada para o problema de otimização. 

Os indivíduos "voam" no espaço de pesquisa, se comunicam uns com os outros e 

atualizam seus 𝐗𝒊 posições, e 𝐯𝒊 velocidades, até que a solução ótima seja 

encontrada, ou a condição de parada seja alcançada (Equações 03 e 04). As 

atualizações ocorrem por meio de fatores de inércia 𝒘, o fator da memória individual 

𝐜𝟏
  (fator cognitivo), um conhecimento social 𝐜𝟐

  (fator social). Estes dois últimos 

fatores 𝐫𝟏 e social 𝐫𝟐 pesos, respectivamente, e eles são criados aleatoriamente com 

valores entre 0 e 1. Além disso, as melhores posições de cada partícula são dadas 

pelo 𝒑𝐛𝐞𝐬𝐭 vetor, que serve para atualizar a melhor posição da partícula (aptidão) 

individualmente. Finalmente, pelo valor de aptidão, o enxame atualiza sua posição 

(𝐆𝐛𝐞𝐬𝐭𝐢𝐭).35 

 

X୧
୧୲ାଵ = X୧

୧୲ +  v୧
୧୲ାଵ   (Eq. 03) 
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v୧
୧୲ାଵ = w ∗ v୧

୧୲ + (cଵ
୧୲ ∗ r1୧୲ ∗ ൫pbest୧

୧୲ − X୧
୧୲ ൯ + (cଶ

୧୲ ∗ r2୧୲ ∗ ൫Gbest୧୲ − X୧
୧୲ ൯  (Eq. 04) 

 

Para a seleção de variáveis, um vetor de resposta deve ser usado, e a seleção 

pode ser executada uma ou várias vezes, reduzindo o conjunto de variáveis 

selecionadas. O número de partículas (popsize) e as iterações também são 

otimizados. Finalmente, a combinação do PSO e do modelo de análise discriminante 

de mínimos quadrados parciais (PSO-PLS-DA) é adquirida por um conjunto de 

variáveis selecionadas. 

Para a seleção de variáveis pelo PSO, utilizamos como vetor de resposta a 

média CT e PSO foi executado com cinco ciclos de seleção, utilizando método de 

autoescalamento, número de partículas (popsize) e iterações igual a 10. 

 

4.2.7 Modelos de classificação linear 

PLS-DA é um método de classificação linear supervisionada baseado na 

regressão PLS, onde as informações de cada classe, ou seja, o vetor 𝐲, é utilizado 

como critério de classificação amostral.26,36,37 O PLS-DA utiliza variáveis latentes 

(VL) para extrair as informações importantes (variância) da matriz de dados (𝐗) 

combinado com o vetor de resposta (𝐲). No PLS-DA, a probabilidade é calculada 

para cada classe e a classificação das amostras é realizada pela classe com maior 

probabilidade. O limite de escolha de classe (pertence (1) ou não pertence (0)) pode 

ser calculado por Teorema de Bayes, assumindo uma distribuição normal dos 

dados.26,36 LDA é uma metodologia que pode mapear conjuntos de vetores de 

projeção discriminante de alta dimensão (eixos de projeção) e realocá-los em espaço 

de baixa dimensão. Os eixos de projeção, por meio dos projetados, formam a 

dispersão máxima entre as diferentes classes e a dispersão mínima entre elas.37–39 

Vários modelos foram adquiridos para um conjunto de variáveis selecionadas 

(SPA-LDA; GA-LDA; PLS-DA; PSO-PLS-DA). Para PLS-DA e PSO-PLS-DA 

utilizamos validação cruzada pelo k-fold (k=10) para otimizar a variável latente (VL) 

por meio da taxa de erro. As configurações para treinar os modelos são mostradas 

na Tabela 4.1. 
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Tabela 4.1 Configurações dos modelos. 

M
o

d
e

lo
s Configurações 

Pré-
processamento 

Class_prob ou 
método de 
atribuição 

Método 

Número de 
componentes 
ou variáveis 
latentes (VL) 

Método 
de 

validação 
cruzada 

Grupos 
de 

validação 
cruzada 

GA-
LDA 

Nenhum 
Probabilidade 

previa / 
proporcional 

Linear ---- 
Venetian 

blinds 
10 

PLS-
DA 

Centralização 
na média 

Limiares 
baseados no 
Teorema de 

Bayes 

 7 
Venetian 

blinds 
10 

SPA-
DA 

Nenhum 
Probabilidade 
proporcional 

Linear ---- 
Venetian 

blinds 
10 

PSO-
PLSDA 

Centralização 
na média 

Limiares 
baseados no 
Teorema de 

Bayes 

 9 
Venetian 

blinds 
10 

 

4.2.8 Classe de consenso 

Da mesma forma que uma fusão de modelos ou método denominado MPA (do 

inglês, model population analysis),40 que é uma combinação de modelos ao nível de 

decisão, os modelos individuais foram construídos, e suas previsões foram 

integradas em uma única resposta final.41 Em seguida, cada amostra foi classificada 

considerando a classe prevista e sua probabilidade calculada entre todos os modelos 

(Equação 05). Para isso, avaliou-se uma combinação da decisão individual de três 

modelos de classificação (GA-LDA, PLS-DA e PSO-PLS-DA) para uma decisão final 

de classe prevista para as amostras. A classe definida para a amostra de cada 

modelo construído é mostrada na Tabela S.1 (Capítulo 7, Anexos), em que cada 

amostra foi disposta para dois resultados (positivo (1) ou negativo (2)). 

 

𝑃𝑟𝑜𝑏௠௨௟௧ =
∑(𝑃𝑟𝑜𝑏௖௟௔௦௦ )

∑(𝑃𝑟𝑜𝑏௖௟௔௦ )൘      (Eq. 05) 

 

Onde 𝑃𝑟𝑜𝑏 é a probabilidade calculada do modelo para cada classe. 𝑃𝑟𝑜𝑏௠௨௟௧ 

é o fator de decisão obtido entre a classe 1 e a classe 2, e o inverso. O maior valor 

de razão fornece classe de decisão final para a amostra. 

Os modelos de classificação foram avaliados pelas métricas de exatidão, 

sensibilidade, especificidade e outras métricas de característica de desempenho. 

Para avaliar a significância estatística dos modelos foi aplicado o teste de 
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permutação de y. Para isso, o vetor de classe do conjunto de dados de treinamento 

foi permutado, um modelo foi construído e a classe prevista foi fornecida por meio 

do modelo permutado. Com a permutação se perde a relação entre a informação 

química refletida no espectro e a classe atribuída à respectiva amostra. Os 

parâmetros de desempenho do modelo original são esperados fora da distribuição 

dos modelos permutados. Este teste de permutação de y foi avaliado pela métrica 

F1 score para a classe 1 (positivo). Essa métrica foi usada para representar 

estatisticamente o conjunto de parâmetros de desempenho por meio de um único 

valor escalar. 

Por fim, os modelos avaliados foram utilizados para estimar o diagnóstico em 

um novo conjunto de dados.  Para isso, os modelos foram aplicados a um conjunto 

de dados de 59 amostras recém-coletadas aleatoriamente (177 triplicatas 

espectrais). O novo espectro foi processado como o conjunto de dados de 

treinamento e validação e foi classificado por modelos individuais e de consenso. O 

RT-qPCR do novo conjunto de dados foi obtido, e as métricas para previsão 

calculadas. 

 

4.3. Resultados e discussão 

Neste estudo, identificamos com sucesso uma estrutura nos dados pelo 

modelo URF. Em seguida, construímos modelos de classificação linear e aplicamos 

para diagnosticar amostras de saliva entre positivo e negativo para infecções COVID-

19 por meio de espectros MIR. Os procedimentos para identificar e remover outliers 

(antes e depois dos dados de pré-processamento) resultaram em um conjunto de 

dados com 237 amostras. A Tabela 4.2 descreve perfis amostrais com grupos por 

sexo e comorbidades, com números e percentuais em seu respectivo subconjunto. 

Há 138 amostras de pacientes com diagnóstico positivo e 99 com diagnósticos 

negativos de RT-qPCR para COVID-19.  Além disso, das amostras positivas, 67% 

são mulheres e 33% homens. Enquanto das amostras negativas 71% são mulheres 

e 29% homens. Entretanto, os dados não apresentaram evidência estatística 

suficiente (=0,05) para rejeitar a hipótese nula de que a distribuição dos 

diagnósticos é independente do sexo do paciente por meio do teste 𝝌𝟐 (p-valor de 

0,5095). 
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Tabela 4.2 Dados gênero e comorbidades do coorte do estudo. 

  Número (%) 

  Total 

(n=237) 
Positivo Negativo 

Gênero 
Feminino 162 (68%) 92 (57%) 70 (43%) 

Masculino 75 (32%) 46 (61%) 29 (39%) 

Comorbidades 

Hipertensão 58 (24%) 33 (57%) 25 (43%) 

Diabetes 20 (8%) 13 (65%) 7 (35%) 

DPOC 15 (6%) 10(67%) 5 (33%) 

Obesidade 13 (5%) 8 (62%) 5 (38%) 

DPOC = Doença pulmonar obstrutiva crônica 

 

Os participantes deste estudo foram pacientes atendidos pelos serviços de 

saúde entre 20 e 97 anos. No entanto, a maior frequência é entre pessoas de 30 a 

60 anos (Figura S1) e apenas um paciente tinha mais de 90 anos.  No teste 𝝌𝟐  não 

há evidência estatística suficiente (=0,05) para rejeitar a hipótese nula de que a 

distribuição dos diagnósticos é independente da idade do paciente (p-valor 0,5541). 

Os valores de CT dos genes-alvo são distribuídos entre 12,33 e 40,38 de Gene N e 

10,99 a 41,56 para o gene ORF1ab, além dos valores não detectados que foram 

atribuídos como 42 (Figura S2).   

 O perfil de espectro médio (normalizado) dos conjuntos de dados, na região 

de biofingerprint (Figura 4.2) e regiões espectrais completas (Figura S3) apresentam 

as bandas características de absorção de grupos funcionais que caracterizam 

biomoléculas presentes na saliva. É possível observar pelos espectros médios 

algumas regiões importantes com diferença na intensidade dos sinais, como a região 

de Amida I (~1650 cm-1). Para este estudo, espera-se alterações principalmente nas 

regiões espectrais de bandas características de proteínas e de lipídios, pelas 

características do vírus SARS-Cov-2.4 
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Figura 4.2 Espectros MIR médios normalizados do conjunto de dados de saliva (n=237) de pacientes 
do coorte deste estudo (linha azul: espectro médio do conjunto de amostras negativas para COVID-
19, n=99); linha vermelha: espectro médio do conjunto de amostras positivas COVID-19, n=138). 
 

Esta região de biofingerprint é importante para estudos biológicos devido a 

informações sobre vibração molecular de biomarcadores, como lipídios (~1.750 cm–

1), carboidratos (~1.155 cm–1), proteínas (Amida I, ~1.650 cm–1, Amida II, ~1.550 cm–

1, Amida III, ~1.260 cm–1), além de DNA/RNA (~1,225 e ~1.080 cm–1).6,8 Principais 

atribuições de bandas são descritas na Tabela 4.3 para os dados estabelecidos 

neste estudo nesta região de biofingerprint, além de outras bandas presentes nesses 

espectros. O aspecto dos espectros originais e após a correção de linha de base são 

demonstrados na Figura S-4. 
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Tabela 4.3 Principais atribuições de bandas presentes nos spectros.6,8 
Banda Atribuições 6,8 

~3.275 cm–1 Alongamento simétrico O–H 

~3.200 – 3.550 cm–1 Vibrações simétricas e assimétricas atribuídas à água 

~2.930 cm–1 Alongamento C–H 

~2.800 – 3.000 cm–1 C–H de lipídios 

~2.100 cm–1 
Uma combinação de rotação e dobramento de O–H 
(água) 

~1.750 cm–1 Lipídios: 𝜈(C=C) 

~1.650 cm–1 Amida I: 𝜈(C=O) 

~1.550 cm–1 Amida II: (N–H) combinado com 𝜈(C–N) 

~1.450 cm–1 Grupo metil em proteína: [(CH3)] assimétrico 

~1.400 cm–1 Grupo metil em proteína: [(CH3)] simétrico 

~1.250 – 1.260 cm–1 Amida III: 𝜈(C–N)  

~1.155 cm–1 Carboidratos: 𝜈(C–O) 

~1.225 cm–1 DNA e RNA: 𝜈௔௦(𝑃𝑂ଶ
ି) 

~1.080 cm–1 DNA e RNA: 𝜈௦(𝑃𝑂ଶ
ି) 

~1.030 cm–1 Glicogênio: 𝜈௦(C–O) 

~971 cm–1 Ácidos nucleicos e proteínas: 𝜈௦(PO4) 

~960-966 cm–1 C–O, C–C, desoxirribose 

𝜈௦=alongamento simétrico; 𝜈௔௦= alongamento assimétrico;  = deformação angular no plano. 

 

4.3.1 Floresta aleatória não supervisionada 

O modelo URF foi aplicado para identificar uma possível estrutura do conjunto 

de dados de espectros. Uma vez que os dados foram modelados com bootstrapping 

de amostras e seleção aleatória de variáveis na presença de outliers sintéticos, esta 

estrutura permite uma distinção entre esses dados originais e sintéticos. O modelo 

RF distinguiu conjunto de dados originais e sintéticos com exatidão de 98,2%, 

sensibilidade de 98,9%, e especificidade de 97,5%, indicando a presença de 

estrutura nos dados. 

A partir desse modelo URF, a matriz de proximidade permitiu a análise de 

PCoA (80% de variância), e as amostras foram projetadas em três dimensões pelo 

gráfico de escores PCoA (Figura 4.3).  É possível visualizar diferentes grupos. No 
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entanto, não há uma distância satisfatória entre as classes em PCo 1, que seria 

necessário para uma distinção eficiente entre estes grupos. 

 
Figura 4.3 Análise de coordenadas principais (PCoA) a partir de modelo URF de conjunto de dados 
espectros MIR de saliva (n=246). 

 

Neste modelo URF, foram identificadas 82 variáveis com maior frequência 

(Figura S-5). Dessas variáveis há bandas características, como algumas associadas 

às regiões lipídicas (1.785 a 1.729 cm–1; alongamento C=C e C=O dos grupos éster), 

proteínas (1.680 e 1.718 a 1.705 cm–1: alongamento C=O e C-N; 1.600 a 1.250 cm–

1: amida I, II e III). Além disso, as bandas características de ácido nucleico (1.612-

1.606 cm-1: vibração da adenina no DNA, 1.244-1.100 cm–1: alongamento PO4 de 

grupos de fosfodiéster; 1.025 a 1.021 cm–1:  alongamento C-O (carboidratos); 961 

cm–1: desoxirribose, e 930 a 909 cm–1: bandas de alongamento fosfodiéster).6,8 Vale 

ressaltar que há uma limitação na interpretação dessas variáveis a partir de um 

modelo URF, uma vez que o modelo foi treinado para promover distinção entre todo 

o conjunto de amostras originais, sem distinção entre positivas de negativas, e um 

conjunto aleatório sintético. 
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4.3.2 Análises supervisionadas 

Aplicamos modelos lineares para classificar amostras com métodos de 

seleção de variáveis (SPA-LDA, GA-LDA), redução de dimensão (PLS-DA) e uma 

combinação de seleção variável e redução de dimensões (PSO-PLS-DA). SPA-LDA, 

GA-LDA e PLS-DA são os métodos de classificação mais aplicados em estudos 

biológicos.6 O mesmo conjunto de treinamento e de teste foi utilizado para cada 

modelo. Vários métodos de pré-processamento foram testados, mas a suavização 

pela segunda derivada (21 pontos de janela e polinômio de segundo grau), cujo 

aspecto está demonstrado na Figura S-6, apresentou os melhores resultados nos 

modelos de classificação. A partir da resposta de modelos individuais, a classe de 

consenso foi atribuída às amostras por meio da probabilidade de modelos. Do 

conjunto de treinamento, 35 amostras (21%) foram classificadas erradas, 

caracterizando falso positivo e falso negativo, e no conjunto de testes, esse número 

diminuiu em 12 (17%) de acordo com a matriz de confusão de classe de consenso 

(Tabela 4.4) e Figura S-7. A matriz de confusão dos modelos individuais é 

apresentada na Tabela S-2. 

 

Tabela 4.4 Matriz de confusão de modelos de classificação de consenso. 
Classe real VP VN FP FN 

Treinamento 

Positivo 82 48 20 15 

Negativo 48 82 15 20 

Teste 

Positivo 38 22 9 3 

Negativo 22 38 3 9 

VP = Verdadeiro positivo; VN = Verdadeiro negativo; FP = Falso positivo; FN = Falso negativo. 
 

As principais métricas de características de desempenho dos modelos e 

parâmetros individuais da classificação de consenso são mostradas na Tabela 4.5 

para o conjunto de treinamento e teste.  Entre os modelos individuais, o GA-LDA e o 

PSO-LDA destacam-se com parâmetros de maior qualidade. O coeficiente de 

correlação de Matthews (MCC) tem sido usado principalmente para casos com 

número desbalanceado de amostras entre as classes.42–44 Este parâmetro usa a 

matriz de confusão para calcular uma correlação entre classes reais e estimadas. 
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Um valor MCC próximo a zero sugere que a previsão não foi melhor do que uma 

previsão aleatória.42–44 Os modelos GA-LDA, PSO-PLS-DA e SPA-LDA 

apresentaram valor MCC > 0,5, além do parâmetro obtido da classe de consenso 

para decisão final. 

 

Tabela 4.5 Parâmetros de avaliação de desempenho de modelos de classificação de conjuntos de 
treinamento (linha sem sombreamento) e teste (linhas sompbreadas). 

Modelo 

Amostras Parâmetros 

POS NEG outlier 
SENS 

% 
ESPEC 

% 

PREC 
CL.1 

% 

PREC 
CL.2 % 

EXAT 
% 

MCC 

SPA-LDA 
97 68 7 69,1 63,2 72,8 58,9 66,7 0,320 

41 31 2 87,8 67,7 78,3 80,8 79,8 0,572 

GA-LDA 
97 68 7 86,6 67,6 79,2 77,9 78,8 0,557 

41 31 2 95,1 70,9 81,2 91,7 84,7 0,694 

PLS-DA 
(7 VL) 

97 68 7 70,0 76,5 80,9 64,2 72,7 0,459 

41 31 2 75,6 74,2 79,5 69,7 75,0 0,495 

PSO  
PLS-DA 
(9 VL) 

97 68 7 79,4 76,5 82,8 72,2 78,2 0,554 

41 31 2 82,9 74,2 80,9 76,7 79,2 0,574 

Classe 
de 

consenso 

97 68 7 82,5 75,0 82,0 75,0 79,0 0,575 

41 31 2 93,0 74,0 83,0 88,0 85,0 0,689 

SENS = Sensibilidade; ESPEC = Especificidade; PREC CL.1 = Precisão de Classe 1, PREC CL.2 = 
Precisão de classe 2; EXAT = Exatidão; MCC = coeficiente de correlação de Mathews; VL = Variáveis 
latentes. 

Bandas distintas foram selecionadas pelos modelos. No SPA foram 

selecionadas cinco variáveis, na GA 34, e 45 pelo PSO. Nos modelos PLS-DA foram 

identificadas variáveis mais importantes por meio dos valores de coeficiente. Esta 

identificação foi realizada separadamente para as classes 1 e classe 2. Do modelo 

PLS-DA sem seleção de variável, foram destacados 63 números de onda 

relacionados à classe 1 e 37 para a classe 2. Enquanto no PLS-DA após o método 

PSO foram destacadas 6 variáveis relacionadas à classe 1 e 5 à classe 2.  As regiões 

lipídicas são destacadas nessas seleções (1.707-1.792 cm–1), principalmente em GA 

(Figura 4.4 A), PSO (Figura 4.4 C), e PLS-DA (Figura 4.4 D – E). A partir do PLS-DA 

(Figura 4.4 D) esta região é mais importante para distinguir classe 1, ou seja, classe 



130 
 

 
 

positiva. Há poucos estudos sobre evidências de uma relação entre os níveis de 

triglicerídeos e infecções por COVID-19 em biofluidos ou outras fontes.45,46  A região 

de amida I (~1.650 cm–1) foi selecionada pelos métodos GA (Figura 4.4 A) e PSO 

(Figura 4.4 E). Além disso, essa região é destacada no PLS-DA e PSO-PLS-DA 

(Figura 4.4 E) para a classe 2, ou seja, negativa. As regiões que apresentam maiores 

valores de coeficiente PLS-DA (Figura 4.4 D) para a classe 1 são bandas mais 

próximas de 1.400 cm–1, ou seja, região proteica, e mais próximas de 1.200 cm–

1,1.155 cm–1e 950 cm–1 que compreendem carboidratos, DNA/RNA e ácido nucleico, 

respectivamente. Além disso, o PSO-PLS-DA reduziu 90% do número de variáveis 

mais importantes para a classe 1 e 86,5% para a classe 2, quando comparado ao 

PLS-DA sem seleção variável. 

 
Figura 4.4. Variáveis mais importantes (coeficiente PLS-DA) e selecionadas por meio de métodos de 
seleção de variáveis e modelos de classificação. (A) Variáveis selecionadas pelo método GA-LDA; 
(B) variáveis selecionadas pelo método SPA-LDA; (C) Variáveis selecionadas pelo método PSO; (D) 
Variáveis mais importante para classe 1 (+ vermelha) e classe 2 (+ azul) por meio de análise dos 
valores de coeficientes PLS_DA; (E) Variáveis mais importante para classe 1 (+ vermelha) e classe 2 
(+ azul) por meio da análise dos valores de coeficientes PSO-PLS-DA. 
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Algumas das variáveis selecionadas correspondem às descritas em Baraúna 

et al.21 (~1.429 cm-1, ~1.220 cm-1, ~1.069 cm–1). No entanto, Baraúna et al.21 

utilizaram espectros de swab na região da boca, com algumas bandas mais bem 

definidas na região de 1.100-900 cm–1. Considerando que um esfregaço celular 

possa apresentar maior concentração de componentes, isso pode explicar uma 

diferença espectral e uma possível maior variância nesta região. Além disso, Wylie 

et al.7 relataram cópias de RNA SARS-CoV-2 mais altas na saliva em comparação 

com swab nasofaríngeos. Este vírus tem um tropismo preferencial para células 

epiteliais das vias aéreas humanas, e as glândulas salivares podem ser um alvo 

potencial para SARS-CoV-2.2,3,5,7,47. 

Em outro artigo com classificação de amostras biológicas para o diagnóstico 

de COVID-19 com uso de MIR, Zhang et al.48 obtiveram distinção entre espectros 

MIR de amostras de soro sanguíneo por meio do modelo PLS-DA (sensibilidade de 

83% e especificidade de 98%) com dados processados pela segunda derivada entre 

pacientes do grupo controle (pessoas saudáveis) e pacientes com diagnóstico 

confirmado de COVID e sintomas respiratórios. A região mais importante para os 

modelos foi de 1.450-1.650 cm–1 e 1.050-1.100 cm–1. Entretanto, além das amostras 

invasivas e maior tempo de análise, os autores enfatizam neste trabalho que 

espectros de pacientes assintomáticos ou diagnosticados com intervalo precoce de 

dias de sintomas podem não ser corretamente identificados pelo modelo e que isso 

depende de uma decisão do limite do modelo PLS-DA. Esse desafio está de acordo 

com nossos resultados, pois mesmo com exatidão aceitável, os modelos apresentam 

uma alta taxa de falso-positivo. 

Neste estudo, considerando que todos os participantes apresentavam 

sintomas de infecção respiratória (Tabela S-3), espera-se que a distinção promovida 

pelo método proposto seja em função das mudanças bioquímicas relevantes 

provocadas pela presença do vírus SARS-CoV-2 no sistema biológico. Ademais, a 

prevalência de valor negativo, ou a precisão para a classe 2 (negativo) foi 88%, ou 

seja, das amostras classificadas pelo modelo como negativo, 88% são 

verdadeiramente negativas. Isso sugere que apesar de apresentarem sintomas 

semelhantes, o modelo distinguiu amostras negativas para SAR-CoV-2 com boa 

precisão. Neste caso, uma alta taxa de falso negativo pode ser um problema de 

maior preocupação, uma vez que uma pessoa infectada classificada como saudável, 
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pode potencializar a disseminação do vírus. Por essas razões, parâmetros como 

sensibilidade (93%) e prevalência de valor negativo (88%) são potenciais indicadores 

de que os biomarcadores modelados no espectro MIR são relacionados à presença 

do vírus SARS-CoV-2 nas amostras de saliva. 

O coorte de pacientes apresentou variabilidade de sintomas entre médio a 

moderado e dias de sintomas variando entre um e dez. Entretanto, há uma maior 

concentração entre três e seis dias, e alguns outliers com mais de dez dias de 

sintomas (Figura S-8). Em amostras com três dias de sintomas há um número mais 

alto de falso-negativo.  Entre quatro e cinco dias há um maior número de falso 

positivo, e de seis dias de sintomas observa-se uma tendência para um aumento de 

falso negativo (Figura 4.5). No entanto, o teste  𝜒ଶ(=0,05) mostra que não há 

evidência estatística suficiente para descartar a hipótese nula de que a distribuição 

de amostras classificadas erradas por meio da classe de consenso é independente 

dos dias de sintomas (p-valor = 0,4224). 

 

 

Figura 4.5 Gráfico das classes real e prevista e dias dos primeiros sintomas do conjunto de dados 
(n=237). (A) Marcadores de classe positivos; (B) Marcadores de classe negativos. 

 
 

Para avaliar uma aplicação clínica, os modelos foram testados em um novo 

conjunto de dados (n=59, de pacientes sintomáticos de mesma região e serviços de 

saúde que os anteriores), para classificação com modelos de classificação individual 

e decisão final pela classe de consenso. Alguns outliers neste novo conjunto de 

D
ia

s 
(a

 p
a

rt
ir 

de
 p

rim
ei

ro
s 

si
nt

om
as

)

D
ia

s 
(a

 p
ar

tir
 d

e 
pr

im
ei

ro
s 

si
n

to
m

as
)



133 
 

 
 

dados foram identificados e não considerados nesta aplicação (n=8, ~13%). Após 

diagnósticos clínicos dessas amostras, calculamos os parâmetros de qualidade 

desta nova previsão (Tabela S-4). A exatidão foi reduzida em 59% a partir da decisão 

final e para 63% do modelo PSO-PLS-DA. Isso sugere que os modelos precisam 

melhorar a robustez. O GA-LDA apresentou TFP mais alto nesta nova aplicação 

(68%), enquanto outros modelos apresentaram ~50%.  O PSO-PLS-DA apresentou 

parâmetros de melhor qualidade nesta nova previsão quando comparado com outros 

modelos.  Semelhantemente, Wood et al.4 concluíram necessitar de um maior grupo 

de pacientes para melhorar a sensibilidade e a especificidade do método proposto, 

mesmo atingindo excelentes parâmetros de modelagem (93% sensibilidade), devido 

ao pequeno conjunto de dados aplicado (29 amostras positivas de saliva para 

infecção por SARS-CoV-2 e 28 negativos). Avaliamos neste trabalho um número 

maior de amostras (n=237) e testamos um novo conjunto de dados (n=59). Além 

disso, identificamos regiões espectrais importantes por meio de diferentes métodos 

de seleção de variáveis, que podem esclarecer a relação existente entre as 

informações espectrais e a resposta biológica à infecção COVID-19. Ademais, por 

meio do teste de permutação de y (Figura 4.6), observamos que a classe de 

consenso contribui para tornar a classificação estatisticamente significativa, 

comparada ao modelo individual. 

 

 
Figura 4.6. Distribuição de parâmetro F1 Score de classe 1 (Positivo) de todos os modelos 
construídos no teste de permutação de y (histogramas), em comparação com F1 Score de modelos 
construídos neste estudo (linha vermelha na vertical), para conjunto de treinamento e de teste. 
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4.4. Conclusões 

Os métodos de seleção variável e modelos de classificação linear podem 

identificar amostras positivas de saliva com exatidão de 83% e precisão de 80 e 88 

% para positivo e negativo para infecção COVID-19, respectivamente. Embora o 

modelo GA-LDA individual apresente um bom desempenho no conjunto de 

validação, com 95% de sensibilidade e 81% de precisão, a classe de consenso 

adiciona robustez para prever novas amostras, uma vez que o GA-LDA apresentou 

uma taxa de falso-positivo maior (68%). O desempenho dos modelos para estimar 

classes para um conjunto novo e aleatório de amostras (n=59) não foi equivalente 

aos obtidos para o conjunto de validação. No entanto, o PSO-PLS-DA apresentou 

melhor desempenho para estimar as classes (sensibilidade de 77%, especificidade 

de 48%, e exatidão de 63%). Isso sugere que o PSO-PLS-DA pode ser suficiente 

como um método de classificação alternativa para a triagem de amostras suspeitas. 

Seu desempenho no conjunto de validação também sugere isso (sensibilidade 83%, 

especificidade 74%, exatidão 79%, e valor MCC 0,57). 

A sensibilidade da espectroscopia MIR para esta análise tem sido confirmada 

em estudos recentes com fluidos biológicos. Análise não supervisionada por meio do 

método URF demonstrou que há uma estrutura específica nos dados 

espectroscópicos MIR nestas amostras de saliva. Além disso, as análises 

supervisionadas destacaram regiões espectrais relevantes que estão relacionadas a 

biomarcadores do vírus e respostas biológicas da infecção.   

Uma ampla implementação dessa metodologia requer a identificação de 

vários fatores confundidores, como os fatores que carreiam falsos negativos ou 

falsos positivos no exame utilizado como referência, a resposta biológica à infecção 

pela COVID-19, outros tipos de infecções, ou outros vírus, além de pessoas 

assintomáticas. Nossos resultados mostram que essa metodologia é uma ferramenta 

potencial para isolar possíveis propagadores da infecção. Isso se deve à 

possibilidade de diagnóstico em pouco tempo e à redução da demanda por 

suprimentos. Além disso, a coleta de amostras de saliva pelos próprios pacientes 

evita a interação direta entre profissionais de saúde e pacientes e pode ser uma 

alternativa ao rastreamento de pessoas infectadas.  
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Material suplementar 

No material suplementar (Capítulo 7, item 7.2) são encontrados: várias tabelas 

nas quais são apresentadas: classe prevista pelos modelos; matriz de confusão dos 

modelos de classificação; tabela cruzada com teste 𝝌𝟐(=0,05) de sintomas e outros 

dados do coorte; figuras nas quais não apresentados: histograma da distribuição de 

idade do coorte; histograma com valor quantitativo dos gene alvo de análise RT-

qPCR; espectros com principais bandas em amostras biológicas; aspecto dos 

espectros após pré-processamento; análise de frequência de variáveis no modelo 

URF; classe real e classe prevista por amostra; e boxplot com dias de sintomas. 
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CAPÍTULO 5 

 

FLORESTA ALEATÓRIA NÃO SUPERVISIONADA COMO 

ALTERNATIVA PARA RECONHECIMENTO DE PADRÕES E 

DIAGNÓSTICO DE COVID-19 A PARTIR DE SWAB 

NASOFARÍNGEO E ESPECTROSCOPIA MIR 

 
 
 Neste capítulo, uma nova abordagem é proposta para aplicação da floresta 

aleatória não supervisionada na contribuição dos estudos para diagnóstico de 

COVID-19. 

 Floresta aleatória não supervisionada identificou estruturas nos dados 

permitindo destacar as variáveis de maior relevância. 

 A partir de uma análise não supervisionada foi possível classificar amostras 

positivas para COVID-19 com sensibilidade de 93,6%. 
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5. FLORESTA ALEATÓRIA NÃO SUPERVISIONADA COMO 

ALTERNATIVA PARA RECONHECIMENTO DE PADRÕES E 

DIAGNÓSTICO DE COVID-19 A PARTIR DE SWAB 

NASOFARÍNGEO E ESPECTROSCOPIA MIR 

 

Resumo 

SARS-CoV-2 é um coronavírus, causador da infecção COVID-19 e de milhões de 

mortes durante uma pandemia sem precedentes. Uma detecção eficiente e rápida, 

uso de máscaras e outras medidas de prevenção ainda são fatores cruciais para 

controle de disseminação do vírus.  Espectroscopia na região de infravermelho 

médio com reflectância total atenuada tem sido proposta como técnica mais rápida 

e simples para a detecção de infecções virais em biofluidos. Neste trabalho, 

propomos reconhecimento de padrões pelo uso de floresta aleatória não 

supervisionada a partir de espectroscopia e swab nasofaríngeo. Um total de 1.084 

espectros foram adquiridos em quadruplicata de 271 amostras, sendo 156 com 

diagnóstico Positivo para COVID-19 e 115 com diagnóstico Negativo, ambos 

confirmados pelo RT-qPCR. A URF foi adaptada para proporcionar um 

reconhecimento de padrões e extrair informações relevantes na distinção dos 

grupos. Ademais, é proposto aqui um método de classificação com matriz scores de 

dimensionamento da URF, pela análise das coordenadas principais, como dado de 

entrada. A cada conjunto de dados um modelo URF foi desenvolvido com a inserção 

de outliers artificias, construção de matriz de proximidade e modelo PCoA. A partir 

do modelo PCoA foi construído um modelo RF com os dados originais e as variáveis 

preditoras identificadas. Ao final, a matriz de coordenadas principais da URF foi 

utilizada como entrada de modelo de classificação com os dados separados em 

treino e teste. Os modelos com o método proposto apresentaram excelentes 

parâmetros de performance. Um conjunto contendo dois tipos de swab nasofaríngeo, 

com aquisição dos espectros sem procedimento de secagem prévia apresentou 

modelo URF-PCoA-RF com 93,6% de sensibilidade, 79,4% de especificidade e F1-

score de 0,898. Embora o mesmo procedimento de preparo e aquisição de 

espectros, mas sem variar tipo de swab, tenha alcançado maior valor de 

especificidade (93,3%), considerou-se uma maior aplicabilidade para escolher o 
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modelo. Essa aplicabilidade potencial é uma importante contribuição para o 

desenvolvimento de métodos alternativos de triagem no controle de disseminação 

de COVID-19. Além disso, o método proposto traz uma nova abordagem com maior 

aproveitamento da URF na extração de informação dos dados.    

 

Palavras-chave: COVID-19; MIR; diagnóstico; Floresta aleatória  

 

5.1.  Introdução 

No início do ano 2020, a Organização Mundial de Saúde (OMS) declarou 

como pandêmico o vírus SARS-CoV-2, um tipo de coronavírus, causador da infecção 

COVID-19. O coronavírus é um vírus de RNA envelopado, fita simples com forma 

pleomórfica ou esférica com projeções de glicoproteína. Este grupo de vírus foi 

identificado pela primeira vez na década de 1960 como uma causa de resfriado 

comum. Entretanto, com surtos denominados de síndrome respiratória severa aguda 

(SARS) e síndrome respiratória do Oriente Médio (MERS) a comunidade científica 

observou que esses vírus poderiam causar infecções humanas sérias.1,2  

Apesar dos avanços, produção de vacinas, medicamentos e maior 

conhecimento desde o início desse período pandêmico, ainda se observam altas 

taxas de internações por conta dessa infecção.  Isso ocorre principalmente devido 

às diferenças no alcance de maior controle e vacinação entre os países, alta 

disseminação e surgimento de subvariantes. Uma detecção prática e eficiente de 

sujeitos infectados e demais procedimentos de controle da disseminação ainda são 

pontos primordiais.  Neste contexto, métodos mais rápidos e simples para a detecção 

de infecções virais em biofluidos têm sido propostos como potencial ferramenta de 

triagem e combate à propagação dessa doença, que tem causado sérios impactos 

na saúde e em fatores socioeconômicos.1,3 

Atualmente, o método padrão ouro para diagnóstico de COVID-19 é o ensaio 

de reação em cadeia da transcriptase-polimerase reversa em tempo real (RT-PCR), 

ou PCR quantitativo (RT-qPCR). Mas este método requer preparação da amostra, o 

que aumenta o tempo da análise, além do uso de reagentes. Apesar da alta 

sensibilidade, mesmo o método RT-qPCR, ou os imunoensaios, que também têm 

sido adotados para diagnóstico, apresentam falsos negativos, o que provoca falha 

na detecção de pacientes infectados.1 
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O uso da espectroscopia vibracional, principalmente na região do 

infravermelho médio, tem sido proposto como uma técnica com alta potencialidade 

na busca por um método de diagnóstico a partir de análises de biofluidos. Esta 

técnica fornece informação de biomoléculas ao nível molecular com as vantagens de 

menor tempo de análise, não requerer uso de reagentes e preparo mínimo das 

amostras. Ademais, a dinâmica dos processos inflamatórios, celulares e virais 

podem provocar alterações bioquímicas que se refletem nas absorções vibracionais 

das biomoléculas. Isso tem sido abordado associando-se a métodos de estatística 

multivariada e aprendizagem de máquina para distinção de biofluidos infectados pela 

COVID-19.4–11  

Em um dos primeiros e mais discutidos artigos com utilização de infravermelho 

para diagnóstico de COVID-19 em biofluidos, Baraúna et al.12 aplicaram 

infravermelho na região do médio com acessório de reflectância total atenuada (ATR) 

para detectar o vírus SARS-CoV-2 a partir de saliva coletada por meio de swab 

orofaríngeo. Os autores distinguiram 70 amostras positivas de 101 negativas por 

meio de GA-LDA, associando variáveis a processos inflamatórios. O diagnóstico 

para COVID-19 por meio de MIR também foi proposto por Zhang e colaboradores13, 

mas por meio de análise de outro biofluido, soro sanguíneo. Os autores avaliaram 

soro sanguíneo de 76 pacientes com infecção causada pelo SARS-CoV-2 e outros 

vírus respiratórios. Por meio de método de classificação PLS-DA distinguiram 20 

amostras de soro saudável, sem sintomas de infecção respiratória, das de soro com 

infecção por vírus respiratórios comuns, assim como COVID-19. Os autores 

descreveram algumas mudanças bioquímicas em função da infecção pela COVID-

19, expressadas no espectro do biofluido, como mudanças na frequência de 

absorção de proteínas e lipídios. Entretanto, destacaram o desafio de não alcançar 

boa distinção de pacientes com COVID-19 assintomáticos e no início da infecção.  

Uma caracterização espectroscópica do vírus SARS-CoV-2 foi realizada por 

Wood et al. 9 utilizando espectroscopia sincrotron-MIR, Raman e outras técnicas. 

Bandas de absorção de biomoléculas foram descritas como importantes para 

identificação de constituintes de partículas desse vírus, como proteínas (1657, 1547 

e 1517 cm-1) e lipídios (1740, 1464, 1382 e 1341 cm-1). Ademais, os autores 

aplicaram o método PLS-DA a espectros MIR de 57 amostras de saliva. Outros 

estudos destacam-se na busca por diagnóstico alternativo de COVID-19 utilizando 
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diferentes biofluidos, como suspensão em transporte viral14, saliva15,16 e soro17. 

Também se destaca na literatura a investigação de mudanças nas frequências de 

absorções de grupos funcionais de interesse, como lipídios, proteínas e ácidos 

nucleicos, em soro sanguíneo de indivíduos vacinados para COVID-19.18 Entretanto, 

mesmo os estudos mais discutidos apresentam lacunas como pequeno número de 

amostras, distinção de pacientes assintomáticos, pacientes no início da infecção, 

outros tipos de infecção, associação de variáveis espectrais, entre outros. 

Em trabalho anterior,16 distinguimos salivas de 138 pacientes infectados pela 

COVID-19 de 99 não infectados, todos com sintomas de síndromes respiratórias, 

utilizando espectroscopia MIR associada a diferentes métodos de aprendizagem de 

máquina. Descrevemos diversas regiões espectrais associadas a alterações 

bioquímicas em função da presença do vírus SARS-CoV-2 na saliva dos indivíduos. 

Aqui, neste trabalho, recebemos uma demanda de avaliar a potencialidade de se 

obter informação discriminante com análise de biofluido nasofaríngeo coletado em 

swab. Dessa forma, este artigo propõe um método de aprendizagem de máquina 

com potencialidade para extrair informação que contribua para um diagnóstico 

alternativo para COVID-19 por meio de espectroscopia MIR.  

 

5.2. Metodologia 

 

5.2.1 Amostras 

Neste estudo, realizamos análise multivariada associada à espectroscopia 

MIR, a partir de uma demanda de laboratório clínico na região do Espírito Santo.  

Recebemos um total de 271 swab com material biológico nasofaríngeo coletado por 

profissionais de saúde das instituições participantes, para avaliar a aplicabilidade de 

diagnóstico para COVID-19 a partir de um material de uso rotineiro no método 

padrão, a coleta pelo swab nasofaríngeo. Esta coleta foi realizada em pacientes que 

buscavam os serviços de diagnóstico para COVID-19 pelo método padrão. Após o 

procedimento de coleta, o material também foi cedido para realização deste estudo, 

mediante termo de consentimento e esclarecimento dos pacientes e aprovação do 

comitê de ética da Universidade Federal do Espírito Santo.  
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Para coleta, realizada por um profissional de saúde, um swab de rayon foi 

inserido em um local equidistante da narina e esfregado suavemente por alguns 

segundos para absorver as secreções. O swab contendo o material biológico foi 

imediatamente colocado em tubo estéril contendo meio de transporte viral. RT-qPCR 

foi realizado no Laboratório Central da Secretaria de Saúde do Espírito Santo 

(LACEN-SESA) para diagnóstico de infecção COVID-19. De um total de 271 

pacientes doadores, 156 tiveram diagnóstico Positivo para COVID-19, por meio do 

método RTq-PCR e 115, diagnóstico Negativo para COVID-19. Dessa forma os 

materiais coletados, foram identificados e organizados de acordo com seus 

respectivos diagnósticos e mantidos em freezer (-20 ºC) até a aquisição dos 

espectros. A aprovação ética foi concedida pelo Comitê de Ética da Universidade 

Federal do Espírito Santo (nº 0993920.1.0000.5071 e nº 31411420.9.0000.8207). 

Como preparo de amostras, foi avaliado o procedimento de secagem prévia 

à aquisição dos espectros. Para isso, cada tubo contendo swab com material 

biológico coletado e fluido de transporte viral (solução salina 0,9% m/v) foi 

descongelado na véspera da aquisição dos espectros e acondicionado em suporte 

para secagem à temperatura ambiente, pelo período de uma noite (overnight). Para 

aquisição de espectros, foram utilizados os swab diretamente no equipamento, ou 

seja, sem o procedimento de secagem, e após o procedimento de secagem, 

configurando-se como conjuntos de dados independentes. 

Para análise e diagnóstico COVID-19 tem sido utilizado, de forma 

padronizada o swab de rayon, uma fibra sintética semelhante ao algodão. Swab de 

algodão não deve ser utilizado por ser um interferente na reação realizada pelo 

método padrão ouro, RT-qPCR. Ao receber os materiais para análise pela 

espectroscopia MIR, observamos diferenças nos tipos de swab utilizados, alguns 

com a ponta contendo maior quantidade de fibra e haste com espessura maior, 

sendo denominado aqui como swab normal (Figura 5.1, A), enquanto outros 

apresentavam uma haste mais fina e a ponta com menor quantidade de fibras, 

denominado aqui como swab fino (Figura 5.1, B). Dessa forma, o conjunto de dados 

teve outra subdivisão em sua organização: swab fino (n=190) e swab normal (n=81).  
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Figura 5.1 Dois tipos de swab de rayon observados neste estudo, sendo utilizados para coleta 
nasofaríngea para diagnóstico de COVID-19. (A) Swab normal; (B) swab fino. 
 

5.2.2 Espectroscopia MIR 

Para aquisição dos espectros, a análise foi realizada com o swab embebido 

de material biológico posicionado no equipamento, utilizando-se o acessório de 

amostragem para exercer pressão suficiente e garantir o contato do biofluido 

presente no swab com o cristal. Um cuidado adicional foi necessário para manter 

uma padronização de posicionamento do swab no equipamento e não haver contato 

da haste com o cristal, evitando região com maior risco de contato do cabo com o 

cristal (Figura 5.2).  

 

 
Figura 5.2 Posicionamento no equipamento, dos swab utilizados neste estudo, para evitar contato 
do material da haste com o cristal ATR. (A) Swab normal; (B) Swab fino. 
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Os espectros foram adquiridos, utilizando-se o espectrômetro Cary 630 FTIR 

(Agilent Technologies, Inc.) equipado com um acessório de amostragem por 

reflectância total atenuada (ATR) com cristal de diamante. A faixa espectral foi de 

4.000 a 650 cm–1, no modo absorbância com resolução de 4 cm–1, com 32 scans 

para background e amostra. A cada análise, a janela de amostragem de diamante 

foi limpa com etanol 70% v/v e água Mili Q. O espectro MIR foi medido em 

quadruplicata, com um tempo médio de 90 segundos para cada amostra, fornecendo 

um conjunto total de 1.084 espectros. Como houve diferentes tipos de swab e 

diferentes condições de preparo, os espectros adquiridos formaram diversos 

conjuntos de dados, que após as organizações iniciais, com retiradas de espectros 

com erros, foram organizados de acordo com a descrição no quadro 5.1. Esses 

conjuntos de dados foram utilizados de forma independente para as análises 

multivariadas de aprendizagem de máquina. 

 

Quadro 5.1. Descrição dos conjuntos de dados organizados com os espectros médios (quadruplicata) 
das amostras de swab. 

Conjunto de dados Descrição 
01 

n=151 (604 espectros) 
POS=71 (284) / NEG=80 (320) 

Conjunto de dados contendo espectros 
de swab fino com procedimento de 

secagem. 
02 

n=190 (760 espectros) 
POS=90 (360) / NEG=100 (400) 

Conjunto de dados contendo espectros 
de swab fino sem procedimento de 

secagem. 
03 

n=72 (288 espectros) 
POS=61 (244) / NEG=11 (44) 

Conjunto de dados contendo espectros 
de swab normal com procedimento de 
secagem. 

04 
n=81 (324 espectros) 
POS=66 / NEG=15 

Conjunto de dados contendo espectros 
de swab normal sem procedimento de 
secagem. 

05 
n=223 (892 espectros) 

POS=132 (528) / NEG=91 (364) 

Conjunto de dados contendo os 
espectros de todos os swab (normal e 
fino), com procedimento de secagem. 

06 
n=271 (1084) 

POS=156 (624) / NEG=115 (460) 

Conjunto de dados contendo os 
espectros de todos os swab (normal e 
fino), sem procedimento de secagem. 

 

5.2.3 Análise multivariada dos dados 

Todos os espectros foram inicialmente processados para média das 

quadruplicatas, recorte de extremidades, ajuste de linha de base com algoritmo 
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airPLS19 e subtração de espectro médio de swab sem material biológico, adotando-

se mesmos procedimentos para armazenagem, secagem e aquisição dos espectros. 

Neste estudo, os conjuntos de dados foram submetidos aos modelos de 

reconhecimento de padrões não supervisionado e supervisionado pelo método 

floresta aleatória, propondo-se a utilização do método floresta aleatória não 

supervisionada como ponto de partida para identificação e seleção de variáveis, além 

de classificação das amostras. 

 

5.2.4 Método floresta aleatória não supervisionada (URF) 

O método URF foi utilizado por meio de um algoritmo próprio, adaptado, com 

geração de outliers artificiais aleatórios de mesmo número do conjunto original. RF 

dos dados originais e sintéticos foi realizada com parâmetro 𝑚𝑡𝑟𝑦 = √𝑣𝑎𝑟𝑖𝑎𝑣𝑒𝑖𝑠, 

divisão dos nós pelo índice de impureza de Gini e número total de árvores 𝑛𝑇𝑟𝑒𝑒 =

1000. Entre esses parâmetros, 𝑛𝑇𝑟𝑒𝑒 foi otimizado e escolhido com base na taxa de 

erro do conjunto OOB. Em dados espectroscópicos, geralmente com alta 

colinearidade, é necessário 𝑛𝑇𝑟𝑒𝑒 suficientemente grande para extrair 

eficientemente a relação existente entre as variáveis.20–23 A análise pelo PcoA foi 

realizada com base na distância Euclidiana. 

 

5.2.5 URF-RF para identificar variáveis 

URF pode ser adotado como um método alternativo para análise exploratória. 

Neste estudo, aplicamos URF também para identificar e selecionar variáveis 

relevantes. Para isso, um modelo URF foi construído para identificar se há estrutura 

nos dados. A partir da projeção das amostras pelos gráficos PCoA é possível 

visualizar se houve algum tipo de separação entre as amostras cujas classes sejam 

desconhecidas (amostras não rotuladas), ou sejam previamente conhecidas 

(amostras rotuladas). 

Para identificar as variáveis de maior relevância é possível adotar dois 

métodos, a depender de conhecimento da classe real das amostras: A - atribuir 

classe de acordo com a projeção nos gráficos PCoA (amostras não rotuladas); ou, B 

- atribuir classe de acordo com a classe real (amostras rotuladas). Para a primeira, 

utiliza-se os valores da PCo que apresentar melhor separação entre os grupos para 
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atribuição de classes. Um fluxograma das etapas para uso da URF para selecionar 

variáveis relevantes está apresentada na Figura 5.3. 

 

A partir disso, um modelo RF de classificação binária foi construído somente 

com os dados originais e suas respectivas classes de interesse. Ao final, utilizou-se 

o método de identificação de variáveis preditoras e frequência relativa de seleção.20 

 

 
Figura 5.3 Fluxograma de aplicação de URF para selecionar variáveis preditoras. 
 

5.2.6 URF-RF para classificação 

URF também está sendo proposto como precursor de método de 

classificação, neste estudo. No método proposto, um modelo URF é construído. Os 

dois métodos de atribuição de classes descritos no item 5.2.5 podem ser adotados 

para atribuição de classes para classificação. Ou seja, amostras rotuladas terão as 

classes atribuídas de acordo com sua classe real, enquanto amostras não rotuladas 

terão suas classes atribuídas de acordo com a PCo que apresentar melhor 

performance na projeção das amostras. Chamaremos neste trabalho de Método A, 

amostras não rotuladas e Método B para amostras rotuladas. 

Com o modelo URF-PCoA construído, utilizamos os valores da matriz de 

scores (coordenadas) do modelo PCoA como entrada para um modelo de 

classificação (Figura 5.4). Para isso, esses dados foram extraídos do modelo PCoA, 



150 
 

 
 

atribuídas as classes e separados em treino (70%) e teste (30%), pelo método 

Kennard Stone24, garantindo proporção original entre as classes. Um modelo RF de 

classificação binária foi então construído com o conjunto de treinamento. Ao final da 

construção das árvores e validação pelos conjuntos OOB, uma validação externa foi 

realizada com o conjunto de teste externo, que não fez parte da construção do 

modelo RF. Vale destacar que para se avaliar essa estratégia não foram realizados 

pré-processamentos nesses dados. 

 

 
Figura 5.4 Fluxograma de aplicação de URF para classificação de amostras. 
 

 

Os modelos de classificação foram avaliados pelas métricas: sensibilidade 

(𝑆𝑒𝑛𝑠), especificidade (𝐸𝑠𝑝𝑒𝑐), F1-Score e exatidão (𝐸𝑥𝑎𝑡).  Por fim, outras 

abordagens já consolidadas de classificação foram realizadas nos conjuntos 

originais de dados para contribuir na avaliação do método proposto, sendo realizado 

os modelos PLS-DA, GA-LDA e RF nos dados conforme a divisão a seguir: A: 

variáveis selecionadas pelo URF (item 5.2.5); B: variáveis originais espectro inteiro 

(3600 – 900 cm-1); C: variáveis originais região biofingerprint (1800 cm-1 – 900 cm-1). 
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5.3.  Resultados e Discussão 

Neste estudo, identificamos possíveis estruturas nos dados MIR de swab 

nasofaríngeo para diagnóstico de COVID-19, a partir de modelos não 

supervisionados de reconhecimento de padrões. 

Os perfis espectrais de vários pontos adquiridos de swabs vazios estão 

apresentados na Figura 5.5. Neles há um perfil de absorção de radiação 

infravermelha pela composição da fibra de rayon, que possui como principal 

componente a celulose. O perfil espectral deste material apresenta bandas largas e 

de alta intensidade nas regiões de 1000 a 1200 cm-1 (deformação angular de O–H, 

estiramento de C–O–C e de C–O de carboidratos), que podem suprimir bandas de 

biomoléculas de interesse. Além dessa região, no perfil espectral de rayon também 

são esperadas bandas características nas regiões de ~3488 - ~3447 cm-1 

(estiramento intramolecular e intermolecular de O–H), ~2900 cm-1 (estiramento C–

H). Ademais, na região considerada importante para obtenção de bandas 

características de biomoléculas da classe das proteínas (~1800 - ~1300 cm-1), há 

algumas bandas características de absorção de grupos funcionais presentes no 

rayon, como ~1423 cm-1 (deformação angular de H–C–H e O–C–H ), ~1335 cm-1 

(deformação angular no plano de O–H).25  O swab do tipo fino (Figura 5.5, A e B) 

apresentou maior risco de provocar contato da haste com o cristal, 

consequentemente, observando-se bandas características do polipropileno, material 

constituinte das hastes de grande maioria dos swab comercializados. O swab com 

material mais espesso (Figura 5.5, C e D) tem o perfil espectral mais semelhante ao 

espectro MIR de swab de algodão (Figura 5.5, E e F) e com maior intensidade. Vale 

ressaltar que para diagnóstico de COVID-19 não é utilizado o swab de algodão 

porque pode interferir na reação realizada no ensaio RT-qPCR. Devido a algumas 

diferenças entre a fibra natural e a fibra sintética, no perfil espectral do swab de 

algodão há algumas bandas características que não estão presentes no swab da 

fibra rayon, como as bandas em ~1735 cm-1 (estiramento de C=O de éster), ~1460 

cm-1 (deformação angular no plano de O–H), ~1245 cm-1 (estiramento de C–C, C–O 

e C=O) e 1105 cm-1 (estiramento assimétrico de C–O–C).25 
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Figura 5.5 Espectros adquiridos em diferentes posições dos swab utilizados neste estudo, sem coleta 
de material biológico. A e  B: Swab de rayon, fino; C e D: Swab de rayon, normal (maior espessura e 
maior quantidade de fibras; E e F: Swab de algodão. Espectros brutos (A, C e E) versus espectros 
após correção de linha de base (B, D e F). 
 

Essa semelhança nas regiões de bandas características pode ser uma 

limitação no uso desses dados para diagnóstico de COVID-19 por meio da 

espectroscopia na região do infravermelho, uma vez que pode haver supressão de 

bandas importantes para a diferenciação de amostras positivas. A análise desses 

dados requer uma atenção às fontes de variabilidade e métodos estatísticos mais 

elaborados para extrair a informação existente, mesmo diante de todas essas 

interferências. Uma análise exploratória utilizando PCA e URF com os dados sem a 

subtração de um espectro do swab vazio (Figura 5.6) mostrou que a variação do tipo 

de swab utilizado poderia influenciar e se sobrepor à variação de interesse para a 

classificação. O que se busca extrair é a alteração bioquímica em função da 

presença do vírus SARS-CoV-2 no biofluido, refletida no espectro, capaz de permitir 

a classificação e consequente diagnóstico para a infecção COVID-19. Entretanto, 

pela análise PCA (Figura 5.6, A), A PC1 descreve as amostras pela presença da 

água com as amostras de swab com o líquido do transporte viral, sem o 

procedimento de secagem, estando posicionadas no sentido de scores negativos 

PC1 <0) sendo descritas principalmente pela região de 3500 - 3000 cm-1, que é 

conhecida pela absorção de –OH. Já a PC2 descreve o tipo de swab, se fino ou se 
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normal, juntando amostras Positivas e Negativas num mesmo agrupamento. Já pela 

URF (Figura 5.6, B), há claramente uma distinção em função do tipo de swab, 

separados pela PCo 1. Mas há também uma hierarquia pela PCo2 que distingue, 

mesmo que com menor valor em distância Euclidiana, os grupos entre Positivos e 

Negativos. As amostras positivas são projetadas agrupadas no sentido positivo da 

PCo2, e no sentido negativo as amostras negativas. Esta visualização é importante 

para compreendermos que há uma estrutura nos dados que promove a distinção 

entre Positivo e Negativo, mas é menor do que a informação que difere pelo tipo de 

material do swab. Importante destacar que esta análise foi realizada antes da 

subtração dos espectros do swab puro. Este procedimento foi realizado para todos 

os demais modelos não supervisionados e supervisionados apresentados neste 

estudo. 

 
Figura 5.6 Gráficos de análises exploratórias com dados originais sem subtração dos espectros de 
swab. A) Gráfico de Scores PC1 x PC2 de modelo PCA (dados com quadruplicatas, processados com 
airPLS e centrado na média); B) Gráfico PCoA de URF-PCoA PCo1 x PCo2 (dados com espectros 
médios, processados com airPLS, MSC e primeira derivada, 7 pontos). 

 

Os espectros dos seis conjuntos de dados organizados e analisados neste 

estudo são apresentados na Figura 5.7, após subtração do espectro médio do swab 

vazio, bem como processamentos iniciais, como ajuste da linha de base (airPLS)19 

e suavização com filtro Savitzky-Golay26 (SG). É possível observar no perfil dos 

espectros bandas características e reconhecidas na bioespetroscopia, 

principalmente na região de biofingerprint, de 1800 a 900 cm-1. Nesta região se 

observam bandas características de biomoléculas da classe de proteínas, como da 

ligação amida I (~1650 cm-1), atribuída a estiramento de C=O e deformação angular 

C–N; e amida II ( ~1.550 cm-1), de deformação angular de N–H e estiramento C–N, 
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além de amida III (~1.260 cm–1), estiramento C–N).4–9 Todas essas regiões são 

importantes no estudo de amostras infectadas pelo vírus SARS-CoV-2 pela sua 

característica de envelope com projeções de proteína spike, membrana e 

nucleocapsídeo.2,9 Também se observa bandas características de biomoléculas da 

classe de lipídios, alongamento simétrico C=O (~1.740 cm–1 - 1720 cm-1), associado 

a outras bandas (~1460 cm-1 e 1368 cm-1), carboidratos (alongamento simétrico CO–

O–C a ~1.155 cm–1), ácido nucleico (estiramento assimétrico de grupo fosfato, 

~1.235 cm–1, e simétrico ~1.080 cm–1). Entretanto, espectros obtidos com swab mais 

espesso (Figura 5.7, E, F, G e H apresentaram supressão na região de banda 

característica de lipídios (~1.740 cm–1 - 1720 cm-1). Além disso, espectros de 

amostras negativas em swab normal com procedimento de secagem (Figura 5.7, F) 

apresentam-se com baixa intensidade em comparação aos demais espectros. Os 

espectros desse conjunto de dados antes e após a subtração dos espectros de swab 

estão apresentados no material suplementar (Capítulo 7, item 7.3, Figura S01). 

 

 
Figura 5.7 Espectros dos conjuntos de dados após pré-processamentos iniciais (ajuste de linha de 
base, subtração de espectro, suavização SG). A) Conjunto de amostras Positivo COVID-19, Swab 
fino com secagem (n=71); B) Conjunto de amostras Negativo COVID-19, Swab fino com secagem 
(n=80); C) Conjunto de amostras Positivo COVID-19, Swab fino sem secagem (n=90); D) Conjunto 
de amostras Negativo COVID-19, Swab fino sem secagem (n=100); E) Conjunto de amostras Positivo 
COVID-19, Swab normal com secagem (n=61); F) Conjunto de amostras Negativo COVID-19, Swab 
normal com secagem (n=11); G) Conjunto de amostras Positivo COVID-19, Swab nomal sem 
secagem (n=66); H) Conjunto de amostras Negativo COVID-19, Swab normal sem secagem (n=60). 
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Além disso, mesmo os espectros dos swab após procedimento de secagem 

(Figura 5.7 A, B, E e F) apresentam em alguns deles bandas características (largas) 

na região de 3400 cm-1, (–OH), indicando que o procedimento de secagem não foi 

homogêneo, gerando uma fonte de variação indesejada nos dados. Os espectros 

médios normalizados estão apresentados na Figura 5.8, onde não é possível 

identificar diferenças discrepantes nos perfis espectrais de amostras positivas versus 

negativas, mas algumas diferenças nas intensidades. O procedimento de secagem 

contribui para expressar as bandas características dos grupos funcionais Amida I 

(~1650 cm-1) e Amida II (~1550 cm-1), atribuídas a proteínas. Pelo aspecto do vírus 

causador da infecção COVID-19, é esperado que as diferenças de níveis de 

proteínas entre as amostras infectadas e não infectadas reflitam-se nesta, podendo 

ser associada a um aumento de proteínas virais ou anticorpos produzidos pela 

pessoa infectada.27 

 

 
Figura 5.8 Espectros médios Positivo (em vermelho) e Negativo (em cinza) dos conjuntos de dados 
após pré-processamentos iniciais (ajuste de linha de base, subtração de espectro, suavização SG). 
A) Conjunto swab fino com secagem; B) Conjunto swab fino sem secagem; C) Conjunto swab normal 
com secagem; D) Conjunto swab normal sem secagem. 

 

O método URF foi utilizado como uma análise alternativa de reconhecimento 

de padrões não supervisionado. Por meio deste método foi possível identificar 

estruturas existentes em cada conjunto de dados, assim como extrair as variáveis de 

maior relevância na distinção dos grupos. Excetuando-se do conjunto de swab 

normal com secagem (Figura 5.9, C), os demais conjuntos apresentam uma 
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estrutura. Entretanto, a estrutura apresentada não está indicando uma 

potencialidade discriminante, o que seria esperado a partir de uma maior distância 

na coordenada principal 1 (PCo 1).  Ao invés disso, foi possível observar tendências 

de discriminação nas PCo 1 x PCo 4 (total de 93,61% de variância de PCo 1 a PCo4), 

no conjunto de swab fino com secagem (Figura 5.9 A) e PCo 2 x PCo 4 (39,89% de 

variância até PCo4) no de swab normal sem secagem ((Figura 5.9 D). Enquanto no 

conjunto de swab fino sem procedimento de secagem ((Figura 5.9 B) essa tendência 

foi observada pelas PCo 2 x PCo 3 (48,99% de variância). Ademais, é possível 

observar que o modelo nos conjuntos com procedimento de secagem descreve 

maior variância dos dados. 

 

 
Figura 5.9 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
de conjuntos de dados avaliados. A) Conjunto swab fino com secagem; B) Conjunto swab fino sem 
secagem; C) Conjunto swab normal com secagem; D) Conjunto swab normal sem secagem. 
 

Com o objetivo de analisar a potencialidade discriminante dos dados 

independentemente do tipo de swab a ser utilizado, também realizamos a análise 
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pelo URF a partir de uma junção desses conjuntos de dados. Esta análise foi 

realizada considerando-se um contexto de aplicação do método em grande 

demanda, no qual não seria possível o controle efetivo do tipo de swab a ser 

realizado para a coleta. Dessa forma, a junção dos conjuntos swab fino e swab 

normal resultou em dois novos modelos URF, cujos conjuntos totais são:  com 

procedimento de secagem (Figura 5.10 A) e sem procedimento de secagem (Figura 

5.10 B), ambos pré-processados pelos métodos SNV seguido de 1ª derivada (janela 

9 pontos, polinômio 2º grau). Como esperado, os resultados de cada conjunto são 

refletidos nestes modelos a partir da junção dos dados. Observa-se uma maior 

variância do conjunto cujo procedimento de secagem foi adotado (Figura 5.10 A), 

com um total de 96,04% das 5 primeiras PCo, em comparação a 61,10%, também 

das 5 PCo.   

 
Figura 5.10 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
de conjuntos de dados avaliados. A) Conjunto swab fino + swab normal com secagem; B) Conjunto 
swab fino + swab normal sem secagem. 

 

5.3.1 Seleção de Variáveis a partir de URF 

Neste estudo, foram propostos dois métodos para identificação de variáveis 

de maior relevância a partir de uma análise pela URF. Isso se fez importante neste 

contexto de uma análise exploratória na busca pela extração de informação que 

contribua para distinção de amostras infectadas pelo vírus SARS-CoV-2. 

Apresentamos aqui uma comparação dessa identificação pelos dois métodos a partir 
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da URF-PCoA dos conjuntos de dados swab fino com secagem (01) e swab fino sem 

secagem (02), utilizando a região de fingerprint (900 – 1800 cm-1). Estes conjuntos 

foram escolhidos, pois apresentam condições de realização de ambos os métodos 

propostos.  

Vale destacar que o método de identificação das variáveis com a utilização 

de amostras sem rótulo de classe, utilizando-se o resultado da análise PCoA e as 

distinções observadas no gráfico de coordenadas principais, parte do pressuposto 

de uma análise crítica frente ao resultado gráfico. 

É possível observar que para este conjunto de dados as regiões 

selecionadas são equivalentes, com algumas alterações na concentração de 

frequência, em que o método pela atribuição de classes a partir da projeção das 

amostras pelo gráfico de PCo (Figura 5.11 A), apresenta menores pontos com 

concentrações, em comparação ao método 02, que tem as classes atribuídas a partir 

do rótulo de classe real das amostras (Figura 5.11 B). Isso pode ser explicado pelo 

fato de que ao se utilizar uma rotulagem estimada por meio do gráfico de PCoA o 

modelo pode relacionar erroneamente informação espectral com alguma variação 

nos dados, ou, ao que parece ter ocorrido, diluir-se variações entre os grupos, ao se 

incluir variação intra-grupo. 

As regiões espectrais de maior relevância (> ¼ frequência relativa) de 

acordo com a análise pela URF-PCoA apresentados na Figura 5.11 (A e B) são as 

regiões de ~1735 cm-1, ~1697 cm-1, ~1573 - ~1588 cm-1,  ~1390 – 1400 cm-1; ~1280 

- 1360 cm-1; ~985 – 1000 cm-1 e ~937 cm-1. Vale destacar que algumas dessas 

regiões espectrais (~1573 - ~1588 cm-1 e ~985 – 1000 cm-1) apresentaram 

frequência relativa significativa apenas no modelo pelo método de amostras 

rotuladas. 
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Figura 5.11 Demonstração gráfica da frequência relativa para identificação de variáveis preditoras, a 
partir de dois métodos de identificação: A) modelo URF-PCoA amostras não rotuladas (conjunto swab 
fino com secagem); B) modelo URF-PCoA amostras rotuladas (conjunto swab fino com secagem). 

 

As variáveis de maior frequência relativa no conjunto de amostra a partir do 

swab fino sem procedimento de secagem (conjunto 02) são: ~1748 - 1711 cm-1; 

~1655 cm-1; ~1595 - 1560 cm-1; ~1490 cm-1;  1405 - 1383 cm-1; ~1350 - 1269 cm-1; 

~1083 cm-1; ~1029 - 989 cm-1; 940 - 920 cm-1 (Figura 5.12). Nesta seleção observa-

se uma menor concentração de variáveis com frequência significativa e uma maior 

distribuição de frequência por toda a região espectral.  

 

 
Figura 5.12 Demonstração gráfica da frequência relativa para identificação de variáveis preditoras, a 
partir de dois métodos de identificação: A) modelo URF-PCoA amostras não rotuladas (conjunto swab 
fino sem secagem); B) modelo URF-PCoA amostras rotuladas (conjunto swab fino sem secagem). 

 

Em todos os conjuntos analisados pelo método proposto foi possível destacar 

as informações de biomoléculas importantes para o estudo das alterações 

bioquímicas relacionadas ao vírus, como bandas características de lipídios (1745 cm-
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1, 1660 cm-1, 1490 cm-1 e 1390 cm-1), regiões características dos grupos funcionais 

Amida I (1650 cm-1), Amida II (1500 cm-1) e Amida III (1400 – 1300 cm-1), além de 

banda característica de grupos fosfodiéster de ácidos nucleicos (1083 cm-1). Essas 

informações estão de acordo com bandas destacadas por Wood e colaboradores na 

caracterização de amostras de saliva infectadas e não infectadas pela COVID-19.27 

 

5.3.2 Classificação das amostras a partir de URF 

Neste estudo, a classificação pelo método URF-RF foi realizada como uma 

proposta de melhor aproveitamento da URF como método alternativo de 

reconhecimento de padrões. São apresentados na Tabela 5.1 os parâmetros de 

desempenho dos modelos RF construídos a partir de modelo URF-PCoA, com a 

atribuição de classes pelos métodos A (amostras não rotuladas) e B (amostras 

rotuladas), descritos no item 5.4.2.  

 

Tabela 5.1 Parâmetros de desempenho de modelos de classificação URF-PCoA-RF, para a classe 
Positivo, de conjuntos de treinamento e teste (linha sombreada). 

Conjunto 
dados 

Modelo Método 
Pré-

processamento 
PCo 

SENS 
(%) 

ESPEC 
(%) 

F-
Score 

EXAT 
(%) 

01 URF/RF 
A ---- 4 

82,8 95,8 0,889 88,7 
90,9 91,3 0,909 91,1 

B ---- ---- 
92,0 83,9 0,876 87,7 
85,7 79,2 0,818 82,2 

02 URF/RF 
A ---- 2 

96,8 87,1 0,917 91,7 
92,6 90,0 0,909 91,2 

B ---- ---- 
82,5 95,7 0,881 89,5 
77,8 93,3 0,842 86,0 

03 URF/RF 

A 
---- 4 

58,5 88,9 0,727 64,0 
60,0 100 0,750 63,6 

B 
---- ---- 

---- ---- ---- ---- 
---- ---- ---- ---- 

04 URF/RF 
A ---- 1 

83,7 92,9 0,900 96,9 
60,9 100 0,757 62,5 

B ---- ---- 
--- ---- ---- ---- 
---- ---- ---- ---- 

05 URF/RF 
A ---- 2 

80,9 67,2 0,787 75,0 
81,4 70,8 0,823 77,6 

B 
SNV / 1ª 

DERIVADA (9) 
---- 

85,9 51,6 0,782 71,8 
90,0 59,3 0,828 77,6 

06 URF/RF 
A ---- 2 

67,5 77,3 0,740 71,4 
80,9 82,5 0,819 81,7 

B ---- ---- 
96,3 80,2 0,913 89,5 
93,6 79,4 0,898 87,6 

A = Método com estimativa de atribuição de classes pelo gráfico PCoA (amostras não rotuladas). B 
= Método com atribuição de classe real (amostras rotuladas). 
SENS = Sensibilidade; ESPEC = Especificidade; EXAT = Exatidão. 
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Para o conjunto de dados 01 (swab fino com procedimento de secagem), o 

método proposto com a classificação por meio de URF-PCoA-RF apresentou ganho, 

uma vez que os modelos desenvolvidos com as variáveis originais apresentaram 

sensibilidade de 50 a 87,5 % e especificidade de 43,7 a 76,2% (Tabela S01), para o 

conjunto de teste externo, inferiores aos valores de 85,7% e 90,9%, sensibilidade e 

79,2 e 91,3, de especificidade, obtidos com a classificação URF-PCoA-RF. 

Para o conjunto de dados 02 (swab fino sem procedimento de secagem), o 

método proposto também apresentou ganho de informação. Com os modelos 

PLSDA, GALDA e RF, foram obtidos os valores de sensibilidade de 33,3 a 90% e 

especificidade de 51,8 a 85,2%. Entretanto, apesar dos parâmetros de performance 

próximos, o conjunto de dados de swab fino sem procedimento de secagem 

proporcionou melhor resultado nos modelos URF/RF (F1-score de 0,909 e 0,842, 

métodos A e B, respectivamente), além de apresentar melhor aplicabilidade. 

Não foi possível obter modelos URF-PCoA-RF pelo método B para os 

conjuntos 03 e 04 (swab normal). Em contrapartida, foi possível um bom modelo GA-

LDA com esses mesmos dados, porém com redução do conjunto de treinamento 

para diminuir a discrepância entre as classes. Ademais, a junção de todos os 

conjuntos com diferentes tipos de swab, reduziu os parâmetros, principalmente de 

especificidade (Tabela 5.1 e Tabela S02).  Essa redução é mais visível no conjunto 

05, dados com procedimento de secagem.  

 Foram construídos modelos pelo método proposto utilizando somente a 

região de biofingerprint para construção dos modelos URF-PCoA. Entretanto, não 

houve melhora nos resultados (Tabela S03, Figuras S02 e S03). Entre os demais 

modelos realizados (Tabela S01), o método GA-LDA a partir da região fingerprint 

obteve melhores performances. Vale destacar que para os diversos modelos 

apresentados na Tabela S01, os modelos PLSDA apresentaram maiores números 

de amostras identificadas como anômalas pelos testes Q residual x T2 Hotelling, 

principalmente nos conjuntos de dados 01 e 05 (com procedimento de secagem). O 

número de amostras em cada subconjunto, bem como número de outliers 

identificados por modelo, estão apresentados no material suplementar (Tabelas S04 

e S05). Vale ressaltar que para ambos os modelos de classificação RF quanto os 

modelos URF-PCoA-RF, os parâmetros 𝑛𝑇𝑟𝑒𝑒𝑠, 𝑚𝑡𝑟𝑦 e número mínimo de nó folha 

foram otimizados (Figuras S04e S05).  
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 Os resultados da classificação pelo método proposto neste trabalho são 

equivalentes ou superiores a algumas abordagens semelhantes. O uso de análises 

com medição por ATR-IR diretamente de swab contendo biofluido foi relatado 

inicialmente por Barauna e colaboradores.12 Eles aplicaram GA-LDA a 171 espectros 

de biofluido orofaríngeo coletado por swab de algodão, obtendo sensibilidade de 

95% e especificidade de 89% na validação do modelo.  

O uso de uma suspensão contendo biofluido de coleta de swab nasofaríngeo 

foi avaliada por Nogueira e colaboradores28 para diagnóstico por meio de ATR-IR. 

Em estudo contendo 65 pacientes com suspeita de COVID-19, cuja coleta foi 

realizada com o uso de um tipo de meio de transporte viral, e 178 com coleta 

realizada com outro tipo de meio de transporte viral, os autores obtiveram modelo de 

classificação com sensibilidade de 84% e 87% e especificidade de 66% e 64%, para 

cada transporte viral avaliado, respectivamente. Recentemente, Heino e 

colaboradores29 também apresentaram uma avaliação dessa metodologia em um 

coorte maior (558 amostras positivas e 558 negativas). Os autores apresentaram 

resultados médios de validação cruzada (k-fold) com diferentes configurações de 

modelo PLS-DA a partir dos espectros recortados na região de fingerprint, com 

valores médios 61, 64 e 63%, de sensibilidade, especificidade e exatidão, 

respectivamente. 

Neste trabalho apresentamos um método de aprendizagem de máquina que 

proporciona ganho de informação nesta análise, adquirindo modelos com 

sensibilidade em torno de 90%. Entretanto, foram demonstrados aqui algumas 

limitações ao se empregar a análise espectroscópica utilizando o swab. A principal 

limitação é a possibilidade de incluir fonte de variação indesejada. Essa variação 

indesejada pode ser originada de diversos fatores, desde a interferência do material 

da fibra do swab, como observado, até uma baixa concentração de partículas virais 

na amostra. Este último pode estar associado a fatores externos associados à coleta. 

Wyle e colaboradores30 relataram maior quantidade de cópias de RNA na saliva do 

que nos fluidos nasofaríngeos.  Dessa forma, considerando-se que a combinação de 

modelos de classificação a partir de saliva, apresentado no Capítulo 4, obteve um 

bom desempenho na classificação de amostras positivas (93% de sensibilidade, 

74,0% de especificidade e 83% de precisão), a modelagem com swab apresentou 

performance equivalente, porém com maior risco de variabilidade indesejada além 
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da necessidade de métodos quimiométricos mais aprimorados para uma extração 

eficiente da informação contida nos dados. Ademais, apesar de ter sido possível a 

elaboração de modelo de classificação com dados completos incluindo diferentes 

tipos de swab, houve maior índice de outliers para modelos PLS-DA e GA-LDA e 

perda de performance de modelos URF/RF. Além disso, apesar de este estudo ser 

realizado para atender a uma demanda das instituições de saúde, não foi possível 

receber dados sociodemográficos e clínicos dos pacientes doadores para avaliação 

de possíveis influências de outros fatores. 

O método RF já foi aplicado neste tipo de problema. Guleken e 

colaboradores31 obtiveram excelentes resultados (Sens > 90%) com método 

supervisionado RF para identificar e associar espectros ATR-IR de soro sanguíneo 

a mudanças em parâmetros bioquímicos de mulheres grávidas infectadas por 

COVID-19. O uso de URF também identificou estrutura em dados de ATR-IR de 

saliva em estudo recente sobre COVID-19.16  

Afanador e colaboradores23 descreveram a potencialidade do método URF 

nos estudos na área biológica, destacando ainda que este método não seria tão 

aproveitado nesta área pela dificuldade de se obter informação das variáveis 

importantes. Neste trabalho, apresentamos a possibilidade de utilizar a URF como 

análise exploratória e como precursora para extrair informações relevantes. 

Apresentamos ainda a associação da URF a modelos de classificação binária pela 

RF para classificação das amostras, mesmo que se esteja diante de uma 

investigação inicial, ou seja, sem o conhecimento das classes.  

 

5.4.  Conclusões 

Floresta aleatória não supervisionada foi proposta neste trabalho como um 

método alternativo de reconhecimento de padrões, incluindo-se análise não 

supervisionada, seleção de variáveis e classificação para diagnóstico de COVID-19 

a partir de biofluido nasofaríngeo coletado em swab. Pelo método proposto é 

possível identificar que há estrutura nos dados analisados. Essa estrutura permite 

distinguir amostras positivas de negativas com alta exatidão. Entretanto, a utilização 

dessa metodologia empregando o swab necessita de maior investigação das fontes 

de variabilidade indesejadas. O método proposto permite uma classificação 

utilizando diferentes tipos de swab com exatidão de 87,6%, embora essa não-
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padronização seja mais suscetível a erros aleatórios e isso possa provocar maior 

fonte de variação indesejada. Portanto, a proposta de utilização de biofluidos 

coletados de diferentes swab, aquisição de espectro direto no equipamento, sem 

adição de tempo de secagem, visa a uma alta aplicabilidade. Isso é uma importante 

contribuição no contexto de triagem de indivíduos infectados.  
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CAPÍTULO 6 

 

CONCLUSÕES DA TESE 
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6. CONCLUSÕES DA TESE  

 

Neste trabalho apresentamos diversas abordagens de aprendizagem de 

máquinas, principalmente o método floresta aleatória, na solução de problemas do 

ponto de vista da Química. Além disso, ao descrever o princípio histórico da 

Quimiometria, contribuímos para uma maior compreensão de como os avanços 

tecnológicos nos equipamentos, a união desses equipamentos a computadores, a 

popularização e evolução dos microcomputadores, propulsionou o desenvolvimento 

desta área da Química. A Quimiometria é um campo com ampla aplicação em 

diferentes áreas da Química. Este campo se desenvolve muito rápido, tornando-se 

um desafio acompanharmos as diversas abordagens que vão surgindo. 

Como foi demonstrado ao longo desta tese, floresta aleatória é um método 

versátil e eficiente, cuja potencialidade ainda não é bem explorada nas abordagens 

com dados espectroscópicos na Química Analítica. É possível a utilização da RF não 

supervisionada para identificar estrutura existente nos dados espectroscópicos como 

ponto de partida em uma análise de reconhecimento de padrões. Além disso, este 

modelo não supervisionado pode ser utilizado para selecionar variáveis e até mesmo 

classificar, mesmo que se esteja diante de amostras não rotuladas, ou seja, sem o 

conhecimento das classes reais. Essa abordagem tem um alto potencial de aplicação 

nas investigações iniciais e triagens, podendo ser adaptado às características de 

cada estudo. 

Este trabalho adaptou-se à necessidade do contexto, inserindo-se na busca 

por contribuir para uma maior compreensão e métodos de diagnóstico alternativos, 

frente à pandemia causada pelo vírus SARS-CoV-2. Diante deste desafio, é cada 

vez mais importante projetos de integração entre as áreas de Ciências da Saúde e 

Ciências Exatas na busca por métodos de diagnósticos e biópsias líquidas, por meio 

de espectroscopia na região do infravermelho a partir de biofluidos, contribuindo para 

o estudo de diversas doenças.  

Dessa forma, é importante destacar a necessidade e a tendência na 

Quimiometria de se desenvolver, adaptar, ou aplicar os métodos de aprendizagem 

de máquina de uma forma heurística. Ou seja, não há uma forma única e 

padronizada, mas um desafio constante de focarmos nos problemas a serem 

resolvidos e nas habilidades que precisamos desenvolver para solucioná-los.   
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CAPÍTULO 7 

 

MATERIAIS SUPLEMENTARES E ANEXOS 

 

 

 

 Neste capítulo são apresentados os materiais suplementares dos artigos 

científicos apresentados nos capítulos 3, 4 e 5 desta tese. Nestes materiais são 

descritas informações suplementares sobre a metodologia, além de figuras e 

tabelas complementares citadas nos respectivos artigos. 

 O Anexo A apresenta um exemplo simples e didático do cálculo do índice de Gini 

em uma árvore de classificação. 

 Toda a produção científica durante o período do Doutorado em Química também 

é descrita neste capítulo. 
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7. MATERIAL SUPLEMENTAR E ANEXOS 

7.1. Material Suplementar - O uso de Floresta Aleatória Não 

Supervisionada na discriminação do óleo diesel: um estudo de 

caso de adulteração de combustível (Capítulo 3) 

 
Figura S01.  Espectros FT-MIR de óleo diesel (PD) e diesel dopado com adulterantes de terebintina 
(T) e óleo de soja (S), em nível de concentração de 1 a 20 % do volume. 
 

 

 

Figura S02.  Espectros FT-MIR de curvas padrão de diesel (PD) adulteradas com 1,0; 5,0; 10 e 20% 
de: (A) óleo de soja (S); (B) terebintina (T) 
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Figura S03.  Modelo PCA com diesel (PD) e misturas PD:T e PD:S, nos níveis de concentração 1, 5, 
10 e 20 % v/v: (A) Escores PC1 x PC2; (B) primeira derivada da média dos espectros; (C) 
carregamentos em PC1; (D) cargas em PC2. 
 
 
 

 

Figura S04. Gráfico de intervalos dos espectros MIR de amostras de diesel (modelo iPCA). 
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Figura S05.  Gráfico de escores de PCA  (PC1 versus PC2) de 48 amostras comerciais de óleo diesel, 
a partir de dados MIR, para cada intervalo de número de onda gerado pelo iPCA. Pré-processamento: 
primeira derivada.  
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Figura S06. Gráficos de escores e loadings de modelos de PCA com intervalos selecionado de 
variáveis: A e B – escores e loadings de modelo de PCA da região espectral MIR de 1500 a 1650 cm–

1; C e D – escores e loadings de modelo de PCA da região espectral MIR de 1150 a 1300 cm–1;  
E e F – escores e loadings de modelo PCA da região espectral MIR de 650 a 950 cm–1. 
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Tabela S1. Matriz de confusão de modelo SIMCA com parâmetros de desempenho do modelo de 
região espectral de 1816–1650 cm–1: A) Conjunto de treinamento; B) Conjunto de teste.  

A) Treinamento 
Matriz de confusão 

Parâmetros de desempenho 
 Real 

Previsto 
Classe 

alvo  
Classe 

não-alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

15 1 
2 1,00 0,92 0,96 0,06 0 0,94 

Classe 
não-alvo 

0 11 

B) Teste externo 
Matriz de confusão 

Parâmetros de desempenho 
 Real 

Previsto 
Classe 

alvo 
Classe 

não-alvo 
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

11 0 
2 078 1,00 0,86 0 0,21 1,0 

Classe 
não-alvo 

3 7 

 

Tabela S2. Matriz de confusão de modelo SIMCA com parâmetros de desempenho do modelo de 
região espectral de 1650–1500 cm–1: A) conjunto de treinamento; B) conjunto de teste externo. 

A) Treinamento 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

13 2 
2 0,87 0,83 0,85 0,16 0,13 0,85 

Classe não 
alvo 

2 10 

B) Teste 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

10 0 
2 0,71 1,0 0,81 0 0,28 1,0 

Classe não 
alvo 

4 7 
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Tabela S3. Matriz de confusão de modelo SIMCA com parâmetros de desempenho do modelo de 
região espectral de 1300–1150 cm–1: A) conjunto de treinamento; B) conjunto de teste externo. 

A) Treinamento 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

13 4 
3 0,87 0,67 0,78 0,33 0,13 0,76 

Classe não 
alvo 

2 8 

B) Teste 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

9 1 
3 0,64 0,86 0,71 0,14 0,35 0,90 

Classe não 
alvo 

5 6 

 

Tabela S4. Matriz de confusão de modelo SIMCA com parâmetros de desempenho do modelo de 
região espectral de 950–650 cm–1: A) conjunto de treinamento; B) conjunto de teste externo. 

A) Treinamento 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

10 5 
3 0,67 0,58 0,63 0,41 0,33 0,67 

Classe não 
alvo 

5 7 

B) Teste 
Matriz de confusão 

Parâmetros de performance 
 Real 

Previsto 
Classe 

alvo  
Classe 

não alvo  
PC Sens Espec Exat TFP TFN Prec 

Classe 
alvo 

11 4 
3 0,79 0,43 0,67 0,57 0,21 0,73 

Classe não 
alvo 

3 3 

Referências 

(1) Brasil. Agência Nacional de Petróleo Gás Natural e Biocombustíveis. Resolução ANP 
No 52 (RANP 52-2010); 2010. 

(2) Brasil. Agência Nacional de Petróleo Gás Natural e Biocombustíveis. Resolução ANP 
No 50, DE 23.12.2013. Agência Nacional do Petróleo, Gás Natural e Biocombustíveis 
2013, 11–13. 
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7.2. Material suplementar – Diagnóstico não invasivo para COVID-

19 a partir de biofluido saliva via espectroscopia FTIR e análise 

multivariada (Cap. 04)  

Informações de suporte 

 Tabela S-1.  Previsão de classe do conjunto de dados de teste de quatro modelos de classificação. 

 Figura S01.  Histograma da idade (anos) dos pacientes. (A) Diagnóstico RT-qPCR positivo; (B) 
Diagnóstico RT-qPCR negativo. 

 Figura S02.  Histograma de genes-alvo de análise RT-PCR. (A) Gene N; (B) Gene ORF1ab. 

 Figura S03.  Conjunto de dados espectrais MIR de amostras de saliva de n=237 pacientes com 
diagnóstico de RT-qPCR para infecção por COVID-19. A) positivo (n=138 amostras) e B) negativo 
(n=99 amostras). 

 Figura S04.  Conjunto de dados de espectros MIR originais de amostras de saliva (n=265) com o 
espectro médio (linha vermelha) e com diferentes abordagens de correção de linha de base 
avaliadas: A) espectros brutos B) Espectros após a linha de base corrigidos por meio do algoritmo 
airPLS; C) Espectros após o pré-processamento de primeira derivada; D) Espectros após pré-
processamento de SNV e suavização de Savitzky-Golay. 

 Figura S05.  Espectro derivado médio de amostras positivas (azul) e negativas (vermelho) com 
identificação da maior frequência no modelo URF (linha pontilhada). 

 Figura S06. MIR espectros truncados de 237 amostras (A) com um espectro médio (linha 
vermelha), e MIR espectros processados via segunda derivada com um espectro médio (linha 
vermelha). 

 Figura S07.  Classes reais e consensuais previstas para n = 165 amostras de saliva no conjunto 
de dados de treinamento (A) e para 72 amostras de saliva no conjunto de dados de teste (B). 

 Tabela S-2.  Matriz de confusão de modelos de classificação do conjunto de dados de treinamento 
e teste. 

 Tabela S-3. Tabela cruzada de sintomas de teste 𝜒ଶ (de acordo com os Centros de Controle e 
Prevenção de Doenças, CDC) do conjunto de dados de coortes participantes. 

 Figura S08.  Boxplot dos dias dos primeiros sintomas do conjunto de dados (n=237). 

 Tabela S-4. Parâmetros de qualidade de previsão de novo conjunto de dados (n=59) a partir de 
modelos aplicados. 

 Referências Complementares 
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Tabela S-1. Classes previstas para conjunto de teste a partir de 4 modelos de classificação.  

  
Classe prevista pelos modelos 

Samples Classe real 
GA-LDA* SPA-LDA PLS-DA* PSO-PLS-DA* *Consensus class 

1 1 1 1 2 2 1 

2 1 1 1 1 1 1 

3 1 2 2 2 2 2 

4 1 1 1 1 1 1 

5 1 1 1 2 1 1 

6 1 1 1 2 2 2 

7 1 1 1 1 1 1 

8 1 1 1 1 1 1 

9 1 1 1 1 1 1 

10 1 1 1 2 1 1 

11 1 1 1 1 1 1 

12 1 1 1 1 1 1 

13 1 1 1 1 1 1 

14 1 1 1 1 1 1 

15 1 1 1 1 1 1 

16 1 1 1 2 1 1 

17 1 1 2 2 1 1 

18 1 1 1 1 1 1 

19 1 1 1 1 1 1 

20 1 1 1 1 1 1 

21 1 1 1 2 1 1 

22 1 1 1 2 2 1 

23 1 1 1 1 1 1 

24 1 1 1 1 1 1 

25 1 1 1 1 2 1 

26 1 1 1 1 1 1 

27 1 1 1 1 1 1 

28 1 1 1 1 1 1 

29 1 1 1 1 1 1 

30 1 1 1 1 1 1 

31 1 1 1 1 1 1 

32 1 1 1 1 1 1 

33 1 2 1 2 2 2 

34 1 1 1 1 2 1 

35 1 1 1 1 1 1 

36 1 1 1 1 1 1 

37 1 1 1 1 1 1 

38 1 1 1 1 1 1 

39 1 1 1 1 1 1 
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     Continua...  

  Classe prevista pelos modelos 

Samples Classe real GA-LDA* SPA-LDA PLS-DA* PSO-PLS-DA* Consensus class 

     Continuação 

40 1 1 1 1 1 1 

41 1 1 1 1 1 1 

42 2 2 1 2 2 2 

43 2 2 2 2 2 2 

44 2 2 1 2 2 2 

45 2 2 2 2 2 2 

46 2 2 2 2 2 2 

47 2 2 2 2 2 2 

48 2 1 2 1 1 1 

49 2 1 1 1 1 1 

50 2 2 2 2 2 2 

51 2 2 2 2 2 2 

52 2 2 1 2 2 2 

53 2 1 1 1 1 1 

54 2 1 2 2 2 2 

55 2 1 1 2 1 1 

56 2 2 1 1 2 2 

57 2 2 1 2 2 2 

58 2 2 1 2 2 2 

59 2 2 1 2 2 2 

60 2 2 2 2 2 2 

61 2 2 1 1 1 1 

62 2 2 2 2 2 2 

63 2 1 1 1 1 1 

64 2 2 1 2 2 2 

65 2 2 1 2 2 2 

66 2 2 2 2 2 2 

67 2 1 1 1 1 1 

68 2 2 2 2 2 2 

69 2 2 2 2 2 2 

70 2 1 1 1 1 1 

71 2 2 2 2 2 2 

72 2 1 2 2 2 2 
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Figura S01. Histograma da idade (anos) do paciente. (A) Diagnóstico RT-qPCR positivo; (B) 
Diagnóstico RT-qPCR negativo. 
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Figura S02. Histograma genes-alvo de análise RT-PCR. (A) Gene N; (B) Gene ORF1ab. 
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Figura S03.  Conjunto de dados espectrais MIR de amostras de saliva de n=237 pacientes com 
diagnóstico de RT-qPCR para infecção por COVID-19. A) positivo (n=138 amostras) e B) negativo 
(n=99 amostras). 
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Figura S04.  Conjunto de dados de espectros MIR originais de amostras de saliva (n=265) com o 
espectro médio (linha vermelha) e com diferentes abordagens de correção de linha de base avaliadas: 
A) espectros brutos B) Espectros após a linha de base corrigidos por meio do algoritmo airPLS; C) 
Espectros após o pré-processamento de primeira derivada aplicado à correção de linha de base D) 
Espectros após pré-processamento de SNV e suavização de Savitzky-Golay. 
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Figura S05. Espectro derivado médio de amostras positivas (vermelhol) e negativas (azul) com 
identificação da maior frequência no modelo URF (linha pontilhada). 
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Figura S06. MIR espectros truncados (após correção de linha de base) de 237 amostras (A) com 
um espectro médio (linha vermelha), e MIR espectros processados via segunda derivada com um 
espectro médio (linha vermelha). 

 

Figura S07.  Classes reais e consensuais previstas  para n = 165 amostras de saliva no conjunto de 
dados de treinamento (A) e para n = 72 amostras de saliva no conjunto de dados de teste (B). 
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Tabela S-2.  Matriz de confusão de modelos de classificação do conjunto de dados de 
treinamento e teste. 

  GA-LDA SPA-LDA PLS-DA PSO-PLSDA 
  Cl.1 Cl.2 Cl.1 Cl.2 Cl.1 Cl.2 Cl.1 Cl.2 

VP 
Treino 84 46 67 43 68 52 77 52 
Teste 39 22 36 21 31 23 34 23 

VN 
Treino 46 84 43 67 52 68 52 77 
Teste 22 39 21 36 23 31 23 34 

FP 
Treino 22 13 25 30 16 29 16 20 
Teste 9 2 10 5 8 10 8 7 

FN 
Treino 13 22 30 25 29 16 20 16 
Teste 2 9 5 10 10 8 7 8 

VP = Verdadeiro positivo; VN = Verdadeiro negativo; FP = Falso positivo; FN = Falso negativo; Cl.1 
= Classe 1; Cl.2 = Classe 2. 
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Tabela S-3. Tabela cruzada de teste 𝝌𝟐 sintomas (de acordo com os Centros de Controle e 
Prevenção de Doenças, CDC) do conjunto de dados de coortes de participantes. 
 Sintoma Positivo Negativo 𝝌𝒄𝒂𝒍𝒄

𝟐  𝝌𝑻𝒂𝒃(𝜶ୀ𝟎,𝟎𝟓)
𝟐  p-valuor 

1 Febre 
Não 60 62 

8,461 3,841 0,0036 Sim 78 37 
        

2 
Dispneia 
(falta de 

ar) 

Não 104 73 
0,0805 3,841 0,7766 Sim 34 26 

        

3 
Saturação 
O2 < 95% 

Não 130 97 
2,0347 3,841 0,1537 Sim 8 2 

        

4 Tosse 
Não 53 34 

0,4095 3,841 0,5222 Sim 85 65 
        

5 Coriza 
Não 83 44 

5,7134 3,841 0,0168 Sim 55 55 
        

6 
Dor de 

garganta 
Não 75 54 

9,077.10-4 3,841 0,9760 
Sim 63 45 

        

7 Diarreia 
Não 117 78 

1,420 3,841 0,2333 Sim 21 21 
        

8 
Náuseas 

ou vômitos 
Não 121 85 

0,1684 3,841 0,6815 Sim 17 14 
        

9 
Dor de 
cabeça 

Não 63 38 
1,245 3,841 0,2645 Sim 75 61 

        

10 

Fadiga 
(cansaço 

ou 
fraqueza) 

Não 110 77 
0,1293 3,841 0,9760 

Sim 28 22 

        

11 
Perda de 

olfato 
Não 104 88 

6,856 3,841 0,0088 
Sim 34 11 
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Figura S08. Boxplot dos dias dos primeiros sintomas do conjunto de dados (n=237). 
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Tabela S-4. Parâmetros de qualidade de previsão de novo conjunto de dados (n=59). 

 
Conjunto de modelos Parâmetro de qualidade de previsão do novo conjunto de dados 

Modelo SET 
TRAI

N 
OUTL
IER 

VAL 
OUTL
IER 

VL/PC VAR SENS SPEC NER ER 
NOT 
ASSI

GNED 
VPP VPN TFP TFN EXAT MCC 

GA-LDA 246 172 7 72 2 0 34 76% 32% 54% 46% 0% 56% 54% 68% 24% 55% 0.08 

PLSDA 246 172 7 74 2 7 464 70% 48% 59% 41% 0% 57% 61% 52% 30% 59% 0.18 

PSO-PLS-
DA 

246 172 7 74 2 9 45 77% 48% 62% 38% 0% 63% 65% 52% 23% 63% 0.26 

Consensu
s class 

---- ---- ---- ---- ---- ---- ---- 70% 41% 56% 44% 0% 58% 56% 58% 29% 57% 0.13 
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7.3. Material suplementar - Floresta Aleatória Não Supervisionada 

como alternativa para reconhecimento de padrões e 

diagnóstico de COVID-19 a partir de swab nasofaríngeo e 

espectroscopia MIR (Cap. 05). 

 

Neste material suplementar estão apresentados: 

 

Figura S01. Representação da etapa de subtração de espectros de swab em conjunto de dados 
número 03 (swab normal com procedimento de secagem).  

Tabela S01 Parâmetros de desempenho de modelos de classificação para a classe Positivo, de 
conjuntos de treinamento e teste (linha sombreada) a partir de variáveis espectrais pré-processadas. 

Tabela S02 Parâmetros de desempenho de modelos de classificação para a classe Positivo, de 
conjuntos de treinamento e teste (linha sombreada) a partir de variáveis espectrais pré-processadas. 

Tabela S03. Parâmetros de desempenho de modelos de classificação URF-PCoA-RF, a partir de 
região de Fingerprint, para a classe Positivo, de conjuntos de treinamento e teste (linha sombreada). 

Figura S02 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
a partir de região Fingerprint de conjuntos de dados avaliados. A) Conjunto swab fino com secagem; 
B) Conjunto swab fino sem secagem; C) Conjunto swab normal com secagem; D) Conjunto swab 
normal sem secagem. 

Figura S03 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
a partir de região Fingerprint de conjuntos de dados avaliados. A) Conjunto swab fino + swab normal 
com secagem; B) Conjunto swab fino + swab normal sem secagem. 

Tabela S04 Divisão de conjuntos de dados em treinamento e teste e número de outliers identificados 
nos modelos de classificação. 

Tabela S05 Divisão de conjuntos de dados em treinamento e teste e número de outliers identificados 
nos modelos de classificação. 

Figura S04 Parâmetros otimizados para modelos de classificação RF a partir de variáveis 
selecionadas pelo método URF (A) e variáveis espectrais na região de fingerprint (C). 

Figura S05 Parâmetros otimizados para modelos de classificação URF-PCoA-RF a partir de dois 
métodos de atribuição de classes, para amostras não-rotuladas (A) e rotuladas (B). 
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Figura S01. Representação da etapa de subtração de espectros de swab em conjunto de dados 
número 03 (swab normal com procedimento de secagem). 
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Tabela S01 Parâmetros de desempenho de modelos de classificação para a classe Positivo, de 
conjuntos de treinamento e teste (linha sombreada) a partir de variáveis espectrais pré-processadas 
com seleção de variáveis (A), espectros inteiros (B) e região de fingerprint (C). 

Conjunto 
dados 

Modelo 
Divisão 

espectro 
Pré-

processamento 
VL 

SENS 
(%) 

ESPEC 
(%) 

F-
Score 

EXAT 
(%) 

01 

PLSDA 

A Normalização 6 
80,4 90,6 0,841 85,9 
60,0 63,6 0,600 61,9 

B 
SNV; 1ª 
Derivada 

8 
75,0 84,1 0,796 79,2 
62,5 71,4 0,667 66,7 

C 
SNV; 1ª 
Derivada 

10 
81,5 84,4 0,838 82,8 
70,0 66,7 0,737 68,7 

GALDA 

A 
Centrado na 

média 
-- 

70,0 74,5 0,707 72,4 
76,2 75,0 0,744 75,6 

B 
1ª Derivada 

(15) 
-- 

83,6 78,0 0,821 80,3 
87,5 76,2 0,840 82,2 

C 
Centrado na 

média 
-- 

87,3 82,0 0,857 84,8 
87,5 76,2 0,840 82,2 

RF 
A Normalização -- 

47,4 68,7 0,519 58,7 
50,0 62,5 0,518 56,7 

C MSC -- 
59,6 57,8 0,519 58,7 
71,4 43,7 0,606 56,7 

02 

PLSDA 

A 2ª derivada 17 
78,7 85,7 0,807 82,4 
70,4 60,0 0,655 64,9 

B 1ª derivada (7) 7 
77,9 66,7 0,752 72,7 
80,0 59,3 0,653 70,2 

C 
1ª derivada 

(15) 
10 

76,8 68,8 0,706 73,1 
66,7 51,8 0,635 59,6 

GALDA 

A MSC -- 
77,0 79,7 0,770 78,5 
77,2 76,7 0,764 77,2 

B 
2ª derivada 

(15) 
-- 

89,9 83,9 0,879 87,0 
70,0 85,2 0,764 77,2 

C 
SNV; 2ª 

derivada (15) 
-- 

74,9 80,6 0,806 80,0 
90,0 66,7 0,818 78,9 

RF 
A 

SNV; 1ª 
derivada (7) 

-- 31,7 71,4 0,388 52,6 
33,3 83,3 0,439 59,6 

C 
Centrado na 

média 
-- 45,8 56,2 0,471 51,3 

50,0 60,0 0,514 55,3 

03 

GALDA 

A 
MSC -- 

100 100 1 100 
92,9 100 0,963 93,5 

B SNV; 
2ª derivada (9) 

-- 
100 100 1 100 
100 80,5 0,714 84,3 

C 
2ª derivada (9) -- 

100 100 1 100 
100 78,0 0,689 82,3 

RF 
A Normalização -- 

75,0 50,0 0,775 68,2 
40,0 100 0,571 46,0 

C SNV  
96,8 33,3 0,923 86,5 
76,7 0 0,793 65,7 

A = Variáveis previamente selecionadas pelo URF-PCoA; B = Espectro inteiro (exceto região 2800 – 
1800 cm-1); C = Espectro região de Fingerprint (1800 - 900 cm-1); SENS = Sensibilidade; ESPEC = 
Especificidade; EXAT = Exatidão. 
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Tabela S02 Parâmetros de desempenho de modelos de classificação para a classe Positivo, de conjuntos 
de treinamento e teste (linha sombreada) a partir de variáveis espectrais pré-processadas com seleção de 
variáveis (A), espectros inteiros (B) e região de fingerprint (C). 

Conjunto 
dados 

Modelo 
Divisão 

espectro 
Pré-

processamento 
VL 

SENS 
(%) 

ESPEC 
(%) 

F-
Score 

EXAT 
(%) 

05 

PLSDA 

A 
SNV; 2ª 

derivada (15) 
2 

74,1 53,4 0,72 65,7 
67,5 62,9 0,7 65,7 

B 
SNV; 2ª 

derivada (15) 
8 

83,6 78,6 0,836 81,4 
83,3 57,1 0,8 73,7 

C MSC 10 
68,9 80,7 0,750 74,0 
78,6 25,0 0,71 59,1 

GALDA 

A MSC -- 
83,1 71,4 0,812 78,1 
70,0 85,2 0,778 76,1 

B 2ª derivada (9) -- 
84,5 84,1 0,861 84,3 
82,5 74,1 0,825 79,1 

C MSC -- 
79,7 68,4 0,781 74,8 
100 75,0 0,933 90,9 

RF 
A 

Centrado na 
média 

-- 
68,9 54,8 0,689 63,1 
34,6 88,9 0,486 56,8 

C MSC -- 
75,5 46,6 0,711 63,7 
80,8 38,9 0,724 63,6 

06 

PLSDA 

A MSC 12 
71,8 81,5 0,771 76,1 
66,0 70,6 0,704 67,9 

B 
SNV; 1ª 

derivada (15) 
3 

58,1 74,7 0,656 65,2 
48,9 85,3 0,613 64,2 

C 2ª derivada (9) 3 
62,0 71,2 0,670 66,1 
59,3 82,3 0,691 69,1 

GALDA 

A MSC -- 
84,5 77,8 0,836 81,5 
72,3 73,5 0,756 72,8 

B 
SNV; 2ª 

derivada (15) 
-- 

77,7 71,2 0,777 74,9 
80,8 67,6 0,792 75,3 

C 
SNV; 2ª 

derivada (9) 
-- 

80,2 60,0 0,764 71,6 
78,7 76,5 0,804 77,8 

RF 
A 

Centrado na 
média 

-- 60,0 53,3 0,617 57,1 
77,4 87,0 0,827 81,5 

C 
Centrado na 

média 
-- 61,6 56,5 0,636 59,4 

74,2 60,9 0,730 68,5 
A = Variáveis previamente selecionadas pelo URF-PCoA; B = Espectro inteiro (exceto região 2800 – 
1800 cm-1); C = Espectro região de Fingerprint (1800 - 900 cm-1); SENS = Sensibilidade; ESPEC = 
Especificidade; EXAT = Exatidão. 
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Tabela S03. Parâmetros de desempenho de modelos de classificação URF-PCoA-RF, a partir de 
região de Fingerprint, para a classe Positivo, de conjuntos de treinamento e teste (linha sombreada). 

Conjunto 
dados 

Modelo Método 
Pré-

processamento 
PCo 

SENS 
(%) 

ESPEC 
(%) 

F-
Score 

EXAT 
(%) 

01 URF/RF 
A ---- 4 

96,5 66,7 0,859 82,9 
100 85,7 0,943 93,5 

B ---- ---- 
94,0 80,4 0,870 86,8 
57,1 66,7 0,585 62,2 

02 URF/RF 
A ---- 2 

82,3 85,9 0,829 84,2 
92,6 100 0,961 96,5 

B ---- ---- 
93,6 94,3 0,936 93,9 
74,1 90,0 0,800 82,5 

03 URF/RF 

A 
---- 3 

92,0 92,0 0,920 92,0 
100 90,9 0,956 95,4 

B 
---- ---- 

---- ---- ---- ---- 
---- ---- ---- ---- 

04 URF/RF 
A ---- 2 

75,6 58,3 0,809 71,9 
100 66,7 0,857 83,3 

B ---- ---- 
--- ---- ---- ---- 
---- ---- ---- ---- 

05 URF/RF 
A 

SNV / 1ª 
DERIVADA (9) 

4 
90,69 85,9 0,895 88,5 
91,8 96,7 0,944 94,0 

B ---- 
97,8 50,0 0,841 78,2 
92,5 22,2 0,755 64,2 

06 URF/RF 
A ---- 2 

67,5 77,3 0,740 71,4 
80,9 82,5 0,819 81,7 

B ---- ---- 
99,1 74,1 0,908 88,4 
97,9 79,4 0,920 90,1 

A = Método com estimativa de atribuição de classes pelo gráfico PCoA (amostras não rotuladas). B 
= Método com atribuição de classe real (amostras rotuladas). 
SENS = Sensibilidade; ESPEC = Especificidade; EXAT = Exatidão. 
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Figura S02 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
a partir de região Fingerprint de conjuntos de dados avaliados. A) Conjunto swab fino com secagem; 
B) Conjunto swab fino sem secagem; C) Conjunto swab normal com secagem; D) Conjunto swab 
normal sem secagem. 
 

 

Figura S03 Gráficos de coordenadas principais, a partir de modelo URF-PCoA (distância Euclidiana) 
a partir de região Fingerprint de conjuntos de dados avaliados. A) Conjunto swab fino + swab normal 
com secagem; B) Conjunto swab fino + swab normal sem secagem. 
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Tabela S04 Divisão de conjuntos de dados em treinamento e teste e número de outliers 
identificados nos modelos de classificação. 

Conjunto dados Modelo Divisão espectro 
Treino Teste Outliers 

POS NEG POS NEG Treino Teste 

01 
 

(n=151) 
POS=71 
NEG=80 

PLSDA 

A 46 
53 

11 10 7 24 

B 52 44 8 7 10 30 

C 54 45 6 10 7 29 

GALDA 

A 50 55 21 24 1 0 

B 50 55 21 24 1 0 

C 50 55 21 24 1 0 

RF 
A 57 64 14 16 0 0 

C 57 64 14 16 0 0 

02 
 

(n=190) 
POS=90 

NEG=100 

PLSDA 

A 61 70 27 30 2 0 

B 60 68 27 30 5 0 

C 61 69 27 30 3 0 

GALDA 

A 61 69 27 30 3 0 

B 62 69 27 30 2 0 

C 62 68 27 30 3 0 

RF 
A 63 70 27 30 0 0 

C 72 80 18 20 0 0 

03 
 

(n=72) 
POS=61 / NEG=11 

GALDA 

A 16 6 37 4 0 9 

B 20 6 41 5 0 0 

C 20 6 41 5 0 0 

RF 
A 31 6 30 5 0 0 

C 31 6 30 5 0 0 

04 
 

(n=81) 
POS=66 / NEG=15 

GALDA A 20 8 46 7 0 0 

A = Variáveis previamente selecionadas pelo URF-PCoA; B = Espectro inteiro (exceto região 2800 – 
1800 cm-1); C = Espectro região de Fingerprint (1800 - 900 cm-1); SENS = Sensibilidade; ESPEC = 
Especificidade; EXAT = Exatidão. 
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Tabela S05 Divisão de conjuntos de dados em treinamento e teste e número de outliers 
identificados nos modelos de classificação. 

Conjunto de 
dados 

Modelos 
Treino Teste Outliers 

POS NEG POS NEG Treino Teste 

05 
 

(n=223) 
POS=132 
NEG=91 

PLSDA 

A 
SNV; 2ª 

derivada (15) 
85 58 40 27 13 0 

B 
SNV; 2ª 

derivada (15) 
73 56 12 7 27 48 

C MSC 74 57 14 8 25 45 

GALDA 

A MSC 83 63 40 27 10 0 

B 2ª derivada (9) 84 63 40 27 9 0 

C MSC 74 57 14 8 25 45 

RF 
A 

Centrado na 
média 

106 73 26 18 0 0 

C MSC 106 73 26 18 0 0 

06 
 

(n=271) 
POS=156 
NEG=115 

PLSDA 

A MSC 103 81 47 34 6 0 

B 
SNV; 1ª 

derivada (15) 
105 79 47 34 6 0 

C 2ª derivada (9) 100 80 47 34 10 0 

GALDA 

A MSC 103 81 47 34 6 0 

B 
SNV; 2ª 

derivada (15) 
103 80 47 34 7 0 

C 
SNV; 2ª 

derivada (9) 
101 75 47 34 14 0 

RF 
A 

Centrado na 
média 

125 92 31 23 0 0 

C 
Centrado na 

média 
125 92 31 23 0 0 

A = Variáveis previamente selecionadas pelo URF-PCoA; B = Espectro inteiro (exceto região 2800 – 
1800 cm-1); C = Espectro região de Fingerprint (1800 - 900 cm-1); SENS = Sensibilidade; ESPEC = 
Especificidade; EXAT = Exatidão. 
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Figura S04 Parâmetros otimizados para modelos de classificação RF a partir de variáveis 
selecionadas pelo método URF (A) e variáveis espectrais na região de fingerprint (C). 
 

 

Figura S05 Parâmetros otimizados para modelos de classificação URF-PCoA-RF a partir de dois 
métodos de atribuição de classes, para amostras não-rotuladas (A) e rotuladas (B). 
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7.4. ANEXO A - Exemplo de cálculo de índice de Gini em árvore de 

classificação 

 

Nesta árvore de um exemplo hipotético, o nó raiz é a variável 𝑥17, que 

representa um número de onda amostrado aleatoriamente dentro do parâmetro 

𝑚𝑡𝑟𝑦, já selecionado como nó raiz nesta árvore de classificação. Nesta variável há 

o teste que é a primeira partição realizada neste exemplo (𝑥17 < 0.120651 𝑜𝑢 𝑥17 ≥

0.120651), representado pela linha azul na figura abaixo (Figura S01). Esta figura é 

uma forma ilustrativa de demonstrar as partições dadas na árvore do exemplo.  

 
Figura S01 ilustração de distribuição de 36 amostras de exemplo hipotético para árvore de 

classificação, sendo 23 amostras pertencentes à classe 1 (círculo azul) e 13 amostras pertencentes 
à classe 2 (triângulo vermelho). 

 

Repare que com a divisão dada pela primeira partição é encontrado um nó 

folha com 9 amostras que satisfazem o teste 𝑥17 ≥ 0.120651, todas pertencentes à 
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classe 2, não necessitando de mais divisões a partir deste nó. Em outro sentido, as 

amostras alocadas à esquerda dessa partição (𝑥17 < 0.120651), precisam de outra 

divisão, que é dada ortogonal à primeira (𝑥3 < 0.155715 𝑜𝑢 𝑥3 ≥ 0.155715), 

representada pela linha laranja na figura S01. Desta nova divisão também resultou 

um nó terminal (folha) com 3 amostras pertencentes à classe 2 na região que satisfaz 

o teste 𝑥3 ≥ 0.155715. Das 36 amostras iniciais, restam então 24, sendo 23 da classe 

1 e 1 da classe 1. Uma outra partição dentro do subespaço já particionado (𝑥17 <

0.120651 𝑒 𝑥3 < 0.155715) é realizado com o teste  𝑥11 < 0.0121926 𝑜𝑢 𝑥11 ≥

0.0121926, representada pela linha cinza. Com esta partição é resultado um nó folha 

contendo 22 amostras pertencentes à classe 1, restando um outro nó folha contendo 

1 amostra classe 1 e 1 amostra classe 2.      

Para fins didáticos de compreensão do índice de Gini demonstraremos os 

cálculos com base nesta árvore hipotética. Podemos calcular o índice de Gini para 

este nó raiz (𝑥17 < 0.120651 𝑜𝑢 𝑥17 ≥ 0.120651) e o ganho de informação dos nós 

ramos ou descendentes (𝑥3 < 0.155715 𝑜𝑢 𝑥3 ≥ 0.155715 e 𝑥11 <

0.0121926 𝑜𝑢 𝑥11 ≥ 0.0121926), pelos números de registros (amostras) de cada 

classe em cada nó. 

O cálculo do índice de impureza Gini do nó raiz é dado pela Equação 01. Nela 

são consideradas as frequências relativas de cada classe no respectivo nó. 

𝑁ó௥௔௜௭(௫ଵ଻) = 𝐶𝑙𝑎𝑠𝑠𝑒 1 = 23 + 𝐶𝑙𝑎𝑠𝑠𝑒 2 = 13 ∴ 𝑇𝑜𝑡𝑎𝑙 = 36  

𝐺(௡ó ௥௔௜௭) = 1 − ൤ቀ
ଶଷ

ଷ଺
ቁ

ଶ
+ ቀ

ଵଷ

ଷ଺
ቁ

ଶ

൨ = 0,46 Eq. 01 

Em seguida, realizamos o cálculo do ganho de informação da variável 𝑥3, que 

representa um outro número de onda dentro da amostra aleatória, um nó 

descendente ao nó raiz. Esse cálculo é realizado em etapas. Primeiro calculamos o 

índice de Gini para cada teste feito no nó. Se fosse um caso utilizando variáveis 

categóricas, as respostas no teste seriam Sim ou Não, contabilizando-se os registros 

para cada resposta do teste. Mas como estamos trabalhando com variáveis 

numéricas, os registros são encontrados a partir do teste > ou < com base em um 

valor como parâmetro de divisão recursiva. As equações 02 e 03 calculam então 

esse índice em cada teste neste nó. 

𝑁ó௫ଷ = 𝐶𝑙𝑎𝑠𝑠𝑒 1 = 23 + 𝐶𝑙𝑎𝑠𝑠𝑒 2 = 4 ∴ 𝑇𝑜𝑡𝑎𝑙 = 27  
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∑ ௫ଷಬబ.భఱ

∑ ௡ó ௥௔௜௭
ቀ𝐺൫𝑥3<0.15൯ቁ =

ଶସ

ଷ଺
൤1 − ቀ

ଶଷ

ଶସ
ቁ

ଶ

− ቀ
ଵ

ଶସ
ቁ

ଶ

൨ = 0,053 Eq. 02 

∑ ௫ଷಭబ.భఱ

∑ ௡ó ௥௔௜௭
ቀ𝐺൫𝑥3>0.15൯ቁ =

ଷ

ଷ଺
൤1 − ቀ

଴

ଷ
ቁ

ଶ

− ቀ
ଷ

ଷ
ቁ

ଶ

൨ = 0  Eq. 03 

A seguir, calculamos o ganho de informação deste nó descendente (Equação 

04). 

𝐺(௡ó ௥௔௜௭) − 𝐺(௫ଷ) = 0,46 − 0,053 − 0 = 0,407 Eq. 04 

 

Da mesma forma, realizamos o cálculo do ganho de informação da variável 

𝑥11, que representa outro número de onda dentro da amostra aleatória como nó 

descendente ao nó raiz, com o índice de Gini deste nó nas equações 05 e 06, 

seguido pelo cálculo de ganho de informação pela Equação 07. 

𝑁ó௫ଵଵ = 𝐶𝑙𝑎𝑠𝑠𝑒 1 = 23 + 𝐶𝑙𝑎𝑠𝑠𝑒 2 = 1 ∴ 𝑇𝑜𝑡𝑎𝑙 = 24  

∑ ௫ଵଵಬబ.బభమ

∑ ௡ó ௥௔௜௭
ቀ𝐺൫𝑥11<0.012൯ቁ =

ଶ

ଷ଺
൤1 − ቀ

ଵ

ଶ
ቁ

ଶ

− ቀ
ଵ

ଶ
ቁ

ଶ

൨ = 0,028 Eq. 05 

∑ ௫ଵ ಭబ.బభమ

∑ ௡ó ௥௔௜௭
ቀ𝐺൫𝑥11>0.012൯ቁ =

ଶଶ

ଷ଺
൤1 − ቀ

ଶଶ

ଶଶ
ቁ

ଶ

− ቀ
଴

ଶଶ
ቁ

ଶ

൨ = 0  Eq. 06 

A seguir, calculamos o ganho de informação deste nó descendente (Equação 

04). 

𝐺(௡ó ௥௔௜௭) − 𝐺(௫ଵଵ) = 0,46 − 0,028 − 0 = 0,432 Eq. 07 

   

Dessa forma podemos considerar que a variável 𝑥11 fornece maior ganho de 

informação (0,432) do que a variável 𝑥3 (0,407). Podemos observar ainda que os 

nós com menores índices de Gini são os nós com maior grau de pureza e o nó com 

índice de Gini zero indica que neste nó todas as amostras foram classificadas como 

pertencentes a uma só classe e não precisam ser feitas novas divisões deste nó, ou 

seja, um nó terminal, ou nó folha. 

Vale ressaltar que este exemplo utilizou variáveis já selecionadas como 

preditoras para construção desta árvore diante de uma série de variáveis contínuas. 

Este exemplo foi demonstrado apenas para melhor compreensão de como o cálculo 

pode trazer informação da importância da variável.   

Todas as etapas apresentadas aqui são realizadas para cada uma das 

variáveis amostradas em 𝑚𝑡𝑟𝑦, em cada crescimento de árvore, nas quais resultam 

na seleção das variáveis preditoras para cada árvore no modelo RF. 
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Trabalhos apresentados em eventos 2019-2022  

 Evento: XXXVI Reunião Anual da FESBE 2022 –. 05/08/2022 a 09/08/2022. Título: 
Plasma analysis of patients with Fabry's disease through ATR - FTIR spectroscopy. 
Autores: Carolina Teles Barretto, Márcia Helena Cassago Nascimento, Tiago Barcelos 
Silva, Pedro Augusto Costa Dias, Bruna Ferro Brun, Luciene Cristina Gastalho Campos, 
Wanderson Romão, Paulo Roberto Filgueiras, Valério Garrone Baraúna. Participação 
como coautora. 

 Evento: XXXVI Reunião Anual da FESBE 2022 –. 05/08/2022 a 09/08/2022. Título: Study 
of Multiple Sclerosis by Infrared Spectroscopy. Autores: Raí dos Santos Santiago, Marcia 
Helena Nascimento Cassago Nascimento, Leonardo Barbosa Leal, Paulo Roberto 
Figueiras, Wanderson Romão, Regina Eliza Albano Vanzo, Carla Carvalho Nascimento, 
Bruno Batitucci Castrillo, Paula Zago Melo Dias, Valerio Garrone Barauna, Lívia Carla 
Melo Rodrigues. Participação como coautora. 

 Evento: Congresso Brasileiro de Neurologia – 21 a 24 de setembro de 2022. Título: Study 
of Multiple Sclerosis by Fourier-Transform Infrared vibrational spectroscopy technique. 
Autores: Raí dos Santos Santiago, Marcia Helena Cassago Nascimento, Leonardo 
Barbosa Leal, Bruno Batitucci Castrillo, Paula Zago Melo Dias, Paulo Roberto Figueiras, 
Wanderson Romão, Valerio Garrone Barauna, Lívia Carla de Melo Rodrigues. 
Participação como coautora. 

 Evento: XXXVI Reunião Anual da FESBE 2022 –. 05/08/2022 a 09/08/2022. Título: 
Comparison between diluted versus non-diluted plasma to identify Fabry disease by FTIR. 



209 
 

 
 

Autores: Pedro Augusto Costa Dias, Tiago Barcelos da Silva , Bruna Ferro Brun , 
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Luiz , Valério Garrone Barauna. Participação como coautora. 

 Evento: XXXVI Reunião Anual da FESBE 2022 –. 05/08/2022 a 09/08/2022. Título: Use 
of FTIR in the study of biochemical profile of obese patients. Autores: Amanda Motta 
Bortoli, Marcia Helena Cassago Nascimento, Thafanys Sousa Travezani, Leonardo 
Barbosa Leal, Paulo Roberto Filgueiras, Wanderson Romão, Gustavo Peixoto Soares 
Miguel, Valerio Garrone Barauna, Fabiano Kenji Haraguchi. Participação como coautora. 

 Evento: XXXVI Reunião Anual da FESBE 2022 –. 05/08/2022 a 09/08/2022. Título: The 
use of infrared spectroscopy to classify patients with altered D-dimer values. Autores: 
Bruna Ferro Brun, Pedro Augusto Costa Dias, Márcia Helena Cassago Nascimento, 
Wanderson Romão, Paulo Roberto Filgueiras, Valério Garrone Barauna. Participação 
como coautora. 

 Evento XXII Encontro Latino Americano de Pós-Graduação (XXII EPG) – Universidade 
do Vale do Paraíba (evento on line). 19 a 21 de outubro de 2021. Título: Novas 
abordagens de aprendizagem de máquinas para identificação de variáveis importantes 
em bioespectroscopia. Autores: MARCIA HELENA CASSAGO NASCIMENTO; Pedro 
Augusto Costa Dias; Tiago Barcelos da Silva; Bruna Ferro Brum; Carolina Teles Barreto. 
Valerio G. Barauna, Paulo Roberto Filgueiras. Tipo de apresentação: apresentação no 
formato e-poster. 

 Evento XXII Encontro Latino Americano de Pós-Graduação (XXII EPG) – Universidade 
do Vale do Paraíba (evento on line). 19 a 21 de outubro de 2021. Título: Autenticidade de 
cédulas de segunda família do Real com espectroscopia Raman portátil e modelos one-
class. Autores: Marcia Helena Cassago Nascimento; Layla Paixão Santos; Iago Henrique 
A. S. Barros; Ellisson Henrique de Paulo; Wanderson Romão; Paulo Roberto Filgueiras. 
Tipo de apresentação: apresentação no formato e-poster. 

 Evento XXVI Encontro Latino Americano de Iniciação Científica (XXVI INIC)– 
Universidade do Vale do Paraíba (evento on line). 19 a 21 de outubro de 2021. Título: 
Estudo do Perfil Espectral de Compostos Anticoagulantes e sua Influência na 
Bioespectroscopia. Autores: Marcia Helena Cassago Nascimento; Kelly Caroline 
Gonçalves Monteiro Gomes, Anne Louise Silva Torres, Geovana Melo de Matos, Márcia 
Helena Cassago Nascimento, Carine Coneglian de Farias, Paulo Roberto Figueiras e 
Valerio Garrone Barauna. Participação como coautora. 

 Evento: VIII Encontro Capixaba de Química - SBQ/ES – Universidade Federal do Espírito 
Santo (evento on line). 17 a 17 de dezembro de 2021. Título: Espectroscopia no 
infravermelho para diagnóstico de COVID-19 a partir de saliva: Uma comparação entre 
NIR e MIR. Autores: Marcia Helena Cassago Nascimento; Ellisson Henrique de Paulo; 
Francine Dalapícola dos Santos; Wena Dantas Marcarini, Leonardo Barbosa Leal, Valerio 
G. Barauna, Wanderson Romão e Paulo Roberto Filgueiras. Tipo de apresentação: 
apresentação no formato e-poster. 

 Evento: XI Workshop de Quimiometria – Universidade Estadual da Paraíba (evento on 
line). 30 de novembro a 03 de dezembro de 2020. Título: Uso de FT-MIR e Floresta 
Randômica na identificação de adulteração de diesel. Autores: Márcia Helena C. 
Nascimento; Gabriely S. Folli; Layla P. Santos;  Francine D. Santos; Cristina M. Sad; 
Ellisson H. de Paulo; Wanderson Romão; Paulo Roberto Filgueiras. Tipo de 
apresentação: Apresentação oral. 

 Evento: XI Workshop de Quimiometria – Universidade Estadual da Paraíba (evento on 
line). 30 de novembro a 03 de dezembro de 2020. Título: Modelos oneclass e outlier 
artificial na identificação de adulteração em azeite. Autores: Márcia Helena C. 
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Nascimento; Flávia T. Borghi; Gabriely S. Folli; Layla P. Santos;  Francine D. Santos; 
Ellisson H. de Paulo; Wanderson Romão; Paulo Roberto Filgueiras. Tipo de 
apresentação: Apresentação oral. 

 Evento: 17ª Semana Nacional de Ciência e Tecnologia, Instituto Federal do Espírito 
Santo, Campus de Vila Velha,ES, 23 a 24 de novembro de 2020. Título: Identificação de 
adulteração em óleo diesel por meio de espectroscopia IV e quimiometria. Autores: Márcia 
Helena Cassago Nascimento; Gabriely S. Folli; Layla P. Santos; Francine D. Santos; 
Cristina M. S. Sad; Ellisson H. de Paulo; Wanderson Romão; Paulo Roberto Filgueiras. 
Tipo de apresentação: Poster. 

 Evento: 17ª Semana Nacional de Ciência e Tecnologia, Instituto Federal do Espírito 
Santo, Campus de Vila Velha,ES, 23 a 24 de novembro de 2020. Título: Estudo de caso 
de determinação de teor de álcool em cachaça como ferramentas para ensino de Química 
para estudantes da modalidade de jovens e adultos - um relato de experiência. Autores: 
Márcia Helena Cassago Nascimento; Wanderson Romão; Paulo Roberto Filgueiras. Tipo 
de apresentação: Poster. 

 Evento: VII Encontro Capixaba de Química SBQ/ES, Universidade Federal do Espírito 
Santo, 04 a 07 de novembro de 2019. Título: Fusão de dados de técnicas GC-FID para 
determinação de ponto de fulgor e pressão de vapor Reid em petróleo bruto. Autores: 
Márcia Helena Cassago Nascimento; Betina Pires O. Lovatti; Karla Pereira Rainha; 
Ellisson H. de Paulo; Gabriely S. Folli; Layla Paixão Santos; Pedro H. P. da Cunha; Paulo 
Roberto Filgueiras. Tipo de apresentação: Poster. 

 Evento: IV Escola de Inverno de Quimiometria, Universidade Federal do Rio Grande do 
Sul, 20 a 23 de agosto de 2019. Título: Floresta randômica com seleção de árvores em 
dados de FT-ICR MS para determinar propriedades de petróleo. Autores: Márcia Helena 
Cassago Nascimento; Betina Pires O. Lovatti; Gabriely S. Folli; Mariana K. Moro; Ellisson 
H. de Paulo; Pedro H. P. da Cunha; Wanderson Romão; Paulo Roberto Filgueiras. Tipo 
de apresentação: Poster. 

 

Registro de programa de computador 

 Detecção e quantificação de adulteração de WPC com FT usando FTIR , 2022, Brasil. 
Instituição de Registro: INPI - Instituto Nacional da Propriedade Industrial, Número do 
Registro: BR512022003523-5. Data de depósito: 15/10/2022, Data da concessão: 
27/12/2022. Instituição(ões) Financiadora(s): FAPES; CAPES; CNPq. Finalidade: 
Detecção e quantificação de adulteração de Whey Protein com adição de farinha de trigo. 
 

Trabalhos premiados 

 Menção Honrosa ao trabalho intitulado “The use of infrared spectroscopy to classify 
patients with altered D-dimer values” XXXVI Reunião Anual da FeSBE, LVII Congresso 
Anual da SBFIs e o I Congresso DOHaD Brasil, 2022. Autores: Bruna Ferro Brun, Pedro 
Augusto Costa Dias, Márcia Helena Cassago Nascimento, Wanderson Romão, Paulo 
Roberto Filgueiras, Valério Garrone Barauna. 

 Prêmio de melhores trabalhos apresentados na IV EIQ: IV Escola de Inverno de 
Quimiometria - Instituto de Química - Universidade Federal do RS. 2019.  
SPA aplicado na seleção de variáveis para regressão por vetores de suporte. Autores: 
Pedro H. P. da Cunha, Ellisson H. de Paulo, Gabriely Silveira Folli, Márcia GH. C. 
Nascimento, Mariana K. Moro, Paulo R. Filgueiras. 
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 Melhores trabalhos apresentados no 19º ENQA. 19º Encontro Nacional de Química 
Analítica e 7º Congresso Iberoamericano de Química Analítica. 2018. 
Uso de Floresta Randômica na Identificação de Variáveis Importantes.  Autores: Betina 
Pires Oliveira Lovatti; Márcia Helena Cassago Nascimento; Álvaro Cunha Neto; Eustáquio 
V. R. de Castro; Paulo Roberto Filgueiras. 
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