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Resumo

O uso de Redes Neurais Artificiais (RNA) para resolugdo de problemas de classificagdo e
regressao ganhou bastante popularidade, principalmente apods a introducao do algoritmo
backpropagation para treina-las utilizando conjuntos de dados. Nos tltimos anos, o grande
volume de dados gerados e a capacidade de processamento de computadores e placas
graficas tornou possivel treinar grandes arquiteturas (profundas) capazes de extrair e pre-
dizer informagoes sobre problemas complexos, usualmente usando grandes quantidades de
tempo. Em contrapartida, algoritmos rapidos para o treinamento de redes simples, como a
composta por apenas uma camada oculta, chamadas de Single Layer Feedforward Network
(SLFN), mas capazes de aproximar qualquer func¢do continua, foram propostos. Um deles
é o chamado Eztreme Learning Machine (ELM), que possui solu¢ao rapida e fechada,
sendo aplicado em diversas 4dreas do conhecimento e obtendo desempenhos superiores a
outros métodos, como as proprias RNA treinadas com backpropagation e Support Vector
Machines (SVM). Variantes do ELM foram propostas para resolver problemas de subajuste
e sobreajuste, outliers, entre outros, mas ainda sofrem na presenca de grandes volumes
de dados e/ou quando é necessaria uma arquitetura com mais neurdnios para extrair
mais informagoes. Nesse sentido, foi proposta uma versao empilhada, chamada Stacked
ELM, que poe varias SLFN treinadas por ELM em cascata, aproveitando informacgoes de
um modulo em sua posterior, mas que possui limitacao quanto ao consumo de memoéria,
além de nao ser adequada para lidar com problemas que envolvem uma tinica saida, como
tipicas tarefas de regressao. Outro método empilhado é chamado de Deep Stacked Network
(DSN), que possui problemas quanto ao tempo de treinamento e uso de meméria, mas sem
apresentar a limitacdo de aplicacao do Stacked ELM. Assim, este trabalho propoe combinar
a arquitetura DSN com o algoritmo ELM e o Kernel ELM a fim de obter arquiteturas
que empilham moédulos pequenos, com treinamento rapido e utilizando pouca memoria,
capaz de atingir desempenhos equivalentes a modelos mais complexos. Também é proposta
uma forma desta arquitetura lidar com dados que vao chegando aos poucos, chamado
aprendizado incremental (ou online, no contexto de ELM). Véarios experimentos foram
conduzidos para avaliar os métodos propostos, tanto para problemas de classificacdo quanto
regressao. No caso do método online, foram considerados apenas os problemas de regressao.
Os resultados mostram que as técnicas sao capazes de treinar arquiteturas empilhadas com
desempenhos estatisticamente equivalentes as SLFN com muitos neuronios ou a métodos
online propostos na literatura, quando as métricas acuracia e erro médio sao avaliados.
Quanto ao tempo de treinamento, os métodos se mostraram mais rapidos em diversos
casos. Ja quanto ao uso de memoria, os métodos propostos se mostraram estatisticamente
superiores, o que facilita o seu uso em ambientes com hardware restrito.

Palavras-chave: Deep Stacked Network. Extreme Learning Machine. Classificagao. Re-

gressao. Modelos Empilhados. Aprendizado incremental.






Abstract

Artificial Neural Networks have been applied to solve classification and regression problems,
increasing their popularity, mainly since the proposal of the backpropagation algorithm
for its training stage using datasets. In the past years, the volume of generated data
and the increased processing power of computers and Graphical Processing Units (GPU)
enabled the training of large (or deep) architectures, capable of extracting and predicting
information from complex problems, which are usually computationally expensive. In
contrast, fast algorithms to train small (shallow) architectures, such as the single hidden
layer feedforward network (SLEFN), but capable of approximate any continuous function,
were proposed. One of them is called Extreme Learning Machine (ELM), which has a
fast and closed solution and was applied in wide range of applications, obtaining better
performances than other methods, such as backpropagation-trained neural networks and
Support Vector Machines (SVMs). Variants of ELM were proposed to solve problems such
as underfitting, overfitting and outliers, but they still suffer when used with large datasets
and/or when more neurons are required to extract more information. Thus, Stacked ELM
(S-ELM) was proposed, which stacks ELM-trained modules, using information from a
module in the next one, improving the results using large datasets, but it has limitation
regarding the memory consumption, furthermore, it is not adequate for handling problems
that involve a single output, such as some regression tasks. Another stacked method is called
Deep Stacked Network (DSN), which has problems with training time and memory usage,
but without the application limitation of Stacked ELM. Therefore, this work proposes
to combine the DSN architecture with the ELM and Kernel ELM algorithms in order to
obtain an model composed of small modules, with fast training and with a reduced memory
usage, but capable of obtain similar performances compared more complex models. We
also propose a variation of this model which deals with data that arrives gradually, called
incremental learning (or online in the ELM context). Extensive experiments were conducted
to evaluate the proposed methods in regression and classification tasks. Regarding the
online approach, only regression tasks were considered. The results show that the methods
are capable of training stacked architectures with statistically equivalent performances to
SLFN with a large amount of neurons or (or other online methods), when comparing an
error or accuracy metric. Considering the training time, the proposed methods spent less
time in many cases. When memory usage is considered, some of the proposed methods

were considered statistically better, which favors its use in restricted environments.

Keywords: Deep Stacked Network. Extreme Learning Machine. Classification. Regression.

Stacked Models. Online Sequential Learning.
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1 Introducao

No século XX, estudos reconheceram que o cérebro humano trabalha de uma forma
diferente do que os computadores digitais convencionais. O cérebro é altamente complexo,
nao linear e processa as informagcoes de forma paralela, possuindo a capacidade de organizar
seus componentes, chamados de neurdnios, em estruturas capazes de realizar operacoes
complexas rapidamente (HAYKIN, 2009). Isso incentivou estudos e trabalhos em Redes

Neurais Artificiais (RNA), comumente chamadas apenas de “Redes Neurais”.

Um dos principais diferenciais do cérebro humano é a sua capacidade de genera-
lizagao, sendo capaz de reconhecer objetos diferentes, mas que possuem alguma similaridade
com algum conhecimento ja adquirido (HAYKIN, 2009). O cérebro humano também possui
a capacidade de se adaptar a novos ambientes e/ou novos conhecimentos, a medida que
eles vao sendo disponibilizados. Humanos, por exemplo, nascem com pouca informacao
e tém seu conhecimento adquirido ao longo de seu crescimento. Ou seja, a rede neural

biolégica aprende com os dados que ela recebe ao longo do tempo.

As RNA também aprendem a partir de dados apresentados, e possuem capacidade
de aprendizado de modelos complexos, como os nao-lineares, de produzir uma saida
confiavel dada uma entrada e a de lidar com varios tipos de dados, por ser uma espécie de

“processador universal de informacoes” (HAYKIN, 2009).

Assim, as RNA funcionam de uma forma simplificada e similar ao funcionamento
de uma rede neural biolégica: dados os seus neurdnios artificiais organizados em camadas
e um conjunto de dados, seja ele de qualquer origem, um algoritmo de treinamento é

utilizado para transformar tais dados em informagoes armazenadas na estrutura neural.

Uma das possiveis arquiteturas de redes neurais supervisionadas é a chamada single
hidden layer feedforward neural network (SLEN), que possui apenas uma camada (oculta)
de neurénios entre a entrada e saida da rede. O termo feedforward indica que a informacao
¢ propagada apenas em uma dire¢ao (i.c., ndo hd realimentagao). Tal arquitetura tem scus
neurdnios conectados aos das camadas vizinhas através de dois conjuntos de pesos (da
entrada para a camada oculta e da camada oculta para a saida), que sdo pardmetros que

devem ser adaptados utilizando um algoritmo de treinamento.

Um dos algoritmos mais utilizados para o treinamento de alguns tipos de RNA é
chamado de backpropagation, que foi proposto por Werbos (1974) e possibilitou a aplicagdo

de RNA em diversas areas do conhecimento.

O backpropagation é uma aplicagao de descida de gradiente para otimizacao de

pardmetros, que tém convergéncia lenta e problemas com minimos locais (HUANG et al.,
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2015). Embora seja possivel a utilizagao de outros métodos de otimizagao em conjunto
com esse algoritmo, de forma a reduzir o tempo de convergéncia e/ou melhorar a sua
capacidade de gencralizacao, ainda nao ¢ possivel garantir que o resultado encontrado sera
satisfatorio (HUANG et al., 2015).

O uso de uma arquitetura SLFN, embora aparentemente simples, é respaldado
pelo Teorema da Aproximagao Universal (CYBENKO, 1989), que afirma que uma rede
neural com apenas uma camada oculta, com um ntmero adequado de neuronios nesta
camada, é suficiente para aproximar qualquer fun¢do continua, a partir de um conjunto
de treinamento com N pares entrada-saida. Isto é, para um valor de erro £ > 0 desejado,
existird uma SLFN com L neurdnios tal que o médulo do erro entre a aproximacao e o
valor real para qualquer amostra ¢ menor que €. O teorema, porém, nao diz nada quanto

a generalizagdo dos dados ou tempo de treinamento desta rede.

Huang, Zhu e Siew (2004) mostraram que uma SLFN com L neurdnios na camada
oculta, mesmo tendo seus pesos de entrada (entre a entrada e camada oculta) amostrados
aleatoriamente, é capaz de aprender exatamente L observacgoes distintas. Assim, Huang,
Zhu e Siew (2006) propuseram um algoritmo rapido de treinamento para esta arquitetura,
denominado Extreme Learning Machine (ELM). Alguns autores utilizam a nota¢do “rede
ELM” (RAMZAN et al., 2018; ZYARAH; KUDITHIPUDI, 2017; SANTOS; SILVA FILHO;
SANTOS, 2019) ou ainda “modelo ELM” (ZHOU; CHEN; ZHU, 2018; SOARES; ARAUJO,
2016) para se referirem a uma SLFN treinada com ELM, embora essa sigla tenha sido

definida como um algoritmo de treinamento para a arquitetura citada.

O ELM, devido a sua rapidez e simplicidade de implementacao, se tornou bastante
popular e foi utilizado em diversas aplicagdes com sucesso, como visao computacional,
processamento de imagens, analise de séries temporais, entre outras, muitas vezes atingindo
resultados superiores até a métodos como o Support Vector Machine (SVM) e SLFNs

similares treinadas utilizando o algoritmo backpropagation (HUANG et al., 2015).

A ideia original do ELM é gerar os pesos de entrada aleatoriamente, encontrar
a matriz de saida da camada oculta utilizando tais pesos e um conjunto de dados e,
finalmente, calcular os pesos de saida considerando uma maéaquina linear, que obtém tais
valores de forma deterministica, utilizando o conceito de pseudoinversa da matriz de saida
da camada oculta (também chamada de inversa de Moore—Penrose) (HUANG et al., 2012).

Modificagoes no algoritmo ELM original foram propostas com o objetivo de melhorar
o desempenho da rede resultante. Como exemplo, a técnica Regularized ELM (R-ELM) per-
mite controlar um trade-off entre redes mais esparsas e densas, porém com a desvantagem
de tratar apenas redes com um neurénio de saida. Também foram feitas modificagoes para
o algoritmo ser robusto a outliers, resultando na técnica Outlier Robust ELM (OR-ELM)
(ZHANG; LUO, 2015). Embora definido para apenas saidas unidimensionais, o R-ELM

pode ser facilmente adaptado para multiplas saidas, calculando cada uma separadamente
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em problemas de regressao, ou a estratégia one-against-all em problemas de classificacao.
O R-ELM posteriormente foi estendido para considerar miltiplas saidas simultaneamente,
utilizando o conceito de normas matriciais e otimizacao através do algoritmo Alternating
Direction Method of Multipliers (ADMM) para problemas de classificagao, resultando na
técnica Generalized Regularized ELM (GR-ELM) (INABA et al., 2018) e regressao robusta
a outliers, resultando na técnica Generalized Outlier Robust ELM (GOR-ELM) (SILVA et
al., 2020b). Outra modificagao no algoritmo ELM se refere ao uso de kernels, que podem

substituir a natureza aleatéria do algoritmo, dando origem ao Kernel ELM.

Embora muito rapido e capaz de obter boas generalizagoes, algoritmos baseados em
ELM tendem a sofrer quando sao utilizados com conjuntos de dados com muitas amostras,
principalmente se o nimero L for grande (um processo de inversao de matriz é necessario).
Assim, algoritmos baseados em ELM podem sofrer com problemas de limitacdo de memoria,
no processo de treinamento e armazenamento do modelo, e custo computacional intenso

nas operagoes matriciais (WANG et al., 2016).

Com o advento da era do big-data, problemas na aquisicao de dados com erro
humano ou de instrumentos comegaram a se tornar mais frequentes (INABA, 2018), bem
como grandes conjuntos de dados, que podem dificultar uma boa exploracdo de uma
SLFN treinada com ELM. Segundo Zhou et al. (2014), ha diversas bases de dados com
muitas amostras que necessitam de uma camada oculta suficientemente grande para que as
informacoes sejam bem extraidas. Isto é, desempenhos melhores podem ser obtidos apenas
aumentando o niimero de neurdnios ocultos na rede e/ou aumentar a quantidade de camadas
(ou “estagios de processamento”). Porém, treinar SLFN com muitos neur6nios e/ou redes
neurais com muitas camadas utilizando largos conjuntos de dados requer computadores
com grande quantidade de memoria e capacidade de processamento. Todavia, o acesso a
tais infraestruturas nem sempre é possivel, mesmo facilitado através de servicos disponiveis

na internet, a depender de questoes financeiras.

Uma nova classe de técnicas de aprendizado de maquina, chamada de deep learning,
foi proposta com o objetivo de extrair informagoes complexas e construir representacoes
de grande quantidades de dados. Estas técnicas consistem tipicamente na utilizacao de
um grande nimero de estigios de processamento da informacao, onde usualmente sao

utilizadas redes neurais com um grande nimero de camadas ocultas (DENG, 2014).

Como resultado da grande quantidade de camadas, tais redes possuem um elevado
numero de parametros, o que dificulta o seu treinamento se comparadas as redes neurais
“rasas”, que possuem poucos parametros. Ha a possibilidade de utilizar camadas convolucio-
nais, que utilizam filtros que implementam a operacao matematica de convolu¢do com um
reduzido nimero de pardmetros (YOUNG et al., 2018). Devido a natureza convolucional,
esta abordagem é adequada para lidar com certos tipos de dados, como séries temporais,

audios ou videos. Ja as redes “rasas” usualmente nao tém a mesma capacidade de lidar



32 Capitulo 1. Introdugdo

com caracteristicas temporais e/ou espaciais.

Tais redes convolucionais vém chamando a atencao pelos bons resultados atingidos
em diversas aplicagoes, como reconhecimento de fala (DENG, 2016) e localizagao de textos
em imagens (ZHU; ZANIBBI, 2016), processamento de linguagem natural (YOUNG et al.,
2018) ou ainda aplicagoes de visao computacional (SANTOS; SAMATELO; VASSALLO,
2020). Porém, o fato destes sistemas utilizarem um grande nimero de estégios de processa-
mento e a utilizacao de uma grande quantidade de dados de treino implica em um intenso
custo computacional, sendo necessaria a utilizacao de unidades com alta capacidade de
processamento para seu treino (DENG, 2014). Embora o treinamento de tais redes possa
ser feito de forma off-line, esperar esta etapa pode nao ser factivel, a depender da aplicacao,

que ja pode apresentar resultados satisfatorios com técnicas mais simples.

Muitas vezes, redes neurais profundas sao estabelecidas com arquiteturas estaticas
e demasiadamente grandes, o que pode implicar em um compromisso inadequado entre
acuracia (desempenho) e custo computacional (tempo de processamento), e que podem nao
ser capazes de se adaptarem a novos dados. Como exemplo, a arquitetura vencedora da
ImageNet Large Scale Visual Recognition Competition (ILSVRC) 2013, chamada de ZFNet,
possui 8 camadas e taxa de erro de 11,2%, enquanto a arquitetura vencedora da edicdo de
2014, chamada de GoogLeNet, possui 22 camadas e taxa de erro de 6,7% (RUSSAKOVSKY
et al., 2015), ou seja, uma arquitetura quase trés vezes maior foi necessaria para reduzir o

erro em 4,5%.

Em compensacao, autores como Wolpert (1992) propoem a combinagao de diversos
modelos pequenos e treinados separadamente, porém organizados de forma empilhada
para que melhores desempenhos sejam atingidos, evitando assim o problema do custo
computacional causado pela combinacdo de grande quantidade de dados e de parametros
no modelo, que é chamado de problema de escalabilidade (DENG; YU, 2011).

Uma das arquiteturas empilhadas propostas na literatura ¢ chamada de Deep
Stacked Network (DSN), em que médulos pequenos sao treinados independentemente.
Embora independentes, a entrada de um modulo empilhado é dada pelos dados de entrada
concatenados com a saida do modulo anterior e, portanto, ndo é possivel treinar diversos
modulos ao mesmo tempo (DENG, 2014). Essa rede, embora lide com modelos menores,
ainda possui problemas computacionais de memoria que muitas vezes podem limitar seu
uso em ambientes restritos. No contexto de ELM, também foi proposto uma arquitetura
chamada Stacked ELM (ZHOU et al., 2014) (S-ELM), que empilha médulos pequenos,
utilizando Principal Component Analysis (PCA) para reduzir dimensao de um médulo e
aproveitar este conhecimento para treinar o médulo seguinte, melhorando o desempenho

da rede geral.

Os métodos citados sempre consideram que o seu treinamento ird lidar com todo o

conjunto de dados disponivel para o problema a ser resolvido. Contudo, existem algoritmos
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que lidam com conjuntos que vao sendo disponibilizados ao longo do tempo, e que sao
chamados de incrementais (POLIKAR et al., 2001; MINKU, 2011; CIARELLI; OLIVEIRA;
SALLES, 2012), ou ainda de “online” ou “sequenciais”, principalmente no contexto de
ELM (LIANG et al., 2006; SHAO; ER, 2016)*. Uma das vantagens deste tipo de algoritmo
é a sua melhor capacidade de lidar com dados que vao mudando suas caracteristicas ao

longo do tempo, fenomeno denominado concept drift (MINKU, 2011).

Uma classe ainda mais especifica entre os métodos incrementais sdo aqueles que
tém a capacidade de evoluir (adaptar) sua arquitetura de acordo com os novos dados
recebidos, se adaptando ao problema de aprendizado de médquina de modo controlado, sem
perder o controle do seu crescimento. Exemplos deste tipo de rede, que sao chamadas de
evolutivas, sdo a Evolving Fuzzy Neural Network (EFuNN) (WATTS, 2009) e a Evolving
Probabilistic Neural Network (ePNN) (CIARELLI; OLIVEIRA; SALLES, 2012).

Os métodos DSN e S-ELM, que empilham médulos com a finalidade de melhorar
seus desempenhos, possuem desvantagens em relagdo ao tempo de treinamento e a memoria
necessaria para armazena-los. Com a finalidade de mitigar tais problemas, este trabalho
propoe o Fast DSN (FDSN) e o Fast Kernel DSN (FKDSN), nos quais em ambas as
abordagens os modulos sdo construidos usando calculos recursivos e sdo utilizados algorit-
mos de treinamento baseados no ELM e no Kernel ELM, respectivamente, acelerando o
treinamento e reduzindo a necessidade de memoria para armazenar os modelos treinados.
Nestas técnicas, alguns pesos das redes neurais sao reutilizados, o que reduz o consumo de

memoéria. Porém, o desempenho das mesmas pode ser afetado devido a esta caracteristica.

Uma versao sequencial do FDSN também é proposta. Chamada de Online Sequential
Fast DSN (OSFDSN), esta técnica combina as vantagens de reuso de pesos do FDSN
com a capacidade de atualizacao de modelos sequenciais, alterando suas caracteristicas ao
longo do tempo para se adequar a possiveis alteracoes nas distribuicées dos dados. O foco
desta técnica sdo problemas de regressao com a presenca de concept drift, devido a etapa
de atualizacao de pesos de saida levar em consideracao métricas comumente utilizadas em

problemas de regressao.

1.1 Hipotese

Conforme apresentado, existem problemas no treinamento de redes neurais com
grandes bases de dados, seja utilizando algoritmos iterativos como o backpropagation ou
ELM, ou de métodos empilhados do tipo DSN. Este trabalho parte da hipdtese de que a
combinacao de um algoritmo rapido de treinamento de moédulos, compostos de SLFN, em

uma rede empilhada e o compartilhamento de pesos entre os médulos, pode tanto acelerar

1 Neste trabalho, a nomenclatura adotada seré “online”, utilizada no contexto de ELM, para se referir

aos métodos capazes de lidar com dados que sdo disponibilizados aos poucos ao longo do tempo.
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o processo de treinamento quanto reduzir significativamente o uso de memoria deste tipo
de arquitetura, mantendo a qualidade dos resultados, além de ser possivel ajustar tal
método para lidar com dados que sao disponibilizados de forma sequencial, adaptando sua

arquitetura, caso necessario.

1.2 Objetivos

O objetivo geral deste trabalho é propor um método baseado em algoritmos rapidos
(por exemplo, ELM) de treinamento de redes neurais para acelerar tal etapa em uma
arquitetura do tipo DSN. Para atingir tal resultado, os seguintes objetivos especificos sao

propostos:

o Treinar uma arquitetura DSN utilizando apenas algoritmos rapidos, como ELM, tal

que ela possa tratar problemas de classificacdo e regressao, uni e multidimensionais.

e Propor uma forma de reduzir o uso de memoria e tempo de treinamento da arquitetura

em geral.

o Analisar teoricamente o custo computacional do treinamento e do armazenamento

dos modelos propostos.

o Avaliar experimentalmente o modelo em bases de dados publicas de classificagao
e regressao, analisando custo computacional, armazenamento e desempenho, o

comparando com outras abordagens da literatura.

o Propor uma forma do algoritmo lidar com dados sequenciais, modificando a arquite-

tura existente e/ou atualizando os seus pesos.

e Avaliar experimentalmente o modelo que lida com dados sequenciais em bases de
dados de regressao, analisando desempenho e custo computacional, o comparando

com outras abordagens da literatura.

1.3 Contribuicoes

Ao longo do desenvolvimento desta Tese de Doutorado foi possivel fazer as seguintes

contribuicgoes a literatura:

e A proposta de um critério de parada para o algoritmo GOR-ELM baseado em

residuos primal e dual.

e A proposta de uma forma rapida para o treinamento de uma DSN, chamada Fast
DSN (FDSN).
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o A proposta de variantes da FDSN que utilizam abordagens distintas de inicializacao

de pesos, além de uma forma que utiliza kernels.

o Avaliacao téorica do custo computacional (tempo e meméria) do ELM, Stacked ELM

e DSN/FDSN.

e A proposta de uma versao sequencial do algoritmo FDSN para lidar com problemas

de regressao com concept drift, chamado OSFDSN.

1.4 Organizacao do Trabalho

O Capitulo 1 apresenta conceitos de redes neurais e contextualiza o problema de
treinamento das mesmas quando estas possuem muitos neurdnios e camadas, além de tratar
a hipotese e os objetivos deste trabalho. Um referencial téorico, explicando técnicas nas
quais este trabalho se baseou é apresentado no Capitulo 2. No Capitulo 3 sdo apresentadas
as técnicas propostas nestes trabalho que lidam com dados de forma offline, ou seja,
nao consideram que serao disponibilizados mais dados apds o treinamento das redes,
bem como experimento realizados para avaliar os métodos propostos. No Capitulo 4 é
apresentado um estudo de caso que considera bases de dados de problemas reais de previsao
de geragao de energia solar e edlica, considerando apenas métodos offline. Ja no Capitulo 5
é apresentado o método online proposto, bem como experimentos realizados para avaliar
o seu desempenho em problemas de regressao online em comparacao a outras técnicas
propostas na literatura. Finalmente, a conclusao e os trabalhos futuros sao apresentados

no Capitulo 6.

1.5 Notacoes utilizadas

Neste trabalho, para facilidade de entendimento e padronizacao, foram adotadas
algumas notagoes. Vetores sao representados em letras minusculas e em negrito. A menos
que o contrario seja dito, vetores sdo matrizes com apenas uma coluna (vetor coluna).
Matrizes sao representadas por letras maitsculas e em negrito, enquanto escalares sao
representados por letras mintsculas em itdlico. O elemento localizado na primeira linha
e segunda coluna de uma matriz A é representado por a; 9, e a j-ésima linha de A ¢

representada por a; ., enquanto a k-ésima coluna por @ k.

No contexto de métodos de aprendizado de maquina (especialmente o ELM), L
representa o niimero de neurdnios ocultos em uma rede neural de camada oculta tnica,
W é a matriz de pesos entre a entrada e camada oculta, v é o vetor de vieses, H € RV*F
é a matriz que representa a saida da camada oculta desta rede em relacao a uma matriz
de entrada X € RY*" com N amostras n-dimensionais, T € RY*™ (ou t € R para

uma dimensao) é a matriz com as N saidas correspondentes as amostras de entrada, e
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B € RE*™ (ou B € RY para uma dimensio) é a matriz de pesos que conecta as camadas
oculta e de saida desta rede neural. Para métodos empilhados, S representa o nimero de
médulos que serdo utilizados, L' é o ntimero reduzido de neurdnios do método Stacked
ELM, e V ¢ a matriz de projecao utilizada no médulo para propagar informagcio entre

modulos.

Quanto a algumas operacoes matematicas empregadas neste trabalho, a norma-p
{,, de um vetor x de n dimensoes, representada por || & |,, ¢ definida de acordo com a

Equacao 1.1,
1
n D
e l=(Sr), 1
i=1

onde as normas ¢; e {5 sao empregadas neste trabalho. A norma de Frobenius (PETERSEN;

PEDERSEN, 2007) de uma matriz A = [a{, a;,---a,,]" com n linhas ¢ m colunas,

n,e

onde a;, ¢ a j-ésima linha de A, é definida pela Equacao 1.2,

DD lai? = tr(ATA), (1.2)

i=1j=1

A lr=

onde AT representa a transposta da matriz A, tr(ATA) é o trago de ATA e || A1 éa
norma {5 ; de A, definida pela Equacao 1.3,

[ Allzr= > laie =) (Z |%‘|2> : (1.3)
=1

i=1 \j=1

A operacao de produto interno entre dois vetores a e b, ambos de dimensao n, é

representada pela notagdo a - b, e ¢é definida pela Equacao 1.4,

n

a'b:Zaibi, (14)

i=1
enquanto o produto interno entre duas matrizes com o mesmo ntumero de linhas A =
(Qe1y.- -y Qep) € R=[Te1,...,Tem], representado por (A, R), é definido de acordo com a
Equacao 1.5,

(A,R) =tr(A"R), (1.5)

enquanto a concatenagao horizontal de A e R, representada pela notagao [A, R], é definida

de acordo com a Equacao 1.6,

[A,R| = [Ge1" " Qep Te1 " Tem) (1.6)

Em problemas de otimizacao com miltiplos objetivos, como em um caso onde se
deseja encontrar um z que ao mesmo tempo minimize duas fungoes f(z) e g(z), sendo
que multiplas solugoes razodveis podem ser obtidas, é comum considerar um compromisso

entre as duas fungdes consideradas para encontrar uma solugao tnica. Uma das formas de
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alcangar isso é minimizando uma soma ponderada das fung¢des desejadas (MIETTINEN,
1999).

Exemplos de regressao regularizada como a regularizacao de Tikhonov (TTKHO-
NOV; ARSENIN, 1977), podem ser vistos como problemas de otimizagao multiobjetivo onde
os pesos da ponderagao sao chamados de parametros de regularizacao. Estes parametros
controlam um compromisso entre varias funcgoes distintas, por exemplo entre o erro de uma

rede neural em um conjunto de treino contra a ordem de grandeza de seus parametros.

1.6 Publicacoes

Os scguintes trabalhos foram publicados durante esta Tese:

o SILVA, B. L. S. da; INABA, F. K.; CIARELLI, P. M. A FAST DEEP STACKED
NETWORK USING EXTREME LEARNING MACHINE. In: Proceedings XXII
Congresso Brasileiro de Automética. SBA Sociedade Brasileira de Automatica, 2018.
ISSN 2525-8311. Disponivel em: jhttps://doi.org/10.20906/cps/cba2018-0809;,.

o SILVA, B. L. S. da; INABA, F. K.; CTARELLI, P. M.; SALLES, E. O. T. Outlier
Robust Extreme Machine Learning for multi-target regression. Expert Systems
with Applications, v. 140, p. 112877, feb 2020. ISSN 09574174. Disponivel em:
ihttps://linkinghub.elsevier.com/retrieve/pii/S0957417419305871;,.

o SILVA, B. L. S. da; INABA, F. K.; CIARELLI, P. M.; SALLES, E. O. T. Fast
Deep Stacked Networks Based on Extreme Learning Machine Applied to Regression
Problems. Neural Networks, v. 131, p. 14-28, 2020. ISSN 0893-6080. Disponivel em:
ihttps://www.sciencedirect.com/science/article/pii/S0893608020302598;..
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?2 Referencial Tedrico

Neste capitulo é apresentada uma breve revisao de literatura sobre as principais
técnicas utilizadas neste trabalho. Na Secdo 2.1 sao apresentados algoritmos rapidos de
treinamento de redes neurais de uma tnica camada oculta, bem como variacoes destes
para lidar com multiplas camadas ocultas, que consideram que nao ha a possibilidade
de surgimento de novas amostras das bases de dados. Neste trabalho, estas técnicas
serao chamadas de offline. Na Secao 2.2 sdo apresentados algoritmos de aprendizado
de maquina online, que lidam com dados de treinamento que vao surgindo ao longo do
tempo. Ainda sao apresentados métodos de inicializacao de pesos na Sec¢do 2.3, comumente
utilizados em conjunto com tais algoritmos, que muitas vezes melhoram os resultados
obtidos por tais redes. Vale destacar que este trabalho foca principalmente nas técnicas
Deep Stacked Network, Regularized Extreme Learning Machine, Reduced Kernel Extreme

Learning Machine e Online Sequential Regularized Extreme Learning Machine.

2.1 Técnicas de Aprendizado de Maquina Offline

Nesta secao sao apresentadas técnicas de aprendizado de maquina offline, como

Ezxtreme Learning Machine e algumas de suas variantes, além de técnicas empilhadas.

2.1.1 Extreme Learning Machine

O algoritmo ELM, proposto por Huang, Zhu e Siew (2004) para treinamento de
SLFN, se tornou popular por ser rapido e obter modelos com desempenhos similares
a técnicas classicas de aprendizado de maquina, como o SVM e SLFNs treinadas com
algoritmos baseados em backpropagation (HUANG; ZHU; SIEW, 2006).

A arquitetura SLFN possui apenas uma camada oculta de neuronios, como mostrado
na Figura 1, e dois conjuntos de pesos que devem ser determinados em sua etapa de
treinamento. Ao treinar tal arquitetura usando o algoritmo ELM, o conjunto de pesos
entre a entrada e a camada oculta é escolhido de forma aleatéria, de acordo com qualquer
distribuicao de probabilidade continua, ¢ os pesos de saida sdo obtidos utilizando a inversa
generalizada de Moore-Penrose da matriz de saida da camada oculta(HUANG; ZHU;
SIEW, 2006).

Considerando um conjunto de dados com N amostras distintas e rotuladas (x;, t;),

j=1,...,N,onde x; = [z;1- - x;,]T € R" e t; € R™, pode-se dizer que a saida estimada
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Figura 1 — Um exemplo de arquitetura de rede neural do tipo SLFN.

Fonte: Adaptado de (INABA et al., 2018)

fj de uma SLFN para qualquer amostra x; é obtida pela Equagao 2.1,

L
t; = Bih(ws; x50, (2.1)

=1

T ¢ o vetor de pesos que liga os nés de entrada ao i-ésimo né oculto,

onde w; = [wyy -+ + Wiy
Bi = [Bi1- - Bim] € 0 vetor de pesos que liga o i-ésimo n6 oculto aos nés de saida, v; é o

viés do i-ésimo no oculto, e h(-) é uma funcao de ativa¢do continua.

Considerando que essa arquitetura pode aproximar todas as N amostras com erro
igual a zero', i.e., t; = t;, é possivel usar a notagdo matricial para agrupar a saida de

todas as amostras, como visto na Equacao 2.2,

HB =T, (2.2)
onde B=[By---8.]", T =[t;---ty]", H é dado pela Equacio 2.3,

h(wl;wl,yl) h(azl;wL,yL)
H(X:W,v) = : : , (2.3)

h(a:N;wl,Vl) h(wN;wL,VL) NxL

1 Mais detalhes sdo disponibilizados em (HUANG; ZHU; SIEW, 2004).
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onde W = [w; - wr],v=[v-v] e X =[x x|

No contexto do ELM, W e v sao amostrados aleatoriamente de acordo com uma
distribuicao continua e os pesos de saida B sao calculados de forma a encontrar a solugao

que minimiza o erro quadratico médio, como pode ser visto na Equacgao 2.4,

B =argmin | HB—T |2, (2.4)
B

que possui uma solucao analitica, mostrada na Equacgao 2.5,

B=H'T, (2.5)

onde H' é a inversa generalizada de Moore-Penrose (RAO; MITRA, 1971) da matriz H,
que pode ser determinada usando o método de projegao ortogonal em dois casos (RAO;
MITRA, 1971): quando H"H ¢ nao singular, entdo H' = (H"H) 'H" (INABA, 2018).

2.1.2 Regularized Extreme Learning Machine

Embora tenha apresentado bons resultados em diversas aplicagoes, uma SLFN
treinada pelo algoritmo ELM possui uma grande sensibilidade ao nimero de neurénios em
sua camada oculta. Isso significa que problemas de sobreajuste (overfitting) e subajuste
(underfitting) ocorrem quando o tamanho da rede (o valor do hiperpardmetro L) nao é

devidamente escolhido.

Para evitar estes tipos de problemas e obter uma melhor generalizagao ¢ uma
solugdo mais estavel, Deng, Zheng e Chen (2009) propuseram o Weighted Regularized
Extreme Learning Machine (WR-ELM), que resolve o problema de otimizagao apresentado
na Equacao 2.6,

C 1
minimizar — || DO ||% += || B ||?
pizar | DO [} +5 || B [} o
sujeitoa HB —-T = 0O,
onde O é a matriz de erro, C' é o parametro de regularizacdo e D é uma matriz diagonal de
pesos adicionados ao modelo com o objetivo de melhorar a robustez a outliers. Neste caso,

a solucao do problema de otimizacao apresentado na Equacao 2.6 é dada pela Equacao 2.7,

T —1
B = (5 + HTDH> H'DT, (2.7)
e caso a matriz D seja igual a matriz identidade, B é dado pela Equacao 2.8,
T -1
B = (5 + HTH> H'T. (2.8)

que é a solucao denominada Unweighted Regularized Extreme Learning Machine (UWR-
ELM). Vale notar que o algoritmo ELM é um caso especial de UWR-ELM quando C' — oo
(DENG; ZHENG; CHEN, 2009).
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Outros trabalhos estenderam o conceito de UWR-ELM, onde Huang et al. (2012)
analisaram o impacto do desempenho das redes treinadas com o algoritmo usando diversas
funcdes de ativacao na camada oculta. Uma extensdao do método que usa o conceito de

kernels também foi proposta por estes autores.

Martinez-Martinez et al. (2011) também estenderam o conceito de UWR-ELM
considerando diferentes regularizagdes no calculo dos pesos de saida em seu algoritmo. A
técnica, chamada de Regularized Extreme Learning Machine (R-ELM), considera apenas
SLEN com um neurénio na camada de saida, e resolve o problema de otimizacao de norma
vetorial ¢, apresentado na Equacgao 2.9,

(1-a)

C
minimizar— || HB + o — t ||5 + 5

(Bo,B)ERL+T 2

1815 +all B 1, (2.9)

onde [y também é um parametro de regularizagdo, e o controla o trade-off entre o método
de regularizacdo Tikhonov (o = 0) e o least absolute shrinkage and selection operator
(LASSO) (a = 1). Este tipo de regularizacao é chamado de FElastic Net (ZOU; HASTIE,
2005).

A ideia de se utilizar a FElastic Net é de identificar o grau de relevancia dos
pesos que conectam os nos de camada oculta aos da saida e podar aqueles considera-

dos irrelevantes, sem comprometer a capacidade de generalizacdo do modelo treinado
(MARTINEZ-MARTINEZ et al., 2011).

1D possivel notar que UWR-ELM é um caso particular de R-ELM, quando 5y =0 e
a = 0, ou seja, se apenas a regularizacao Tikhonov for utilizada, o que faz com que a rede
perca a habilidade de podar neurdénios de forma eficiente, embora continue apresentando
boa generalizacao (hrIARTfNEZ—MARTfNEZ et al., 2011). Apesar de ser um caso particular,
muitos autores (INABA et al., 2018; SILVA et al., 2020b; ZHANG; LUO, 2015) se referem
ao UWR-ELM como R-ELM.

2.1.3 Generalized Regularized Extreme Learning Machine

Embora os algoritmos ELM, WR-ELM e UWR-ELM tenham sido propostos consi-
derando multiplas saidas (HUANG; ZHU; SIEW, 2006; DENG; ZHENG; CHEN;, 2009), o
R-ELM foi definido por Martinez-Martinez et al. (2011) para o treinamento de SLEN com
apenas uma saida. Para casos multi-dimensionais, porém, é possivel considerar cada saida
separadamente e treinar os neurdnios de saida um independente do outro (para problemas
de classificacao, essa estratégia de treinamento possui o nome de one-hot encoding, onde
cada classe é representada por um neurdnio diferente na rede neural, e uma fung¢ao do
tipo argmaz é usada para associar uma amostra a sua classe). Isto pode ser considerado
uma limitacao dos algoritmos, ja que possiveis relagoes entre as saidas, que podem ser
importantes em problemas de classificacao multi-label e regressao multi-target, nao sao

consideradas no problema de otimizacao.
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Considerando o algoritmo R-ELM com « # 0, i.e., quando o LASSO ¢é utilizado,
¢é possivel podar os neurénios menos importantes da arquitetura com baixo impacto no
desempenho. Ao treinar cada saida separadamente, um neuronio deve ser podado no
treinamento de todas as saidas simultaneamente para que ele possa ser efetivamente

removido da rede, o que torna, nestes casos, a tarefa de poda mais dificil.

Para lidar com tais limitagdes, Inaba et al. (2018) propuseram a utiliza¢ao de
normas matriciais no problema de otimizacao resolvido para encontrar os pesos de saida
da SLFN a ser treinada. Assim, o algoritmo Generalized Regularized Extreme Learning
Machine (GR-ELM) foi proposto.

Portanto, a principal diferenca entre o R-ELM e o GR-ELM é que o segundo
substitui as normas ¢; e ¢, do problema de otimizacao da Equacao 2.9 pelas normas
matriciais /5, e Frobenius, respectivamente, além de considerar que a saida da rede para

uma amostra ¢ um vetor com m dimensoes, ao invés de apenas uma.

Considerando uma base de dados com N amostras distintas e saidas com dimensao
m, (x;,t;), onde &; = [z;1---zj,] € R" et; = [tj1---tjn] € R™, é possivel reescrever a

Equacao 2.2 na forma apresentada na Equagao 2.10,

HB=T, (2.10)

onde T = [t] ---t}]T e B é a matriz de pesos conectando a camada oculta e de saida da
SLFN, i.e., B = [B1 B2 Bm] € RE*™. Assim, o problema de otimizac¢do resolvido no
algoritmo GR-ELM ¢é dado pela Equacao 2.11,

A1 —«)

oo O 2
minimizar 5” HB-T |7+ 5

I B 7 +Aa | Z

#! (2.11)

sujeitoa B —Z =0,

onde C'; \ e a sao parametros de regularizacao, e Z é uma matriz auxiliar no problema de

otimizagao.

Este problema de otimizacao é resolvido utilizando o método Alternating Direction
Method of Multipliers (ADMM) (BOYD, 2010). Como a fungao objetivo da Equacao 2.11 é
separavel em B e Z, 0 ADMM realiza uma minimizacao alternada da funcao Lagrangiana

aumentada sobre tais varidveis em cada uma de suas iteragoes.

A funcao Lagrangiana aumentada da Equacgao 2.11, usada no ADMM, é dada pela
Equagao 2.12,
A1 —«)
2
CIB-Z |t +(Y.B-2), (2.12)

C
L(B,Z,)Y) =7 [| HB =T | + I Bl Ao || Z |20 +

onde Y ¢é a matriz de multiplicadores de Lagrange e p é um parametro de regularizacao.
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De acordo com Inaba et al. (2018), é possivel reescrever a Equagao 2.12 usando a

variavel dual escalonada U = (1/p)Y, como pode ser visto na Equagao 2.13,

A1 — )
2
PiB-—z+U|%2-L U2 213
PIB-2Z1U -2 U I (213)

C
L£(B,2,)Y)=5 |HB-T I + I B[} +Aar || Z |20 +

Assim, o algoritmo ADMM otimiza a funcao Lagrangiana aumentada da Equacao 2.13
alternadamente entre B e Z, atualizando a variavel dual escalonada ao final de cada
iteracdo. As variaveis B, Z e U sao iniciadas com todos os elementos iguais a zero, isto é,
B°=0,Z°=0e¢U"=0. A atualizacio da varidvel B na k-ésima iteracio do ADMM é
dada pela Equacao 2.14,

B = (H'H +nI)™' [HTT + g (z* - U’“)} : (2.14)

onde n = (1 —a) + p/C. A atualizacdo da varidvel Z na k-ésima iteracao do ADMM é

feita separadamente para cada linha da matriz Z = [z, - - 21|, como pode ser visto na
Equacao 2.15,

2 = Sa (B + ul,) (2.15)

onde S, : R™ — R é o operador block soft-thresholding (BOYD, 2010), definido na
Equagao 2.16

S.(a) = (1 — ) a, (2.16)
lal:/,

onde k € R, (d); = max(0,d) e S,(0) = 0. Este operador “encolhe” o seu argumento para

zero se ele for suficientemente pequeno e, caso contrario, ele o “move” por uma quantidade

k em dire¢ao a origem. Quando o argumento do operador block soft-thresholding é um

escalar, o resultado é equivalente a aplicacao do soft-thresholding. Por fim, a regra de

atualizagao para os multiplicadores de Lagrange é dada pela Equacgao 2.17,

UM =U* + p (BF! - ZM1) (2.17)

O ADMM repete tais atualizagoes até que o critério de parada seja atingido. Inaba
et al. (2018) propuseram parar o algoritmo quando os residuos dual e primal, dados
pelas Equacoes 2.18 e 2.19, atingirem as tolerancias dadas pelas Equacoes 2.20 e 2.21,
respectivamente.

R' = B" - Z* (2.18)
k _ k _ rzk—1
St =p(2"-2"") (2.19)

I RY [[p< vVmLe™ + & max{[| B* ||p. || 2" |} (2.20)
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| 8% || p< VmLe™ 4 & || U* ||, (2.21)

onde € > 0 ¢ ¢ > 0 sdo tolerdncias pré-definidas. Inaba et al. (2018) sugerem a

utilizacdo de tolerancias €*” = 1072 e €' = 1072

O Algoritmo 1 resume o método GR-ELM.

Algoritmo 1: GR-ELM: Generalized Regularized Ezxtreme Learning Machine

1 Requer: Amostras e alvos de Treino (X ,T), onde X = [z x»---xy]T, funcao de
ativacdo h(-), nimero de nés iniciais na camada oculta N, e pardmetros de
regularizacao A, a, C ¢ p.

Inicializacdo: B’ =0, U"=0,Z°=0¢ k = 0;

3 Gera pesos A e vieses v aleatoriamente.

N

4 Calcula a matriz da camada oculta H usando Equacao 2.2.

5 repita

o | BM:=argming § | HB T [} +20-9) | B2 +8 || B— 24+ Ut |
7 | ZMTi=argming 22 || Z |20 +5 [| B¥ - Z+ U |3

8 Uk .= Uk 4 (Bk—i-l _ Zk+1>

9 k = k+1

10 até atingir critério de parada;

2.1.4 OQutlier Robust Extreme Learning Machine

Devido a vérias causas, como erro de instrumentos de medi¢ao ou erros humanos,
bases de dados sao contaminadas com amostras que podem estar bem afastadas das demais,

que sao chamadas de outliers e usualmente implicam em um prejuizo ao desempenho dos
modelos que irdo analisi-los (SILVA et al., 2020b).

No trabalho de Zhang e Luo (2015), o desempenho de algoritmos como o ELM e o
R-ELM foram avaliados na presenca de outliers, e foi constatada uma degradac¢ao quando
estes elementos estao presentes. Isto se deve ao fato de que estes algoritmos consideram a

norma /{5 do erro de treino, que é uma relagao bem estabelecida na literatura.

Uma das formas de contornar tal problema é considerar normas mais esparsas do
erro, como a norma fy, ao invés da norma ¢5. Porém, problemas de otimizacao analitica
que empregam a norma £y nao sao convexos, o que dificulta encontrar suas solugoes. Isto
pode ser contornado ao realizar um relaxamento sem perder a caracteristica de esparsidade,
substituindo a norma ¢y pela norma ¢; (ZHANG; LUO, 2015).

Assim, Zhang e Luo (2015) propoem alterar o problema de otimizagao da Equagao 2.9
substituindo a norma ¢y do erro pela {1, e utilizando apenas a regularizacao Tikhonov,
dando origem assim ao algoritmo Qutlier Robust Extreme Learning Machine (OR-ELM).

Assim como o algoritmo R-ELM, o OR-ELM lida apenas com SLFN com apenas um
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neurdnio de saida. Isto resulta no problema apresentado na Equagao 2.22,

1
minimizar 7 || €|, += || B |3
5 2 2 (2.22)

sujeitoa HpPB —t=c¢,

onde 7 é um parametro de regularizagdo. O método Augmented Lagrange Multiplier Method

(ALM) é utilizado para resolver o problema da Equagao 2.22.

Testes realizados mostraram que o desempenho do OR-ELM é superior ao do
R-ELM quando a base de dados possui dados contaminados por outliers. Contudo, tal
método é definido apenas para redes com uma saida, e a rede resultante é densa, o que
necessita de uma escolha apropriada do niimero de neurénios na camada oculta (ZHANG;
LUO, 2015).

2.1.5 Generalized Outlier Robust Extreme Learning Machine

Da mesma forma que o algoritmo GR-ELM foi definido como uma extensao do
método R-ELM para multiplas saidas, o método Generalized Outlier Robust Extreme
Learning Machine (GOR-ELM) foi proposto como uma extensao do método OR-ELM
(INABA, 2018; SILVA et al., 2020b).

Tal método foi proposto para lidar com problemas de regressao de multiplas saidas,
de valores reais e de forma simultanea a partir do mesmo conjunto de dados de entrada.
Uma forma natural de lidar com problemas deste tipo é obter um modelo separado para

cada saida. Contudo, é desejavel que as relacdes entre as saidas sejam consideradas na
modelagem (ZHEN et al., 2018).

De forma a considerar conjuntamente as relacoes entre saidas e a robustez a outliers,
Inaba (2018) propds o método GOR-ELM, que quando comparado ao método OR-ELM,
considera a regularizacao Elastic Net e substitui as normas vetoriais ¢; e £ pelas normas
matriciais {51 e Frobenius. Segundo Ma et al. (2017), a norma ¢, ; apresenta robustez a
outliers, assim como a norma f;. Assim, o algoritmo GOR-ELM também resulta em uma

rede robusta.

O algoritmo GOR-ELM resolve o problema de otimizagao apresentado na Equacao 2.23,

L A 2
migimizar 7 || E 2 +5(1—a) | B I} +Aa | Z s

sujeitoa, E=HB-T (2.23)
B-Z=0,

cuja funcao objetivo é separavel em E, B e Z.
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A Equagao 2.23 pode ser reescrita como visto na Equacgao 2.24,

A1 — ) 9
—— || B +da || Z
9 || ||F || ||2,1 (2‘24)

sujeito a AE+BB+CZ+D =0,

minimizar 7 || E |[21 +
EB.Z ’

onde A = [~In, Oxxs]”. B = [HT, I;]', € = [0pun, ~L]" ¢ D = [-T7, 0,1,z] .
onde o operador [-, -] representa a concatenagao horizontal de duas matrizes. De acordo
com Chen et al. (2016), o problema de otimizagao da Equacao 2.24 pode ser resolvido
usando um algoritmo ADMM de 3 blocos, que nao possui garantia de convergéncia. Porém,
uma condicao suficiente para a convergéncia é que pelo menos uma destas afirmacoes seja
verdadeira: ATB =0, ATC =0 ou BTC = 0. Como a afirmacio ATC = 0 é verdadeira
para o GOR-ELM, o algoritmo converge.

A funcao Lagrangiana aumentada da Equacao 2.24 é visto na Equagao 2.25,

A1 — )
>
+g |AE+BB+CZ+D |

L(E,B,Z,Y)=1| E | + I B |5+ || Z 124

+(Y,AE + BB+ CZ + D), (2.25)

onde Y representa os multiplicadores de Lagrange e p > 0 é um parametro de regularizacao.

Usando a varidvel dual escalada U = (1/p)Y’, pode-se reescrever a funcao Lagran-

giana aumentada como visto na Equacao 2.26,

A1 —«)
2

+ 5| AE+BB+CZ+D+U [} -5 ||U I} (2.26)

L(E,B,Z,U) =1 | E |21 + I B [I5 +Aer || Z 121

Como a norma Frobenius é separavel, a funcao Lagrangiana pode ser escrita como
visto na Equacao 2.27,
A1 — )
2
P 2 P 2
+5 |HB-T - E+U, | +3 | B-Z+U, |

L(E,B,Z,U) =1 | E |2, + I B +Ae || Z 21

p p
—5 U 1% —5 102 % (2.27)

onde U = [UIT UQT}T, com U; € RV*™ e U, € RF*™.

Assim, o algoritmo ADMM de 3 blocos otimiza a fun¢ao Lagrangiana aumentada da
Equacao 2.27 alternadamente entre B, Z e E, atualizando os multiplicadores de Lagrange
ao final de cada iteragao. A atualizacao da varidvel B na k-ésima iteracao é dada pela

Equacao 2.28,

B! = (HTH +I) ' [H" (T +E* - U}) + (2" - US)]. (2.28)
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onde n = (A(1 —a) + p)/p.
Da mesma forma que é feito no método GR-ELM, a atualizacao da varidavel Z na
k-ésima iteracao é dada pela Equacgao 2.29,
ZM' = Ss (B 4+ US) (2.29)
onde S,(A) é uma fungao que aplica o operador block soft-thresholding S, (BOYD, 2010)
em cada linha de A. O operador S, foi definido na Secao 2.1.3.

O terceiro passo da k-ésima iteragdo do algoritmo ADMM de 3 blocos ¢ atualizar a
variavel E, que obedece a Equacao 2.30,

EF!=S: (HB"' - T+ Uf). (2.30)

Finalmente, a regra de atualizacao para os multiplicadores de Lagrange ¢ dada na

Equagao 2.32,

U1k+1 _ U{v + (HBk-‘rl T — Ek+1> (231)
Uk = U + (Bk:+1 _ Zk+1) . (2.32)

O ADMM de 3 blocos repete as atualizagoes em cada iteragao até que o critério de
parada seja atingido. Silva et al. (2020b) propuseram parar o algoritmo quando os residuos
dual e primal, dados pelas Equacoes 2.33 e 2.34, atingirem as tolerancias dadas pelas
Equacoes 2.35 e 2.36, respectivamente. Ressalta-se que isto é uma contribui¢ao alcancada

durante o desenvolvimento desta Tese.

R = AE*' + BB*' + CZ""' + D (2.33)

St = pBTA(E*™ — E*) + pB'C(Z" - Z%) (2.34)

R <VmLe™ + e max(| AE* ||p, | BB* ||p,|| CZ" |[p, || D |[r) (2.35)
St < NVmLe™ 4+ o || H'U, + U, |7, (2.36)

onde € e €' s3o tolerancias pré-definidas, com os mesmos valores sugeridos na Secdo 2.1.3.

O Algoritmo 2 resume o método GOR-ELM.

2.1.6 Kernel Extreme Learning Machine

De acordo com Huang et al. (2012), se o mapeamento aleatdrio das caracteristicas

h(x) nao é desejado, é possivel aplicar as condi¢oes de Mercer ao ELM. Para isso, uma
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Algoritmo 2: GOR-ELM: Generalized Outlier Robust Extreme Learning Machine
1 Requer: Amostras de treino (X,T'), func¢ao de ativagao h(-), nimero inicial de

nés na camada oculta N e pardmetros de regularizagao A\, a, T e p.
Inicializacido: B, U°, Z° E° ¢ k = 0.
Gera pesos W e vieses v aleatoriamente.
Calcula a matriz da camada oculta H usando Equagao 2.2.
repita
BM! = argming £ | HB—T—Ef4+U% |3 42029 || B |2 +2 | B-ZF+ U} ||2
281 i argming % | Z a1 +1 | B — Z+ U |2
k1 . argming 7 || E |21 +1 | HBM! - T —E+ U} |
o | UM :=Ul+p(HB - T - EH)
10 Ukt = Uk +p (Bk+1 _ Zk:—i—l)
11 k = k+1
12 até Atingir critério de parada;

® N O Ok W N

matriz Qgra; = HTH pode ser utilizada, onde cada elemento Qg A, ; dessa matriz pode

ser definido como mostra a Equagao 2.37, onde K : R* x R™ — R ¢é uma funcao simétrica.

Qe = h(x;) - h(z;) = K(x;, ;) (2.37)

Assim, é possivel reescrever a solucao do R-ELM, dada pela Equagao 2.8 como

mostra a Equacao 2.38, que é chamada como a solugao do Kernel ELM (K-ELM).

R I\t 7\t
BrELM = <HTH + 5) H't= (QELM + 6) t (2.38)

A saida de uma K-ELM, com respeito a uma entrada @ pode ser escrita usando

nota¢ao matricial como mostra a Equagao 2.39.

-
K(x,x)

ty= 5 Br-rLy- (2.39)
K(x, x,)

No método K-ELM, o mapeamento aleatério e sua dimensionalidade nao precisam
ser informados. Isto é, nao é necessario definir uma funcao de ativacao e nem gerar pesos
pseudoaleatorios através de uma semente. O parametro, nesse caso, € o tipo do kernel e
seus parametros, onde um exemplo seria o kernel Gaussiano K (u,v) = exp(—7 || u—v ||?),

onde v > 0 ¢ um parametro do kernel.

Embora tenha a vantagem de nao ter uma natureza aleatéria, o método K-ELM
foi definido principalmente para bases de dados pequenas, devido a sua necessidade de
inversao de uma matriz quadrada cuja dimensao é igual ao nimero de amostras da base de

dados na etapa de treinamento. Assim, a sua utilizacdo com bases de dados relativamente
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grandes fica dificultada, devido & complexidade computacional O(N?3) do processo de
inversdo de matrizes (DENG; ONG; ZHENG, 2016).

Para lidar com bases de dados relativamente maiores, Deng, Ong e Zheng (2016)
propuseram o algoritmo Reduced Kernel ELM (RK-ELM). Neste método, um ntmero
L de amostras, as quais foram chamadas de “vetores suporte” pelos autores do método,
A =[] ---8]]" sao escolhidos aleatoriamente do conjunto de treinamento X. Note que

L < N, onde N ¢é o nimero de amostras da base de dados. Tais “vetores suporte” sao

utilizados juntamente com os dados X para gerar a matriz de kernel Hyk gim € RV*E,
como mostra a Equacao 2.40, onde K ¢é a funcao kernel escolhida.
Hgy gLy, = K(z;, d;), (2.40)

Com a matriz Hrk.grm encontrada, é possivel calcular os pesos de saida da rede
RK-ELM, como mostra a Equacao 2.41.

1

-1
IBRK-ELM = <H1£K-ELMHRK-ELM + 5) H;{—K-ELMt' (2'41)

Jé a saida da rede RK-ELM fj, dada uma amostra de entrada @, pode ser calculada

por meio da Equacao 2.42.

T
K({E, 61)

ty= : BRK-ELM- (2.42)
K(ZE, 5L)

Para provar que a técnica RK-ELM possui capacidade de generalizagao similar a
um ELM ou R-ELM, Deng, Ong e Zheng (2016) apresentaram um teorema que afirma que
para qualquer erro desejado ¢, ird existir um ntamero L de “vetores suporte” que podem

ser usados pelo RK-ELM para aprender N amostras com erro maximo de e.

2.1.7 Multi-layer Extreme Learning Machine

De acordo com Deng (2014), até o inicio dos anos 2010, a maioria dos trabalhos
relacionados ao aprendizado de maquina e ao reconhecimento de padroes exploravam
majoritariamente o uso de arquiteturas “rasas”, onde apenas uma camada de transformagao

nao-linear é usada. Um exemplo de arquitetura “rasa” é a SLFN.

Esse tipo de método é capaz de obter bons resultados em problemas e/ou situagoes
simples, onde, por exemplo, todas as caracteristicas sao independentes. Contudo, em
tarefas mais dificeis, como em casos de reconhecimento de fala, tarefas relacionadas a sinais
sonoros e tarefas que envolvem processamento de imagens, arquiteturas “rasas” podem

apresentar dificuldades para lidar com as estruturas e caracteristicas complexas que podem
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ser obtidas a partir dos dados de entrada (DENG, 2014). Em uma SLFN, por exemplo,
lidar com tais caracteristicas complexas pode requerer um grande ntimero de neurénios

ocultos, o que por sua vez pode necessitar um grande poder computacional para treinar a

SLFN.

Para lidar com as caracteristicas complexas, um modelo “profundo” é desejavel,
onde diversas camadas néo lineares sao usadas (no escopo de redes neurais artificiais).
Assim, o termo “deep learning” usualmente se refere a métodos similares a redes neurais
com um grande ntimero de camadas ocultas, que também podem ser chamadas de Deep
Neural Networks (DNN) (DENG, 2014).

Como algoritmos baseados em ELM sao definidos para treinar apenas redes do
tipo SLFN, nao é possivel utilizé-los diretamente para treinar redes profundas. No entanto,
Kasun et al. (2013) propuseram uma arquitetura com multiplas camadas ocultas que

podem ser treinadas utilizando algoritmos baseados em ELM.

Esta técnica foi chamada de Multi-Layer Extreme Learning Machine (ML-ELM), e
treina suas camadas intermediarias utilizando uma abordagem “nao supervisionada”, onde
cada uma é treinada de forma isolada utilizando o conceito de autoencoder, considerando
que as saidas descjadas da rede sdo iguais a entrada (que vém da camada anterior do
ML-ELM), e posteriormente integrada a rede ML-ELM. Apds treinar todas as camadas
intermediarias, a camada final é treinada normalmente usando a saida da camada anterior
como entrada e os alvos reais da base de dados como saida desejada. Em todas as etapas de
treinamento, o algoritmo R-ELM é utilizado. De acordo com Kasun et al. (2013), ML-ELM
obteve desempenho similar a arquiteturas profundas treinadas utilizando métodos baseados

em backpropagation, porém com tempo de treinamento muito inferior.

A Figura 2 mostra um exemplo de arquitetura treinada utilizando o algoritmo
ML-ELM. A primeira camada é treinada como se fosse um autoencoder, em que os dados
X sao usados tanto como entrada como alvo de um algoritmo de treinamento, como ELM
ou UWR-ELM. A transposta da matriz B!, obtida pelo treinamento deste autoencoder, é
utilizada como matriz de pesos entre a entrada da rede e a primeira camada oculta do
ML-ELM, como mostra a Figura 2c. Em sequéncia, a segunda camada também é treinada
utilizando um autoencoder. Neste caso, a entrada do autoencoder é a saida da primeira
camada oculta (dada pela multiplicagdo da entrada - “camada” anterior - pela respectiva
matriz de pesos). O segundo autoencoder é treinado com a saida desejada igual & entrada,
e uma matriz B? é obtida. Da mesma forma que no primeiro autoencoder, a transposta de
B? ¢ utilizada como matriz de pesos entre a segunda camada oculta e a camada anterior.
O processo é repetido até que todas as camadas ocultas sejam treinadas, e o vetor final de
pesos é calculado utilizando a matriz de saida da tltima camada oculta como entrada, os

alvos T' como saida e o algoritmo baseado em ELM.
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Figura 2 — Um exemplo da arquitetura treinada utilizando ML-ELM. Em (a), é possivel
ver o primeiro autoencoder treinado pelo algoritmo. Em (b), um autoencoder
intermediario, e em (c), uma rede ML-ELM completa. Note que é possivel ver
as relagoes entre os pesos da rede completa e dos autoencoders intermedidrios.

Fonte: Adaptado de (KASUN et al., 2013)

2.1.8 Stacked Extreme Learning Machine

Embora o algoritmo ELM seja capaz de obter uma boa capacidade de generalizacao
com pouco tempo de treinamento, ele pode sofrer com limita¢oes de memoria ao se utilizar
um grande ntmero de neurdnios na camada oculta e uma base de dados com muitas
amostras (ZHOU et al., 2014).

Um ponto notado por Zhou et al. (2014) foi que, ao usar a base de dados MNIST,
havia espaco para uma melhora do desempenho do modelo, obtida ao aumentar o nimero
de neurdnios na camada oculta. Porém, o hardware disponivel ndo possuia memoria

suficiente para lidar com esse treinamento.

Um conceito existente na literatura é o chamado de “modelos empilhados” (WOL-
PERT, 1992), que diz ser possivel melhorar o desempenho de modelos simples ao “empilhar”
outros sequencialmente, com a finalidade de aprender caracteristicas mais complexas dos
dados de entrada. Assim, Zhou et al. (2014) propuseram o algoritmo Stacked Extreme
Learning Machine (S-ELM), que usa proje¢oes da camada oculta, utilizando Principal

Component Analysis (PCA), de um mddulo como parte do préximo.

O primeiro médulo de uma arquitetura S-ELLM ¢é treinada utilizando o algoritmo
UWR-ELM. Assim, a matriz B; = [ - - - 8] é encontrada. O algoritmo usa PCA em

B para determinar os autovalores e autovetores da matriz de covariancia.
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. . . ~ ! ’
Com a finalidade de reduzir a dimensao dos dados, os L' (L < L) autovalores
mais significativos sdo encontrados, e seus autovetores correspondentes sdo usados para
construir uma matriz Vi, que ¢ utilizada para reduzir a dimensao da matriz que representa

a salda da camada oculta do primeiro médulo, como mostra a Equacao 2.43.

H, = HV (2.43)

A matriz projetada de um modulo é utilizada como parte da camada oculta do

préximo, como mostra a Equacao 2.44,

H,=[H,_, H,.,) (2.44)

onde H,., ¢ uma matriz que representa a camada oculta de novos neurénios com pesos
aleatdrios. Esse procedimento é feito para cada um dos S mddulos (exceto o tltimo, pois ele
deve retornar uma safda estimada). Um exemplo de uma arquitetura S-ELM é apresentada,
na Figura 3, onde moédulos sao representados por uma mesma cor. O primeiro médulo, na
cor cinza, é treinado usando UWR-ELM. O PCA ¢ aplicado em B, de dimensdo m x L,
resultando na matriz reduzida de projecio V4. O segundo médulo, em azul, tem sua camada
oculta construida através da concatenacao da multiplicagao matricial (proje¢ao) H. Wi e
de neurdnios aleatorios novos, e é treinado usando o UWR-ELM. O processo continua até

que todos os médulos sejam treinados, onde o processo de PCA nao é necesséario no ultimo.

Figura 3 — Um exemplo da arquitetura S-ELM. Retangulos da mesma cor representam
camadas de um mesmo modulo, circulos verdes representam os dados origi-
nais, usados como entrada em todos os médulos. Cada seta representa uma
multiplicagdo matricial, enquanto uma linha tracejada representa a reducao de
dimensionalidade obtida através de PCA.

Moédulo

Moédulo

Mdédulo
1

Fonte: (SILVA; INABA; CIARELLI, 2018)

Zhou et al. (2014) observaram que a técnica S-ELM foi capaz de obter bons

resultados quando comparados a outros métodos, profundos ou nao, sendo possivel treina-
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lo e utiliza-lo em sistemas com menos recursos, devido a nao necessidade de inversao de

uma matriz de altas dimensoes.

Cabe destacar que o método S-ELM aplica o algoritmo PCA numa matriz B] €
R™ . onde é comum que m < L, para obter uma matriz de projecio. Segundo Turk e
Pentland (1991), aplicar PCA numa matriz nao quadrada implica que serao obtidos um
numero de autovalores significativos igual a menor dimensao da matriz subtraida de um.
Assim, no maximo m — 1 autovalores significativos serao obtidos. Ou seja, a matriz de
projecdo V; terd no méaximo m — 1 autovetores significativos. O S-ELM usa essa matriz
para projetar informacao de um moédulo no seguinte, o que significa que no méaximo m — 1
neuronios projetados serao significativos. Caso m = 1, nenhum neurdnio projetado sera

significativo.

2.1.9 Deep Stacked Network

Trabalhos que utilizam DNN foram capazes de obter bons resultados em diversas
tarefas de origens distintas. Porém, o treinamento destas redes é computacionalmente
muito custoso, principalmente se estes forem feitos na presenca de bases de dados com
grande numero de amostras, o que pode requerer a utilizagao de computadores com
alta capacidade de processamento ou placas graficas (ZHOU et al., 2014). Isto ocorre,
pois existe um grande nimero de parametros que devem ser encontrados no processo de
treinamento das redes. Este inconveniente é denominado Problema de Escalabilidade (do
inglés, scalability problem) (DENG; YU, 2011).

Assim, Deng e Yu (2011) propuseram uma nova arquitetura de aprendizado profundo
que utiliza o conceito de modelos empilhados, denominada Deep Stacked Network (DSN).
Esta arquitetura tem a caracteristica de que a entrada de um modulo é composta pela
concatenacao da entrada e da saida do modulo anterior. Isto foi motivado pelos resultados
obtidos ao trabalhar com os métodos deep-structured conditional random field (Yu; Wang;

Deng, 2010), que trabalham de forma similar.

Considerando um conjunto de treinamento formado por (X,T') com N amostras,

o algoritmo de treinamento da DSN pode ser resumido da seguinte maneira: o primeiro

modulo (inferior) é treinado normalmente com qualquer técnica de aprendizado de maquina,

considerando X; = X e T; = T, sendo X; e T} entrada e saida desejada do primeiro

modulo, e tem uma saida estimada para o conjunto de treino T. Os demais médulos sao

treinados da mesma forma, porém com entradas que sao construidas a partir da conca-

tenacao da entrada do modulo anterior com a saida estimada deste, i.e., o segundo modulo

¢ treinado considerando X, = [ X7, Tl] como entrada, e T como saida. A Equacao 2.45
mostra a regra de construgao da entrada do k-ésimo mddulo de uma DSN.

X, k=1
X, = (2.45)

(X 1,T)_1], caso contréario
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Com as entradas “construidas”, os moédulos de uma DSN podem ser treinados
sequencialmente e, ao empilha-los, é possivel obter resultados similares aos obtidos por
redes neurais com miltiplas camadas, mas com tempo de treinamento reduzido (DENG;
YU, 2011). Um exemplo desta arquitetura é apresentado na Figura 4, que mostra uma DSN
com moédulos SLEN. O primeiro médulo, na cor cinza, é treinado utilizando, por exemplo,
o UWR-ELM. O segundo médulo tem sua entrada construida através da concatenacao da
entrada e da saida do primeiro médulo, e também é treinado. Este processo continua até

que todos os médulos sejam treinados.

Figura 4 — Um exemplo da arquitetura DSN. Retdngulos da mesma cor representam
camadas de um mesmo médulo, e circulos verdes representam os dados originais
de entrada.

Module

--- {00

Fonte: (SILVA; INABA; CIARELLI, 2018)

2.2 Técnicas de Aprendizado de Maquina Online

Técnicas de aprendizado de maquina lidam com um conjunto de dados, extraindo
informagoes a partir destes com o objetivo de inferir algum conhecimento. Porém, o
treinamento usualmente é feito de forma offiine, onde todas as amostras disponiveis sao
utilizadas de uma vez para criar um modelo, que nao costuma ser alterado ao longo do

tempo.

Em alguns casos, o conjunto de dados inicial nao é capaz de representar adequa-
damente as caracteristicas do problema tratado, o que pode interferir no desempenho
da solugdo utilizada. Entretanto, novas amostras do mesmo problema podem ser obtidas
ao longo do tempo, que podem trazer novas informacdes importantes para o modelo de

inferéncia, melhorando a representatividade dos dados. Assim, novos modelos de aprendi-
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zado de maquina foram propostos com algumas caracteristicas que os tornam capazes de
adaptar a novos dados recebidos (MINKU, 2011; POLIKAR et al., 2001):

» Capacidade de aprender informacao adicional de novos dados;

o O aprendizado de dados novos nao requer armazenamento dos dados antigos, podendo

apenas guardar informagoes sobre eles (como a média);

e Deve preservar o conhecimento adquirido.

Estes sistemas podem aprender novas informagoes a cada amostra recebida ou
quando um grupo de novas amostras é completado. Os sistemas do primeiro tipo sao
considerados como sistemas de aprendizado online, enquanto os demais sao considerados
como aprendizado sequencial?> (MINKU, 2011).

Um efeito chamado de concept drift (LU et al., 2018) pode ocorrer em dados que
sao obtidos ao longo do tempo, onde ocorre uma variagao das propriedades estatisticas das
caracteristicas que representam as amostras. Um exemplo disto seria uma base de dados
que foi construida durante um longo periodo de tempo, onde as caracteristicas intrinsecas
de um sensor variam com o tempo devido a sua degradacdo e/ou envelhecimento. Assim,
dados de uma classe podem ter valores com uma distribuicao no inicio da base, mas com

outra no final.

O concept drift pode ser classificado de acordo com a sua velocidade, recorréncia,
escopo, e outras caracteristicas (SOARES; ARAU]O, 2015a). O drift abrupto consiste
numa mudanga rapida (brusca) nos valores das caracteristicas, enquanto o drift gradual
ocorre lentamente. O drift recorrente é caracterizado por eventos ciclicos, como estacoes do
ano, que se repetem com uma certa recorréncia. Drifts globais podem se referir a todas as
caracteristicas e/ou medigoes tendo suas distribuigoes estatisticas se alterando em conjunto,

enquanto drifts locais ocorrem apenas em uma caracteristica e/ou medi¢ao isolada.

A mudanca nas distribuigoes estatisticas das amostras usualmente afeta negativa-
mente o desempenho de métodos de aprendizado de méaquina, principalmente os offline.
Assim, algumas técnicas de deteccao de drift foram desenvolvidas, como por exemplo o
Drift Detection Method (DDM), que avisa ao algoritmo que ocorreu drift nos dados. Ao
detectar um drift, uma espécie de “sinal” é enviado para que o modelo se adapte ao novo
conceito. Este tipo de abordagem é chamado de detecgao explicita de drift. Alguns algorit-
mos podem aplicar uma abordagem implicita para lidar com a alteragao nos conceitos, e
estes usualmente aprendem constantemente com as amostras, ajustando seus parametros

ao longo do tempo (SOARES: ARAUJO, 2015a).

2

Minku (2011) define tal classe de técnicas como “técnicas de aprendizado incremental”. Porém, no
contexto de ELM, algoritmos com a capacidade de se adaptar a novos dados sdo chamados de online
ou “sequenciais”.
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Entre os métodos que lidam implicitamente com drift, é possivel destacar os que
utilizam ensembles de modelos de aprendizado de maquina. De acordo com Krawczyk et
al. (2017), métodos deste tipo sdo os mais “promissores” entre os que lidam com dados de
forma online. O ensemble consiste em métodos distintos que cujas estimativas em relagao
a uma amostra sao combinadas para encontrar a saida geral do ensemble. Como exemplo
para problemas de classificacao, é possivel contar qual a classe que apareceu mais vezes
nas predigoes dos modelos, enquanto que para problemas de regressao, é possivel usar uma
média ponderada das saidas de todos os membros, onde os pesos da média ponderada
podem ser atualizados a cada lote ou amostra, baseado no erro de cada um dos membros
do ensemble. Exemplos de métodos que utilizam uma abordagem similar a descrita sao
Learn™t.NSE (ELWELL; POLIKAR, 2011), Online Weighted Ensemble (OWE) (SOARES;
ARAUJO, 2015b), Dynamic Online Ensemble Regression (DOER) (SOARES; ARAUJO,
2015a) e Online Ensemble using Ordered Aggregation (OEOA) (SOARES; ARAUJO, 2016).

2.2.1 Online Sequential Extreme Learning Machine

Liang et al. (2006) propuseram uma forma fechada, baseada em ELM, de lidar com
dados obtidos de forma sequencial (novas amostras sao obtidas ao longo do tempo), de
modo que nao seja necessario ter todos os dados armazenados para que o modelo atenda as
caracteristicas de modelos sequenciais. A esta técnica foi dado o nome de Online Sequential
Eztreme Learning Machine (OS-ELM).

Considerando que inicialmente o modelo ELM foi treinado com N, amostras, i.e.,

uma matriz B, ja foi calculada, e N7 novas observacoes foram obtidas, pode-se reescrever

L

onde H, e H; sdo as matrizes que contém a saida da camada oculta da SLEN com relagao

a Equacao 2.4 na forma da Equagao 2.46,
2

, (2.46)

,é = arg min
p 2

as amostras do primeiro e segundo lote de treinamento, e ty e t; as respectivas saidas

esperadas.
Também pode-se reescrever a Equacao 2.5 como mostra a Equacao 2.47,
H ! t
B =K;' [ 0] [ °] (2.47)
t
onde a matriz K é dada pela Equagao 2.48,
' [H
K =" °| = Ky + H] H, (2.48)
H, H,

e H, representa a matriz de saida da camada oculta para as novas N; amostras, e t; os

seus respectivos alvos.
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Devido as restricoes de que o modelo nao deve armazenar dados antigos para
atualizar seus parametros, é desejavel que B, seja fungdo apenas de Ky, H; e t; (LIANG

ct al., 20006).
Logo, a Equacgao 2.47 pode ser reescrita como mostra a Equacao 2.49,
B =K' (Hjty+ H{t,)
= K{' (KoK ' HJto + HJt,)
= Ki' (Kofo + Ht))
=K' ((Ki— H{H,) B+ H't)
= K;' (K\B — H{ H\8, + Ht,)
= Bo+ K 'H{ (t, — H\By), (2.49)
onde K; é dado pela Equacao 2.48. As Equacoes 2.48 e 2.49 podem ser estendidas para

indices posteriores, onde cada um é referente a um novo lote de dados recebido, como

pode ser visto nas Equagoes 2.50 e 2.51.

Ky =K.+ H Hyy, (2.50)
Bre1 =B+ K W H | (tiiy — Hi1 Br) (2.51)
Pode-se ainda otimizar a atualizagao deste modelo se for considerado que Py, =

K,;:l e a equivaléncia de Woodbury (PETERSEN; PEDERSEN, 2007) for utilizada para

atualizar Py a partir de P, como mostra a Equacao 2.52.

P = Kkjh
- -1
Py = (Kk + Hk+1Hk+1>
-1
P =K' - K Hy,, (I + Hk+1Kz§1HkT+1) Hy, K (2.52)

Assim, as regras de atualizagao do vetor de saida .1, referente as novas Ny
amostras (X1 1), do algoritmo OS-ELM sio resumidas nas Equacdes 2.53 e 2.54.

-1
P, =P, — PkH]L_l (I + Hk+1PkH,;r+1) H, P, (2.53)
Bit1 = Br + Pk+1HJI+1 (trr1 — Hp1Br) (2.54)

Da mesma forma que o ELM, o algoritmo OS-ELM também ¢ definido para apenas
uma saida. Porém, da mesma forma que foi mostrado na Se¢do 2.1.7, é possivel construir
um modelo para cada saida, e caso esses modelos compartilhem o mesmo conjunto de
pesos entre as camadas de entrada e oculta, é possivel substituir o vetor £ por uma matriz

T na Equacgao 2.54.

De acordo com Liang et al. (2006), OS-ELM e ELM atingem o mesmo desempenho

(erro de treinamento e acuracia) quando o rank(Hy) = L. Assim, é necessario um conjunto
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de amostras iniciais de tamanho maior ou igual ao niimero de neurénios da SLEN que esta
sendo treinada para que o OS-ELM atinja os mesmos resultados de um ELM treinado de

forma offline com todo o conjunto de amostras observadas.

2.2.2  Online Sequential Regularized Extreme Learning Machine

Assim como ELM possui problemas com sobreajuste e subajuste, caso o niimero
de neurdnios de sua camada oculta nao seja bem definido, o algoritmo OS-ELM sofre
do mesmo problema. Além deste, ainda existe a limitacao de que o nimero inicial de
amostras deve ser maior ou igual ao nimero de neurénios da rede (para que atinja o
mesmo desempenho do ELM), o que pode limitar o tamanho da arquitetura que pode ser

utilizada, ou entdo causar uma espera pelo nimero necessario de amostras.

Como foi visto na Se¢do 2.1.2, é possivel resolver o problema de grande sensibilidade
ao numero de neurénios utilizando uma regularizacao Tikhonov, cujo uso no contexto de
ELM resultou na técnica UWR-ELM, cuja solucao é dada pela Equacao 2.8. Assim, Shao e
Er (2016) mostraram que é possivel, de forma similar a feita na técnica OS-ELM (LIANG et
al., 2006), atualizar a matriz de pesos B}, através da identidade de Woodbury (PETERSEN;
PEDERSEN, 2007), apenas substituindo o cdlculo inicial de By pela solugao da Equagao 2.8,
que considera a regularizagao Tikhonov. Porém, o algoritmo ainda precisaria de um nimero

minimo de amostras para o seu treino inicial.

Para lidar com este problema, Shao e Er (2016) propuseram uma abordagem para
tornar possivel um treinamento inicial do OSR-ELM com menos amostras do que niimero
de neuronios. Tal abordagem considera que o calculo inicial da matriz K;*' ¢ feito pela

Equacao 2.55,

I
Ky, = HyH, + ok (2.55)
E o célculo da matriz By inicial é feito pela Equacao 2.56,
By = Hy K. (2.56)

E possivel notar que o conjunto de Equacoes 2.55 e 2.56 também é solucao do
problema de otimizacao apresentado na Equacao 2.6, quando D = I, porém, com a

vantagem de um custo computacional inferior, quando N < L.

Quando um conjunto novo de amostras é recebido, a matriz K; da Equagao 2.48
pode ser reescrita, considerando o termo adicional da regularizacao, como mostra a

Equagao 2.57,

T

I |HH{+Z% HHS
+5:

2.57
HH] HH]+1 (2:57)
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Usando o complemento de Schur (PETERSEN; PEDERSEN, 2007) da matriz K ',

pode-se escrevé-la da forma apresentada na Equagao 2.58,

HH! +L  HHY
H\H' HH!+1%
K;'+ Ky 'H)HTS;'HH'K;' —K;'H,H'S;
~S;T'HHIK;! St

K;'=

, (2.58)

onde S; = HiH{ + £ — HHH K;'H,H{ ¢ o complemento de Schur de K;'. Apés o

calculo de K| ' a partir de K, o valor atualizado do vetor de pesos de saida 8; é dado

H, ' 1 |t
B1 = [HJ K; L] : (2.59)

pela Equacao 2.59.

O procedimento apresentado pode ser estendido para os proximos conjuntos de
dados, substituindo os indices das matrizes K, H e do vetor t. E possivel notar que
as Equagoes 2.58 e 2.59 necessitam do armazenamento de dados antigos para realizar
suas atualizacoes (Hy ¢ H, sdo necessérios para calcular K;'), o que pode causar um
problema de memoria, dependendo do nimero de amostras. Porém, o algoritmo OSR-ELM
s6 utiliza o procedimento que necessita esse armazenamento enquanto ele nao recebe um
total de amostras maior que o nimero de neurénios da camada oculta, o que significa que

armazenar tais matrizes para poucas amostras nao é um problema.

O Algoritmo 3 resume o método OSR-ELM.

2.2.3 Learn™".NSE

Alguns outros métodos que lidam com dados sequenciais foram propostos na
literatura. Um deles é chamado de Learn™™ e foi originalmente proposto por Polikar et al.
(2001) como um método sequencial cujo objetivo é lidar com bases de dados estacionarias,
isto é, dados considerados sem concept drift. Assim como os métodos OS-ELM e OSR-ELM,
o algoritmo Learn™™ é capaz de atualizar seus parAmetros com a chegada de novos lotes

de dados, com a finalidade de incluir o conhecimento que novos lotes trazem.

O Learn™™ é baseado no método AdaBoost, sendo composto de um ensemble
de classificadores (ou regressores) simples. Cada membro do ensemble é treinado com
amostras ponderadas de forma diferente, com base no erro de cada uma, e contribui para
a saida da técnica Learn®™™ com um voto. Assim, a saida deste método com relacao a
uma amostra é obtida através de uma votacao simples majoritaria, onde a classe mais
votada pelos membros é escolhida (ou algum tipo de média, no caso de regressao). Cada
membro do ensemble é treinado com um dos lotes de dados que vao chegando ao longo do

tempo. O Learn™™ deu origem a uma familia de métodos sequenciais especializados, como
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Algoritmo 3: OSR-ELM: Online Sequential Regularized Extreme Learning Ma-

chine

1 Requer: Amostras iniciais de treino (Xy,to), funcdo de ativagao h(-), nimero de
noés iniciais na camada oculta N e pardmetro de regularizacio C.

2 Inicializacao: Gera pesos A e vieses v aleatoriamente.

3 Calcula a matriz da camada oculta Hy usando Equacao 2.2 e Xj,.

4 Encontra os pesos de saida B, usando a Equacao 2.8 e Hy.

—1 ~1 T, 1\!
5 Faca k =0 ¢ armazene K~ = K, = (HOHO +5) JH,=Hyct,=t,.

6 repita

7 | Aguarda o (k + 1)-ésimo lote de amostras (Xjy1,tr+1) chegar

8 se total de amostras recebidos for menor que L entao

9 Encontre Kk_il a partir de Kk_l, Hj. e Hy ., usando a Equagao 2.58.
10 Encontre 3;.; usando a Equagao 2.59

11 Faca Hyy = [HY Hi,|" et = [t ti,]"

12 senao se O lote atual torna o numero total de amostras maior que L entao
13 Faca Hy = [H) H )" ety =[] )]

14 Armazene Py, = <H,I+1Hk+1 + é>_1'

15 Bii1 = P H .

16 senao

17 Atualize Py, de acordo com a Equacao 2.53.

18 Atuailze By,1 de acordo com a Equagao 2.54.

19 k=Fk+1

20 até que nao tenham mais dados chegando;

o Learn™ .NC, especializado para lidar com novas classes e o método Learn™™ .MF, que é
especializado em aprender dados com caracteristicas faltantes, entre outros (ELWELL;
POLIKAR, 2011).

Uma das extensoes do Learn™ é o método chamado Learn*™ for non-stationary
environments (ou Learn™.NSE), que foi desenvolvido para lidar com dados sequenciais
com a ocorréncia de concept drift. De acordo com Elwell e Polikar (2011), este método é
capaz de lidar com varios cenarios distintos de concept drift, como os rapidos, graduais,
abruptos, recorrentes, entre outros, também costuma ter seu desempenho nao muito
dependente do classificador base. Assim como o Adaboost, este método pondera amostras
de forma distinta, a depender do erro de cada uma. Além disso, possui melhor desempenho
caso nao seja aplicado um método de poda dos membros do ensemble, principalmente no

caso de drifts recorrentes.

O Learn™".NSE é um método baseado em ensemble proposto para lidar com tarefas
de classificacao. Originalmente, uma votacao majoritaria ponderada é utilizada para definir
a qual classe uma amostra pertence, e utiliza de um mecanismo passivo de detecgao de drift.
Supondo que o algoritmo ird receber uma série de lotes Dt = {(a!, y )}, i =1,..., N,

com N' amostras cada, onde ¢t é um indice temporal (ou seja, x! é a i-ésima instancia do
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t-ésimo lote), ele terd t classificadores. A saida do j-ésimo classificador referente a entrada
x! pode ser representada por fi(xl). J4 a saida do ensemble, ou seja, a saida do modelo
Learnt™.NSE, chamada de F'(x!), ¢ uma combinagdo ponderada de cada fi(x!), cujos
pesos da ponderacao sao atualizados a cada novo conjunto de dados seguindo uma regra
baseada no erro atual, isto é, os classificadores com menor erro nos lotes mais recentes

terdo maior peso na hora de encontrar a saida final do ensemble.

Um dos problemas desta técnica é o fato de nao haver uma limitagdo na adicao de
novos classificadores. Esse problema pode ser mitigado ao utilizar modelos simples, que
nao utilizam tanta memoria, mas ainda assim a memoria utilizada pode ser um problema
ao longo do tempo. Uma outra possivel solucao seria a limitagao do niimero méximo de
classificadores, removendo os mais antigos ou aqueles com maior erro. Porém, segundo
Elwell e Polikar (2011), esta estratégia nao ¢ recomendada, ja que reduz a habilidade do
método de lembrar conceitos recorrentes, bem como impacta a estabilidade do método

durante periodos sem a presenca de drift.

Embora tenha sido proposto para tarefas de classificacdo, uma adaptacao do método
Learn*™.NSE para lidar com problemas de regressdo foi proposta em (SOARES; ARAUJ 0,
2015a), onde uma abordagem similar ao método AdaBoost.RT é utilizada para “classificar”

a regressao das amostras, separando-as em predigoes corretas e incorretas. Mais informagoes
acerca da técnica podem ser encontradas em (ELWELL; POLIKAR, 2011).

2.2.4  Online Weighted Ensemble

O método Learn™™ .NSE ¢é baseado em lotes, o que significa que ele precisa esperar
um determinado nimero de amostras chegar para que so entao ele atualize seus parametros.
De acordo com Soares e Araijo (2015b), isso é um problema comum a todos os métodos
que utilizam dessa abordagem, ja que ¢ possivel que seja necessario esperar um longo
tempo para que haja o nimero necessario de amostras para o método. Além disso, se o
lote demorar muito, é possivel que o lote inclua diversos conceitos diferentes, misturando

informagoes importantes.

Uma alternativa a esses métodos baseados em lotes sao aqueles baseados em
amostras, que atualizam seus parametros para cada amostra recebida. Porém, tantas
atualizacoes trazem dois problemas, que sdo uma possivel instabilidade no modelo e o
tempo gasto para atualizar o modelo para cada amostra. Para mitigar o primeiro problema,
autores adotam o uso de uma “janela movel” que guarda as amostras mais recentes, e a

utiliza para atualizar os parametros toda vez que uma amostra chega ao sistema.

Um dos métodos que utilizam essa abordagem é o Online Weighted Ensemble (OWE)
(SOARES; AR,AUJO, 2015Db), que possui caracteristicas como: adaptagao dos pesos dos
modelos (o peso da contribuigdo do modelo na saida do ensemble), e inclusdo e remogao

de modelos quando o desempenho comeca a ser degradado. Além disso, ao contrario do
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Learn™ ™ .NSE, ele foi proposto para utilizacao em bases de dados com regressao.

O método OWE armazena k modelos, uma janela mével com N* amostras, e alguns
parametros: o algoritmo base, um limiar € para considerar uma amostra como “correta”
ou “incorreta”, um parametro « € [0, 1], que controla a inclusdo de modelos novos, um
fator k € [0,1] e um nimero S € Z U {oo}, que representa o nimero maximo de modelos

no ensemble (se S = 0o, 0 método ndo poda nenhum de seus membros).

Assim, para cada amostra recebida, o ensemble ajusta os pesos de seus membros
(isto ¢, a contribui¢do de cada membro na saida do ensemble) baseado nos erros obtidos
na janela mével atual. O mecanismo de calculo de erro considera amostras “corretas” e
“incorretas” e é baseado no algoritmo AdaBoost.RT, usando erro relativo e o limiar 6.
Assim, se a saida para uma amostra possui erro relativo em relagao ao valor desejado

maior que o limiar, ela é considerada incorreta.

Cada membro do ensemble também possui um parametro “tempo de vida” 7,
que é incrementado toda vez que uma amostra ¢é recebida pelo algoritmo. Este contador
é considerado na atualizacao dos pesos de cada membro, onde os membros mais novos
tendem a receber mais peso do que os membros mais antigos, e também ¢ levado em
consideragao para decidir se 0 método ird substituir um de scus membros. Mais informagoes
acerca da técnica podem ser encontradas em (SOARES; ARAUJ O, 2015b).

2.2.5 Dynamic And Online Ensemble Regression

Uma outra técnica proposta para lidar com bases de dados de regressao com
concept drift é o Dynamic And Online Ensemble Regression (DOER), que possui algumas
caracteristicas similares ao OWE: atualiza seus pesos a cada amostra recebida e poda
membros com base no erro e¢/ou idade. Porém, ao contrario do OWE, o método DOER
nao utiliza um limiar para classificar amostras em “corretas” ou “incorretas” e considera
que os membros tém a capacidade de atualizar os seus pardmetros internos (ou seja, um
modelo do tipo OS-ELM poderia ser utilizado).

Da mesma forma que o OWE, o método DOER possui k& modelos, uma janela
moével que armazena as N' amostras mais recentes, e alguns pardmetros: um algoritmo
base de treinamento de seus membros, que deve ser online, um pardmetro « € [0, 1], que
controla a inclusao de novos modelos e um niimero maximo de membros do ensemble
S € Z U{oo}. Assim, quando uma nova amostra chega, a janela mével é atualizada e

utilizada para atualizar todos os membros do ensemble.

Enquanto o OWE considerava amostras como acertos ou erros baseados em um
limiar de distancia 6, o DOER utiliza um critério baseado em Erro Quadratico Médio
para decidir se membros devem ser podados e substituidos por modelos novos. O erro do

J-ésimo membro com respeito a amostra mais recente (!, y') pode ser calculado como
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mostra a Equagao 2.60.
e =" — fi(x")". (2.60)

Da mesma forma que o OWE, cada membro do ensemble possui um contador 7; que é
incrementado toda vez que uma nova amostra chega ao ensemble. Com esse contador, um
erro normalizado é calculado para cada membro, considerando a janela mével armazenada,

como mostra a Equagao 2.61,

0, if T; = 0
Ti—1y — .
MSE] = ¢ “=MSE;™" + 2¢f  if1<7; <N, (2.61)
t eﬁ—Nt
MSE, ™" + % — 2 if 7; > N

onde 7; representa a “idade” de um modelo, ou seja, o nimero de amostras recebidas
desde que o membro foi incluido no ensemble. A medida l\"’[SEfj é utilizada como critério
para calculo dos pesos de cada membro na saida final do ensemble e para decidir se um
membro serd ou nao substituido por um novo. Mais informacoes acerca da técnica podem

ser encontradas em (SOARES; ARAUJO, 2015a).

2.2.6  Online Ensemble Using Ordered Aggregation

Um método similar ao DOER, chamado de Online Ensemble Using Ordered Aggre-
gation (OEOA), foi proposto por Soares e Aratijo (2016). Enquanto o DOER inicia com
um membro e vai adicionando novos membros ao longo de sua utilizagao (até o nimero
méaximo S), OEOA inicia com um nimero Sy., de membros. A cada nova amostra, o
membro com o maior erro pode ser substituido por um novo membro, que é treinado com
a janela movel atual, caso um limiar « seja atingido. Cada membro do ensemble também
deve ser um modelo online/sequencial, que terd um peso e um contador de idade 7;. Assim
como ¢ feito no método DOER, o peso também é calculado com base nos erros eé e MSE;.

das Equacoes 2.60 e 2.61, obtidos utilizando a janela moével mais recente.

Uma outra diferenga entre o DOER ¢ 0 OEOA ¢ que o segundo sempre possui Syqz
membros, e nem sempre todos sao utilizados para construir a saida final do ensemble. Em
alguns casos, a contribuicao de alguns membros ¢ “ignorada” com o objetivo de melhorar
o desempenho do sistema. Isso é feito escolhendo um niimero 6timo S de membros, onde
Smin <5 < Shax, isto é, é estimado que o menor erro seria obtido utilizando apenas um
numero S dos membros, ao invés de utilizar todos. E possivel notar que se for definido que
Smin = Smax, todos os membros do ensemble sempre sao utilizados para calcular a saida

do ensemble. Mais informagoes acerca da técnica podem ser encontradas em (SOARES;
ARAUJO, 2016).
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2.3 Meétodos de Inicializacao de Pesos de ELM e suas variantes

A teoria que suporta o ELM (HUANG et al., 2012) considera que parte dos pesos
de uma SLFN sao gerados aleatoriamente a partir de uma distribuicao de probabilidade
continua. Embora muitos trabalhos tenham apresentado bons resultados utilizando essa
estratégia, alguns autores (ZENG et al., 2018; KASUN et al., 2013; WANG:; LIU, 2017)
utilizaram abordagens distintas para encontrar estes pesos ¢ conseguirem melhorar o
desempenho das redes treinadas. Além disso, os algoritmos K-ELM ou RK-ELM nao
utilizam pesos gerados aleatoriamente e ainda assim obtém bons resultados em diversas
aplicacoes. Apesar das técnicas citadas nao utilizarem uma matriz de pesos obtida de
forma aleatdria como pesos entre a entrada e camada oculta da SLFN, como fazem a maior
parte dos algoritmos baseados em ELM, mas sim o resultado de uma operagao matematica

sobre essa matriz, a nomenclatura ELM foi mantida.

Além da amostragem aleatéria, dois principais métodos sao utilizados para encontrar
0s pesos entre a entrada e camada oculta de uma SLFN, no contexto de ELM, que sdo os

métodos de inicializagao ortogonal e o de autoencoder.

2.3.1 Inicializacdo ortogonal

Segundo Wang e Liu (2017), a aleatoriedade dos neurénios ocultos é um dos
pontos-chave que destaca o ELM de outros algoritmos classicos, especialmente pela alta
eficiéncia e boa generalizacdao. Porém, a utilizacao de pesos aleatérios pode degenerar o
aprendizado e a capacidade de generalizacdo da SLFN. Assim, um método unificado de
projecdo ortogonal, que provém a transformacao 6tima em termos de minimizac¢ao de

perdas de todas as distancias entre amostras, foi proposto (WANG; LIU, 2017).

Assim, o algoritmo chamado ELM - Random Orthogonalization (ELM-RO) foi
proposto por Wang e Liu (2017), cuja principal diferenca do algoritmo R-ELM padrao é
a utilizagdo de uma base ortogonal (que pode ser obtida a partir dos pesos amostrados

aleatoriamente) entre as camadas de entrada e oculta da SLEN.

O ELM-RO gera uma matriz de pesos aleatérios W = [w] ---w]]T € R™L,
onde 7 = min(L, n), com n sendo a dimensao dos dados de entrada. Entao, um método
capaz de gerar uma base ortogonal a partir de uma matriz, como o Gram-Schmidt ou a
Decomposicao em valores singulares (SVD), é usado em W, resultando em W, Segundo

Petersen e Pedersen (2007), a SVD sobre uma matriz real gera matrizes ortonormais.

Se a SLFN possui menos nés ocultos que de entrada (i.e., L < n), uma etapa
adicional é necessaria. Uma matriz WP ¢ R™*L é calculada usando PCA nos dados de

entrada X, onde cada uma das L colunas sao componentes principais. Entao, a matriz
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final de pesos é encontrada usando a Equagao 2.62.

RO Wwreaworth g [, < n
WERO _ (2.62)

worth, caso contrario

Finalmente, ELM-RO utiliza W%° como pesos entre a camada oculta e de entrada

da SLFN que esta treinando.

2.3.2 Autoencoder

Kasun et al. (2013) combinou os conceitos de ELM e de Autoencoder para propor
os métodos Autoencoder-ELM (ELM-AE) e o ML-ELM. Cada camada de ML-ELM ¢é
treinada usando um ELM-AE, onde os pesos sao encontrados considerando que a entrada

e a saida da SLFN sao os mesmos dados (as amostras de entrada).

O método ELM-AE realiza seu treinamento em dois passos, onde no primeiro uma
SLFN ¢ treinada normalmente com o algoritmo R-ELM, utilizando pesos aleatorios e
calculando a matriz B entre a camada oculta e a de saida. Posteriormente, o algoritmo
ELM-AE realiza o seu segundo passo, onde BT é usado como pesos entre a entrada e
camada oculta de uma nova SLEN (ou substituindo os pesos da SLEN original), de mesmo

tamanho da primeira, que é treinada (ou retreinada), encontrando a matriz de pesos B

Assim, o conjunto de pesos resultantes do treinamento de uma SLFN usando o
ELM-AE sio BT e B,,, onde o primeiro ¢ utilizado entre a entrada e a camada oculta, e

o segundo ¢ utilizado da oculta para a camada de saida.

Uma vez que H ¢ o espago de caracteristicas projetado a partir de X utilizando a
fungao de ativacdo, Kasun et al. (2013) levanta a hipotese de que a matriz de saida B do
ELM-AE aprende a representar as caracteristicas dos dados de entrada via valores singulares.
Apés alguns experimentos, foi possivel ver que os modelos ELM-AE apresentavam resultados
melhores quando seus pesos eram obtidos a partir do SVD (KASUN et al., 2013).

2.4 Consideracoes Finais

O Quadro 1 resume as caracteristicas dos métodos apresentados neste capitulo.

Vale ressaltar que este trabalho utiliza principalmente as técnicas DSN, ELM, R-
ELM, RK-ELM, OSR-ELM e DOER. Os métodos propostos no Capitulo 3 sdao derivados do
método empilhado DSN quando utilizados em conjunto com algoritmos baseados em ELM,
principalmente o R-ELM e o RK-ELM. Estes métodos possuem as mesmas caracteristicas
do método DSN apresentadas no Quadro 1. Ja4 o método proposto no Capitulo 5 é uma

variante do método proposto no Capitulo 3, quando utilizado em conjunto com o algoritmo
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Quadro 1 — Caracteristicas dos métodos apresentados. Células com

W »

representam uma

resposta que depende de outros fatores, como a escolha de um algoritmo de

treinamento.
Caracteristicas
Métodos Permite| Regulari- | Capacida-| Robustez | Empilhado Se Lida
miulti- | zagdo de de de a adapta a com
plas pesos podar Outliers 1nOVOS concept

saidas neurénios dados drift
ELM v X X X X X X
UWR-ELM v v X X X X X
R-ELM X v v X X X X
GR-ELM v v v X X X X
OR-ELM X v X v X X X
GOR-ELM v v v v X X X
K-ELM v v X X X X X
RK-ELM v v X X X X X
ML-ELM v v X X X X X
S-ELM v v X X v X X
DSN v - - - v - -
OS-ELM v X X X X v X
OSR-ELM v v X X X v X
Learn™ ™ - - - - X 4 X
Learn™" NSE - - - - X v v
OWE X - - - X v v
DOER X - - - X v v
OEOA X - - - X v v

Fonte: Producao do préprio autor.

OSR-~ELM. Neste tltimo caso, também ¢ feita uma atualizacdo de parametros similar
a feita no método DOER, de modo que os membros da rede empilhada atualizem tais
parametros ao longo do tempo. Este método possui as mesmas caracteristicas do método
OSR-ELM apresentadas no Quadro 1, além de ser um método empilhado e conseguir lidar

com concept drift.
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3 Propostas considerando métodos Offline

Neste capitulo sao apresentadas algumas limitacoes dos algoritmos citados na
Secao 2.1. Em seguida, sao apresentados algoritmos de treinamento para uma rede do
tipo DSN que sao propostos neste trabalho com o objetivo de superar tais limitagoes. Na
Secao 3.3 é feita uma discussao de complexidade computacional dos métodos propostos.
Experimentos sao apresentados e discutidos Se¢ao 3.4, enquanto consideragoes finais sao

feitas na Secao 3.5.

3.1 Problemas Comuns de Métodos Offline

Ao analisar o desempenho de métodos de aprendizado de maquina, como os baseados
em ELM, com relacao ao seu tamanho e ao nimero de amostras das bases de dados,
alguns autores como Deng (2014), Deng e Yu (2011), Zhou et al. (2014) concluiram que
era possivel obter melhoras no desempenho de redes através da utilizacao do conceito
de “empilhamento”, proposto por Wolpert (1992), obtendo um bom compromisso de
desempenho e uso de memoria, através do “empilhamento” de moédulos simples. Porém,

ainda existem algumas desvantagens ou restri¢oes quanto ao uso das técnicas propostas
por estes autores (DSN e S-ELM).

O modelo DSN ¢é composto por moédulos, comumente pequenos, de modelos de
aprendizado de maquina que possuem um conjunto de parametros, como pesos entre
camadas, que precisam ser armazenados para o funcionamento correto do modelo. Se cada
moddulo é uma SLEFN, por exemplo, dois conjuntos de pesos sdo necessarios para propagar
informacao entre camadas. Além disso, a entrada dos mddulos aumenta de tamanho,
devido a concatenacao dos dados de entrada de um modulo com sua saida, como pode ser
visto na Equacao 2.45 e Figura 4. Isto pode se tornar um problema, pois o treinamento de
cada modulo se torna mais custoso que o do anterior, principalmente se o modelo estiver

sendo usado em um ambiente com restricao de recursos computacionais.

Ao analisar o método S-ELM, ele também empilha médulos com L neurénios cada.
Porém, a dimensao da entrada de cada um deles é sempre a mesma, nao sofrendo do
problema do modelo DSN. Os mddulos treinados por este método também nao precisam
armazenar suas matrizes de pesos B; € R¥*™ entre as camadas ocultas e de saida de cada
um dos S — 1 médulos intermediérios, ja que o inico que prediz uma saida é o ultimo.
Porém, estes modulos precisam armazenar a matriz de projecao da sua camada oculta, que
serd usada para construir a camada oculta do médulo posterior. Tal matriz, V; € R- XL/,
normalmente tem mais parametros que a matriz B;, pois é comum que a dimensao m de

, ’ . / , . ,
saida do modulo seja menor que L, que é o tamanho reduzido da camada oculta apds a
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projecao do PCA.

S-ELM ainda possui uma outra desvantagem: o algoritmo PCA é aplicado a uma
matriz B € R™L. Como normalmente m < L, ocorre o caso especial do PCA onde o
nimero de autovalores diferentes de zero ¢é limitado a m — 1 (TURK; PENTLAND, 1991).
Isso significa que o S-ELM consegue propagar no maximo m — 1 neurdnios da camada
oculta de forma significativa, o que pode dificultar o aproveitamento de informacées entre
modulos em bases de dados cuja dimensao de saida é pequena. Outra desvantagem deste
método é que nao é possivel propagar neuronios em bases de dados que tenham saidas

unidimensionais (m = 1).

3.2 Meétodos Offline Propostos

Nesta secao sao apresentados os algoritmos Fast Deep Stacked Network e Fast

Kernel Deep Stacked Network, propostos neste trabalho.

3.2.1 Fast Deep Stacked Network

Tendo em vista os problemas apresentados na Secao 3.1, neste trabalho é proposto
um algoritmo de treinamento de um método empilhado, baseado em redes do tipo DSN,
que usam SLFN em cada um dos médulos, que sdo treinados com algoritmos baseados em
ELM. O uso destes no treinamento das SLFN presentes nos modulos de uma DSN ocasiona
maior rapidez no treinamento, quando comparado ao uso do algoritmo backpropation no
treinamento de tais redes, conforme a proposta original (DENG; YU, 2011). Entretanto,
além da escolha do algoritmo de aprendizado, o tempo de treinamento também é afetado
por outros fatores, como o aumento da dimensionalidade das entrada dos médulos de uma
DSN. Dessa forma, propoe-se um método que, em adi¢do ao uso de um algoritmo baseado
em ELM, lida diretamente com o mencionado problema da dimensionalidade, reduzindo o

tempo de treinamento e o uso de memoéria da técnica. Este método é denonimado Fast
Deep Stacked Network (FDSN).

Numa rede treinada com o algoritmo FDSN, o primeiro moédulo é treinado da
mesma forma que o de uma rede DSN, usando um algoritmo baseado em ELM: um
conjunto de pesos Wi e vieses vy sao obtidos (seja por amostragem aleatéria ou outro
método de inicializagdo qualquer), e a matriz de saidas da camada oculta H; é calculada

usando a Equacao 2.3, que pode ser reescrita como mostra a Equagao 3.1,
H1 - G(H1>, (31)

onde G(+) é um operador que aplica uma funcao de ativagao h(-) em todos os elementos

da matriz fornecida IT;, que pode ser escrita como mostra a Equacao 3.2,

I, = X,W, + N, (3.2)
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onde X, é a matriz de entrada do primeiro modulo, onde cada linha é uma amostra da
base de dados utilizada para treinar a rede, e cada uma das linhas da matriz IN; é igual ao
vetor v]. O treinamento do primeiro médulo continua de acordo com o algoritmo baseado
em ELM escolhido. Como exemplo, se for usado o UWR-ELM, a matriz de pesos By pode
ser calculada usando a Equacao 2.8. Apods o treinamento, a saida deste modulo é dada
pela Equacao 3.3,

T\ = H,B,. (3.3)

Seguindo o treinamento de uma DSN, como proposto por Deng e Yu (2011) e
discutido na Sec¢do 2.1.9, a entrada do segundo mdédulo é dada pela concatenagdo da matriz

de entrada do primeiro médulo com sua matriz de saida, como mostra a Equacdo 3.4,
XQ - [Xl Tl}, (34)

que sera usada para calcular a matriz de saida da camada oculta Hy do segundo modulo,

que pode ser reescrita na mesma notacao das Equacoes 3.1 e 3.2, como mostra a Equacgao 3.5,

H, = G(I1,), (3.5)

onde II, é dado pela Equacao 3.6,

I, = Xo W, + No. (3.6)

Por sua vez, a Equacao 3.6 pode ser reescrita na forma da Equacao 3.7,

[ w
I, = [X, T
o = [ X, T1] [W(g)

2

+ N, (3.7)

onde Wg(l) e WQ(Q) sdo submatrizes de W, € Rl onde Wg(l) € R possui as
n primeiras linhas de W5 e WQ(Z) € R™*l as demais m linhas. Desta forma, é possivel

reescrever a Equacao 3.7 de acordo com a Equagao 3.8,

I, = X,Wy" + TTW® + N,. (3.8)

E possivel notar na Equacao 3.8 que Il,, assim como II;, possui um termo que
multiplica os dados de entrada X e um termo que representa os viéses. Porém, I, possui
um terceiro termo, T, WZ(Q), adicionado aos demais. Isto vale também para outros modulos,
isto é, II; possui uma soma e uma multiplicacao matricial a mais que Il;_;, somado a um
termo TiA_l VVZ-(2). Isto causa um aumento do tempo de treinamento e do uso de memoria
(nimero de pardmetros do modelo), ja que o nimero de calculos necessarios para treinar

um modulo é sempre maior que o do anterior, como foi discutido na Secao 3.1.

Ao invés de considerar que cada modulo é treinado separadamente, com novos

valores para seus pesos, o algoritmo FDSN faz as consideragoes apresentadas nas Equagoes
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3.9 e 3.10 para acelerar o processo de treinamento,

wi =w, (3.9)

Desta forma, a Equac¢ao 3.8 pode ser reescrita como mostra a Equacao 3.11,
I, = X, W, + TTW? + Ny, (3.11)

que possui um termo em comum com a Equacao 3.2. Ao aplicar a substituicao na

Equacao 3.11, é obtida a Equacao 3.12,
I, = I1, + TyW,?, (3.12)

2 , . N ,
onde WQ( ) € R™*L ¢ uma nova matriz de pesos. Da mesma forma que no primeiro modulo,
a matriz B, é calculada usando um algoritmo baseado em ELM, a ser escolhido pelo

usuario, e a saida do segundo moédulo é dada pela Equagao 3.13,

T, = H,B,. (3.13)

O método descrito pode ser estendido para calcular as matrizes Il; dos demais

modulos da rede FDSN, como mostra a Equacao 3.14,

O, =1L, + T, W?. (3.14)

Ao fazer as consideracoes das Equacoes 3.9 e 3.10, o algoritmo FDSN pode rea-
proveitar calculos feitos no treino de um modulo anterior no seguinte, reduzindo o tempo
total de treinamento da rede. Outra vantagem é que nao é necessario gerar uma nova
matriz de pesos em cada maédulo, ja que pesos sao reaproveitados. Assim, cada um dos S
moédulos da rede (com exce¢ao do primeiro) s6 precisa armazenar uma matriz de pesos
VVZ»(Z) para ser capaz de fazer a atualizacdo da Equacao 3.12. Isso também implica em um

menor numero de parametros necessarios para o funcionamento da rede.

Em compensacao, o fato de reutilizar pesos ao longo dos médulos também pode
ser um problema para uma rede treinada com FDSN. Assim, este algoritmo é suscetivel
ao conjunto inicial de pesos do primeiro moédulo, ja que eles nao vao ser alterados. Se
um conjunto nao adequado for escolhido, assim como pode acontecer ao utilizar pesos
aleatérios em algoritmos ELM (WANG; LIU, 2017), os desempenhos de todos os médulos

poderao ser prejudicados, e consequentemente o da rede como um todo.

Dessa forma, é importante que o conjunto inicial de pesos seja devidamente escolhido,
e isso pode ser alcancado associando uma técnica de inicializacao de pesos ao algoritmo
de treinamento de uma FDSN. Vale notar que, ao empregar algoritmos baseados em
ELM, é pertinente associar técnicas de inicializacao de pesos ja validadas no contexto de
ELM. Aliado a isso, o uso dos algoritmos baseados em ELM capazes de podar neuronios

considerados inadequados também pode impactar positivamente nos resultados.
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3.2.2 Fast Kernel Deep Stacked Network

Como mencionado na Se¢ao 3.2.1, um dos problemas da técnica FDSN ¢é que a
inicializacao de seus pesos é feita de forma aleatéria, e se o conjunto nao for devidamente
escolhido, o desempenho de toda a rede fica comprometido. Ja na Secao 2.1.6 foi apresentada
uma alternativa ao mapeamento aleatério de caracteristicas dos métodos ELM, que ¢é a
aplicacao de kernels, o que origina o algoritmo K-ELM, que possui limitagoes quanto ao
seu uso em conjunto com bases de dados com um nimero consideravel de amostras. Nesses
casos, o algoritmo RK-ELM é mais adequado (DENG; ONG; ZHENG, 2016).

Assim, este trabalho propoe uma variacao do método FDSN, denominada Fast
Kernel Deep Stacked Network (FKDSN), que utiliza kernels e o algoritmo RK-ELM
para treinar os médulos de uma rede DSN, mantendo caracteristicas do FDSN como a
velocidade e o reaproveitamento de pesos (que no caso serao “vetores suporte”), mas sem

a aleatoriedade do mapeamento dos algoritmos baseados em ELM.

O primeiro moédulo do método FKDSN ¢ treinado usando o algoritmo RK-ELM
comum: um ntimero L de “vetores suporte” A = [8] - -- §]]T sdo amostrados aleatoriamente

RN*L pode ser

do conjunto de treinamento X, com L < N e a matriz HS&_ELM €
calculada como mostrado na Equagao 2.40. Esta matriz pode ser reescrita como mostra a
Equagao 3.15, onde G é um operador que aplica a fungao nao linear de kernel K (-, -) para

cada elemento da matriz TI(MW?,

Hl()j]&){-ELM = G(H(l)) (3-15)

Assumindo que o kernel aplica uma fungao K(-,-) aos vetores de X e A, é possivel
guardar a matriz II®) e utilizé-la para encontrar a matriz II**Y, de uma forma similar
ao feito na técnica FDSN. As equagoes a seguir foram desenvolvidas considerando o kernel
gaussiano, mas consideragoes similares podem ser feitas com outros tipos de kernel, como

o linear ou o polinomial.

Considerando o kernel gaussiano com parametro vy aplicado a dois vetores x; e ¢;,
como mostra a Equacdo 3.16, pode-se escrever o elemento (4,7) da matriz IIV) conforme
a Equacao 3.17, calcular a matriz H P(:%_ELM como mostra a Equacao 3.15, e os pesos de

saida Bg&_ELM podem ser encontrados de acordo com a Equagao 3.18.

K(x:,0;) = exp (= [| @ — 6; [3) = G(—(z; — 6;)(z; — 6))) (3.16)
ng}j) = (x; — 0;)"(; — §;) (3.17)
T I -1
1
Btk = ( (Blthouss) Hllboi+ §)  HlicoT (3.9

1 Note que nesta secdo o indice sobrescrito entre parénteses se refere ao niimero do médulo.
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: 1 . ] , - . -
Com a matriz B£{1)<-ELM= ¢ possivel encontrar a saida do primeiro médulo T =

[£§”T, o ,fﬁ”] com respeito a entrada X através da Equacao 3.19.
T
K (x;, 01)
7?(1)(5'33') = 551) - : ESK-ELM (3.19)
K (x;,0r)

Assim como no FDSN, a entrada do segundo moédulo é construida a partir da
concatenacao da entrada do primeiro médulo com a sua saida, como mostra as Equagoes
3.20 e 3.21, c essa entrada serd usada para calcular a saida da camada oculta do segundo
modulo. Assim, é preciso encontrar a matriz Iy, cujos elementos podem ser encontrados

através da Equacao 3.23, onde QJ(-l) = f(l)(éj) é a saida do primeiro modulo com respeito a

entrada ;. X® =[xV, O] (3.20)
z) =[x 4] (3.21)

;) = (@ = o) (@ - 67") (3.22)

) = (e 8116 9") (=2l €1 - 1, 9") (3.23)

A Equacao 3.23 pode ser reescrita como mostra as Equagoes 3.24, 3.25 e 3.26.

2 1 N1 ~(1 1 1 ~(1
) =[x - 8;) & — g (" - 8;) & - 5] (3.24)
2 1 1 N1 ~(1 N1 ~(1
17 = (xf) — o))" (@Y - 6;) + (# - gi)TEY - i) (3.25)
2 _ 7 £(1) ~(IN\T 5(1) ~ (1)
I =1 + @& —9;7) (& —9;7) (3.26)

Desta forma, é possivel encontrar as matrizes T1(?) e HP({?&_ELM usando as Equacoes
3.26 e 3.15, respectivamente. Este método de atualizacao pode ser estendido para os demais
modulos de uma FKDSN, como mostram as Equacgoes 3.27 e 3.28, e os pesos de saida

Bg?(_ELM do k-ésimo moédulo podem ser encontrados de acordo com a Equacgao 3.18.

k+1 k ~k ~(k ~k ~(k
T = 1) + & — 9T - g5") (3.27)
k
HISR,I%-ELM = G(m®) (3.28)

Como mencionado, FKDSN mantém algumas caracteristicas da FDSN: possui

treinamento acelerado e necessita de menos memoria para ser armazenada que uma DSN
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usual, sendo adequada para sistemas com recursos limitados. Embora nao tenha o problema
de pesos iniciais completamente aleatérios, o FKDSN ainda é susceptivel a uma ma escolha
dos “vetores suporte” iniciais, ja que um conjunto nao adequado de amostras pode ser
sorteado. De qualquer forma, embora possa ser um conjunto nao adequado, esse conjunto
ainda é um subconjunto da base de dados analisada, o que diminui a influéncia aleatoéria
do algoritmo ELM.

3.2.3 Resumo das Técnicas Propostas

Na Secao 3.2.1 foi proposta a técnica FDSN, que é uma variante da DSN que
reutiliza pesos e aplica um algoritmo baseado em ELM, para reduzir o tempo de treinamento
e o uso de memoria. A DSN possui a caracteristica de que a entrada de um moédulo é a
concatenacao da saida com a entrada do anterior. Assim, hd uma semelhancga no calculo de
algumas matrizes entre os modulos. O FDSN se aproveita dessa semelhanca e compartilha
pesos entre modulos. Logo, a arquitetura utiliza um menor nimero de parametros distintos,
reduzindo a quantidade de meméria para armazena-la. Além disso, cdlculos em um médulo
podem ser reaproveitados no posterior, originando uma forma recursiva de calcular alguns

parametros no treinamento da rede, acelerando o mesmo.

O reaproveitamento de parametros, contudo, traz desvantagens devido ao fato de que
eles sao obtidos aleatoriamente nos algoritmos baseados em ELM. Como variante do FDSN,
o método FKDSN também foi proposto, utilizando kernels ao invés de pesos aleatoérios,
quando isso for desejado. Essa técnica também faz a consideracao de reaproveitamento de
pesos, e possui as mesmas vantagens do FDSN, porém ela é menos suscetivel a pardmetros

aleatérios, ja que utiliza kernels.

3.3 Complexidade Computacional dos algoritmos FDSN e FKDSN

Esta secao tem a finalidade de comparar as complexidades assintoticas dos algo-
ritmos citados, como o ELM, S-ELM, DSN e FDSN. O tempo e a memoria necessarios
para treinar a rede sao comparados, juntamente com o nimero de parametros necessarios
para o funcionamento dos respectivos modelos. E possivel notar que a complexidade do
algoritmo FKDSN ¢ similar a complexidade do FDSN, substituindo o niimero de neurdnios

ocultos do FDSN pelo nimero de “vetores suporte” do FKDSN.

Segundo Zhou et al. (2014), para lidar com largas bases de dados com N amostras,
usualmente é necessario um grande ntimero L de neurdnios na camada oculta de uma
SLFN para que eles adquiram uma boa capacidade de generalizacao dos dados. O nimero
de caracteristicas da base de dados é representado por d, e o nimero de saidas (alvos)

dessa mesma base é representado por m.
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3.3.1 Analisa Assintética do Tempo de Treinamento

De acordo com Akusok et al. (2015), a complexidade do algoritmo ELM ¢é da ordem
de O(NL? + L3), o que implica que o tempo de treinamento de uma SLEN através do
ELM aumenta substancialmente com o aumento do ntimero de amostras e de neurénios
em sua camada oculta. Para o caso do algoritmo UWR-ELM, a mesma complexidade
assintética é valida, pois sao incluidas apenas operag¢odes pouco custosas no algoritmo de

treinamento.

De forma similar, é possivel fazer a analise assintotica do tempo de treinamento
dos algoritmos DSN (considerando médulos treinados com ELM) e FDSN, que consistem

em treinar S modulos com tais algoritmos. Isto implica que o custo computacional destes
métodos é dado por O(SNL? + SL3).

J& para a técnica S-ELM, também sao treinados S moédulos, onde nos intermediarios
é feita uma operacao de reducdo de dimensionalidade usando PCA. De acordo com
Elgamal et al. (2015), a complexidade dessa opera¢do em uma matriz de tamanho m x L
6 O(mL* + L3), onde m é a dimensdo de saida das redes, no contexto de ELM. Assim, a
complexidade total da S-ELM é O(SmL?* + SNL? + SL?), que pode ser reduzida para
O(SNL? + SL3), j& que usualmente m < N.

Ao comparar as complexidades das técnicas citadas, é possivel perceber que existe
um trade-off entre o ntimero de moédulos de uma técnica empilhada e a quantidade de
neuronios que compoem cada camada oculta. Se for considerada que a ideia do conceito
de empilhamento de técnicas de aprendizado de maquina (WOLPERT, 1992) ¢ utilizar
modulos pequenos, pode-se perceber que os modelos empilhados possuem uma vantagem
no tempo de treinamento, ja que S nao esta elevado a nenhuma poténcia, enquanto L estd,
considerando as complexidades Big-O dos métodos. O Quadro 2 resume as complexidades

citadas, quando o tempo de treinamento ¢é levado em consideragao.

Quadro 2 — Resumo das complexidades dos métodos analisados, quando o tempo de
treinamento é levado em consideracao.

Método Complexidade
UWR-ELM O(NL? + L3)
DSN (UWR-ELM) O(SNL* + SL?)
FDSN (UWR-ELM) / FKDSN O(SNL* + SL?)
S-ELM O(SmL* + SNL? + SL3)

Fonte: Produc¢ao do préprio autor

3.3.2 Analisa Assintética da Memodria Usada no Treino

Uma andlise similar pode ser feita para estimar o uso de memoria para o treinamento

desses algoritmos. De acordo com Akusok et al. (2015), o custo de meméria do algoritmo
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ELM (e suas versoes regularizadas) é de O(NL), ji que a matriz de maior dimensao a
ser manipulada é a matriz H, de tamanho N x L. Como notado por Zhou et al. (2014),
isto pode ser um problema caso scjam usadas muitas amostras ou a rede tenha muitos

neuronios na camada oculta.

Ao analisar a complexidade de meméria do algoritmo DSN, a dimensao da entrada
do moédulo de niimero ¢ + 1, representada por n;, é maior que a do -ésimo maédulo. Esta

dimensao segue a Equacao 3.29,

n; =n-+ (i — )m. (3.29)

Assim, deve-se considerar o ultimo médulo, que representa o pior caso na utilizacao
de meméria, pois ele lida com matrizes de maior dimensao. O treinamento deste médulo lida
com as matrizes Xg ¢ Wy, que possuem dimensdo N x (n+(S—1)m) e L x (n+(S—1)m),
respectivamente. Normalmente N > L, o que significa que a matriz de maior dimensao

entre as duas citadas costuma ser Xg.

Assim, a complexidade assintotica de meméria do treinamento de uma DSN pode

ser dada pela maior dimensao entre as matrizes Xg e Hg, 0 que pode ser resumido pela
expressao O(max(N(n + (S — 1)m), NL)).

Ja que os modulos de uma rede treinada com o algoritmo FDSN apenas atualizam
as suas matrizes I1;, eles nao constroem uma matriz Xg, e portanto a complexidade de

memoéria deste algoritmo ¢ O(NL).

O algoritmo S-ELM também treina S modulos, um por vez, o que indica que a
sua complexidade de memoria também poderia ser O(NL). Entretanto, em cada médulo
é realizada uma etapa de redugao de dimensao através do PCA. Esta operagao tem
complexidade de memoria de O(max((m + L)L, L?)). No caso do S-ELM, L' < L e
normalmente m < L, entdo a complexidade pode ser simplificada para O(L?). Portanto, a
complexidade de memoria total do algoritmo S-ELM ¢é dada por O(max(L? NL)).

Quando a complexidade de métodos empilhados é comparada com o algoritmo
ELM, é possivel ver que o treinamento destes usualmente requer menos memoria, ja que
a ideia por tras é usar modulos com menos neuronios. Entretanto, existem casos onde o
método DSN pode exigir mais meméria em seu treino que o ELM, quando muitos modulos
sao utilizados. O Quadro 3 resume as complexidades citadas, quando a memdria necessaria

para treinamento é levada em consideragao.

3.3.3 Nudmero de Parametros dos Modelos

Outro aspecto importante de modelos de aprendizado de maquina é o nimero de
pardmetros (ou bytes) necessarios para armazena-los em um computador. Modelos com

menos parametros normalmente levam menos tempo para estimar uma saida a partir de
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Quadro 3 — Resumo das complexidades dos métodos analisados, quando a memoria ne-
cessaria para treinamento é levada em consideragao

Método Complexidade
UWR-ELM O(NL)
DSN (UWR-ELM) O(max(N(n+ (S —1)m,NL))
FDSN (UWR-ELM) / FKDSN O(NL)
S-ELM O(max(N? NL))

Fonte: Producao do proprio autor

uma entrada e podem ser aplicados em ambientes com menos recursos, devido a menor

necessidade de memoria para armazena-los.

Ao considerar modelos SLEN, é necessario armazenar dois conjuntos de parametros
que representam os mapeamentos de entrada e de saida, isto é, duas matrizes W, B e um
vetor v, que representa os vieses da camada oculta. As dimensoes desses parametros sao
n X L, L x m, e L, respectivamente. Assim, a memoria total necessaria para armazenar

um modelo SLEN é resumida na Equagao 3.30,

Um modelo S-ELM possui S mdédulos, onde o primeiro precisa armazenar as
matrizes W7 e vy, e o ultimo a matriz Bg. Como uma reducao de dimensionalidade é feita,
neurdnios sao reaproveitados e os modulos de niimero 2 até S precisam gerar novos nos
para compensar tal operacao, o que significa que é necessario armazenar matrizes W, e
Vpew, de dimensdo L — L. Além destas, do primeiro até o pentltimo médulo, é necessario
armazenar a matriz de projecao V;, de dimensdo L x L'. Assim, a meméria necessaria para

armazenar um modelo S-ELM é resumida na Equacao 3.31,

Zs_gnm = L(n+m+1)+(S—1)(LL +Ln—L'n+L— L. (3.31)

J& para um modelo treinado pelo algoritmo DSN, deve-se considerar o aumento na
dimensao de entrada de cada mdédulo, dada pela Equacao 3.29. Considerando que cada
modulo é uma SLFN treinada com ELM, o ntimero total de parametros de uma DSN é

resumido na Equacdo 3.322,

Zpsn = Ln+m+1)+ L (Szl(l+m+n+mz')>. (3.32)

i=1

Para uma arquitetura treinada com o algoritmo FDSN, o primeiro médulo é uma
SLFN padrao, treinada com ELM. Os demais modulos precisam armazenar apenas os

. , . 2 .
novos pesos de entrada, isto €, as matrizes W ), e os pesos de saida B;, de tamanhos

3
2 Note que Z,SZQ(Z -1)= Zf:? (4)
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m x L e L x m, respectivamente. Assim, o ntimero total de pardmetros de uma rede

treinada com FDSN ¢é resumido na Equacao 3.33,

Comparando o numero de parametros de cada modelo usando o principio de
empilhamento, e considerando que usualmente ha mais atributos de entrada na rede do que
saidas, isto é, m < n, é possivel observar que um modelo FDSN precisa de uma quantidade
inferior de memoria para ser armazenado. Quando comparado a uma rede SLFN com um
grande numero de neurdnios, a tendéncia é que o FDSN necessite de uma quantidade
inferior de memoria. O Quadro 4 resume as complexidades citadas, quando o niimero de

parametros é levado em consideracao.

Quadro 4 — Resumo das complexidades dos métodos analisados, quando o niimero de
parametros é levado em consideragao

Método Complexidade
UWR-ELM Lin+m+1)
DSN (UWR-ELM) Lin+m+1)4+ L(Z25 (1 +m 4 n +mi))
FDSN (UWR-ELM) / FKDSN Lin+m+1)+2(S—1)mL
S-ELM Lin+m+1)+ (S —-1)(LL +In—Ln+L~-L")

Fonte: Producao do préprio autor

3.4 Experimentos Considerando FDSN e FKDSN

Nesta se¢do € feita uma avaliacdo dos métodos propostos na Secao 3.2 em diferentes
situagoes. Na Secao 3.4.1 sao apresentados os conjuntos de dados, métricas e testes
estatisticos utilizados, especificacao dos hiperparametros dos métodos e alguns detalhes de
implementacao e execugdo. Na Secao 3.4.2 ¢ feita uma andlise considerando bases de dados
artificiais com diferentes tamanhos. Na Secao 3.4.3 é feita uma andlise considerando bases
de dados escolhidas e diferentes arquiteturas de redes FDSN. Isto é, diferentes ntimeros
de moédulos e diferentes ntimeros de neurdnios na camada oculta de cada modulo. Na
Secao 3.4.4 sao feitos experimentos e comparacdes das técnicas propostas em problemas
de classificagao e regressao, com saidas unidimensionais e multidimensionais, utilizando

métricas e testes de hipotese.

3.4.1 Metodologia dos Experimentos

Esta se¢ao detalha informagoes dos conjuntos de dados, métricas e testes estatisticos
utilizados nos experimentos. Também ¢é detalhado como os hiperparametros dos métodos

foram especificados e alguns detalhes de implementacao e execugao.
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3.4.1.1 Conjuntos de dados utilizados

Exceto quando explicitado, os conjuntos de dados de problemas de classificacao
multi-classe utilizados para avaliacao das técnicas offline propostas neste trabalho sao
os apresentados na Tabela 1. O mesmo vale para os conjuntos de dados de problemas
de regressao single e multi-target, apresentados na Tabela 2. Todos os conjuntos de
dados sao publicos e foram obtidos de problemas reais, disponiveis nos repositérios Keel
(ALCALA-FDEZ et al., 2011), UCI (DUA; GRAFF, 2017) e LIBSVM (CHANG; LIN,
2011).

Tabela 1 — Conjuntos de dados de problemas de classificacao utilizadas nos experimentos.
As colunas mostram o nimero de amostras IV utilizadas para treino e teste,
nimero de atributos d e nimero de classes m.

Nome do Conjunto #Amostras de Treino #Amostras de Teste FAtributos #Classes

CNAE-9 1080 - 857 9
Coil2000 9822 - 85 2
Contraceptive 1473 - 9 3
Marketing 6876 8993 13 9
Page-blocks 5472 - 10 5
Penbased 10922 - 10 5
Phoneme 5404 - 5) 2
SatImage 4435 2000 36 6
Segment 2310 - 19 7
Spambase 4597 - 57 2
Thyroid 7200 - 21 3
Titanic 2201 - 3 2
Vowel 528 462 10 11
winequality-red 1599 - 11 11
winequality-white 4898 - 11 11

Fonte: Producao do préprio autor.

Vale notar que, neste trabalho, as m classes de problemas de classificacao sao
representadas utilizando one-hot encoding, ou seja, a saida é representada por um vetor
de tamanho m com todos os elementos com valor zero, com excecao de um deles, que
possui valor 1 para indicar a classe que pertence a amostra correspondente. Um outro
detalhe é o fato de que existem alguns conjuntos de dados, como a Satlmage, que ja
fornece um subconjunto previamente separado para testes. Quando este nao é fornecido,
as bases de dados sao divididas aleatoriamente em um subconjunto de treino e um de

teste, respeitando a propor¢ao de 2/3 das amostras para treino e o restante para testes.

3.4.1.2 Meétricas e Testes Estatisticos

Para os testes de problemas de classificacao, a métrica Acuracia é utilizada. Esta

representa a razao entre o nimero de amostras classificadas corretamente pelo método
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Tabela 2 — Bases de dados de problemas de regressao utilizadas nos experimentos. As
colunas mostram, para cada base de dados, o niimero de amostras /N, nimero
de atributos d e niimero de alvos m.

Base #Amos. #Atr. #Alvos Base #Amos. #Atr. #Alvos
abalone 4177 8 1 laser 993 4 1
ailerons 13750 40 1 mortgage 1049 15 1

airfoil 1503 5) 1 mv 40768 10 1
anacalt 4052 7 1 Naval Prop. 11934 16 2
bank32nh 8192 32 1 plastic 1650 2 1
bank8fm 8192 8 1 pole 14998 2 1
california 20640 8 1 pumad32h 8192 32 1
carbon nanot. 10721 5 3 pumaS8NH 8192 8 1
comb. cycle 9568 4 1 quake 2178 3 1
compactiv 8192 21 1 rfl 9005 64 8
concrete 1030 8 1 rf2 7679 576 8
cpu_act 8192 21 1 semld 9803 280 16
cpu_small 8192 12 1 scm?20d 8966 61 16
delta_ail 7129 5 1 stock 950 9 1
delta_elv 9517 6 1 Supercond. 21263 81 1
ele2 1056 4 1 tic 9822 85 1
elevators 6599 18 1 treasury 1049 15 1
friedman 1200 5} 1 wankara 1609 9 1
house 22784 16 1 wizmir 1461 9 1
house8L 22784 16 1 wq 1060 16 14
kin8nm 22784 16 1 - - - -

Fonte: Producao do proéprio autor.

avaliado e o ntiimero total de amostras, multiplicado por 100%. Esta métrica possui um
valor limitado entre 0 e 100% e quanto maior o seu valor, melhor é a eficdcia do método

para realizar a classificacao.

Para os testes em bases de dados de problemas de regressao, a métrica escolhida
foi a aRRMSE (average relative root mean square error), utilizada por autores como Inaba
(2018) e Silva et al. (2020b). Note que por se tratar de uma métrica de erro, quanto menor
o seu valor, melhor é a eficacia do método.

-
Considerando que ¥ = (tgé) . -t%)> ,com{ =1,2,...,m, é a (-ésima saida do

problema, a métrica aRRMSE ¢ definida como a média da RRMSE (relative root mean

square error) de cada uma das m saidas do problema:

~ 1 N
aRRMSE(T,T) = —> RRMSE(t" V)

=1

m ~ () l
- lz N =1y
m =\ SN (0 — t(l))Q

7

(3.34)
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onde £

. N T
) = ( i tg\lf)) ¢ a [-ésima saida de uma SLFN em relagao a uma entrada X, e

0 — (1/N) ZN ) t(l)

Tanto para problemas de regressao quanto de classificagdo, também foram analisados
o tempo gasto pelos métodos para realizar o seu treinamento e a quantidade de bytes

usados para armazenamento dos modelos.

Para uma melhor comparacao do desempenho de diversos métodos sobre os diversos
bancos de dados analisados, sao utilizados dois testes estatisticos: o de Friedman e o
de Nemenyi (DEMéAR, 2006). Tais testes tem como pressuposto que todos os métodos
foram avaliados nas mesmas condigoes (partigoes de dados e métricas, por exemplo), e ndo
avaliam diretamente as métricas obtidas, mas sim o rank de cada método. Tal abordagem
foi utilizada por Losing, Hammer e Wersing (2018) e Fernandez-Delgado et al. (2014) para

comparac¢ao de diversos métodos sobre muitas bases de dados.

Segundo Demsar (2006), procedimentos estatisticos sao mais adequados para analise
de diferencas entre médias de resultados, e recomenda o uso do teste de Friedman em
conjunto com um teste post-hoc para comparacao de mais de duas técnicas de aprendizado
de méquina quando estas sdo avaliadas sobre varios conjuntos de dados. Além de ser
nao-paramétrico e robusto, experimentos mostraram que este teste concorda, na maioria
das vezes, com o teste paramétrico ANOVA quando as premissas de distribuicdo dos dados

sdo atendidas.

O teste de Friedman (FRIEDMAN, 1937) ordena os métodos de acordo com o seu
desempenho, onde o melhor método recebe rank 1, o segundo melhor 2, e assim por diante
(para empates, um rank médio é usado). Considerando que rg é o rank do j-ésimo algoritmo
dos F' testados em uma i-iésima bases de dados das D utilizadas, pode-se associar um

rank médio R; = 5 Lsb, 7] a este algoritmo.

O teste trabalha com a hip6tese nula de que todos os algoritmos possuem desempe-
nhos equivalentes e seus ranks médios R, devem ser iguais. Assim, a estatistica do teste

de Friedman @) é calculada pela Equacao 3.35,
d F(F +1)?

N

=1

Quando D e F sio grandes o suficiente (D > 10 e F > 5 (DEMSAR, 2006)), esta

estatistica segue uma distribui¢ao similar a X%F—U- Neste caso, o valor-p do teste é

12D

Q= D (3.35)

dado por P(x? X(r-1) = Q). Caso os valores de D e F nao sejam suficientemente grandes,
a distribuicao X(F—1) nao é adequada e o valor-p do teste deve ser obtido de tabelas
preparadas para o teste de Friedman (HOLLANDER; WOLFE, 1999).

Caso o valor-p do teste seja inferior a um nivel de significancia v, a hipotese nula
é rejeitada (os métodos nao sdo considerados estatisticamente equivalentes) e um teste

post-hoc pode ser feito para comparar os métodos. Uma das possibilidades é a utilizagao
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do teste de Nemenyi (NEMENYT, 1963), que compara os métodos dois a dois e avalia se a
diferenca de seus ranks médios é significante, isto é, maior que a distancia critica (DC),

dada pela Equacao 3.306,

k(k+1)

bC=ay =55

(3.36)

onde ¢, valor critico para um nivel de significancia +, ¢ tabelado (DEMSAR, 2006). Neste

trabalho, foi utilizado v = 5% para ambos os testes.

O resultado do teste de Nemenyi pode ser representado por um diagrama (DEMgAR,
2006), como mostra a Figura 5 para quatro métodos: M1, M2, M3 e M4. A linha superior
no diagrama indica a distanca critica, ¢ logo abaixo esta o cixo no qual ¢ indicado o rank

médio dos métodos, onde os melhores ranks estao a direita.

Figura 5 — Representacdo grafica do teste de Nemenyi para quadro métodos diferentes

DC

M3 —— M1
M2 M4

Fonte: Adaptado de (INABA, 2018)

Métodos que nao sao considerados estatisticamente diferentes (isto é, a distancia
entre seus ranks médios é menor que a distancia critica obtida) sdo ligados por uma linha.
Assim, analisando a Figura 5, os métodos M2 e M3 nao sao estatisticamente diferentes,
mas M1 e M3 sao. Isso acontece pois a transitividade nao ¢ valida neste teste, assim,
M2 foi considerado estatisticamente equivalente a M3 e M1, mas M1 foi considerado
estatisticamente superior a M3, pois seu rank é melhor e a diferenca dos ranks das duas

técnicas é maior que a distancia critica calculada pelo teste (representada pelo segmento

de reta DC).

Outro teste de hipdtese foi empregado nos experimentos para avaliar diferencas
pareadas entre dois ou mais grupos de métodos que possuem uma caracteristica distinta.
Assim, é possivel afirmar com mais propriedade sobre certas conclusoes. Neste teste de
hipétese, chamado de Teste de Wilcoxon, um par de grupos é considerado, e duas variaveis,

Rt e R, sao calculadas com base nos ranks das diferencas d; das métricas dos grupos
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(DEMéAR, 2006). Tais varidveis sao calculadas como mostram as Equacoes 3.37 e 3.38.

1
R* =) rank(d;) + = > rank(d;) (3.37)
d;>0 2 d;=
1
R~ =) rank(d;) + = > rank(d;) (3.38)
d;<0 2 d;=

Com esses valores e o numero de amostras D, é possivel consultar tabelas de valores
criticos para algumas situacoes. Ou, ainda, pode-se calcular uma estatistica z, dada pela
Equagao 3.39,

min(RY,R™) —1D(D +1
VEN(N +1)(2N +1)

onde é considerado que z segue uma distribuicdo normal. Para o nivel de significancia de
5% considerado neste trabalho, a hipotese nula de que os algoritmos sao equivalentes é

rejeitada se z < —1.96 (DEMSAR, 2006).

Vale notar que existem versoes unicaudais a esquerda e a direita do teste de
Wilcoxon. No primeiro caso, a hipétese alternativa é que a distribui¢cao das diferencas
entre valores do primeiro e do segundo grupo possui mediana inferior a zero e, portanto, o
primeiro grupo possui valores inferiores ao segundo grupo. Ja no teste unicaudal a direita,
é considerado que a mediana das diferencas é maior que zero, e que os valores do primeiro

grupo sao superiores ao segundo grupo.

3.4.1.3 Detalhes da Implementacdo e Ambiente de Execucdo

Todos os métodos utilizados nos testes deste trabalho foram implementados no
software MATLAB 9.4 e executados em um computador com sistema operacional Ubuntu
18.04.3 LTS com processador Intel® Core™ i9-9900KF (8 nucleos a 3.6 GHz) com 64 GB
de memoéria RAM. Nenhum teste foi realizado com a ajuda de placas de processamento
grafico. Em um experimento, a base de dados é dividida entre treino e teste (caso seja
necessario), em seguida uma validagao cruzada é feita para definigdo dos hiperpardmetros
do método, usando apenas o conjunto de treinamento. O método entao é treinado com
o melhor conjunto de hiperparametros e as métricas obtidas utilizando o conjunto de
teste sao calculadas. Todos os experimentos foram repetidos 100 vezes com diferentes
sementes aleatorias, de forma que 100 ntiimeros sao gerados a partir de uma semente
aleatoria Unica, e cada repeticao utiliza um desses ntumeros como semente aleatoria
inicial. Todos os codigos e resultados obtidos neste trabalho podem ser consultados em
(https://doi.org/10.17632/y5ytz6kydf.1).

Nos experimentos realizados neste capitulo, os métodos considerados foram defini-
dos através da combinagao de arquiteturas, algoritmos de treinamento e algoritmos de

inicializacao de pesos. Tais métodos sao apresentados no Quadro 5. Nove métodos foram
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usados para treinar SLFN maiores sem usar o principio de empilhamento, enquanto outros

quatorze métodos que empregam o principio de empilhamento foram considerados.

Quadro 5 — Métodos considerados nos experimentos realizados.

Nome Associado | Arquitetura | Algoritmo de Treinamento | Inicializacdo de Pesos
R-ELM, ¢, Pesos Aleatoérios
R-ELM,. R-ELM Por Autoencoder
R-ELMg.q Pesos Orgotonais

GR-ELM, ¢, Pesos Aleatoérios
GR-ELM,,, SLFN GR-ELM Por Autoencoder
GR-ELMgq Pesos Orgotonais
GOR-ELM, 4, Pesos Aleatorios
GOR-ELM,, GOR-ELM Por Autoencoder
GOR-ELM,4 Pesos Orgotonais
DSN,m Pesos Aleatorios
DSN,. Por Autoencoder
DSNgyq Pesos Orgotonais
FDSN, R-ELM Pesos Aleatorios
FDSN,, Por Autoencoder
FDSNgyq Pesos Orgotonais
FDSN-GR, 4, DSN Pesos Aleatorios
FDSN-GR,. GR-ELM Por Autoencoder
FDSN-GRgq Pesos Orgotonais
FDSN-GOR, Pesos Aleatorios
FDSN-GOR,. GOR-ELM Por Autoencoder
FDSN-GORgq Pesos Orgotonais
FKDSN RK-ELM -
S-ELM? S-ELM S-ELM -

Fonte: Producao do préprio autor.

Vale notar que o método GR-ELM foi proposto para problemas de classificagao,
bem como o método GOR-ELM para problemas de regressao. Portanto, métodos que
envolvem GR-ELM néo serao aplicados em testes que envolvem regressao (0 mesmo vale
para GOR-ELM e classificagdao). Além disso, vale lembrar que o método S-ELM, embora
seja similar ao método proposto, possui limitagdo para lidar com bases de dados com saida

de dimensao tnica, o que restringe o seu uso.

E possivel notar que FDSN-GR (e FDSN-GOR) pode ser visto como uma abordagem
intermediaria entre a DSN e a FDSN, onde o primeiro nao reaproveita nenhum peso entre
modulos, e o segundo reaproveita todos. Os métodos GR-ELM e GOR-ELM possuem a
capacidade de podar neuronios menos importantes da rede e, portanto, apenas os pesos
dos restantes sao aproveitados no proximo moédulo. A poda realizada pelos algoritmos em

um modulo é compensada por novos neuronios no modulo seguinte.

3O S-ELM foi usado apenas na Secdo 3.4.3.
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3.4.1.4 Especificacbes dos Hiperparametros

Todos os métodos utilizados neste trabalho tém pelo menos um hiperparametro
que deve ser definido previamente ou escolhido através de algum método. Ja que as
técnicas citadas sao algoritmos para treinar redes neurais de uma camada oculta, um dos
principais hiperparametros a serem definidos é o seu nimero de neurdénios. Deng, Zheng
e Chen (2009) notaram que este valor possui um papel importante na complexidade da
SLEN e influenciam no trade-off entre sobreajuste ¢ subajuste da rede, a ndo ser que uma

regularizacao seja usada.

Outros hiperparametros, como o « dos algoritmos GR-ELM e GOR-ELM, também
interferem no desempenho da rede, mas sua fungao é controlar a esparsidade desta, o que
significa que quando seu valor é igual a zero, o treinamento nao tem como objetivo utilizar

o menor nimero possivel de neuronios, o que acontece quando o = 1.

O algoritmo GOR-ELM possui p =7 =1, 0 R-ELM possui a =0, D =1¢ 5y =0
(isto é, o UWR-ELM ¢ utilizado). Também sao utilizados os critérios de parada para os
algoritmos GR-ELM e GOR-ELM de ¢%* = 1072 e €' = 1072, sugeridos por Inaba et al.
(2018) e Silva et al. (2020b), respectivamente. Foi utilizado o kernel gaussiano no método

FKDSN, como mostra a Equacao 3.16, que necessita de um hiperparametro ~.

Hiperparametros como « (exceto R-ELM), o de regularizagao e a fungao de ativacgao
utilizada nas camadas ocultas das redes neurais sao escolhidos via validagao cruzada k-
fold, um g¢rid pré-definido e o conjunto de treinamento, sem a presenca de dados do
conjunto separado para teste, como feito por Inaba et al. (2018), Silva et al. (2020b), Deng,
Zheng e Chen (2009), Zhang e Luo (2015) e outros. O hiperparametro « é escolhido do
conjunto {0;0,25;0,5;0,75; 1}, o de regularizacao C' (A para o GOR-ELM) do conjunto
{2720, 2719, 2201 (SILVA et al., 2020b), e a fungdo de ativacao é escolhida entre as
funcoes propostas por Huang et al. (2012): fungdes sigmoide, hard-limit, gaussiana e
multiquadrica, definidas pelas Equagoes 3.40, 3.41, 3.42 e 3.43, respectivamente (vale notar
que essas funcoes sao adaptadas para serem aplicadas a todos os elementos de um vetor
resultante da multiplicagao dos pesos de entrada por uma amostra x). O hiperparametro
7 também foi escolhido do grid {2720;2719: 220}

1
hiz) = 3.40
@) =1 (340
1, sex >0
h(z) = (3.41)
0, caso contrario
h(z) = =) 3.42

hz) = VI + 22 (3.43)
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Exceto quando explicitado, os métodos R-ELM, GR-ELM e GOR-ELM utilizados
neste trabalho tém valor inicial de L = 1000. Como a ideia do principio de empilhamento
(WOLPERT, 1992) ¢ utilizar médulos menores para obter desempenhos similares a modelos
mais complexos, os métodos DSN e FDSN foram treinados com 10 moédulos de 100
neurdnios cada, para uma comparag¢ao mais justa com redes com a mesma quantidade
total de neurdnios. Todos os médulos destes métodos também sao treinados por algoritmos
idénticos (no caso, R-ELM com o mesmo hiperparametro de regularizagao C, obtido na

etapa de validagdo cruzada).

3.4.2 Analise Considerando o Tamanho da Base da Dados

Com o objetivo de analisar o desempenho dos métodos FDSN e FKDSN, proposto
neste trabalho com relacao ao niimero de amostras de uma base de dados, foram utilizadas
as bases de dados propostas por Fukunaga (1990). Este autor propoe 4 bases de dados
diferentes e artificiais de problemas de classificagao bindria (2 classes) que sdo compostas

de caracteristicas amostradas de gaussianas multidimensionais.

Os dados de uma das classes sao amostrados de gaussianas com média igual a zero
e desvio padrao igual a 1, para todas as caracteristicas. J4 as amostras da segunda classe
possuem caracteristicas amostradas de distribuigoes gaussianas com parametros diferentes.
Com esses valores de parametros, é possivel detectar uma intersecao espacial entre as
gaussianas das duas classes e medir um erro tedrico esperado para as técnicas que estao

analisando esses dados.

As quatro bases possuem dimensao 8, duas classes e distribui¢des normais cujas
médias das duas classes M; e M, seguem as Equagoes 3.44 e 3.45. J& as matrizes de

covariancia das distribui¢oes seguem as Equacoes 3.46 e 3.47.

M, =0,...,0]" (3.44)
M, = [my,...,mg]" (3.45)
¥ =1 (3.46)
A oo 0
o= (3.47)
0 ... g

As quatro bases de dados propostas por Fukunaga (1990) possuem distribui¢oes
distintas para as suas respectivas segundas classes. As caracteristicas dessas distribuicoes
sao apresentadas na Tabela 3. Vale notar que as acuracias esperadas para as bases de
dados I-I, I-41, I-A e I-I-null sao de 90%, 91%, 98,1% e 50%, respectivamente. A baixa
acuracia esperada da base I-I-null se deve ao fato de que as duas classes sdo amostradas

da mesma distribuicao.
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Tabela 3 — Caracteristicas das bases de dados propostas por Fukunaga (1990).

Nome Caract. das Médias Caract. das Variancias

I-I m1:2,56,m2:...:m8:() >\1::>\8:1

I-41 mlz...:mgz() )\1::)\8:4

I-A [3,86 3,1 0,84 0,84 1,64 1,08 0,26 0,01]  [8,41 12,06 0,12 0,22 1,49 1,77 0,35 2,73
[-I-null ml:...:mg:O )\1::)\8:1

Fonte: Adaptado de (FUKUNAGA, 1990)

A metodologia para testar o comportamento de um algoritmo com relacao a
quantidade de amostras proposta por Fukunaga (1990) envolve a (I) geragao das bases
de dados com N; amostras por classe, (II) divisao dos dados em amostras de treino e
teste, (III) execugao do “experimento planejado”, (IV) repetigao dos 3 primeiros passos
por 7 = 10 vezes, onde em cada execuc¢ao os dados sdo gerados independentemente. O

resultado apresentado é a média das métricas obtidas nas 10 execucgoes do experimento.

O “experimento planejado” consiste em uma validagao cruzada 5-fold usando o
conjunto de treino para escolha dos hiperparametros dos métodos seguido de 100 treinos
e testes distintos dos métodos (usando sementes pseudoaleatorias distintas), onde cada
treino e teste usa o seu respectivo conjunto. Com as classes estimadas, é possivel obter a

acuracia média da técnica.

Os métodos testados nesse experimento foram os seguintes: FDSN treinada com
R-ELM usando inicializa¢ao aleatéria de pesos (chamado de FDSN, g, ); FDSN treinada
com R-ELM usando o método autoencoder (FDSN,.); FDSN treinado com R-ELM usando
pesos ortogonais (FDSNgyq); e FKDSN. O niimero de neurénios ocultos é de 100 neurdnios
por moédulo (no caso do FKDSN, o ntimero de neurénios ocultos é o menor nimero entre
o dobro do niimero de amostras de treinamento por classe ¢ 100), ¢ o niimero maximo de

modulos é de 10.

As acurécias obtidas para cada nimero de amostras por classe para as bases I-1,
I-41, I-A e I-I-NULL podem ser vistos nas Figuras 6, 7, 8 e 9, respectivamente. Nestas
figuras, é possivel ver que as acuracias de treino e teste possuem uma oscilacao quando o
numero de amostras por classe é pequeno, principalmente quando ha menos de 50 amostras

por classe, o que totaliza 100 amostras na base de dados.

Embora seja possivel associar esse nimero de amostras com o niimero de neurénios
por moédulo (isto é, um sobreajuste causado por ter mais neurdnios do que o total de
amostras), pode-se notar que a técnica FKDSN, ao lidar com menos que 100 amostras,
utiliza “ntimero de neurdnios” (ntiimero de “vetores suporte”) igual ao ntimero de amos-
tras. Mesmo assim, houve uma grande oscilagao nas acuracias para amostras pequenas,
acompanhando as demais técnicas, o que pode indicar que essas bases de dados nao sao

muito bem representadas por poucas amostras.
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Como notado, as técnicas obtiveram altas acuracias de treino e baixas acuracias de
teste com poucas amostras, o que pode indicar um sobreajuste nos casos citados. Com
o aumento do niimero de amostras, todas as técnicas testadas se aproximam dos erros

tedricos esperados tanto nos dados de treino quanto nos dados de teste.

Figura 6 — Acuracia de treino e teste na base de dados Fukunaga I-I de acordo com o
namero de amostras por classe
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Fonte: Producao do préprio autor

Figura 7 — Acuracia de treino e teste na base de dados Fukunaga I-41 de acordo com o
numero de amostras por classe
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3.4.3 Analise Considerando Diferentes Arquiteturas

Com o objetivo de testar a influéncia do nimero de médulos no desempenho da
rede FDSN, foram utilizadas as bases de dados apresentadas na Tabela 4. Essas bases
de dados s@o publicas e estao disponiveis em (DUA; GRAFF, 2017). Tais bases sao de

problemas de classificacao multi-classe e a origem de seus dados sao informagoes retiradas
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Figura 8 — Acuracia de treino ¢ teste na base de dados Fukunaga I-A de acordo com o
namero de amostras por classe
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Figura 9 — Acuracia de treino e teste na base de dados Fukunaga I-I-NULL de acordo com
o numero de amostras por classe
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Fonte: Producao do préprio autor

de imagens, como médias dos valores de pixel ou entao caracteristicas como coordenadas

do centroide de um componente conectado presente em uma janela.

A base de dados Segment foi escolhida para analisar o efeito da acurdcia do modelo
com a inser¢ao de novos moédulos (com nimero de neurénios L = 100). Os métodos
escolhidos para comparacao foram: R-ELM com 100 neurénios ocultos (RELM-100);
R-ELM com 3000 neurdnios ocultos (RELM-3000), DSN treinada com R-ELM (DSN),
FDSN treinada com R-ELM (FDSN) e S-ELM com 100 neurdnios por médulo (e até 30
moédulos). As bases ja sao divididas entre treino e teste, e um k-fold foi utilizado para
obter o hiperparametro de regularizagdo C' entre os possiveis valores [2710,279 ... 29 210],
Ja o método S-ELM reduz a dimensionalidade entre médulos em 50% (isto é, 50 dos 100
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Tabela 4 — Bases de dados utilizadas no experimento que avalia a arquitetura da FDSN.
As colunas indicam o ntmero de amostras de treino e de teste, nimero de
caracteristicas (d) e ntiimero de classes (m).

Dataset  #Dados Treino #Dados Teste #Caract. #Clas.
SatImage 4435 2000 36 6
Segment 1155 1155 19 7

Fonte: Producao do proprio autor.

neurénios sao “aproveitados” pelo préximo maédulo).

Este experimento foi repetido 100 vezes, e as médias das acuracias obtidas neste
teste sao apresentadas na Figura 10, que mostra que nessa base de dados especifica, a
inser¢cao de novos modulos foi capaz de melhorar a acuracia dos métodos empilhados,
podendo até superar o modelo com 3000 neurénios. Isso pode indicar que usar métodos
empilhados pode ser uma boa abordagem para obter boas métricas em sistemas com
limitacoes de memoria. As Figuras 10a e 10b mostram que os métodos DSN e FDSN
atingiram um estdgio de estabilidade quanto a acuracia de teste (adicionar mais médulos
nao implica em um aumento significativo da métrica), enquanto que o método S-ELM

aparenta ter possibilidade de melhora, embora seu resultado seja inferior aos dois anteriores.

Figura 10 — A variagao da acuracia dos métodos empilhados ao incluir novos modulos,
considerando a base Segment
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Fonte: Producao do préprio autor

Um segundo experimento foi feito com o objetivo de analisar o compromisso entre
o ntmero de neurdnios L por médulo e o nlimero maximo de moédulos S. Para isso, foi

escolhida a base de dados SatImage, e o experimento anterior foi repetido com varios
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modelos DSN e FDSN considerando de 1 até 100 médulos, onde cada médulo podia possuir
um valor de L entre [100, 200, ..., 1000]. E possivel ver na Figura 11 que, como esperado,
incluir novos modulos ou utilizar médulos com mais neuronios tende a aumentar a métrica
de acuracia na base de dados testada, até que a métrica atinja uma estabilidade. Assim,
a escolha destes valores deve levar em consideragao limitagoes de memoria do ambiente
em que elas foram aplicadas e quanto isso tera impacto na métrica do problema a ser
tratado. Em ambos os casos, ¢ possivel ver, apés a métrica atingir estabilidade, que ha
uma combinacao (ou combinagoes) de ntimero de neurdnios e ntiimero de médulos que

atinge uma acuracia maior que as demais, embora estas sejam muito proximas.

Figura 11 — O efeito da escolha de S e L na Acuracia de modelos DSN e FDSN na base
de dados SatImage
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Fonte: Produgao do préprio autor

3.4.4 Andlise por Teste de Hipotese

Nesta secao sao apresentados os experimentos ¢ resultados feitos com o objetivo de
comparar métricas como acurdcia (ou erro em casos de regressio), tempo de treinamento
e memoria utilizada para armazenar os métodos. Resultados envolvendo bases de dados de

classificagdo e regressao sao apresentados nas Segoes 3.4.4.1 e 3.4.4.2, respectivamente.

3.4.4.1 Resultados em Bases de Dados de Classificacao

Os valores de acuracia e hiperparametros encontrados nos experimentos realizados
podem ser vistos no Apéndice A, enquanto os graficos das acurdcias médias obtidas para
cada base de dados podem ser vistos na Figura 12. A Tabela 5 mostra os ranks médios
obtidos por cada método referentes as acuracias obtidas, assim como as médias dessa
métrica. B possivel notar que uma métrica média maior nao implica em um melhor rank,
ja que foram obtidos outliers que deterioraram a métrica média, mas nao tanto o rank.

Estes pontos foram possivelmente causados por sobreajuste dos modelos (overfitting).
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Figura 12 — Acuracias obtidas nos problemas de classificagdo. Em (a), os métodos com os

oito melhores ranks. Os demais estdo em (b).
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Tabela 5 — Ranks médios (Rank) e métrica acurdcia no formato “média (desvio padrao)”
dos métodos testados obtidos nas bases de dados da Tabela 1. Os métodos
estao ordenados pelo rank médio, de forma crescente (do melhor para o pior).

Método Rank Acurécia
R-ELM,, 5,5667 0,78 (0,22)
R-ELM, 4, 6,2333 0,77 (0,21)

FDSN-GRgq  6,7000 0,76 (0,21)
GR-ELM,q,  6,8000 0,77 (0,21)
GR-ELM,, 7,2667 0,78 (0,22)

FDSN,. 7,2667 0,78 (0,20)
FDSNgya 7,3000 0,76 (0,21)

DSN,.. 7,9000 0,78 (0,21)

FDSN-GR,.  7,9000 0,78 (0,21)
(0,21)

(0,21)

(0,20)

(0,21)

(0,21)

(0,21)

)

DSNgyq 8,1000 0,76 (0,21
DSN.fn 9,5000 0,76 (0,21
FKDSN 9,5667 0,77 (0,20
R-ELMg,q 10,4000 0,76 (0,21
GR-ELMg,q 11,2333 0,76 (0,21
FDSN-GR,g, 11,5667 0,75 (0,21
FDSN, 12,7000 0,75 (0,21
Fonte: Producao do préprio autor.

Os resultados apresentados na Tabela 5 mostram que os métodos R-ELM,. e
R-ELM,¢, atingiram os melhores ranks, seguidos pelo método FDSN-GRg.q. O método
FDSN,, atingiu o sexto melhor rank para problemas de classificagdo, enquanto o FDSN ¢,
obteve o pior. Estes resultados indicam que os métodos baseados em FDSN, que empilham
modulos pequenos, podem atingir acuracias médias proximas as acuracias dos métodos
baseados em R-ELM*, que treinam redes maiores, desde que um método de inicializacdo
de pesos adequado seja utilizado. O método FKDSN obteve ranks intermediarios e ainda

foi considerado equivalente aos demais métodos, com excecao do FDSN,q, e FDSN-GR,y,.

O teste estatistico de Friedman (DEMSAR, 2006) foi aplicado nos resultados
obtidos, considerando uma hipdtese de que os métodos sao equivalentes, usando um nivel
de significAncia de 5%. O teste obteve um valor-p = 0,0000934, rejeitando a hipdtese nula.
Assim, o teste de Nemenyi foi utilizado, cujo resultado pode ser visto na Figura 13. A
distancia critica, neste caso, foi de 5,995, ou seja, métodos cuja diferenca entre ranks é
maior que este valor nao sao equivalentes. O teste indica que o método FDSN ¢, nao é
estatisticamente similar aos métodos com melhores ranks. Porém, quando combinado a
uma técnica de inicializacao, ele se torna similar aos métodos que treinam redes maiores,
como os baseados em R-ELM e GR-ELM. Pode-se observar que as acuracias médias do
método com melhor rank e do método FDSN,4 s@o iguais, considerando 2 algarismos

significativos apds a virgula.

4 A expressdao “métodos baseados em R-ELM?” indica referéncia aos métodos R-ELM,¢m, R-ELM,. ¢

R-ELMgyq. O mesmo ¢ valido para GR-ELM, GOR-ELM, DSN, FDSN, FDSN-GR e FDSN-GOR.
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Figura 13 — Teste de Nemenyi utilizando a métrica Acuracia para os experimentos com
problemas de classificacao.
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Fonte: Producao do proprio autor.

Com a finalidade de comparar o desempenho entre métodos de inicializagao de
pesos, as acuracias obtidas neste experimento foram divididas em 3 grupos, chamados
de “rfm”, “ae” e “svd”, onde cada grupo contém apenas os resultados dos métodos que
utilizam a respectiva técnica de inicializagao de pesos. Os 3 grupos foram comparados
utilizando o teste estatistico de Wilcoxon unicaudal a direita. Ou seja, se a hipdtese nula
for rejeitada ao considerar qualquer par de grupos, a mediana das diferencas dos resultados
é considerada maior que zero, e as acuracias do primeiro grupo sao superiores. Ao comparar
os trés grupos par a par, a hipétese nula foi rejeitada ao comparar o grupo “ae” com
os grupos “rfm” e “svd”, com valores de estatistica de 0,0104 e 0,0081, respectivamente.
Isso significa que o grupo dos métodos que utilizam a inicializacao por autoencoder foi
considerado estatisticamente superior aos demais, quando a acuracia em problemas de

classificacao foi considerada.

O mesmo teste foi repetido, porém dividindo os métodos em 4 grupos, com a
finalidade de avaliar os algoritmos de treinamento utilizados. Tais grupos foram chamados
de “R-ELM”, “GR-ELM”, “DSN” e “FDSN”. Neste caso, a hipdtese nula foi rejeitada
apenas ao comparar o grupo “R-ELM” com os grupos “GR-ELM” e “FDSN”, com valores
de estatistica de 0,0062 e 0,0432, respectivamente. Isso significa que, para os problemas
de classificagdo analisados, R-ELM foi considerado estatisticamente superior aos métodos

GR-ELM e FDSN quando considerando a métrica acuracia.
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O tempo gasto para treinar cada modelo também foi analisado, onde os valores
encontrados sao apresentados no Apéndice A. Os ranks médios foram calculados e sao
apresentados na Tabela 6, onde os métodos baseados em FDSN obtiveram os melhores
ranks. O teste de Friedman foi aplicado, e a hipétese nula de que os métodos sao equivalentes
foi rejeitada com valor-p = 9,2 x 10728, Com isso, o teste de Nemenyi foi feito e a distancia
critica de 5,9559 é mostrada na Figura 14, que indica que os métodos baseados em FDSN
e o FKDSN sao estatisticamente superiores aos métodos que treinam redes maiores, como
os baseados em R-ELM e GR-ELM. Vale notar que o DSN com inicializa¢do ortogonal de

pesos foi considerado estatisticamente equivalente aos métodos FDSN.

Analisando os valores de tempo de treinamento, os métodos baseados em FDSN
levaram um valor médio de aproximadamente 50% do tempo gasto pelos métodos baseados
em DSN e 33% dos métodos baseados em R-ELM. Destaca-se o impacto no tempo de
treinamento que a inicializacao utilizando autoencoder causa, ja que em todas as 5 técnicas
consideradas, o tempo de treinamento utilizando essa inicializa¢cdo foi maior do que

utilizando inicializagao ortogonal ou aleatoria.

Tabela 6 — Ranks médios (Rank) ¢ tempo de treinamento no formato “média (desvio
padrdao)” dos métodos testados obtidos nas bases de dados da Tabela 1. Os
métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank  Tempo de treinamento (ms)
FDSNoa  2,2667 20,70 (10,00)
FDSNyw  2,3333 21,80 (13,50)
FDSN,e 2,5667 20,80 (13,90)
FKDSN 4,9000 30,50 (19,70)
DSNym  6,4667 35,60 (21,50)
FDSN-GRyvq  7,6667 38,50 (15,90)
FDSN-GRym  7,9333 40,40 (18,10)
DSN.q 84667 40,20 (21,00)
FDSN-GR,. 8,8667 42,60 (17,30)
R-ELMgyq 9,5667 54,90 (39,00)
R-ELM  9,9000 55,40 (40,00)
GR-ELM,, 10,8000 62,10 (45,60)
DSN,e 10,9333 55,40 (33,40)
GR-ELM,q 13,5333 128,30 (157,60)
R-ELM,e 14,4000 110,60 (74,90)
GR-ELM,. 15,4000 311,20 (353,00)

Fonte: Producao do proéprio autor.

Uma andlise similar foi feita com o tamanho do modelo (ntimero de bytes que ele
necessita para ser armazenado). Os métodos bascados em FDSN obtiveram os melhores

ranks, como pode ser visto na Tabela 7°. O teste de Friedman foi aplicado, e a hipdtese

5 O ntimero apresentado de bytes se refere a implementacdo realizada neste trabalho em MATLAB, sem
muita preocupagao com otimizagao de cdédigo e memoéria. Valores diferentes podem ser obtidos em
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Figura 14 — Teste de Nemenyi utilizando o tempo de trecinamento para os experimentos
com problemas de classificacao.
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Fonte: Produgao do préprio autor.

nula de que os métodos sao equivalentes foi rejeitada. Com isso, o teste de Nemenyi foi
feito e a distancia critica de 5,9559 é mostrada na Figura 15, que indica que os métodos
baseados em FDSN, embora tenham obtido rank muito inferior as demais técnicas, se
mostraram estatisticamente equivalente as demais técnicas, exceto as baseadas em DSN e

as técnicas FDSN-GR,. ¢ FDSN-GR,¢,.

Embora o teste de Nemenyi tenha indicado que os métodos baseados em FDSN
scjam estatisticamente equivalentes a maioria das demais técnicas testadas, a quantidade
de memoria necessaria para armazenar a rede treinada foi de aproximadamente 24% e 26%
do que foi utilizada para os métodos baseados em R-ELM e GR-ELM, respectivamente.
Vale notar que o método GR-ELM inicia com uma rede completa ¢ possui a capacidade
de podar neurdnios se julgar necessario. Ja os métodos baseados em DSN, que nao
foram considerados equivalentes as demais, necessitam de seis vezes mais bytes para ser
armazenada que os métodos baseados em FDSN, em média. Isto mostra que ele é mais
adequado para ser utilizado em sistemas que possuem pouca memoria disponivel. Os
métodos FDSN-GR possuem a caracteristica de aproveitar pesos do FDSN, mas também

podem podar neurdnios para substitui-los nos préximos médulos, o que faz com que ele

outras implementagoes. Porém, como apresentado na Se¢do 3.3.3, o uso de memoéria do FDSN tende a
ser menor que das demais técnicas.
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necessite de mais uso de memoria. Caso a poda seja relevante, o uso de meméria dele ird se

aproximar do método DSN, o que explicaria o rank médio superior ao das técnicas FDSN.

Tabela 7 — Ranks médios (Rank) e tamanho do modelo em kilobytes no formato “média
(desvio padrdao)” dos métodos testados obtidos nas bases de dados da Tabela 1.
Os métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank  Tamanho do modelo (kilobytes)

FDSNym 3,000 164,55 (177,89)
FDSN,.  3,0000 164,55 (177,89)
FDSNoa  3,0000 164,55 (177,89)
FKDSN  5,0000 164,97 (177,89)
GR-ELM..q  7,5000 599,95 (1650,73)
FDSN-GRayq 7,667 208,57 (177,22)
GR-ELM,,  8,0333 623,88 (1645,70)
GR-ELM,t,  8,6000 636,31 (1644,96)
R-ELM,;m  8,8000 663,12 (1638,60)
R-ELM,.  8,8000 663,12 (1638,60)
R-ELM,q  8,8000 663,12 (1638,60)
FDSN-GR,. 9,1333 240,48 (201,99)
FDSN-GRuf  9,3667 216,40 (180,10)
DSNym 15,0000 889,06 (1663,26)
DSN,, 15,0000 889,06 (1663,26)
DSNaa 15,0000 889,06 (1663,26)

Fonte: Producao do préprio autor.

Figura 15 — Teste de Nemenyi utilizando o tamanho do modelo em bytes para os experi-
mentos com problemas de classificacao.
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Fonte: Producao do proéprio autor.
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3.4.4.2 Resultados em Bases de Dados de Regressdo

Os valores de aRRMSE e hiperparametros encontrados nos experimentos realizados
podem ser vistos no Apéndice B, enquanto os graficos das aRRMSE médias obtidas para
cada base de dados podem ser vistos na Figura 16, para as oito melhores técnicas, e na
Figura 17, para as demais, onde valores fora do intervalo apresentado foram ocultados
para uma melhor visualizacao. A Tabela 8 mostra os ranks médios obtidos por cada
método referente a métrica aRRMSE, assim como os valores médios desta métrica. E
possivel notar que uma métrica média menor nao implica em um melhor rank, ja que foram
obtidos outliers que deterioraram consideravelmente a métrica média, mas nao tanto o
rank. Isto pode ser visto nas técnicas DSN,., DSNg.q, FDSNg.q € FDSN,., que obtiveram
ranks intermediarios, mas valores muito elevados de aRRMSE médio. Estes valores foram

possivelmente causados por modelos sobreajustados aos dados.

Tabela 8 — Ranks médios (Rank) e métrica aRRMSE no formato “média (desvio padrao)”
dos métodos testados obtidos nas bases de dados da Tabela 2. Os métodos
estao ordenados pelo rank médio, de forma crescente (do melhor para o pior).

Método Rank aRRMSE Mediana aRRMSE
DSN,e 5,8293 443,67 (2803,57) 0,4022
DSNgyq 5,9390  22206,65 (140444,67) 0,3347
R-ELM,. 6,1341 0,93 (3,44) 0,3415
FDSNga 6,8171 160,60 (1013,26) 0,3799
FKDSN 7,0488 0,39 (0,28) 0,3423
R-ELMgyq 7,0610 1,22 (4,62) 0,3513
R-ELM, ¢, 7,1463 0,61 (1,33) 0,3564
FDSN-GOR4,q 7,8293 0,51 (0,79) 0,4055
FDSN,. 8,6829 52,61 (329,81) 0,4490
GOR-ELM,q,  8,7805 0,56 (1,01) 0,3626
GOR-ELM.,q 9,7317 0,43 (0,35) 0,3941
DSN,fm 10,3659 0,85 (2,80) 0,4210
GOR-ELM,, 10,5732 0,43 (0,32) 0,4032
FDSN-GOR,. 10,7683 0,64 (1,31) 0,4374
FDSN,fm 10,9878 0,92 (3,19) 0,4160
FDSN-GOR,¢, 12,3049 0,48 (0,45) 0,4156

Fonte: Producao do proéprio autor.

As medianas obtidas nos testes para os métodos também sdo apresentadas na
Tabela 8. Embora as médias das aRRMSE obtidas pelos métodos variem bastante, as
medianas sdo valores similares, onde a maior mediana dos erros é do método FDSN,,., que

¢ cerca de 30% maior que a menor mediana, obtida pelo método DSNy,q.
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Figura 16 — Gréafico das métricas aRRMSE das técnicas com os oito melhores ranks obtidos nos problemas de regressao.
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Figura 17 — Grafico das métricas aRRMSE das técnicas com os oito piores ranks obtidos nos problemas de regressao.
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Os resultados apresentados na Tabela 8 mostram que os métodos DSN,. e DSNg,q
atingiram os melhores ranks, seguido pelo método R-ELM,,. O método FDSN,4 atingiu o
quarto melhor rank para problemas de regressao, enquanto o FDSN,¢, obteve o segundo
pior. Estes resultados indicam que métodos empilhados podem ser mais adequados para
utilizacdo em problemas de regressao, atingindo ranks até melhores que métodos baseados
em R-ELM°, que treinam redes com um grande niimero de neuronios, principalmente
quando utilizados em conjunto com um método adequado de inicializacao de pesos. Isto
pode ser visto na técnica FDSN, que reaproveita seus pesos entre os modulos, mas essa
melhora nao se limita a essa técnica. De fato, todos os métodos analisados obtiveram ranks

melhores quando combinados com inicializacao de pesos, quando aplicavel.

O teste estatistico de Friedman (DEMéAR, 2006) foi aplicado nos resultados
obtidos, considerando uma hipdtese de que os métodos sao equivalentes, usando um nivel
de significancia de 5%. O teste obteve um valor-p = 1,43 x 1077, rejeitando a hipétese
nula. Assim, o teste de Nemenyi foi utilizado, cujo resultado pode ser visto na Figura 18.
A distancia critica, neste caso, foi de 3,6025, ou seja, métodos cuja diferencga entre ranks é
maior que este valor nao sao equivalentes. O teste indica que o método FDSN,¢, nao é
estatisticamente similar aos 8 métodos com melhores ranks. Porém, quando combinado
a uma técnica de inicializacao, ele se torna similar a tais métodos. Os métodos FDSN,
FDSN-GOR e FDSN-GOR,. nao foram considerados equivalentes aos métodos baseados

em R-ELM, exceto quando combinados com os métodos de inicializacao de pesos.

Com a finalidade de comparar o desempenho entre os métodos de inicializa¢ao
de pesos, as métricas aRRMSE obtidas neste experimento foram divididas em 3 grupos,
chamados de “rfm”, “ae” e “svd”, onde cada grupo contém apenas os resultados dos
métodos que utilizam a respectiva técnica de inicializagao de pesos. Os 3 grupos foram
comparados utilizando o teste estatistico de Wilcoxon unicaudal a esquerda. Ou seja, se a
hipotese nula for rejeitada ao considerar qualquer par de grupos, a mediana das diferencas
dos resultados é considerada menor que zero, e as métricas de aRRMSE do primeiro
grupo sao inferiores (menor erro quadrético). Ao comparar os trés grupos par a par, a
hipdétese nula foi rejeitada ao comparar o grupo “ae” e “rfm” foram obtidos os valores
de estatistica de 0,0046, e ao comparar o grupo “svd” com os grupos “rfm” e “ae”, com
valores de estatistica de 7,1 x 107% e 0,0095, respectivamente. Isso significa que os grupos
dos métodos que utilizam inicializagao de pesos ortogonais ou por autoencoder foram
considerados estatisticamente superiores ao grupo dos métodos com inicializacao aleatéria
de pesos, e o grupo que utiliza inicializacao ortogonal de pesos também foi considerado

superior ao grupo que utiliza inicializacao por autoencoder.

O mesmo teste foi repetido, porém dividindo os métodos em 4 grupos, com a

6 A expressdao “métodos basecados em R-ELM?” indica referéncia aos métodos R-ELM 4, R-ELM,, ¢

R-ELMgyq. O mesmo ¢ valido para GR-ELM, GOR-ELM, DSN, FDSN, FDSN-GR e FDSN-GOR.
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Figura 18 — Teste de Nemenyi utilizando a métrica aRRMSE para os experimentos com
problemas de regressao.
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Fonte: Producao do préprio autor.

finalidade de avaliar os algoritmos de treinamento utilizados. Tais grupos foram chamados
de “R-ELM”, “GOR-ELM”, “DSN” e “FDSN". Neste caso, a hipétese nula foi rejeitada ao
comparar os grupos “R-ELM” com “GOR-ELM”, “R-ELM” com “FDSN” e “DSN” com
“FDSN”, com valores de estatistica de 5,1 x 1076, 2,6 x 10™* e 2,1 x 1079, respectivamente.
Isso significa que, para os problemas de regressao analisados, R-ELM foi considerado
estatisticamente superior aos métodos GOR-ELM e FDSN, enquanto o método DSN foi
considerado estatisticamente superior ao método FDSN, quando a métrica aRRMSE é

considerada.

O tempo gasto para treinar cada modelo também foi analisado, onde os valores
encontrados sao apresentados no Apéndice B. Os ranks médios foram calculados e sao
apresentados na Tabela 9, onde os métodos baseados em FDSN obtiveram os melhores
ranks. O teste de Friedman também foi aplicado, e a hipdtese nula de que os métodos
sdo equivalentes foi rejeitada com valor-p < 107%°. Com isso, o teste de Nemenyi foi
feito e a distancia critica de 3,6025 é mostrada na Figura 19, que indica que os métodos
baseados em FDSN e o FKDSN sao estatisticamente superiores aos métodos que treinam

redes maiores, como os baseados em R-ELM e GR-ELM. Vale notar que, o DSN sem
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inicializagdo de pesos e com inicializacao ortogonal foram os tinicos métodos testados que
foram considerados estatisticamente equivalentes aos métodos FDSN, quando tempo de

processamento ¢ levado em consideracao.

Analisando os valores de tempo de treinamento, os métodos baseados em FDSN
levaram um valor médio de aproximadamente 57% do tempo gasto pelos métodos baseados
em DSN e 36% dos métodos baseados em R-ELM. Vale ressaltar o impacto no tempo
de treinamento que a inicializagao utilizando autoencoder causa, ja que com excecao da
técnica FDSN-GOR, o tempo de treinamento utilizando a inicializa¢ao por autoencoder

foi maior do que utilizando inicializacao ortogonal ou aleatoéria.

Tabela 9 — Ranks médios (Rank) e tempo de treinamento no formato “média (desvio
padrao)” dos métodos testados obtidos nas bases de dados da Tabela 2. Os
métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank  Tempo de treinamento (ms)
FDSNoa  2,2027 41,40 (39,20)
FDSNym  2,4146 41,80 (39,00)
FDSN,, 2,5610 41,10 (39,10)
FKDSN 4,7561 57,30 (58,20)
DSN, m 5,7561 66,90 (63,10)
DSNuvg 6,1220 67,70 (62,80)
R-ELMgyq 7,8049 102,50 (93,10)
DSN,e 8,4146 93,70 (96,20)
R-ELM, 4, 8,5854 106,30 (95,90)
FDSN-GORgwa  8,6829 82,20 (67,50)
FDSN-GOR,,  8,6829 82,50 (67,20)
R-ELM,, 11,9512 209,10 (187,80)
FDSN-GORp, 13,5122 964,60 (1392,30)
GOR-ELM,;, 14,2927 2438,70 (2638,40)
GOR-ELMg,q 14,3659 2602,70 (2715,00)
GOR-ELM,, 15,8049 2757,70 (2784,50)

Fonte: Produgao do préprio autor.

Uma andlise similar foi feita com o tamanho do modelo (ntiimero de bytes que ele
necessita para ser armazenado). Os métodos baseados em FDSN obtiveram os melhores
ranks, como pode ser visto na Tabela 107. O teste de Friedman foi aplicado, e a hipétese
nula de que os métodos sao equivalentes foi rejeitada com valor-p < 1073°. Com isso, o
teste de Nemenyi foi feito e a distancia critica de 3,6025 é mostrada na Figura 20, que
indica que o unico método que foi considerado equivalente aos métodos baseados em FDSN
foi 0 método FKDSN. Os demais foram considerados estatisticamente inferiores, quando o

uso de memoéria ¢é levado em consideracao.

7 O ntimero apresentado de bytes se refere a implementacdo realizada neste trabalho em MATLAB, sem
muita preocupag¢ao com otimizacao de cédigo e memoéria. Valores diferentes podem ser obtidos em
outras implementagoes. Porém, como apresentado na Secdo 3.3.3, o uso de memoéria do FDSN tende a
ser menor que das demais técnicas.
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Figura 19 — Teste de Nemenyi utilizando o tempo de trecinamento para os experimentos
com problemas de regressao.
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Fonte: Producgao do préprio autor.

E possivel destacar que os métodos baseados em DSN nao foram considerados
equivalentes a nenhum outro método, devido ao seu alto uso de memoéria. Assim, ao
reaproveitar os pesos de uma DSN (o que dé origem ao método FDSN), o método deixaria

de ter os piores ranks em uso de memoria e passaria para os melhores.

Quanto aos valores numéricos, a quantidade de memoria necessaria para armazenar
as redes FDSN foi de aproximadamente 24% do que foi utilizada para os métodos baseados
em R-ELM e GOR-ELM, respectivamente. Vale notar que o método GOR-ELM inicia
com uma rede completa e possui a capacidade de podar neurénios se julgar necessario,
mas como a sua utilizacao média de memoria foi muito proxima do R-ELM, a poda nao
foi aplicada. Ja os métodos baseados em DSN, que obtiveram os piores ranks, necessitam
de mais de cinco vezes mais bytes para serem armazenados que os métodos baseados em
FDSN, em média. Isto mostra que o FDSN é mais adequado para ser utilizado em sistemas
que possuem pouca memoria disponivel. Os métodos FDSN-GOR possuem a caracteristica
de aproveitar pesos do FDSN, mas também podem podar neurénios para substitui-los nos
proximos modulos, o que faz com que ele necessite de mais uso de memoria. Caso a poda

nao seja relevante, o método nao podara neurdénios e o seu uso de memoria serd proximo
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ao uso do FDSN, o que foi o caso.

Tabela 10 — Ranks médios (Rank) e tamanho do modelo em kilobytes no formato “média
(desvio padrao)” dos métodos testados obtidos nas bases de dados da Tabela 2.
Os métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank  Tamanho do modelo (kilobytes)
FDSN, /., 2.1463 78,33 (115,34)
FDSN,. 2,1463 78,33 (115,34)
FDSN, 0 2,1463 78,33 (115,34)
FKDSN 4,1463 78,75 (115,34)
FDSN-GOR,.  6,5976 99,87 (115,47)
FDSN-GOR,q  6,7683 105,05 (117,10)
FDSN-GOR, ¢,  7,8537 110,76 (111,23)
R-ELM, ¢y, 8,3659 327,08 (767,01)
R-ELM,, 8,3659 327,08 (767,01)
R-ELM;,q 8,3659 327,08 (767,01)
GOR-ELM,¢,, 11,3659 327,11 (767,01)
GOR-ELM,. 11,3659 327,11 (767,01)
GOR-ELMy,s 11,3659 327,11 (767,01)
DSN, 1, 15,0000 421,49 (846,40)
DSN. 15,0000 421,49 (846,40)
DSNgyg 15,0000 421,49 (846,40)

Fonte: Producao do préprio autor.

3.5 Consideracoes Finais

De forma geral, os modelos propostos (FDSN e suas combinagoes com inicializa¢ao
de pesos e FKDSN) nao se destacaram consideravelmente em relagdo aos demais modelos
para tarefas de classificacao, quando a métrica acuracia é levada em consideragao. Neste
caso, elas foram consideradas equivalentes as técnicas com maior ntimero de neurdnios,
quando treinadas com as técnicas baseadas em R-ELM e GR-ELM, principalmente quando
associadas a um dos métodos de inicializagao testados, no caso do FDSN. O teste estatistico
de Wilcoxon foi utilizado, e seus resultados indicam que a técnica de inicializacao de
pesos por autoencoder é superior as outras técnicas comparadas quando é considerado
um problema de classificacao. Quanto ao tempo de treinamento, embora os melhores
ranks foram obtidos pelos métodos baseados em FDSN e FKDSN, eles foram considerados
estatisticamente similares aos outros métodos, mesmo levando 33% do tempo gasto pelas
técnicas R-ELM. Quanto ao uso de memoria, os métodos baseados em FDSN obtiveram
os melhores ranks, seguidos do FKDSN, e ainda foram considerados estatisticamente equi-
valentes & maioria das demais técnicas, mesmo necessitando de apenas 25% da quantidade
de memoéria da técnica R-ELM. Em termos numéricos, as técnicas propostas neste capitulo
obtiveram métricas de acuracia aproximadas as demais, levaram menos tempo para serem

treinadas e necessitaram menos memoria para serem armazenadas, indicando que elas
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Figura 20 — Teste de Nemenyi utilizando o tamanho do modelo em bytes para os experi-
mentos com problemas de regressao.
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Fonte: Producdo do préprio autor.

podem ser adequadas para implementacdo em ambientes com recursos (como quantidade

de memoria e capacidade de processamento) restritos.

Ja para os problemas de regressao, os métodos empilhados se destacaram. Os
métodos com melhores ranks foram os baseados em DSN, que acabaram tendo um elevado
uso de memoria. Uma alternativa a este método, que tem uso reduzido de meméoria, é
proposta neste trabalho, chamado de FDSN. Os métodos baseados em FDSN (incluindo
suas combinagoes com inicializagdo de pesos e o FKDSN), foram capazes de obter bons
ranks, obtendo valores superiores a técnicas que treinam redes maiores, como o R-ELM e
GOR-ELM, principalmente quando utilizados em conjunto com um método de inicializacao
de pesos. O teste estatistico de Wilcoxon foi utilizado, e seus resultados indicam que a
técnica de inicializacao de pesos ortogonais é superior as outras técnicas comparadas quando
é considerado um problema de regressao. Quanto ao tempo de treinamento, os melhores
ranks foram obtidos pelos métodos baseados em FDSN e FKDSN, levando cerca de 57%
do tempo gasto pelos métodos baseados em DSN e 36% dos métodos baseados em R-ELM,
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e ainda foram considerados estatisticamente superiores a maioria dos demais métodos
comparados. Quanto ao uso de memoria, os métodos baseados em FDSN obtiveram os
melhores ranks, sendo considerados estatisticamente superiores a todos os outros métodos
testados, com excecao do FKDSN, que obteve o quarto melhor rank, necessitando apenas
de aproximadamente 24% da memoria necessaria para os métodos baseados em R-ELM e
GOR-ELM. Em termos numéricos, as mesmas conclusoes obtidas nos testes com problemas
de classificagdo com relacdo ao uso das técnicas propostas em ambientes com recursos
computacionais limitados (meméria e capacidade de processamento) podem ser feitas para
regressao, com a diferenca em que ¢é possivel atingir os melhores ranks com as técnicas

empilhadas.
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4 Estudo de Caso de Métodos Offline

Neste capitulo é apresentado um estudo de caso dos métodos offline aplicados
a duas bases de dados reais de predi¢cao de séries temporais de producao de energias
renovaveis, como energia célica e energia solar. O estudo de caso foi bascado no trabalho

de Severiano et al. (2021) e, portanto, segue a metodologia destes autores.

Segundo Severiano et al. (2021), o tema de energias renovaveis ganhou popularidade
na década de 2010 em diante. Porém, esse tipo de energia traz uma elevada incerteza com
relacdo a sua producdo, ja que depende de fatores externos que envolvem fatores climaticos,
como a incidéncia solar em placas geradoras ou a velocidade do vento que movimenta

turbinas, apresentando volatilidade e aleatoriedade nas quantidade produzidas.

A incerteza de producdo se torna um problema na integracdo com os grandes
sistemas de geracao e distribuigdo de energia elétrica de um pais (no Brasil, seria o Sistema,
Interligado Nacional), pois este deve manter a estabilidade da distribui¢ao de energia
elétrica. O risco de uma instabilidade pode ser reduzido se existir uma ferramenta capaz
de predizer com baixo erro a quantidade de energia que sera produzida em instantes de

tempo futuros, e o sistema pode se ajustar com antecedéncia.

Assim, ferramentas robustas de predicao destas grandezas sao importantes para
auxiliar tarefas relacionadas ao comércio, no contexto de geracao e distribuicao de energia
elétrica. Estas ferramentas podem ser técnicas de aprendizado de maquina, que obtém
conhecimento de um conjunto de dados previamente disponivel e o utiliza para predizer
grandezas em instantes de tempo futuros, ou entdo abordagens estatisticas, onde o primeiro
tipo costuma obter melhores resultados na literatura (SEVERIANO et al., 2021).

Usualmente, tais conjuntos de dados podem ser compostos por séries temporais,
onde a quantidade de energia pode ser amostrada em intervalos de tempo e disponibilizadas
como um sinal de uinica dimensao, que sera analisado seja por técnicas estatisticas ou de
inteligéncia artificial. No caso da utilizagdo de técnicas de aprendizado de méaquina, tais
séries temporais podem ser analisadas como quaisquer base de dados com caracteristicas,
e é possivel realizar um pré-processamento, ou analisar as bases diretamente. E necessario,
porém, realizar uma adaptacdo para transformar a série temporal em amostras com

caracteristicas ¢ um alvo de predigao.

Considerando que a série temporal é representada por z(t), uma possivel adaptacao
seria construir o conjunto [z(t—k) x(t—k+1)---z(t)], onde k é um parametro de “atraso”,
como caracteristicas de entrada de uma técnica de aprendizado de méaquinas que tentard
predizer x(t + 1), onde [ é um pardmetro que controla o horizonte de predi¢ao. Assim, a

série temporal pode ser tratada como um conjunto de dados padrao e ser analisada por
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uma técnica de aprendizado de maquina, como uma rede neural.

4.1 Metodologia

Nesta secao sdo apresentados detalhes da metodologia proposta por Severiano et
al. (2021) para testar métodos de predi¢do em duas bases de dados de geragao de energia

renovavel.

4.1.1 Bases de dados e Métricas Utilizadas

Neste estudo de caso, duas bases de dados de energias renovaveis sao utilizadas.
Ambas as bases sao publicas e sao compostas de séries temporais extraidas de sistemas
reais de produgao de energia solar e edlica. A base de dados de energia solar foi obtida
do repositério United States National Renewable Energy Laboratory' (NREL) e tem
detalhes apresentados na Tabela 11. J4 a base de dados de geracao de energia edlica foi
disponibilizada pela Global Energy Forecasting Competition 2012* (GEF-Com 2012) e
tem detalhes apresentados na Tabela 12. Nesta base, por ser utilizada em competicao, as

medic¢oes foram normalizadas de -1 a 1 para omitir possiveis detalhes geograficos.

Tabela 11 — Detalhes da base de dados de FEnergia Solar.

Base de dados - Energia Solar

Varidvel Global Horizontal Irradiance (GHI)
Unidade W/m?
Frequéncia de Amostragem 15 minutos
Intervalo de Tempo 01/06/2010 a 31/07/2011
Num. Séries Temporais 16
Num. Amostras 36051

Fonte: Adaptado de (SEVERIANO et al., 2021).

Tabela 12 — Detalhes da base de dados de Energia Edlica.

Base de dados - GEFCom 2012

Variavel Poténcia Eélica
Unidade Normalizado*
Frequéncia de Amostragem 1 hora
Intervalo de Tempo 01/06/2010 a 31/07/2011
Num. Séries Temporais 7
Num. Amostras 8761

Fonte: Adaptado de (SEVERIANO et al., 2021).

(https://midcdmz.nrel.gov/apps/sitchome.pl?site=OAHURS1M)

2 (https:/ /www.kaggle.com/c/GEF2012-wind-forecasting/overview)
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As métricas utilizadas para avaliar o desempenhos das técnicas nestas bases de
dados foram a Root Mean Square Error (RMSE) e a métrica Symmetric Mean Absolute

Percentage Error (SMAPE), que podem ser calculadas através das Equagoes 4.1 e 4.2,

)

: t z . /7 . . ~
respectivamente, onde y](- é o elemento referente a j-ésima das d dimensoes do alvo da

base de dados y® e QJ(-t)
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é o elemento da dimenséo j da predicdo ¥ de um método para
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Vale notar que as bases de dados utilizam informagoes simultaneas de varias séries
temporais (obtidas de estagoes de geragdo de energia geograficamente préximas). Isto
significa que, a cada instante de tempo, sao previstas amostras de n séries temporais
distintas, com base em amostras passadas destas mesmas séries. Assim, os calculos das
métricas RMSE e SMAPE foram adaptados para avaliar a qualidade de predi¢oes de dados

com n dimensoes.

Um breve experimento foi realizado para avaliar o comportamento das duas bases
de dados utilizadas ao longo do tempo. Primeiramente, foi obtida a componente principal
(utilizando PCA) da base de dados a partir de todas as amostras disponiveis. E com essa
componente, foi possivel projetar amostras da base de dados para apenas uma dimensao.
Para analisar o comportamento desta componente principal ao longo da base de dados,
lotes sequenciais de tamanho 100 foram criados a partir da base de dados e projetados para
uma dimensao utilizando a componente principal encontrada, o que resulta em um vetor
de 100 nimeros por lote. Os bozplots dos vetores dos lotes localizados aproximadamente
de 10% em 10% da base de dados sdo apresentados na Figura 21. E possivel ver que ha
uma variagao da distribuicao da componente principal ao longo do tempo para ambas as

bases, o que caracteriza o chamado concept drift.

4.1.2 Meétodos Utilizados e Detalhes de Implementacao

Os métodos utilizados neste estudo de caso foram os mesmos utilizados por Severi-
ano et al. (2021). Foram aplicados os métodos Vector Autoregressive (VAR), Multilayer
Perceptron (MLP), Fuzzy Information Granule Time Series (FIG-FTS) e o método Evol-
ving Multivariate Fuzzy Times Series (e-MVFETS), no qual o tltimo foi proposto em
(SEVERIANO et al., 2021), onde podem ser encontrados mais detalhes sobre estas técnicas.

Para comparacao com as técnicas propostas neste trabalho, os métodos FDSN,¢,, FDSN,,,
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Figura 21 — Analisc de Componentes Principais nas Bases de Dados Wind ¢ Solar Energy.
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Fonte: Producao do préprio autor.

FDSNg,q € FKDSN, como definidos na Secao 3.4.1.3, foram adicionados ao framework

disponibilizado pelos autores.

Os métodos e-MVFETS, VAR e FIG-FTS sao projetados para lidar com os dados no
formato de série temporal (isto ¢, sua entrada é um vetor a ser processado). J& as técnicas
MLP e as propostas neste trabalho lidam com dados no formato entrada-saida (isto é, dois
vetores distintos sao utilizados). Portanto, a série temporal teve seu formato adaptado
para estas técnicas como se fosse um problema de regressao comum, como citado no inicio
deste capitulo. Seguindo a metodologia de Severiano et al. (2021), as técnicas consideram
um “atraso” de duas amostras (no caso, cada amostra seria um instante de tempo que tem
um certo numero de séries temporais, de acordo com a base) e um horizonte de predigdo
de uma amostra. No caso das técnicas MLP, FKDSN e as baseadas em FDSN, elas tém
um numero de saidas e de caracteristicas iguais a 1 e 2 vezes o niimero de séries temporais
das bases de dados, respectivamente. Como exemplo, o “atraso” de 2 na base de Energia

Solar indica 32 caracteristicas como entrada das técnicas, e uma saida com 16 dimensoes.

Excepcionalmente neste capitulo, os experimentos foram executados em um com-
putador com sistema operacional Ubuntu 20.04.2 LTS, com processador Intel® Core™ i7-
8750H (6 ntcleos a 2.2GHz) com 16 GB de meméria RAM. Com exce¢ao das técnicas
propostas neste trabalho, todos os cédigos envolvidos nos testes feitos por Severiano et al.
(2021) estao disponiveis publicamente®* na linguagem de programacao Python. Assim,
as técnicas propostas neste trabalho foram implementadas na linguagem de programacao

Python e incluidas no framework de testes disponibilizado pelos autores. Os codigos utili-

(https://minds.eng.ufmg.br/download resources)

4 (https://github.com/cseveriano/spatio-temporal-forecasting)
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zados neste trabalho podem ser consultados em (https://doi.org/10.17632/y5ytz6kydf.1)

O experimento foi conduzido utilizando o conceito de janela deslizante. Assim, um
subconjunto da série temporal é escolhido como conjunto de treino (ou treino e validacao), e
uma determinada quantidade de amostras apods essa janela sao consideradas como amostras
de teste. Todas as técnicas avaliadas sdo treinadas com a janela de treino (caso necessario,
a janela pode ser dividida em treino e validagao), e testadas na janela de teste. As métricas
sao calculadas através das Equacoes 4.1 e 4.2, e a janela “desliza” para instantes de
tempo futuros (com sobreposi¢do), como mostra a Figura 22, onde amostras de 4 semanas
consecutivas sao utilizadas para treino, e amostras da semana seguinte para teste. Isto é

feito até que todas as possiveis janelas deslizantes sejam analisadas.

Figura 22 — Exemplo de uma Anélise por Janela Deslizante.

oo | N
o |
-
-

Semana
Treino g Teste [}

Fonte: Adaptado de (SEVERIANO et al., 2021).

Apés processar todas as janelas, cada método analisado terd um vetor de métricas
como resultado. As métricas apresentadas sdo baseadas em uma unica execugao da janela
deslizante para os métodos e-MVFTS, VAR e FIG-FTS, pois estes sempre retornam
o mesmo resultado para diferentes execuc¢des na mesma base de dados. Ja os métodos
MLP, FDSN,¢,, FDSN,., FDSN4,q e FKDSN, por terem uma natureza aleatéria, foram
executados 10 vezes e as médias das métricas das 10 execugoes foram consideradas. A
fungéo utilizada para estimar o tamanho de um objeto (classificador/regressor) em Python

esté disponivel na internet®.

4.1.3 Especificacdo dos Hiperparametros

Quanto aos hiperpardmetros empregados nos testes deste capitulo, os valores foram

os mesmos do trabalho de Severiano et al. (2021). O método VAR nao possui pardmetros

5 (https://code.activestate.com /recipes/546530/)



114 Capitulo 4. FEstudo de Caso de Métodos Offline

além do “atraso” da base de dados. O método e-MVFTS teve seus hiperparametros fixados
em limite de varidncia ro = 0,001 e distancia cumulativa o = 0,6. Os hiperparametros
do MLP foram obtidos de um grid de hiperparametros definido pelos autores, e a rede
resultante possui duas camadas ocultas, sendo a primeira com 512 elementos e a segunda
com 64, ambas com fungao de ativagao do tipo ReLU. A camada de saida possui fungao de
ativacao sigmoide e a rede toda foi treinada com o otimizador Adam, usando 300 épocas

de treinamento, com tamanho de lote de 64 amostras.

Ja para os métodos FKDSN e os baseados em FDSN, treinados com RK-ELM
e R-ELM, respectivamente, uma abordagem similar a empregada na Secao 3.4.1.4 foi
feita, seguindo os passos para uma comparacao justa entre os métodos. Neste trabalho
os hiperparametros foram definidos usando um grid, um método de busca e uma divisao
do conjunto de dados inteiro em 60% como amostras de treino e o restante para va-
lidagao, da mesma forma que os hiperparametros da MLP foram definidos originalmente.
O método de busca utilizado foi o 5-fold para os 4 métodos propostos neste trabalho,
e o grid de busca continha o parametro de regularizacao C, que era escolhido do con-
junto {272%;2719; . ;220} ntimero de médulos S do conjunto {1,2,...,10}, e ntimero
de neurdnios ocultos por médulo L do conjunto {10, 50, 100}. Para os métodos baseados
em FDSN, foram consideradas as fungoes de ativacao sigmoide, hard-limit, gaussiana e
multiquadrica, definidas pelas Equagoes 3.40, 3.41, 3.42 e 3.43, respectivamente. Ja para o
método FKDSN, foi considerado o kernel gaussiano com hiperparametro v escolhido do

conjunto {2720; 2719, 220}

4.2 Experimentos e Resultados

Nesta secao sao apresentados os resultados obtidos no framework disponibilizado

por Severiano et al. (2021), considerando as bases de dados Solar Energy e Wind Energy.

4.2.1 Base de Dados Solar Energy

Os valores da RMSE, SMAPE, tempo de treinamento e memoria necessaria para
armazenar os métodos obtidos no experimento considerando a base de dados Solar Energy
podem ser vistos na Tabela 13. Os hiperparametros encontrados pela validagao cruzada
realizada nesta base de dados podem ser vistos no Apéndice C. Os resultados apresentados
mostram que os métodos propostos neste trabalho foram superiores aos métodos testados
por Severiano et al. (2021) quando as métricas de meméria utilizada, SMAPE e RMSE
sdo consideradas. No caso do tempo de treinamento, o método VAR obteve o melhor valor,
enquanto os métodos FDSN, ¢, e FDSN,q atingiram um tempo aproximadamente 60%
maior. Outro ponto a ser destacado é que os resultados das técnicas e-MVFETS, VAR,
MLP e FIG-FTS foram aproximadamente iguais aos apresentados em (SEVERIANO et
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al., 2021).

Com relacao a métrica RMSE, o melhor valor foi obtido pelo método FDSN ¢y,
seguido do FKDSN e do VAR, onde os trés valores foram préximos, com a RMSE do
método VAR sendo 1,3% maior que a do método FDSN,¢,,. O bozplot das métricas obtidas
nas janelas deslizantes pode ser visto na Figura 23, onde as trés melhores medianas dos
boxplots ocorreram na mesma ordem das médias. E possivel notar que alguns outliers
foram obtidos nos métodos MLP e FDSN,,, o que pode ter prejudicado a RMSE média
destes métodos. Também é possivel ver, na Figura 24, o grafico da métrica RMSE ao
longo das janelas deslizantes, onde as técnicas aparentam seguir um padrao similar de
crescimento ou decrescimento do valor da métrica. Isto ocorre pois a cada janela deslizante
testada, um novo modelo é criado e treinado com as 4 semanas anteriores. Assim, as
técnicas nao aproveitam conhecimentos antigos ¢ sempre aprendem do mesmo conjunto de
dados. Se a janela de treino representar bem a janela de testes, a tendéncia é que haja
um decrescimento na métrica, e se ele nao for um bom representante, a tendéncia é um

aumento na métrica para todos os modelos.

Ja com relacao a métrica SMAPE, na qual o método proposto por Severiano et
al. (2021) se destacou nesta base de dados, o melhor valor obtido nos testes realizados
foi 0 do método FDSNg,q, seguido pelo FDSN,, e eeMVFTS. Ou seja, dois dos métodos
propostos neste trabalho atingiram métricas melhores que a técnica e-MVFETS. Da mesma
forma que com a métrica RMSE, os valores médios das 3 melhores técnicas foram similares,
com a SMAPE do método e-MVFTS sendo 3,6% maior que a do FDSNg,q. O bozplot das
métricas obtidas nas janelas deslizantes pode ser visto na Figura 25, onde as trés melhores
medianas dos bozplots ocorreram na mesma ordem das médias e também atingiram valores

similares, além de nao ter a presenca de pontos considerados outliers.

J& para a métrica de memoria necessaria para armazenar os modelos, os melhores
valores foram obtidos pelas técnicas FDSN,,, seguido de FKDSN e FDSN4. Vale notar
que FDSN,. ocupa cerca de 15% da memoéria ocupada pelas técnicas VAR e e-MVFTS,
obtendo valores similares de RMSE e SMAPE que estas técnicas. J& os demais métodos

propostos nesta tese ocupam aproximadamente metade da memoria ocupada pelas técnicas
VAR e e-MVFTS.

4.2.2 Base de Dados Wind Energy

Os valores da RMSE, SMAPE, tempo de treinamento e memoria necesséaria para
armazenar os métodos obtidos no experimento considerando a base de dados Wind Energy
podem ser vistos na Tabela 14. Os hiperparametros encontrados pela validacao cruzada
realizada nesta base de dados podem ser vistos no Apéndice C. Os resultados apresentados
mostram que os métodos propostos neste trabalho foram superiores aos métodos testados

por Severiano et al. (2021), com exce¢do do método VAR, quando as métricas SMAPE e
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Tabela 13 — Métricas obtidas nos testes realizados com o framework de Severiano ct al.
(2021) usando a base de dados Solar Energy

Método  Tempo Gasto (s) RMSE SMAPE Meméria (kB)
e-MVFTS 275.1237 0.0854 (0.0192) 21.2244 (3.9193) 466.5091
VAR 2.8247 0.0778 (0.0171) 25.5301(3.0819) 469.5000
MLP 275.7640 0.1060 (0.0305) 26.8517 (3.6858) 1747.8062
FIG-FTS 81.3255 0.0862 (0.0208) 26.6996(4.0626) 17281.8745
FDSNy i 4.7148 0.0768 (0.0173)  22.2618 (3.1421) 274.4145
FDSN, 4.4528 0.0860 (0.0262) 20.5068 (2.3832) 66.9766
FDSNgyq 10.0588 0.0868 (0.0196)  20.4811 (2.3429) 274.3828
FKDSN 5.7667 0.0771 (0.0173)  22.3923 (2.9858) 221.6641

Fonte: Produgao do préprio autor

Figura 23 — Bozplots das RMSE obtidas nos experimentos com a base de dados Solar

Energy
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RMSE séo consideradas. No caso do tempo de treinamento, o método VAR obteve o melhor
valor, enquanto os métodos FDSN,¢, ¢ FDSN,, atingiram um tempo aproximadamente
100% maior. Assim como ocorrido na base de dados Solar Energy, os resultados das técnicas
e-MVFTS, VAR, MLP e FIG-FTS foram aproximadamente iguais aos apresentados em
(SEVERIANO et al., 2021).

Com relagao a métrica RMSE, o melhor valor foi obtido pelo método VAR, seguido
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Figura 24 — Gréfico da RMSE obtidas nas janclas deslizantes do experimento com a base
de dados Solar Energy
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do FKDSN e do FDSN,., onde os trés valores foram préximos, com a RMSE do método
FDSN,. sendo 3,3% maior que a do método VAR. O bozplot das métricas obtidas nas
janelas deslizantes pode ser visto na Figura 26, onde as trés melhores medianas dos boxplots
ocorreram na mesma ordem das médias. E possivel notar que alguns outliers foram obtidos
em todos os métodos testados. Neste caso, porém, a maioria dos outliers foram inferiores ou
muito proximos aos quartis que formam os bozplots. Também é possivel ver, na Figura 27,
o grafico da métrica RMSE ao longo das janelas deslizantes, onde as técnicas aparentam
seguir um padrao similar de crescimento ou decrescimento do valor da métrica, de forma

similar ao ocorrido na Se¢ao 4.2.1.

Ja com relagao a métrica SMAPE, o melhor valor obtidos nos testes realizados foi o
do método VAR, seguido pelos métodos FKDSN e FDSN,¢,,. Ou seja, os métodos propostos
neste trabalho s6 foram inferiores do que o método VAR, obtendo melhores resultados que
os métodos e-MVFTS e FIG-FTS. Da mesma forma que com a métrica RMSE, os valores
médios das 3 melhores técnicas foram similares, com a SMAPE do método FDSN, ¢, sendo
1,8% maior que a do VAR. O boxplot das métricas obtidas nas janelas deslizantes pode
ser visto na Figura 28, onde as trés melhores medianas dos bozplots foram obtidas pelos
métodos VAR, FDSN,¢, e FKDSN, também com valores similares. Vale ressaltar que o
segundo e terceiro colocados na média das SMAPE foram o terceiro e segundo colocado na
mediana, respectivamente. Isto pode ter ocorrido devido aos outliers que podem ser vistos
no boxplot, que ocorreram em todas as técnicas, prejudicando o valor de suas respectivas

médias.

J& para a quantidade de memoria necessaria para armazenar os modelos, os melhores
valores foram obtidos pelas técnicas FDSN,,, seguido de FKDSN e FDSNg,q (empatado

com FDSN,4,). Vale notar que FDSN,, ocupa cerca de 10% da meméria ocupada pelas
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Figura 25 — Boxplots das SMAPE obtidas nos experimentos com a base de dados Solar

Energy
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técnicas VAR e 1% do e-MVFTS, obtendo valores similares de RMSE e SMAPE aos obtidos
por estas técnicas. J4 os demais métodos propostos nesta tese ocupam aproximadamente

20% da memodria ocupada pelo VAR e 2% da memoéria ocupada pelo e-MVFTS.

Tabela 14 — Métricas obtidas nos testes realizados com o framework de Severiano et al.
(2021) usando a base de dados Wind Energy

Método  Tempo Gasto (s) RMSE SMAPE Meméria (kB)
e-MVFTS 292.1506 0.1061 (0.0201) 33.6979 (11.7129) 0.9670

VAR 0.7570 0.0789 (0.0165) 28.0303 (8.8259) 0.0918

MLP 213.0365 0.1385 (0.0341) 35.4312 (8.4680) 1.7549
FIG-FTS 202.6340 0.1179 (0.0257) 32.2817 (6.4839) 74.2629
FDSN. 1.4881 0.0824 (0.0182) 28.5418 (8.7769) 0.0203
FDSN, 1.6270 0.0815 (0.0176)  28.5440 (8.8030) 0.0096
FDSNgyq 1.7880 0.0937 (0.0245) 30.3469 (8.7901) 0.0203
FKDSN 1.7792 0.0810 (0.0175) 28.3394 (8.8064) 0.0198

Fonte: Producao do préprio autor
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Figura 26 — Boxplots das RMSE obtidas nos experimentos com a base de dados Wind

Energy
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Figura 27 — Grafico da RMSE obtidas nas janelas deslizantes do experimento com a base
de dados Solar Energy
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Fonte: Producao do proprio autor.

4.3 Consideracoes Finais

Os trés métodos offline propostos neste trabalho foram testados no framework

publicado por Severiano et al. (2021) e obtiveram resultados satisfatérios utilizando o
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Figura 28 — Boxplots das SMAPE obtidas nos experimentos com a base de dados Wind

Energy
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mesmo procedimento de testes feito pelos autores. Na base de dados Solar Energy, métricas
melhores do que as obtidas pelos demais métodos foram alcancadas, tanto em memoria
utilizada quanto métricas de erro. Ja na base Wind Energy, o método VAR obteve os
melhores resultados, exceto no uso de memoria, o que ja havia ocorrido na publicagao
original de Severiano et al. (2021). De qualquer forma, os métodos propostos obtiveram
baixos tempos de treinamento, baixo uso de memoria, e métricas similares ou até melhores
que todos os métodos comparados nas duas bases de dados, o que pode indicar que eles
sao adequados para utilizacao em bases de dados de problemas reais e em situacoes com

uso restrito de meméria.

Vale destacar que os testes estatisticos aplicados no Capitulo 3 nao foram utilizados
neste capitulo pois eles nao foram originalmente empregados na publicacdo de Severiano et
al. (2021), além de que apenas duas bases de dados foram testadas (D = 2), o que significa
que a distancia critica que diferencia as técnicas assumiria um valor elevado, como mostra
a Equacao 3.36, que consideraria todas as técnicas similares. Além disso, segundo Demsar
(2006), alguns testes requerem suposicoes acerca da distribuicdo dos dados quando poucas
bases de dados sao utilizadas, e caso essa suposicao nao seja atendida, o teste pode falhar.

Assim, optou-se por ndo utilizar testes estatisticos neste experimento.
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5 Propostas considerando métodos Online

Neste capitulo é apresentada uma variacdo do método FDSN. Esta técnica é
chamada de Online Sequential Fast Deep Stacked Network (OSFDSN) e é um método
online de aprendizado de maquina. Ou seja, ele é capaz de adaptar seus pardmetros e/ou
sua arquitetura de acordo com a chegada de novos dados. Em seguida, experimentos sao
apresentados com o objetivo de avaliar o desempenho desta técnica em bases de dados

publicas.

5.1 Online Sequential Fast Deep Stacked Network

Nas Secoes 2.2.1 e 2.2.2 foram apresentados dois algoritmos baseados em ELM que
sao capazes de lidar com novos lotes de dados a medida que eles vao sendo disponibilizados
para o treinamento, o que torna possivel obter um modelo inicial antes do acesso a todos os
dados (quando possivel), e também uma adaptagdo a possiveis mudancas nas distribuigdes
destes. Além desses, outros métodos capazes de se adaptarem a novos dados e lidar com
mudangas na distribuicao dos dados (o chamado concept drift) foram apresentados nas
Secoes 2.2.3, 2.2.4, 2.2.5 e 2.2.6. A capacidade desses algoritmos de “atualizarem” seus
pardmetros para incluir informagoes novas no conhecimento ja adquirido pelos modelos é
uma caracteristica necessaria a um algoritmo sequencial (MINKU, 2011; POLIKAR et al.,
2001).

E possivel notar similaridades entre os modelos sequenciais, como o OSR-ELM e
o treinamento de uma FDSN. Ambos constroem um modelo inicial ¢ vao adicionando
informacoes na arquitetura inicial, onde a primeira técnica adiciona informacoes extraidas
de novos dados e o segundo de dados ja conhecidos, que é o conjunto fixo de amostras

(porém, apdés um processamento em moédulos anteriores).

J& o método Online Sequential Fast Deep Stacked Network (OSFDSN), proposto
neste trabalho, envolve, de certa forma, uma combina¢ao das técnicas FDSN com um
algoritmo de treinamento sequencial, como o OSR-ELM. Ou seja, é um modelo empilhado
(um ensemble de médulos) que tem a capacidade de adaptar a sua arquitetura quando um

novo lote de dados fica disponivel.

Além disso, seguindo a ideia dos métodos OWE, DOER e OEOA, as saidas dos
modulos de uma OSFDSN sao combinadas através de pesos para compor a saida final
do ensemble, o que pode ser considerado um mecanismo passivo de deteccao de drift,
permitindo o método a se adaptar a conceitos diferentes. O mecanismo empregado no

OSFDSN tem origem nos métodos DOER e OEOA, que sao especializados em tarefas de
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regressao. Portanto, o método OSFDSN também foca em tarefas de regressao. Da mesma
forma que o Learn*™.NSE, é considerado que a saida de médulos intermedidrios podem

contribuir para uma melhor predi¢ado em ambientes com concept drift.

O OSFDSN tem treinamento similar a uma FDSN: o primeiro moédulo é treinado
com os dados iniciais, e os proximos modulos sao treinados sequencialmente utilizando
entrada e saida do modulo anterior como entrada do atual, reutilizando alguns calculos
para acelerar a etapa de treinamento do método e um algoritmo baseado em ELM. No
caso do OSFDSN, um algoritmo online como o OSR-ELM é necessario. Porém, duas
principais diferencas devem ser destacadas. A primeira é que o método OSFDSN inicia
criando apenas um modulo, e pode adicionar um novo moédulo apenas quando receber um
novo lote de dados, enquanto o FDSN cria um ntmero fixo de moédulos com os mesmos
dados. A segunda diferenca ¢ que, como ja mencionado, o OSFDSN utiliza uma soma
ponderada da saida de seus modulos (incluindo os intermedidrios) ao invés de apenas

utilizar a saida do ultimo modulo da rede, como considera o FDSN.

Com estas caracteristicas, o OSFDSN serd capaz de reter conhecimento (conceito)
antigo, nos modulos iniciais, e os ultimos moédulos irao reter conhecimentos mais recentes.
E, através de diferentes ponderagoes (em instantes de tempo distintos), é possivel dar um
peso maior aos primeiros modelos caso um conceito antigo volte a ocorrer no futuro. Assim,
os membros do ensemble terao pesos diretamente relacionados com os seus respectivos

erros no lote de dados mais recente.

E possivel dividir o treinamento do OSFDSN em duas etapas. A primeira (etapa
de inicializa¢do) envolve treinar o médulo inicial do método utilizando os dados iniciais
D' = {X' y'} (que é armazenado para uso posterior) de treinamento, de uma forma
muito similar ao que é feito no FDSN. Vale notar que o peso inicial do primeiro médulo é
igual a 1, ou seja, 100% da saida da rede é dada pela saida do primeiro (e inico) médulo. J&
a segunda (etapa online/de atualizagdo) possui 3 passos, onde o primeiro envolve esperar
por um novo conjunto de dados D* = {X* y'}, com N amostras de n caracteristicas e um
alvo, o segunda passo avalia se 0 modelo ird apenas atualizar o seu moédulo mais recente
ou se ira adicionar um completamente novo, e no terceiro passo o algoritmo ira calcular os
erros dos médulos no lote D? e atualizar os pesos de cada médulo (tais pesos se referem a
ponderagao das saidas dos médulos). Finalmente, o lote armazenado é substituido pelo

mais recente D' e o procedimento volta para o passo 1 da etapa de atualizacio.

No segundo passo da etapa de atualizacao, o OSFDSN decide entre duas abordagens:
atualizar o médulo mais recente ou adicionar um novo médulo. Isto pode ser a critério do
usuario, onde ele pode escolher adicionar um moédulo sempre que um novo lote chegar,
de forma similar ao feito na técnica Learn™™ .NSE ou nunca adicionar novos modulos, e
o algoritmo funcionara como um tnico médulo treinado com OSR-ELM. Porém, neste

trabalho é proposta uma forma “gulosa” (no sentido computacional) entre as opgoes, onde
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o algoritmo ird considera-las (atualizar o médulo atual ou adicionar um novo) utilizando
D' mas avaliar o melhor desempenho em cima do conjunto de validagdo (que serd o
lote armazenado D'1), escolhendo aquele que obtém o melhor valor de uma métrica
(por exemplo, RMSE). No caso da adi¢do de novos mddulos, candidatos com diferentes

conjuntos de hiperparametros podem ser testados.

No terceiro passo da etapa de atualizacao, o OSFDSN checa o desempenho de todos
os médulos no lote D' (o mais recente), usando uma métrica de erro como a raiz do erro
quadratico médio (RMSE) ou o erro quadratico médio (MSE) em tarefas de regressao de
uma saida. Por exemplo, a métrica MSE do j-ésimo médulo pode ser calculada utilizando
a Equacao 5.1, onde gf é a salda do j-ésimo modulo referente a i-ésima amostra do lote

mais recente.

N
MSE; = 3 (u: — 1) (5.1)

i=1
O método constr6éi um vetor de erros Err = [Erry, ..., Errg] de acordo com as

métricas obtidas em todos os & médulos (se for MSE, Err; = MSE;). Com este vetor, os
pesos dos mddulos sao calculados usando a Equacao 5.2, de forma similar ao que ¢é feito
nos métodos DOER e OEOA. Vale ressaltar que apds calcular todos os j pesos w;, eles sao
normalizados para que a sua soma seja igual a 1. Segundo Soares e Aratjo (2015a), essa
estratégia de atualizacao de pesos atribui peso maior aos médulos com melhor desempenho,
enquanto reduz o impacto negativo dos médulos com os piores desempenhos no lote mais

recente.

Err; — median(Err)) (5.2)

Wi = o <_ median(Err)

Entre as vantagens de utilizar o OSFDSN estao o fato de que ele é um método
que se atualiza utilizando lotes e se aproveita das vantagens do FDSN e dos algoritmos
baseados em ELM, podendo adaptar sua arquitetura se julgar necessario (de acordo com
o desempenho nos conceitos mais recentes, lidando com concept drift) com baixo custo de
memoria e tempo reduzido de treinamento. Uma desvantagem de se utilizar o OSFDSN € a
impossibilidade de podar médulos, devido ao fato de ser uma abordagem empilhada (para
processar o k-ésimo modulo é necessério ter a informacao de todos os mdédulos anteriores),
sendo possivel podar apenas o ultimo moédulo da rede. Além disso, se um niimero maximo
de modulos nao for definido, o método pode crescer indefinidamente ao longo do tempo.
Vale notar, porém, que devido a construcao do FDSN, a adicdo de um modulo tem reduzido

impacto computacional (SILVA et al., 2020a) devido ao reaproveitamento de pesos.

O Algoritmo 4 resume como um modelo OSFDSN ¢ treinado, e o Algoritmo 5
mostra como a saida de um modelo OSFDSN é obtida. A Figura 29 apresenta uma
ilustracao de um modelo OSFDSN. Vale notar que OSFDSN com um ntmero méaximo de

modulos S =1 é uma SLEFN tnica treinada com o método baseado no ELM escolhido.
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Algoritmo 4: Algoritmo de treino do OSFDSN

1 Requer: Um algoritmo online baseado em ELM (OSR-ELM, por exemplo) e seus
hiperpardmetros; o nimero maximo de médulos S; o primeiro lote de dados
D' = (X' y'); A métrica de erro Err.

2 Etapa de Inicializacgao:

3 t=1; DV = D%

4 Treina o primeiro médulo usando o método baseado em ELM escolhido e D*.
5 Etapa de atualizacao:

6 repita

7 Passo 1:

8 Espera o novo lote D! = (X1 y*1) chegar.

9 Passo 2:

10 Copia o modelo atual e atualiza a coépia usando a etapa de atualizacao do
algoritmo online escolhido e o lote D!, Estima a saida do médulo
atualizado com relagdo ao lote de validagio DY e obtém a métrica Err,pq.

11 Se o numero atual de modulos for menor que S, faga:

12 Copia o modelo atual e adiciona um novo médulo ao modelo copiado
usando a abordagem do FDSN e D!, Estima a saida do novo médulo
quanto ao lote de validacdo DY e obtém a métrica Err,.,. Nesse
passo, diferentes novos médulos podem ser treinados (por exemplo,
utilizando hiperparametros diferentes) caso diferentes cépias sejam
feitas. A métrica a ser armazenada Er7,., sempre é a melhor métrica
obtida entre as opgoes.

13 se nao: Faca Erry., = oo (pior caso da métrica Err)

14 Atualiza o modelo atual com a op¢ao que obteve a melhor métrica entre
Errpey o Erry,g (por exemplo, o menor MSE), descartando as demais
opcoes.

15 Passo 3:

16 Calcula o erro de todos os mddulos com respeito ao lote mais recente D!
e constrdi o vetor Err = [Erry, ..., Errg]. Calcula os pesos de todos os
médulos usando a Equacio 5.2 e os normaliza, de modo que 3%, w; = 1.

17 Salva o lote atual como lote de validacdo: DY = D' ¢ =t 4 1;

18 até que o método seja terminado;

Algoritmo 5: Algoritmo de predicao do OSFDSN

1 Requer: Modelo OSFDSN com k médulos e dados de entrada X

2 Ache, para todos os k médulos, o vetor de saidas y! referente ao conjunto de
entrada X°.

3 Obtém a soma ponderada dos vetores y!, de todos os médulos: 9 = % | wyl.

4 Retorna a saida estimada g
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Figura 29 — Exemplo de arquitetura do OSFDSN. Retangulos preenchidos pela mesma cor
representam camadas do mesmo mddulo (uma SLEN), e circulos na cor verde
representam os dados de entrada originais. E possivel notar que a entrada e
saida do primeiro modulo sdo usadas para construir a entrada do segundo
modulo. Considerando que cada moédulo tem uma saida y, € R referente a
uma amostra xy, a saida do método OSFDSN ¢ dada por § = 3% | w;y;, onde

S w =1,
O O =
O Saida do
[ aYaYaYala e OSFDSN
6 T
= \
\
\ -

- [Omo

Fonte: Producao do préprio autor.

5.2 Experimentos Considerando Métodos Online

Nesta secao ¢ feita uma avaliacdo do método OSFDSN em diferentes situagoes. Na
Secao 5.2.1 sdo apresentados os conjuntos de dados, métricas e testes estatisticos utilizados,
especificacao dos parametros dos métodos e alguns detalhes de implementacao e execucao.
Na Secao 5.2.2 é feita uma analise das técnicas propostas considerando bases de dados
online com diferentes tamanhos de lotes, isto ¢, as amostras chegam em conjuntos com
diferentes tamanhos. Na Secao 5.2.3 sao feitos experimentos e comparacoes das técnicas
propostas em problemas de regressao com saidas unidimensionais, utilizando métricas e

testes de hipotese para avaliacao.

5.2.1 Metodologia dos Experimentos

Exceto quando explicitado, os conjuntos de dados de problemas de regressao
utilizados para avaliagdo das técnicas online propostas neste trabalho sao os apresentados
na Tabela 15. Todas os conjuntos de dados sao publicos e foram obtidos de problemas
reais, disponiveis em repositérios como o Keel (ALCALA—FDEZ et al., 2011), UCI (DUA;
GRAFF, 2017) e Weka Datasets (HALL et al., 2009), e ja foram utilizados em trabalhos

que envolvem métodos online de aprendizado de maquina.
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Tabela 15 — Bases de dados de problemas de regressao utilizados nos experimentos online,
ordenados pelos seus respectivos tamanhos. As colunas mostram o nimero de
amostras N da base, nimero de atributos d e uma indicacdo de um trabalho
em que clas foram utilizadas em uma abordagem de aprendizado online.

Conjunto #Amostras F#FAtributos Referéncia
(SOARES; ARAUJO, 2015a)
debutanizer 1836 7 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
(SOARES; ARAUJO, 2015a)
FriedmanGRA 2000 10 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
(SOARES; ARAUJO, 2015a)
FriedmanGnRG 2000 10 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
(SOARES; ARAUJO, 2015a)
FriedmanLA 2000 10 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
(SOARES; ARAUJO, 2015a)
Hyperplane 2000 10 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
quake 2175 3 Weka Datasets
Abalone 17 9 éIOIiSNOMOVSKA; GAMA; DZEROSKI,
Winequality 1808 " %IiSNOMOVSKA; GAMA; DZEROSKI,
Wind 6574 " S)IngOMOVSKA; GAMA; DZEROSKI,
Bank8fm 8192 8 (DUARTE; GAMA; BIFET, 2016)
Kin8nm 8192 8 (DUARTE; GAMA; BIFET, 2016)
Puma32h 8192 32 (DUARTE; GAMA; BIFET, 2016)
(SOARES; ARAUJO, 2015a)
SRU1 10000 5 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
(SOARES; ARAUJO, 2015a)
SRU2 10000 5 (SOARES; ARAUJO, 2015b)
(SOARES; ARAUJO, 2016)
Pol 15000 48 (DUARTE; GAMA; BIFET, 2016)
Elevators 16599 18 (DUARTE; GAMA; BIFET, 2016)
House_16H 22784 16 (DUARTE; GAMA; BIFET, 2016)
MV 40768 10 (DUARTE; GAMA; BIFET, 2016)

Fonte: Producao do préprio autor.

Vale notar que foram considerados apenas bases de regressao de saida unica devido

a restricoes de implementacao das técnicas incluidas nos experimentos. No caso, a base

SRU possui duas saidas, mas cada saida foi considerada separadamente nas bases SRU1 e

SRU2.
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As métricas e os testes estatisticos utilizados sao os mesmos apresentados na
Secao 3.4.1.2. Como métricas de avaliacao, foram utilizados o RMSE, o tempo de treina-
mento ¢ a quantidade de memoria necessaria para armazenar os modelos. J& os testes de

Friedman e Nemenyi foram utilizados nas anélises estatisticas dos resultados.

5.2.1.1 Detalhes da Implementacdo e Ambiente de Execucdo

Todos os métodos utilizados nos testes desta secao foram implementados no software
MATLAB 9.4 e executados em um computador com sistema operacional Ubuntu 18.04.3
LTS com processador Intel® Core™ i9-9900KF (8 ntcleos a 3.6 GHz) com 64 GB de
memoria RAM. Nenhum teste foi realizado com a ajuda de placas de processamento

grafico.

Como o teste agora envolve métodos online, a metodologia de um experimento
deve ser adequada a bases de dados cujas amostras chegam ao longo do tempo. O esquema
de avaliagdo escolhido foi o chamado de Prequential Evaluation Method (ou “ Test-then-
train”), usado em diversos trabalhos de métodos online, como (SOARES; ARAUJ 0, 2015a;
SOARES: ARAUJO, 2015b; SOARES; ARAUJO, 2016). Essa abordagem considera que a
base de dados terd lotes de tamanho fixo m (no caso deste trabalho, as bases de dados foram
divididas sequencialmente), que serdao enviados ao algoritmo de treinamento um por um.
Todos os lotes sao normalizados para que as suas m amostras tenham média zero e desvio
padrao igual a um. Quando o algoritmo recebe o lote D' = {X* y'}, o método prediz
uma safda g* a partir de X', que é comparada com a y* através de uma métrica (quanto
ao OSFDSN, esses passos sao feitos entre as linhas 8 e 10 do Algoritmo 4). Esta métrica é
armazenada, e D? é utilizado para que o método atualize seus pardmetros, adquirindo
novo conhecimento. Apos processar todos os lotes, a métrica final de um método em uma
base de dados é a média das métricas obtidas em cada um dos lotes recebidos. Todos os
experimentos foram repetidos 10 vezes com diferentes sementes aleatérias iniciais, obtidas
a partir de uma semente aleatoria tinica. Vale notar que as bases de dados sdo divididas
antes das repeticoes, entao em todas as execucgoes as mesmas condicoes de treinamento

sao fornecidas aos métodos.

Exceto quando explicitado, 11 métodos foram considerados nos experimentos deste
capitulo, através da combinac¢ao de arquiteturas, algoritmos de treinamento e técnicas de
inicializacdo de pesos. Tais métodos sao apresentados no Quadro 6. Vale ressaltar que entre
os métodos considerados, estaio o OWE, DOER, OEOA e Learn*™.NSE, que possuem
implementacao em MATLAB disponibilizada!, e duas variantes do OSFDSN. A primeira
delas, chamada de OSFDSN-v, é similar ao descrito no Algoritmo 4 com uma etapa inicial
de validacdo para definir os hiperparametros, onde sdo considerados o método OSR-ELM

para treinar uma SLFN com L neurdnios ocultos. Na etapa de inicializagdo, o OSFDSN-v

1 (https:/ /sites.google.com /site/symonesoares /home/codes-data-sets)
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utiliza validacao 5-fold no primeiro lote para determinar o melhor valor de C'. Caso ele
considere a possibilidade de adicionar um novo médulo ao modelo, a validacao hold-out é
utilizada para definir o melhor valor de C' do algoritmo OSR-ELM, usando o lote D! como
conjunto de treino e DY como conjunto de validacdo (neste caso, cada médulo pode possuir
um valor de C'). Apés atualizar o modelo (linha 14 do Algoritmo 4), seja atualizando o
tltimo moédulo ou adicionando um novo, os pesos de saida? do OSFDSN também serao
atualizados. Este procedimento pode ser visto no Algoritmo 4. Uma variante do OSFDSN
similar ao OSFDSN-v também foi considerada, onde a validacao cruzada para definir o
valor de C' é feita apenas no primeiro lote, permanecendo fixo (nos médulos seguintes)
enquanto o método existir. Este método é chamado de OSFDSN-v-i. Os cédigos utilizados
neste trabalho podem ser consultados em (https://doi.org/10.17632/y5ytz6kydf.1)

Quadro 6 — Métodos considerados nos experimentos realizados.

Nome Associado | Arquitetura | Algoritmo de Treinamento | Inicializacao de Pesos
OSFDSN-v, iy, rfm
OSFDSN-v,, OSFDSN-v + OSR-ELM ae
OSFDSN-v4q svd

OSFDSN-v-i,4 OSFDSN rfm
OSFDSN-v-i,, OSFDSN-v-i + OSR-ELM ae

OSFDSN-v-igq svd
Learn®™" .NSE | Learn™t.NSE -

OWE OWE SIMPLS -
DOER DOER -
OEOA OEOA OSELM .
kNN - kNN -

Fonte: Produgao do préprio autor.

5.2.1.2 Especificagdo dos Hiperparametros

Os métodos OWE e Learn*™.NSE usam como método base (isto é, cada um dos
membros dos seus ensembles é treinado usando este método) o algoritmo Straightforward
Implementation of Partial Least Square Regression (SIMPLS) (JONG, 1993), que é uma
abordagem alternativa a regressao por minimos quadrados parciais. J& DOER e OEOA
utilizam o algoritmo OS-ELM como método base. Eles possuem um nimero maximo de
modelos no ensemble igual a S = 15, e utilizam um lote de tamanho m = 20 (exceto
nos testes da Secao 5.2.2, que consideram diferentes valores para m). Os métodos que
utilizam o OS-ELM usam L = 20 neuré6nios e func¢ao de ativagao sigmoide em cada membro
do ensemble. Embora OWE, DOER e OEOA sejam métodos que analisam amostra por

amostra, cles armazenam uma jancla de amostras de tamanho m para que clas sejam

2 Para evitar confusio, “pesos de saida” se referem aos pesos que multiplicam as saidas dos médulos

para encontrar a saida final do método OSFDSN.
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utilizadas para retreinar os métodos, caso necessario. Todos estes pardmetros foram

definidos nas implementacdes originais disponibilizadas®.

Com relacao ao método OSFDSN, os mesmos valores de m e L utilizados pela
implementacdo do OWE, DOER e OEOA foram considerados, exceto quando explicitado.
Como o i-ésimo médulo do OSFDSN depende do mddulo anterior (i — 1), a substituicao de
moédulos intermediarios nao é possivel, o que limita a uma substituicao de apenas do 1ltimo
modulo ou que todo o modelo seja retreinado. Nenhuma dessas duas abordagens é desejada
para um método sequencial, ja que no primeiro caso ha uma perda de informacao de
conceitos recentes, e no segundo caso toda a informagao ja aprendida ¢ descartada. Ou seja,
se o nimero maximo de médulos das técnicas baseadas em OSFDSN for limitado, todos
os conceitos que aparecem depois do modelo atingir o niimero maximo obrigatoriamente
estariam “incorporados” no tiltimo moédulo, o que também pode nao ser uma boa abordagem
para lidar com conceitos antigos e/ou recorrentes. Assim, limitar o valor S do OSFDSN
pode afetar consideravelmente o seu desempenho em situagoes nao estacionarias. Portanto,
os métodos baseados em OSFDSN irao possuir S = oo. Isto, porém, pode afetar o uso
de memoria do método e o seu tempo de treinamento, ja que nao ha um limite para o
tamanho dos ensembles, mesmo que o custo de memoria para adicionar um novo modulo
seja pequeno devido ao aproveitamento de pesos da técnica. Vale ressaltar que as demais
técnicas consideradas possuem a capacidade de substituir mdédulos e possuem limitagao de

modulos, conforme as propostas de seus respectivos autores.

O método OSFDSN utiliza o algoritmo OSR-ELM, que necessita de um hiper-
parametro de regularizacio C, escolhido do conjunto {272,271 .. 2201 ¢ uma funcao
de ativacao, escolhida entre as fun¢oes sigmoide, hard-limit, gaussiana e multiquadrica,
ambos escolhidos na etapa de validacao cruzada. Vale destacar que o OSR-ELM ¢é uma
versao mais robusta do OS-ELM (HUYNH; WON, 2011; SHAO; ER, 2016), e por isso
foi escolhida como algoritmo de treinamento do OSFDSN. No caso do OSFDSN-v-i, a
funcao é definida apenas no primeiro lote e utilizada ao longo de todo o modelo. Ja no
OSFDSN-v, a funcao de ativagdo de um moédulo adicionado pode mudar, a depender do
novo modulo adicionado, que é escolhido através de validagao cruzada. Assim, o grid
de hiperparametros testado nas etapas de validacao cruzada é o mesmo utilizado nos
experimentos do Capitulo 3. Quanto ao método kNN, o valor de k foi escolhido entre os

valores {3,5,7,9,11, 13,15}, também utilizando valida¢ao cruzada (no primeiro lote).

5.2.2 Analise considerando tamanhos de lotes distintos

Nesta secao sao apresentados experimentos dos métodos OSFDSN-v,¢,,, OSFDSN-v-
irfm, OSFDSN-v,., OSFDSN-v,q, OSFDSN-v-i,, e OSFDSN-v-igq, descritos na Se¢ao 5.2.1.1,

3 (https://sites.google.com /site/symonesoares/home/codes-data-sets)
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para diferentes tamanhos de lotes de amostras, sempre com 20 neurdnios ocultos por

modulo.

Os resultados de quatro bases de dados da Tabela 15 foram selecionados para este
experimento. Duas das bases, FriedmanGRA e Hyperplane, sdo bases de dados sintéticas
com duas mil amostras e com ocorréncia de concept drift. A primeira delas possui drift do
tipo global, recorrente ¢ abrupto, enquanto a segunda possui drift gradual e nao recorrente,
além de ruido (SOARES; ARAUJO, 2015a). J& as outras duas bases, Elevators e SRUI,

sao bases de dados de problemas reais, sem informagoes sobre concept drift.

Cada base de dados escolhida foi dividida em lotes de tamanho fixo, e testada pelos
6 métodos citados. Os tamanhos de lote utilizados foram 10, 20, 30, 40, 50, 60, 70, 80, 90,
100, 150, 200, 250, 300, 350, 400, 450 e 500 amostras. Desta forma, ¢ possivel analisar o
desempenho das técnicas em métricas distintas nestes tamanhos. Vale lembrar que, quanto
maior o tamanho do lote, menor a capacidade de adaptacao dos modelos a variacoes mais
bruscas nos conceitos da base de dados, menor o tempo de treinamento (menos lotes
processados) e menor o uso de meméria das técnicas testadas (menos possibilidades de

adi¢ao de novos maddulos).

As métricas de RMSE, tempo de treinamento ¢ nimero de bytes utilizados para
armazenar tais técnicas sao apresentadas nas Figuras 30, 32 e 33, respectivamente. Os
métodos OSFDSN-v,¢,, OSFDSN-v-i.¢,, OSFDSN-v,,, OSFDSN-v-i,,, OSFDSN-v4 .4 €
OSFDSN-v-igq sao representados pelas cores vermelha, verde, azul, rosa, amarela e preta,

respectivamente.

Com relacdo ao RMSE, é possivel ver dois comportamentos distintos. O primeiro,
que ocorreu nas bases FriedmanGRA e FElevators, em que os maiores valores de erro
sao obtidos utilizando tamanhos de lotes pequenos, enquanto os erros decrescem com
o aumento do ntmero de amostras. O segundo comportamento é observado nas bases
Hyperplane e SRU1, que envolve um erro elevado com lotes muito pequenos, porém ha

uma tendéncia de crescimento da métrica com o aumento do tamanho do lote.

E possivel que esses dois comportamentos sejam causados pelas naturezas distintas
das bases de dados. Considerando a base de dados Hyperplane, que possui drift gradual e,
portanto, o seu conceito varia ao longo do tempo, processar mais amostras por vez fez com
que o método nao se adaptasse a tempo, elevando a métrica de erro. Ja na base de dados
FriedmanGRA, que possui drift abrupto e recorrente, nao houve uma grande variacdo na
métrica de erro a partir de 50 amostras por lote. O drift desta base de dados é abrupto
mas ocorre apenas duas vezes ao longo da base de dados, o que pode significar que as
técnicas foram capazes de se adaptar logo que o drift ocorreu. Comportamentos similares
aos encontrados nas bases Hyperplane e FriedmanGRA, que sdo sintéticas e cujo drift é

conhecido, foram obtidos nas bases de dados SRU1 e Elevators, respectivamente.
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Figura 30 — Métrica RMSE obtida nos métodos propostos para diferentes tamanhos de

lote?.
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Fonte: Producao do préprio autor

O fato de usar lotes pequenos envolve a criagao de modelos com pouca informagao
aprendida, ja que eles devem extrair o seu conhecimento desse pequeno niimero de amostras,
que podem nao representar bem a base de dados e obter modelos inadequados devido
a pequena quantidade de amostras. Assim, erros elevados foram obtidos em ambos os
comportamentos. Ja a utilizacao de lotes grandes proporciona muitas amostras para cada
modelo (incluindo o modelo inicial) extrair informagoes, além dos dados possivelmente
representarem melhor o problema abordado. Isto os torna mais robustos (aprendem melhor
o0 conceito), mas também reduzem a sua velocidade de adaptagdo a novos conceitos. Numa
situacao pratica, esperar um lote chegar por inteiro pode levar um longo periodo de tempo,

sendo que o método nao se atualizaria neste periodo.

Como dois comportamentos distintos foram observados, um experimento foi feito
para avaliar o quao dindamicas as bases de dados analisadas sao. Para isso, 10 lotes
igualmente espagados (isto é, o primeiro, o lote localizado aproximadamente em 10%

do total de amostras da base de dados, o préximo em 20%, e assim por diante) e com
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100 amostras distintas foram analisados utilizando Anélise de Componentes Principais.
Assim como no Capitulo 4, um experimento foi realizado para analisar as caracteristicas
dindmicas da base de dados. A componente principal da base de dados foi extraida
utilizando todos os dados, e cada um dos lotes foi projetado para a base vetorial composta
apenas desta componente, o que resulta em um vetor de 100 niimeros por lote. Os bozplots

da componente principal de cada lote sdo apresentados na Figura 31.

Figura 31 — Analise de Componentes Principais nas bases de dados analisadas.
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Fonte: Producgao do préprio autor

Com relagdo as bases de dados FriedmanGRA e Elevators, é possivel notar que
as componentes principais dos lotes permanecem aproximadamente com as mesmas dis-
tribui¢oes, como mostram as Figuras 31a e 31c, respectivamente. Os métodos analisados
necessitaram de um valor minimo de amostras para aprender sobre tais bases de dados, e

o erro permaneceu constante caso o tamanho do lotes aumentasse.

J& para as bases de dados Hyperplane e SRU1, é possivel notar que a componente

principal da base Hyperplane obteve um comportamento similar ao das bases FriedmanGRA
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e Elevators, enquanto a componente principal da base SRU1 passou por diversas alteracoes
em sua distribuicdo. Como a base SRU aparenta variar suas caracteristicas de forma
acentuada, a tendéncia é que as técnicas apresentem erros maiores quando utilizadas em
conjunto com lotes maiores, como foi o caso apresentado na Figura 30d. E possivel, também,

que a base Hyperplane apresente caracteristicas mais dindmicas em outras componentes

principais, ou ainda utilizando outras formas de reducao de dimensionalidade.

No que diz respeito ao tempo de treinamento dos métodos e nimero de bytes
ocupados pelos modelos, o mesmo comportamento foi obtido para as 4 bases de dados
com pequenas oscilagdes, como pode ser visto na Figura 32. Quanto mecnos amostras
por lote, e consequentemente mais lotes, maior o ntimero de atualizacoes dos pesos e
possibilidades de adi¢do de novos modulos ao ensemble dos métodos. Quanto mais modulos,
mais processamento e¢ mais bytes sao requeridos pelo modelo. Assim, uma espécie de
decaimento cujo comportamento é similar a uma exponencial negativa foi obtido nas duas

métricas, caindo rapidamente com o aumento do tamanho do lote.

Figura 32 — Tempo de treinamento dos métodos propostos para diferentes tamanhos de
lote. Para melhor visualizacao, o eixo vertical esta em escala logaritmica.
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Numericamente, os métodos OSFDSN-v levaram cerca de 5 segundos para processar
as bases sintéticas de 2000 amostras divididas em lotes de tamanho 10 e cerca de 1 segundo
para processar estas mesmas bases, mas divididas em lotes de 50 amostras. Apds 150
amostras por lote, houve pouca variacao de tempo de processamento. Ja para aa bases
Elevators e SRU1, cerca de 100 e 60 segundos, respectivamente, foram necessarios quando

lote de tamanho 10 foi considerado, e 10 e 7,5 segundos, respectivamente, para as mesmas
bases divididas em lotes de tamanho 50.

Figura 33 — Niimero de bytes para armazenar os métodos propostos para diferentes ta-

manhos de lote. Para melhor visualiza¢ao, o eixo vertical estd em escala
logaritmica.
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Fonte: Producao do proprio autor

Considerando o uso de memoria, os métodos ocuparam cerca de 350 kilobytes nas
bases de dados sintéticas de 2000 amostras com tamanho de lote 10, mas quando este
valor aumenta para 20 a 30 amostras, o tamanho dos modelos se reduz a cerca de 25
kilobytes, permanecendo proximo a este valor para lotes maiores. J4 para as bases com
mais amostras, um comportamento similar foi obtido, onde um tamanho de lote proximo

a 30 atinge um uso de memoria de cerca de 10% do uso de meméria da mesma técnica na
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mesma base de dados, mas dividida em lotes de 10 amostras. Vale notar que o tamanho

do modelo é diretamente proporcional ao nimero de modulos adicionados aos métodos.

Nos testes realizados, foi possivel observar dois comportamentos distintos com
relacdo ao erro quadratico médio nas bases de dados. Em um deles foi observado que o
tamanho do lote ndo altera muito a métrica, desde que um niimero minimo de amostras
seja utilizado, e no outro foi notado que lotes de tamanho maior implicam em um maior
erro. No que diz respeito ao tempo de treinamento e uso de memoria, o comportamento
observado era esperado, pois quanto mais amostras por lote, e consequentemente um
ntmero menor de lotes, menos intervencgoes na arquitetura dos métodos baseados no

OSFDSN sao feitas, o que reduz o tempo de treinamento e uso de memoria das técnicas.

5.2.3 Andlise por Teste de Hipotese
5.2.3.1 Considerando Bases Menores e os métodos DOER e OEOA

Nesta se¢ao sao apresentados os resultados dos métodos citados na Se¢ao 5.2.1.1
nas bases de dados de até 8000 amostras da Tabela 15. Restringindo a estas bases, os
métodos DOER e OEOA foram incluidos nos testes. A utilizacdo destas técnicas em bases
de dados com grandes quantidades de amostras é dificultada devido ao elevado tempo de
processamento das implementac¢oes dos métodos, mesmo em computadores modernos e,
portanto, os testes com elas foram limitados a bases pequenas. Devido a implementacao
do DOER e OEOA utilizarem apenas a fun¢ao de ativagao sigmoide, os métodos baseados

em OSFDSN foram limitados a esta fun¢ao neste teste.

Os valores de RMSE e os hiperparametros encontrados nos experimentos realizados
podem ser vistos no Apéndice D. Destaca-se que nao é possivel indicar um conjunto
unico de hiperparametros para as execugoes dos métodos, devido a natureza dinamica
dos mesmos. Ou seja, o hiperparametro de regulariza¢ao obtido nos modulos do método
OSFDSN-v podem ser diferentes devido a utilizagao do k-fold. Ja para os métodos OSFDSN-
v-i, embora utilizem apenas um conjunto de hiperparametros em todos os membros do
ensemble, eles podem ser diferentes em diferentes execugdes (com sementes aleatérias
distintas). Assim, apenas o nimero médio de médulos destas técnicas é apresentado na
Tabela 40 do Apéndice D. Os hiperparametros utilizados nas demais técnicas foram os

disponibilizados nas implementacgoes fornecidas.

A Tabela 16 mostra os ranks médios obtidos por cada método referentes a métrica
RMSE, assim como os valores médios desta métrica. E possivel notar que uma métrica
média menor nao implica em um melhor rank, ja que podem ter sido obtidos outliers que
deterioraram a métrica média, mas nao o rank. Os graficos das RMSE obtidas podem ser
vistos na Figura 34, onde valores fora do intervalo apresentado foram ocultados para uma

melhor visualizacao.
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Figura 34 — RMSE obtidas nos experimentos com problemas de regressao online para
bases de dados de até 8000 amostras.
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Tabela 16 — Ranks médios (Rank) ¢ métrica RMSE no formato “média (desvio padrao)”
dos métodos testados nas bases de dados da Tabela 15 de até 8000 amostras.
Os métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank RMSE Mediana do RMSE
OSFDSN-vg,q  4,0000 0,74 (0,17) 0,6871
OSFDSN-v-igyq  4,1667 0,76 (0,20) 0,6889

OEOA 4,1667 0,71 (0,16) 0,6390
OSFDSN-v-i,5,,  4,3333 0,78 (0,26) 0,6532
OSFDSN-v,,  4,3889 0,78 (0,25) 0,6608

DOER 4,5000 0,71 (0,16) 0,6357

OWE 6,3333 0,80 (0,27) 0,6517
kNN 8,1111 0,83 (0,19) 0,7615
OSFDSN-v,.  8,3333 1,11 (0,62) 0,8741
Learnt™ NSE  8,4444 0,90 (0,38) 0,7422
OSFDSN-v-i,,  9,2222 1,42 (1,08) 0,9158

Fonte: Producao do préprio autor.

Os resultados apresentados na Tabela 16 mostram que, para problemas de regressao
online, os métodos baseados em OSFDSN com inicializa¢ao ortogonal de pesos atingiram
os melhores ranks, seguido pelos métodos baseados em OSFDSN com inicializagao aleatéria
de pesos (empatados com o OSFDSN-v-igq) e pelo método OEOA. Este resultado pode
indicar que os métodos empilhados propostos neste trabalho também podem ser adequados
para utilizacao em problemas de regressao online. No caso deste experimento, a utilizacao
de métodos de inicializacao de pesos melhorou o rank médio, quando o método ortogonal
¢ utilizado, mas também piorou consideravelmente, quando a inicializacao por autoencoder

foi utilizada. As demais técnicas utilizadas como referéncia obtiveram ranks intermediérios.

Vale notar que as médias dos RMSE néo foram muito distantes um dos outros. O
mesmo aconteceu com as medianas, que também podem ser conferidas na Tabela 16. A
maior mediana, obtida pelo método OSFDSN-v-i,., foi cerca de 48% maior que a menor
mediana, obtida pelo OEOA.

O teste estatistico de Friedman (DEMSAR, 2006) foi aplicado nos resultados
obtidos, considerando uma hipétese de que os métodos sao equivalentes, usando um nivel
de significAncia de 5%. O teste obteve um valor-p = 6,78 - 1072, rejeitando a hipétese.
Assim, o teste de Nemenyi foi utilizado, cujo resultado pode ser visto na Figura 35. A
distancia critica, neste caso, foi de 5,0328, ou seja, métodos cuja diferenca de ranks é maior
que este valor nao sao equivalentes. O teste indica que o método OSFDSN-v-i,. nao é
estatisticamente similar ao método OSFDSN-vg,q, que tem melhor rank. Os demais foram

considerados estatisticamente equivalentes.

Com a finalidade de comparar o desempenho entre métodos de inicializacao de pesos,

as métricas RMSE obtidas neste experimento foram divididas em 3 grupos, chamados

” W

de “rfm”, “ae” e “svd”, onde cada grupo contém apenas os resultados dos métodos que
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Figura 35 — Teste de Nemenyi utilizando a métrica RMSE dos métodos testados nas bases
de dados da Tabela 15 de até 8000 amostras.
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Fonte: Producao do proéprio autor.

utilizam a respectiva técnica de inicializacao de pesos. Os 3 grupos foram comparados
utilizando o teste estatistico de Wilcoxon unicaudal a esquerda. Ou seja, se a hipdtese
nula for rejeitada apenas ao considerar qualquer par de grupos, a mediana das diferencas
dos resultados é considerada menor que zero, e as métricas de RMSE do primeiro grupo
sdo inferiores (menor erro quadréatico). Ao comparar os trés grupos par a par, a hip6tese
nula foi rejeitada ao comparar os grupos “svd” e “rfm” com o grupo “ae”, com valores de
estatistica de 0,0006 e 0,0001, respectivamente. Isso significa que os grupos dos métodos
que utilizam inicializagdo de pesos ortogonais ou pesos aleatérios foram considerados

estatisticamente superiores ao grupo dos métodos com inicializagdo por autoencoder.

O mesmo teste foi repetido, porém dividindo os métodos em 2 grupos, com a
finalidade de avaliar as variantes do algoritmo proposto. Tais grupos foram chamados de
“OSFDSN-v” e “OSFDSN-v-i”. Neste caso, a hipotese nula foi rejeitada ao comparar os
dois grupos, com valor de estatistica de 0,0367, respectivamente. Isso significa que, para os
problemas de regressao analisados, OSFDSN-v foi considerado estatisticamente superior
aos métodos OSFDSN-v-i.

O tempo gasto para treinar cada modelo também foi analisado, onde os valores
obtidos podem ser encontrados no Apéndice D. Os ranks médios foram calculados e sao
apresentados na Tabela 17, onde os métodos online propostos obtiveram os melhores ranks.
O teste de Friedman foi aplicado, e a hipétese nula de que os métodos sao equivalentes
foi rejeitada com valor-p = 2,83 x 10713, Devido a auséncia de uma etapa de treinamento
no método kNN (ele s6 precisa armazenar as novas amostras), a analise estatistica o

desconsidera. Com isso, o teste de Nemenyi foi feito e a distancia critica de 4,5158 é
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mostrada na Figura 36, que indica que os métodos baseados em OSFDSN-v-i propostos
foram considerados estatisticamente equivalentes apenas aos métodos OSFDSN-v, sendo
mais rapidos do que os demais, com excecao do método OSFDSN-v-igq que foi considerado

similar ao método Learnt™.NSE.

Tabela 17 — Ranks médios (Rank) e tempo de treinamento no formato “média (desvio
padrao)” dos métodos testados nas bases de dados da Tabela 15 de até 8000
amostras. Os métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank  Tempo de treinamento (s)
OSFDSN-v-i,p, 12222 0,39 (0,20)
OSFDSN-v-i,. 1,778 0,42 (0,24)
OSFDSN-v-isq  3,0000 0,46 (0,25)
OSFDSN-vaq  4,7778 4,64 (2,52)
OSFDSN-v,¢,  5,1111 4,70 (2,59)
OSFDSN-v,.  5,1111 4,64 (2,53)
Learn™ .NSE  7,0000 15,09 (11,83)

OWE 8,0000 278,10 (220,16)

DOER 9,0000 2926,53 (1575,34)

OEOA 10,0000 2936,33 (1575,90)

Fonte: Producao do préprio autor.

Figura 36 — Teste de Nemenyi utilizando o tempo de treinamento dos métodos testados
nas bases de dados da Tabela 15 de até 8000 amostras.
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Fonte: Produc¢ao do préprio autor.

Analisando os valores de tempo de treinamento, os métodos baseados em OSFDSN-
v-i atingiram um tempo de treinamento de cerca de 10% do tempo médio dos métodos
baseados em OSFDSN-v, 2,6% do tempo gasto pelo Learn™.NSE e 0,14% do tempo gasto

pelo método OWE. Os demais métodos, levaram, em média, 10 vezes mais tempo que o
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OWE, o que pode se tornar um problema se a aplicacao lidar com dados em alta frequéncia

(ou em simulagoes com bases de dados com muitos lotes).

Uma andlise similar foi feita com o tamanho do modelo (ntimero de bytes que ele
necessita para ser armazenado). De forma similar ao ocorrido nos testes que envolvem
tempo de treinamento, os métodos baseados em OSFDSN-v-i obtiveram os melhores ranks,
como pode ser visto na Tabela 18°. O teste de Friedman foi aplicado, e a hipétese nula de
que os métodos sao equivalentes foi rejeitada com valor-p = 6,29 - 107!, Com isso, o teste
de Nemenyi foi feito e a distancia critica de 5,0328 é mostrada na Figura 37, que indica
que o método OSFDSN-v-i,p,, que obteve melhor rank, s foi considerado estatisticamente
equivalente aos métodos OSFDSN-v-i e ao OWE, sendo considerado estatisticamente

menor do que os demais.

Tabela 18 — Ranks médios (Rank) e tamanho do modelo em kilobytes no formato “média
(desvio padrao)” dos métodos testados nas bases de dados da Tabela 15 de
até 8000 amostras. Os métodos estao ordenados pelo rank médio, de forma

crescente.

Método Rank  Tamanho do modelo (kilobytes)
OSFDSN-v-iyg,  1,2778 18,37 (8,28)
OSFDSN-v-i,,  2,0556 20,54 (10,03)
OSFDSN-v-igyq  3,6667 25,48 (11,02)

OWE 3,8889 27,68 (1,52)
OSFDSN-vim  6,3333 74,96 (47,06)
Learn™".NSE  6,5556 46,85 (10,28)

DOER 7.4444 64,22 (9,60)
OSFDSN-v,,  7,8889 82,11 (48,77)

OEOA 8,0000 64,30 (9,71)
OSFDSN-v..q  8,2222 84,58 (49,26)

kNN 10,6667 293,46 (216,96)

Fonte: Producao do préprio autor.

Vale destacar que os métodos baseados em OSFDSN-v e OSFDSN-v-i ndo possuem
limitacao de ntimero de médulos e, portanto, poderiam ter crescido indefinidamente. O
método OSFDSN-v-i obteve os melhores ranks nestes testes com bases de dados de até
8000 amostras, mas o seu desempenho pode ser inferior em testes com bases de dados
com mais amostras. O método OSFDSN-v, mesmo lidando com “poucos” lotes, utilizou
uma quantidade elevada de memoria em comparacao as demais técnicas, sé precisando de

menos memoria que o método kNN.

Quanto aos valores numéricos, a quantidade de memoria necessaria para armazenar

as redes OSFDSN-v-i treinada foi, em média, de aproximadamente 80%, 50%, 33% e 25%

5 O ntimero apresentado de bytes se refere a implementacdo realizada neste trabalho em MATLAB,
sem muita preocupagao com otimizagdo de cédigo e memoria. As implementagdes dos métodos OWE,
DOER e OEOA foram obtidas diretamente do site dos autores dos mesmos. Valores diferentes podem
ser obtidos em outras implementagoes.
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Figura 37 — Teste de Nemenyi utilizando o tamanho do modelo em bytes dos métodos
testados nas bases de dados da Tabela 15 de até 8000 amostras.
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do que foi utilizada para os métodos OWE, Learn™t.NSE, DOER/OEOA e OSFDSN-v,
respectivamente. O método kNN, cujo “treinamento” é armazenar toda a base de dados,

usou cerca de 15 vezes mais memoria do que a utilizada pelos métodos OSFDSN-v-i.

5.2.3.2 Considerando Todas as Bases Levantadas

Nesta se¢ao sao apresentados os resultados dos métodos citados na Se¢ao 5.2.1.1
em todas as bases de dados da Tabela 15. Como o teste inclui bases de dados com mais de
40 mil amostras, as técnicas descritas na Se¢do 5.2.1.1, com excecao da DOER e OEOA,
foram testadas. A funcdo de ativagdo dos métodos baseados no OSFDSN-v e OSFDSN-v-i
foram escolhidas entre as quatro funcoes de ativagao citadas na Sec¢ao 5.2.1.2 nas suas

respectivas etapas de validacao cruzada.

Os valores de RMSE e hiperparametros encontrados nos experimentos realizados
podem ser vistos no Apéndice E. Assim como citado na Secao 5.2.3.1, apenas o ntimero
médio de médulos dos métodos propostos ¢ apresentado na Tabela 44 do Apéndice E,
pois os mesmos podem ter conjuntos diferentes nas varias execucoes, ja hiperparametros

utilizados nas demais técnicas foram os disponibilizados nas implementagoes fornecidas.

A Tabela 19 mostra os ranks médios obtidos por cada método referentes a métrica
RMSE, assim como os seus valores médios. E possivel notar que uma média menor nao
implica em um melhor rank, ja que podem ter ocorridos outliers que deterioraram a métrica
média, mas nao o rank. Os graficos das RMSE obtidas podem ser vistos na Figura 38,

onde valores fora do intervalo apresentado foram ocultados para uma melhor visualizacao.
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Figura 38 — RMSE obtidas nos experimentos com problemas de regressao online para
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Tabela 19 — Ranks médios (Rank) ¢ métrica RMSE no formato “média (desvio padrao)”
dos métodos testados nas bases de dados da Tabela 15. Os métodos estao
ordenados pelo rank médio, de forma crescente.

Método Rank RMSE Mediana da RMSE
OSFDSN-vg,q 1,6389 0,50 (0,17) 0,4852
OSFDSN-v-igq  3,3889 0,53 (0,17) 0,5189

kNN 3,4444 0,49 (0,16) 0,4450
OSFDSN-v,g,  3,7778 0,60 (0,26) 0,5765
OSFDSN-v,,  4,6944 0,64 (0,27) 0,6691

OSFDSN-v-i,5,, 4,9167 0,62 (0,26) 0,5952

OWE 7,3889 0,89 (0,33) 0,9213
OSFDSN-v-i,,  7,8056 1,30 (1,44) 0,9860
Learn™t.NSE  7,9444 0,91 (0,32) 0,8683

Fonte: Producao do préprio autor.

Os resultados apresentados na Tabela 19 mostram que, para problemas de regressao
online, os métodos OSFDSN-v,,q € OSFDSN-v-igq atingiram os melhores ranks, seguido
pelo método kNN e, em seguida, pelo OSFDSN-v,, e OSFDSN-v,,. Assim como na
Secao 5.2.3.1, os resultados considerando todas as bases de dados indicam que os métodos
empilhados propostos neste trabalho podem ser adequados para utilizacao em regressao
online em bases de dados maiores, principalmente quando utilizados em conjunto com
método ortogonal de inicializacdo de pesos. Da mesma forma, a utilizagdo do método por
autoencoder piora o rank das técnicas, quando comparado com a inicializacao aleatoria.
Quanto as técnicas utilizadas para comparacao, o Learn™.NSE, OWE e kNN obtiveram

0 nono, sétimo e terceiro melhor rank, respectivamente.

Vale notar que as médias das métricas nao foram muito distantes uma das outras.
O mesmo aconteceu com as medianas, que também podem ser conferidas na Tabela 19. A
maior mediana, obtida pelo método OSFDSN-v-i,,, foi cerca de 120% maior que a menor

mediana, obtida pelo método kINN.

O teste estatistico de Friedman (DEMSAR, 2006) foi aplicado nos resultados
obtidos, considerando uma hipdtese de que os métodos sao equivalentes, usando um nivel
de significAncia de 5%. O teste obteve um valor-p = 3,18 - 10717, rejeitando a hipétese nula.
Assim, o teste de Nemenyi foi utilizado, cujo resultado pode ser visto na Figura 39. A
distancia critica, neste caso, foi de 2,8317, ou seja, métodos cuja diferenca de ranks médios
¢ maior que este valor nao sao equivalentes. O teste indica que o método OSFDSN-v.q, que
obteve o melhor rank, s6 é equivalente aos métodos OSFDSN-v-ig.q, KNN e OSFDSN-v ¢,

sendo estatisticamente melhor que os demais, incluindo os métodos OWE e Learn®™t . NSE.

Com a finalidade de comparar o desempenho entre métodos de inicializagao de pesos,
as métricas RMSE obtidas neste experimento foram divididas em 3 grupos, chamados
7 [44

de “rfm”, “ae” e “svd”, onde cada grupo contém apenas os resultados dos métodos que

utilizam a respectiva técnica de inicializacao de pesos. Os 3 grupos foram comparados
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Figura 39 — Teste de Nemenyi utilizando a métrica RMSE dos métodos testados em todas
as bases de dados da Tabela 15.
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Fonte: Producao do proéprio autor.

utilizando o teste estatistico de Wilcoxon unicaudal a esquerda. Ou seja, se a hipotese
nula for rejeitada ao considerar qualquer par de grupos, a mediana das diferencas dos
resultados é considerada menor que zero, e as métricas de RMSE do primeiro grupo sao
inferiores (menor erro quadratico). Ao comparar os trés grupos par a par, a hipétese nula
foi rejeitada ao comparar os grupos “svd” e “rfm” com o grupo “ae”, com valores de
estatistica de 8 x 10~7 e 0,0001, respectivamente, e ao comparar os métodos “svd” e “rfm”,
com valor de estatistica 0,0001. Isso significa que os grupos dos métodos que utilizam
inicializacao de pesos ortogonais ou pesos aleatorios foram considerados estatisticamente
superiores ao grupo dos métodos com inicializacao por autoencoder, ¢ a inicializacao por

pesos ortogonais também foi considerada superior a inicializacao aleatoria.

O mesmo teste foi repetido, porém dividindo os métodos em 2 grupos, com a
finalidade de avaliar as variantes do algoritmo proposto. Tais grupos foram chamados de
“OSFDSN-v” e “OSFDSN-v-i”. Neste caso, a hipotese nula foi rejeitada ao comparar os
dois grupos, com valor de estatistica de 5 x 107, Isso significa que, para os problemas de

regressao analisados, OSFDSN-v foi considerado estatisticamente superior aos métodos
OSFDSN-v-i.

O tempo gasto para treinar cada modelo também foi analisado, onde os valores
obtidos podem ser encontrados no Apéndice E. Os ranks médios foram calculados e
sao apresentados na Tabela 20, onde os métodos OSFDSN-v-i obtiveram os melhores
ranks, seguido do método Learn™ .NSE, os métodos OSFDSN-v ¢ o método OWE. O
teste de Friedman foi aplicado, e a hipdtese nula de que os métodos sao equivalentes foi

rejeitada com valor-p = 6,59 x 1072!. Devido a auséncia de uma etapa de treinamento
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no método kNN (ele s6 precisa armazenar as novas amostras), a analise estatistica o
desconsidera. Com isso, o teste de Nemenyi foi feito e a distancia critica de 2,4748 ¢é
mostrada na Figura 40, que indica que os métodos baseados em OSFDSN-v-i propostos
foram considerados estatisticamente mais rapidos do que os demais, com excecao do
método OSFDSN-v-ig,q, que foi considerado equivalente também ao método Learn™ " .NSE.

O método OWE, que obteve os piores ranks, foi considerado equivalente aos métodos

OSFDSN-v.

Tabela 20 — Ranks médios (Rank) ¢ tempo de treinamento no formato “média (desvio
padrao)” dos métodos testados em todas as bases de dados da Tabela 15. Os
métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank Tempo de treinamento (s)
OSFDSN-v-i,;, 11111 2.06 (4.26)
OSFDSN-v-i,,  2.2778 2.62 (4.81)
OSFDSN-v-iyyq  2.6111 3.04 (7.61)
Learnt™ .NSE  4.8333 66.87 (87.41)
OSFDSN-v;rm  5.6111 56.77 (62.44)
OSFDSN-v,,  5.6111 56.94 (62.68)
OSFDSN-ve,q  5.9444 57.34 (63.76)

OWE 8.0000 1249.83 (1653.44)

Fonte: Producao do préprio autor.

Figura 40 — Teste de Nemenyi utilizando o tempo de treinamento dos métodos testados
em todas as bases de dados da Tabela 15.
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OSFDSN-v.¢5: Learntt.NSE

Fonte: Producao do préprio autor.

Analisando os valores de tempo de treinamento, os métodos baseados em OSFDSN-
v-i atingiram um tempo de treinamento de cerca de 4% dos tempo médio dos métodos
baseados em OSFDSN-v, 3% do tempo gasto pelo Learn™ .NSE e 0,16% do tempo gasto

pelo método OWE. Comparando com os resultados obtidos na Secao 5.2.3.1, o método
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OSFDSN-v obteve uma piora no tempo gasto, devido a quantidade de médulos adicionados
ao longo da chegada das amostras. Quanto mais modulos os modelos OSFDSN-v e

OSFDSN-v-i possuirem, mais processamento eles exigem.

Uma anélise similar foi feita com o tamanho do modelo (ntiimero de bytes que ele
necessita para ser armazenado). De forma similar ao ocorrido nos testes que envolvem
tempo de treinamento, os métodos baseados em OSFDSN-v-i obtiveram os melhores ranks,
como pode ser visto na Tabela 21°. O teste de Friedman foi aplicado, e a hipétese nula de
que os métodos sdo equivalentes foi rejeitada com valor-p = 4,48 - 10723, Com isso, o teste
de Nemenyi foi feito e a distancia critica de 2,8317 é mostrada na Figura 41, que indica
que o método OSFDSN-v-i,¢,, que obteve melhor rank, s6 foi considerado estatisticamente
equivalente aos métodos OSFDSN-v-i e ao OWE, sendo considerado estatisticamente

menor do que os demais.

Tabela 21 — Ranks médios (Rank) ¢ tamanho do modelo em kilobytes no formato “média
(desvio padrao)” dos métodos testados em todas as bases de dados da Tabela 15.
Os métodos estao ordenados pelo rank médio, de forma crescente.

Método Rank Tamanho do modelo (kilobytes)
OSFDSN-v-i,q, 1.4444 30.26 (45.75)
OSFDSN-v-i,, 2.7778 47.66 (57.97)
OSFDSN-v-ig,q  3.0556 47.98 (87.89)

OWE 3.1111 29.37 (4.78)
Learn**.NSE  4.9444 75.38 (41.00)
OSFDSN-v,g, 62222 283.35 (239.82)
OSFDSN-v,.  6.9444 296.68 (254.35)
OSFDSN-vg,q  7.8333 308.85 (256.05)

kNN 8.6667 1259.33 (1575.86)

Fonte: Producao do proprio autor.

Assim como destacado na Secao 5.2.3.1, os métodos OSFDSN-v e OSFDSN-
v-i ndo possuem limitacdo de nimero de modulos e, portanto, poderiam ter crescido
indefinidamente. Embora, na média, os métodos OSFDSN-v-i precisam de mais memoria,
os ranks médios dos mesmos foram melhores do que do método OWE. Ja os métodos
OSFDSN-v lidaram com muitos lotes nesse teste e, consequentemente, utilizaram uma
quantidade elevada de memoria, sendo maior que o dos métodos OWE ¢ Learn®™ . NSE.
Vale lembrar que esses valores dependem do ntimero de lotes nos métodos baseados no

OSFDSN, cuja tendéncia é crescer a medida em que mais lotes sejam processados.

Quanto aos valores numéricos, a quantidade de memoria necessaria para armazenar
as redes OWE e OSFDSN-v-i ¢, foram praticamente iguais, sendo a segunda 3% superior

a primeira, enquanto os métodos OSFDSN-v-ig,q € OSFDSN-v-i,. utilizam cerca de 160%

6 O ntimero apresentado de bytes se refere a implementacdo realizada neste trabalho em MATLAB, sem

muita preocupagio com otimizagdo de cédigo e memoria. A implementacido do método OWE foi obtida
diretamente do site dos autores. Valores diferentes podem ser obtidos em outras implementacoes.
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Figura 41 — Teste de Nemenyi utilizando o tamanho do modelo em bytes dos métodos
testados nas bases de dados da Tabela 15 de até 8000 amostras.
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Fonte: Producao do préprio autor.

da memoéria utilizada pelo OWE. Ja o método Learn™™.NSE e os métodos baseados em
OSFDSN-v utilizam cerca de 250% e 1000% da memoria utilizada pelo OWE, respectiva-
mente. De qualquer forma, todos os métodos utilizaram menos memoria, em média, do

que o kNN, que apenas armazena as amostras recebidas.

5.3 Consideracoes Finais

Com relacao a métrica RMSE, os métodos propostos neste trabalho obtiveram valo-
res similares aos métodos comparados, como DOER, OEOA, kNN, OWE e Learn™*.NSE
para as bases de dados de até 8000 amostras. Levando em consideragao todas as bases
de dados, mas excluindo os métodos DOER e OEOA (devido ao seu elevado tempo de
processamento), os métodos propostos, quando utilizados em conjunto com a inicializa¢do
ortogonal de pesos, obtiveram melhores métricas e melhores ranks que as demais técnicas.
O teste estatistico de Wilcoxon foi utilizado, e seus resultados indicam que a técnica
de inicializacao de pesos ortogonais é superior as outras técnicas comparadas quando é

considerado um problema de regressao, quando todas as bases de dados foram analisadas.

Os experimentos realizados mostram que os métodos DOER e OEOA (considerando
a implementacao disponibilizada pelos autores) levam, em média, 1 segundo para processar
cada amostra das bases de dados consideradas. Assim, os métodos DOER e OEOA nao
foram inclusos nos testes com as bases de dados com muitas amostras, devido a grande

quantidade de tempo necessaria para executa-los multiplas vezes. Isto se torna uma
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limitacao de tais técnicas, que nao sao capazes de funcionar em aplicagoes onde sao geradas
mais de uma amostra por segundo. Ja o método OWE processa, em média, 10 amostras
por segundo, enquanto as técnicas propostas neste trabalho sdo capazes de processar um
nimero muito maior de amostras por segundo, principalmente se a variante OSFDSN-v-i
for considerada. Vale lembrar que o tempo de processamento destas técnicas tende a ser
proporcional ao niimero de lotes que ela recebe, devido ao ntimero ilimitado de médulos

que estas técnicas podem possuir.

Quanto a quantidade de memoria gasta pelas técnicas, os métodos propostos
possuem a desvantagem de serem ilimitados com relacao ao niimero de moédulos e, conse-
quentemente, irao consumir mais memoria ao longo do tempo com a chegada dos lotes.
Mesmo com essa desvantagem, a utilizacdo de memoria destas técnicas foi inferior a maioria
das técnicas comparadas, principalmente quando considerada a variante OSFDSN-v-i. Das
técnicas comparadas, o método OWE utilizou menos memoria, em média, mas obteve

tempos de treinamento superiores e métricas inferiores.

No geral, o método OSFDSN-v-i com inicializacao ortogonal de pesos foi a técnica
online proposta que obteve um melhor compromisso entre tempo de treinamento, memoria
utilizada e métrica de erro. Tanto nos testes com bases até 8 mil amostras quanto nos
experimentos que incluiram todas as bases de dados, o rank desta técnica quanto a métrica
RMSE s6 foi superado pela técnica OSFDSN-v, que tem tempo de treinamento superior e
necessita de mais memoria para ser armazenada. Vale destacar que, caso o treinamento
do OSFDSN seja feito em sistemas com restrigdoes de memoria, é possivel adaptar o
Algoritmo 4 para copiar apenas o ultimo mddulo, ao invés dos modelos completos, embora

isso dependa de um maior cuidado na implementacao do mesmo.
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6 Conclusao e Trabalhos Futuros

Este trabalho considera a hipotese de que a combinagao de modelos de aprendi-
zado de maquina que utilizam o principio de empilhamento com algoritmos réapidos de
treinamento, como os baseados em ELM, podem resultar em um modelo cujo treinamento
é relativamente rapido e que necessita de pouca memoria para ser armazenado enquanto

mantém a qualidade dos resultados, tanto para tarefas consideradas offline quanto online.

Duas principais abordagens foram propostas neste trabalho para avaliar tal hipotese:
os métodos FDSN e OSFDSN. Ambas sao baseadas no método DSN, que tem objetivo
de empilhar modelos pequenos para atingir desempenhos comparaveis a modelos maiores.
Porém, DSN possui desvantagens relacionadas ao seu uso de memoria e tempo de trei-
namento. As abordagens FDSN e OSFDSN utilizam algoritmos rapidos de treinamento
baseados em ELM, juntamente com uma abordagem de reaproveitamento de pesos. O
emprego destas abordagens resultou num procedimento recursivo de realizar o treinamento
dos médulos, o que tornou a construgao da arquitetura DSN computacionalmente menos

custosa, tanto em termos de tempo quanto de memoaria.

Entretanto, a reutilizacao de pesos pode prejudicar o desempenho da rede, caso
estes nao sejam adequados para o problema tratado. Para evitar tal problema, foi proposta
a utilizacao de métodos mais complexos de inicializacao de pesos, baseados em autoencoders
e pesos ortogonais. Tais métodos foram propostos na literatura no contexto de ELM e
obtém um novo conjunto de pesos de forma rapida, a partir de pesos aleatorios inicialmente
obtidos, que usualmente resulta em melhor desempenho. Também foi proposta uma variante
do FDSN, chamada de FKDSN, que utiliza o conceito de kernels e nao depende de pesos

puramente aleatorios.

Os métodos FDSN e FKDSN foram apresentados no Capitulo 3 e foram testados em
diversas bases de dados de problemas supervisionados de aprendizado, com o objetivo de
avaliar a hipotese levantada de que a combinac¢ao de um algoritmo rapido de treinamento
de redes neurais com uma arquitetura empilhada pode obter bons resultados com uso
de memoria e tempo de treinamento reduzidos para tarefas de aprendizado de maquina
offline. Nas tarefas de classificagdo, 15 bases de dados multi-classe e a métrica de avaliacao
acuracia foram utilizadas. Para regressao, 41 bases de dados e a métrica aRRMSE foram
utilizadas, contemplando conjuntos com uma e multiplas saidas. Diversos experimentos
foram realizados para avaliar o comportamento de tais métodos. O primeiro grupo de
experimentos envolveu bases de dados de tamanhos distintos, onde foi observado que a
acuracia dos modelos sobre os conjuntos de teste melhorava a medida que o niimero de

amostras de treinamento por classe aumentava, convergindo para o valor teérico esperado.
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O segundo grupo de experimentos avaliou o compromisso entre ntimero de médulos e
numero de neuronios por moédulo, onde os resultados obtidos mostraram que ha uma
meclhora nas métricas ao aumentar as duas grandezas, sempre atingindo uma regiao de
saturacao apos determinado valor dos hiperparametros. Um dos testes realizados mostrou
que o DSN e o FDSN com 30 moédulos de 100 neurdénios foram capazes de obter métricas

melhores do que uma rede tnica que contém 3000 neuronios.

O terceiro grupo de experimentos do Capitulo 3 avaliou o desempenho dos métodos
em problemas de aprendizado de maquina, considerando métricas de erro, tempo de
treinamento e uso de memoria, analisando os resultados através dos testes estatisticos de
Friedman e de Nemenyi. Considerando o problema de classificagao e a métrica acuracia, os
testes estatisticos mostraram que os métodos propostos - FKDSN, FDSN e suas variantes
- se¢ mostraram cquivalentes aos demais métodos, onde o FDSN apresentou melhores
resultados quando combinado com um método complexo de inicializagdo de pesos (por
exemplo, com pesos ortogonais). Além disto, os métodos propostos obtiveram o menor
tempo de treinamento e utilizaram a menor quantidade de memoria dentre as técnicas
comparadas. Assim, o FKDSN e o FDSN combinado com pesos ortogonais podem substituir
redes SLFN maiores em ambientes restritos, pois possuem desempenhos estatisticamente
similares e necessitam, em média, cerca de 20% da memodria necessaria para armazenar a
rede SLEN em questao. Vale destacar que testes estatisticos indicaram que o método de
inicializagao por autoencoder foi estatisticamente superior aos demais métodos testados

para problemas de classificacao.

Ja para problemas de regressao, os desempenhos dos métodos empilhados foram
melhores. Os resultados de aRRMSE do FDSN foram tao bons quanto dos demais métodos
testados, e considerado estatisticamente equivalente a eles, independente do método de
inicializacao de pesos. De forma semelhante ao observado nos problemas de classificacao,
foi 0 método com treinamento mais rapido, que consome menos meméria e a utilizacao de
pesos ortogonais ou kernels trouxe uma melhora para o desempenho das técnicas propostas.
Neste caso, testes estatisticos indicaram que o método de inicializacdo com pesos ortogonais

foi estatisticamente superior aos demais métodos testados.

Com relagao as limitagoes das técnicas FDSN e FKDSN| os experimentos indicaram
que a combinacao das mesmas com um dos métodos de inicializacao de pesos tende a me-
lhorar os resultados de problemas de classificacao e de regressdo e, portanto, é recomendado
que elas sejam combinadas com tais técnicas. Além disso, foi observado que os valores das
métricas das técnicas offline propostas tendem a saturar apés determinada combinacao de
numero de médulos e neurénios por modulo, o que significa que um aumento desnecesséario
nessas grandezas pode demandar um uso desnecessario de recursos computacionais, mesmo
que a adicao de um novo moédulo nas técnicas propostas caracterizem um baixo incremento

na necessidade de recursos computacionais. Com relagao aos resultados, a técnica FDSN



obteve resultados similares a técnica DSN, mas foi considerada estatisticamente inferior
quando ambas sao treinadas nas mesmas condi¢oes. Contudo, a técnica proposta requer
quantidades consideravelmente inferiores de memoéria e tempo para treinamento do que as

requeridas pela técnica DSN.

No Capitulo 4 foi feito um estudo de caso das técnicas offline propostas (FDSN e
FKDSN) em bases de dados publicas de problemas reais, no caso a predi¢ao de geragiao de
energias renovaveis. Os métodos propostos foram utilizados seguindo uma metodologia
proposta em um trabalho da literatura, e atingiram boas métricas de erro, mantendo um
bom compromisso entre qualidade de predi¢ao, uso de memoria e tempo de treinamento.
Assim, os quatro primeiros objetivos especificos desta tese, que tratam de propor, treinar
e avaliar um método de aprendizado de maquina empilhado com treinamento rapido,
baixo uso de memoéria ¢ com qualidade comparavel a outros métodos da literatura, foram

atingidos.

O método OSFDSN foi apresentado no Capitulo 5 e foi testado em diversas bases
de dados de problemas supervisionados de aprendizado de maquina online, que lidam
com dados de forma sequencial, com o objetivo de avaliar a hipétese levantada de que
é possivel adaptar a técnica FDSN para lidar com tarefas de aprendizado de maquina
online, obtendo bons resultados com uso de memoéria e tempo de treinamento reduzidos.
Ele é uma versao modificada do FDSN: cada médulo é treinado utilizando um algoritmo
online e baseado em ELM, novos modulos s6 podem ser adicionados quando um novo lote
de dados chega para o algoritmo e todos os médulos possuem uma parcela de contribuicao
na saida da técnica. Para lidar com ambientes nao estacionarios, em que as distribuigoes
estatisticas dos dados se alteram ao longo do tempo (efeito chamado de concept drift), a
contribuicao de cada modulo na saida da técnica é atualizada para cada lote, de forma

que os médulos com menor erro tenham maior peso na predicao final do OSFDSN.

Dois grupos de experimentos foram realizados para avaliar o comportamento do
OSFDSN. O primeiro grupo de experimentos avalia a importancia do tamanho do lote
no desempenho da técnica, onde os resultados mostraram que esta grandeza tem relacao
direta com as caracteristicas dindmicas das bases de dados, levando em consideracao que
lotes pequenos podem trazer pouca informagao 1til (e aumentar o tempo de processamento
da técnica), e lotes grandes podem impactar na capacidade do método de se adaptar
a mudangas bruscas na distribuicao dos dados. J4 o segundo grupo de experimentos
compara o método proposto com abordagens similares propostas na literatura, que também
lidam com regressao online. Para isso, foram utilizadas bases de dados sintéticas e de
problemas reais que ja foram aplicadas na literatura para testar métodos de regressao online.
As duas variantes da técnica OSFDSN obtiveram os melhores ranks dos experimentos
quando utilizadas em conjunto com a inicializagao ortogonal de pesos e comparadas a

outras técnicas de regressao online propostas na literatura. Com respeito ao tempo de
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treinamento, os métodos propostos utilizaram um tempo consideravelmente inferior aos das
demais técnicas, principalmente se tratando da variante OSFDSN-v-i. Novamente, testes
estatisticos indicaram que o método de inicializagao com pesos ortogonais ¢ estatisticamente

superior aos demais métodos testados para problemas de regressao online.

A técnica OSFDSN possui a limitagao de que nao é possivel descartar nenhum
moédulo intermediario que poderia conter informacoes ultrapassadas. Embora isso possa ser
importante na presenca de conceitos recorrentes, isso traz desvantagens para o método no
caso da aplicagdo de um limite de nimero de moédulos. Portanto, os métodos OSFDSN nao
possuem tal limite e podem requerer uma grande quantidade de memoria apds receberem
uma grande quantidade de dados. Mesmo com essa desvantagem, resultados satisfatérios

foram obtidos nos testes realizados, principalmente na variante OSFDSN-v-i.

Nos Capitulos 4 e 5, foram feitas andlises com relacao ao concept drift de algumas
bases de dados. Esta abordagem envolveu analisar a projecao de lotes distintos na compo-
nente principal da base de dados inteira. Porém, esta abordagem nao se mostrou muito

efetiva para avaliar a ocorréncia de tal efeito nas diferentes bases de dados utilizadas.

Assim, todos os objetivos especificos desta tese foram atingidos. A hipé6tese levantada
neste trabalho considera ser possivel combinar uma arquitetura do tipo DSN e algoritmos
baseados em ELM, resultando em uma rede com desempenho estatisticamente equivalente
a outros métodos e tempo de treinamento e uso de meméria reduzidos. Esta hipétese foi
validada através dos métodos propostos neste trabalho, que foram avaliados por diversos

experimentos, tanto para problemas de aprendizado de maquina offline quanto online.

Trabalhos futuros poderao ser conduzidos, no contexto de aprendizado de maquina
offline, para avaliar o comportamento das técnicas propostas utilizando métricas diferentes
da acuracia, para classificacao, bem como a utilizacao de kernels diferentes do gaussiano,
testado neste trabalho. Outra possibilidade envolve avaliar uma abordagem de ponderacao
das saidas intermediarias para encontrar a saida do modelo de modo a otimizar uma
determinada métrica, também no contexto offline. As técnicas também podem ser avaliadas
em outros contextos de divisdo de base de dados, utilizando diferentes formas de validagao
cruzada. J4 para problemas online, trabalhos futuros envolvem avaliar a utilizagao de
kernels na técnica OSFDSN, que também pode ser adaptada para lidar com problemas
de classificacao online. Outras abordagens de atualizacao dos pesos dinamicos que sao
utilizados para achar as contribui¢des dos modulos na saida geral do método OSFDSN
também podem ser avaliadas, bem como outras formas de atualizar a arquitetura da
OSFDSN. Também ¢é possivel avaliar o método OSFDSN em bases de dados especificas
para concept drift, bem como testar as técnicas propostas utilizando diferentes metodologias
de experimento. Propoe-se, também, a utilizacao de outras abordagens de reducao de
dimensionalidade para avaliar concept drift das bases de dados, com a finalidade de

relacionar os tipos desse efeito com o desempenho das técnicas propostas neste trabalho.
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APENDICE A — Tabelas de Resultados -

Métodos Offline - Problemas de Classificacao

Tabela 22 — Acurécias (%) obtidas sobre o conjunto de teste para os experimentos da

Secao 3.4.4.1, no formato “média (desvio padrao)”.

, R-ELM GR-ELM DSN FDSN FDSN-GR
Base/Método FKDSN
rfm  ae svd rfm ae svd rfm ae svd rfm  ae svd rfm ae svd
9 72,1 94,4 740 72,0 94,4 74,0 55,7 904 614 57,0 88,8 57,7 57,8 88,7 60,0 689
cnae
(1,1) (0,4) (0,9) (1,1) (0,4) (1,0) (1,9) (1,0) (2,0) (1,7) (1,3) (2,4) (1,8) (1,3) (2,2) (1,2)
) 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,1 94,0 94,1 94,1 94,1
c0il2000
(0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,0) (0,1) (0,1) (0,0) (0,0)
. 549 56,3 56,2 54,7 56,3 56,0 55,3 559 56,3 554 56,5 56,9 557 56,3 57,0 57,2
contracep,
(0,6) (0,6) (0,4) (0,6) (0,6) (0,7) (0,9) (0,7) (0,7) (0,9) (1,0) (1,0) (1,0) (1,0) (1,0) (0,7)
et 33,3 33,5 33,3 33,3 334 33,3 329 33,1 33,3 32,5 33,3 333 325 33,1 33,3 33,1
marketing
(0,3) (0,3) (0,2) (0,3) (0,3) (0,2) (0,4) (0,5) (0,4) (0,5) (0,4) (0,5) (0,7) (0,5) (0,4) (0,4)
o 968 965 959 96,8 965 959 964 963 964 963 963 963 964 963 963 96,0
pageblocks
(0,2) (0,1) (0,1) (0,2) (0,1) (0,1) (0,1) (0,2) (0,1) (0,2) (0,1) (0,1) (0,2) (0,1) (0,1) (0,2)
based 99,6 99,6 99,6 99,6 99,6 99,6 99,0 99,2 99,3 98,2 99,0 99,1 983 99,1 99,1 98,7
penbase
(0,1) (0,1) (0,0) (0,1) (0,1) (0,0) (0,1) (0,1) (0,1) (0,2) (0,1) (0,1) (0,2) (0,1) (0,1) (0,2)
h 87,8 86,6 83,9 87,8 8,4 79,7 85,7 85,9 858 85,6 85,5 84,4 85,7 85,6 858 85,0
phoneme
(0,4) (04) (0,2) (0,4) (0,5) (12,2)(0,5) (0,5) (0,4) (0,4) (0,5) (0,6) (0,5) (0,5) (0,4) (0,5)
u 90,0 90,7 88,7 90,3 90,7 88,7 88,8 89,4 88,5 87,4 89,4 88,8 87,5 894 88,8 87,5
satimage . : :
(0,3) (0,3) (0,3) (0,4) (0,3) (0,3) (0,4) (0,3) (0,3) (0,5) (0,4) (0,4) (0,5) (0,4) (0,4) (0.,4)
¢ 96,0 93,8 954 95,2 958 954 95,0 958 95,2 94,1 96,5 96,6 94,1 964 96,6 954
segmen
(0,3) (0,3) (0,2) (0,4) (0,4) (0,3) (0,4) (0,4) (0,4) (0,6) (0,4) (0,3) (0,6) (0,4) (0,3) (0,4)
b 93,7 93,9 93,6 93,5 93,9 93,3 93,3 93,6 93,7 92,7 93,7 93,6 93,2 93,6 93,7 93,5
spambase
(0,3) (0,3) (0,2) (0,3) (0,3) (0,3) (0,4) (0,3) (0,3) (0,5) (0,2) (0,3) (0,3) (0,4) (0,3) (0,2)
thyroid 96,2 97,3 958 96,0 97,2 95,7 96,6 96,9 96,7 96,2 974 97,5 96,3 97,5 97,6 96,4
yroi
(0,1) (0,2) (0,2) (0,3) (0,5) (0,3) (0,1) (0,2) (0,2) (0,2) (0,2) (0,2) (0,2) (0,2) (0,2) (0,3)
titani Tl ovr1 o ovro0 Tr,t ove,1 72,7 78,0 vr,1 Tr.6 Yr2 Tv,1 779 77,8 TI,;7T TT,;7 76,2
1tanic
(0,0) (0,00 (0,1) (0,9) (5,6) (81) (0,0) (0,1) (0,4) (0,3) (0,2) (0,1) (0,5) (0,5) (0,6) (0,4)
| 47,1 41,6 40,2 459 40,9 425 478 52,8 51,6 45,1 552 55,5 451 524 53,3 53,2
owe
o (25) (L) (14) (27) (19) (13) (34) (30) (26) (36) (33) (2,9) (3.6) (35) (30) (27)
) 62,2 60,1 59,7 62,2 58,7 59,8 59,9 59,1 60,4 59,9 59,7 595 599 588 585 60,1
wineqg-red

(1,6) (0,6) (0,7) (1,6) (1,3) (0,7) (0,8) (0,7) (0,6) (1,2) (0,9) (0,9) (1,2) (1,6) (1,2) (0,6)
574 54,4 54,4 57,5 54,4 54,2 551 54,5 54,2 542 53,4 54,5 54,2 54,8 54,5 54,8
(0,8) (0,5) (0,3) (0,8) (0,5) (0,5) (0,6) (0,5) (0.4) (0,8) (1,1) (0,7) (0,8) (0,8 (0,7) (0,4

wineg-white

Tabela 23 — Tempos de treinamento dos experimentos da Se¢ao 3.4.4.1, no formato “média

(desvio padrao)”.

R-ELM GR-ELM DSN FDSN FDSN-GR
Base/Método FKDSN
rfm ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae svd
9 0,01 0,03 0,01 0,02 0,06 0,02 0,03 0,05 0,05 0,01 0,01 0,01 0,03 0,03 0,02 0,01
cnae
(0,00)(0,01) (0,00)(0,00) (0,01) (0,00) (0,00) (0,00) (0,00) (0,00)(0,00)(0,00)(0,00) (0,00) (0,00) (0,00)
19000 0,12 0,24 0,12 0,05 0,27 0,14 0,06 0,09 0,07 0,04 0,04 0,04 0,06 0,09 0,08 0,06
coi
(0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00) (0,00) (0,00) (0,00)0,00)0,00)0,00) (0,00) (0,00) (0,00)
. 0,01 0,03 0,01 0,02 0,06 0,05 0,01 0,02 0,01 0,01 0,01 0,01 0,04 0,02 0,01 0,01
contraceptive

(0,00)(0,00) (0,00)(0,00) (0,00) (0,00) (0,00)0,00) (0,00)0,00)0,00)(0,00)0,00) (0,00) (0,00)(0,00)
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Tabela 23 — Continuacdo
] R-ELM GR-ELM DSN FDSN FDSN-GR
Base/Método FKDSN
rfm  ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae sv
arketing 0,00 0,16 0,08 006 0,15 0,09 0,05 008 005 0,02 0,02 0,03 0,07 004 004 0,04
(0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00)(0,00)0,00) (0,01) (0,00) (0,00) (0,00)
0,06 0,11 006 005 0,11 0,11 004 006 004 0,03 0,02 0,02 0,03 004 0,04 0,03
pageblocks (0,01) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00%0,00)0,00) (0,00) (0,00) (0,00)
0,14 026 013 0,10 0,40 0,14 009 014 009 0,06 0,06 0,04 0,08 005 0,05 0,08
penbased (0,01) (0,01) (0,01) (0,01) (0,02) (0,01) (0,00) (0,01) (0,01) (0,01) (0,01) (0,00)0,01) (0,00) (0,00) (0,00)
0,06 0,11 005 004 0,11 0,70 0,04 006 003 0,02 0,03 0,02 0,04 005 0,04 0,04
phoneme (0,01) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00) (0,00) (0,00) (0,00)0,00) (0,00)(0,00) (0,00) (0,00) (0,00)
atimage 0,08 0,16 008 008 0,14 0,07 005 008 006 0,03 0,02 0,02 0,04 003 0,05 0,04
(0,00) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00) (0,01) (0,00) (0,00) (0,00)0,00)0,00) (0,00) (0,00) (0,00)
sogment 0,03 005 002 020 1,17 0,12 0,01 0,02 002 0,01 0,01 0,01 0,02 004 002 0,01
(0,00) (0,01) (0,00) (0,00) (0,10) (0,00) (0,00)0,00) (0,00) (0,00)(0,00)(0,00)0,00) (0,00) (0,00) (0,00)
0,05 0,11 005 006 0,09 0,05 004 005 004 0,02 0,02 0,02 0,04 0,04 0,04 0,03
spambase (0,00) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00) (0,00) (0,00) (0,00)0,00)(0,00)0,00) (0,00) (0,00) (0,00)
thyroid 0,09 0,19 009 011 0,17 0,08 005 008 005 0,04 0,03 0,03 0,06 005 005 0,04
(0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00) (0,01) (0,01) (0,00) (0,00)0,00)0,00) (0,01) (0,00) (0,00)
e 0,03 005 002 003 1,03 0,11 0,01 0,02 0,01 0,01 0,01 0,01 0,04 007 0,04 0,01
(0,00) (0,01) (0,00) (0,00) (0,01) (0,02) (0,00)0,00) (0,00)0,00)(0,00)(0,00)0,00) (0,00) (0,00) (0,00)
vomel 0,00 0,02 0,00 0,02 0,74 0,04 0,01 002 00l 00l 00l 00l 00l 003 003 0,01
(0,00)(0,00) (0,00)0,00) (0,05) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00)
_ , 0,02 004 002 004 010 0,13 0,01 0,02 002 0,01 0,01 0,01 0,01 0,04 0,03 0,01
winequalityred

winequalitywhite

(0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00)(0,00) (0,00) (0,00)0,00)0,00)0,00)0,00) (0,00) (0,00)
0,05 0,10 0,05 0,05 0,10 0,07 0,02 0,04 0,04 0,02 0,02 0,02 0,03 0,04 0,03 0,03
(0,01) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00)(0,00) (0,00) (0,00)0,00)0,00)0,00) (0,00) (0,00) (0,00)

Tabela 24 — Quantidade de kilobytes gastos em cada modelo dos experimentos da

Secao 3.4.4.1.
R-ELM GR-ELM DSN FDSN FDSN-GR
Base/Método FKDSN
ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae svd
cnae9 6766 6766 6766 6766 6766 6766 7083 7083 7083 811 811 811 864 834 839 812
c0il2000 688 683 683 688 373 1 759 759 759 105 105 105 273 627 297 106
contracep. 109 109 109 109 109 82 251 251 251 75 75 75 212 91 91 76
marketing 188 188 188 183 183 183 540 540 540 168 168 168 248 184 184 168
pageblocks 141 141 141 141 141 141 388 388 388 121 121 121 144 159 139 121
penbased 211 211 211 211 211 211 564 564 564 170 170 170 191 190 188 170
phoneme 63 63 63 63 59 48 134 134 134 43 43 43 69 70 70 43
satimage 336 336 336 326 335 336 548 548 548 126 126 126 143 142 148 127
segment 211 211 211 152 94 211 458 458 458 128 128 128 144 157 144 128
spambase 469 469 469 267 469 344 540 540 540 83 83 83 148 198 132 84
thyroid 203 203 203 106 166 175 345 345 345 85 85 85 108 108 115 85
titanic 55 55 55 21 13 1 161 161 161 56 56 56 156 156 154 56
vowel 172 172 172 171 104 172 560 560 560 180 180 180 196 200 200 181

wineqg-red

wine-white

164 164 164 164 158 163 482 482 482 151 151 151 167 269 245 152
172 172 172 172 172 162 524 524 524 166 166 166 183 222 182 166




Tabela 25 — Hiperparametros de regularizacao (C') obtidos apds o 5-fold para os métodos
R-ELM, DSN e FDSN, nos experimentos da Sec¢ao 3.4.4.1.

R-ELM DSN FDSN
rfm ae svd rfm ae svd rfm ae svd

Base/Método

cnae9 29 2t 973 979 9-2 9-4 9o-T 93
coil2000 2715 9= 979 912 9-5 920 9-12 9-8
contracep. 279 971 210 9=8 90 9=3 9-8 95
marketing 2=7 274 2T 275 9275 975 92710 9-7
pageblocks 20 92 29 92 92 93 93 92
penbased 28 ol 99 93 98 9T 93 9T o
phoneme 24 218 220 22 215 210 21 215 213
satimage 276 9 ot 94 96 9T 9=l 93 92

segment 272 29 216 973 98 gl 93 9=l 92
spambase 2=8 21 272 9275 96 92 9=5 9-4 93
therid 20 27 211 220 220 220 220 2—2 220
titanic 24 220 220 9—4 98 28 276 9273 9272
vowel 29 217 220 29 212 99 26 20 22

wineq-red

—5 2—2 217 2—7 21 22 2—7 2—4
wineq-white 8

2 3
2—3 215 2—8 21 22 2—1 2—6 2—4

Tabela 26 — Hiperparametros obtidos apds o 5-fold para os métodos GR-ELM e FDSN-GR,
nos experimentos da Segao 3.4.4.1.

GR-ELM FDSN-GR

Base/Método rfm ae svd rfm ae svd
C « C « C « C « C o C «
cnae9 279 0,00 2' 0,00 23 000 272 075 27! 0,75 2 0,50
0il2000 2715 000 272 0,50 276 1,00 27! 025 273 050 2 0,75
contracep. 279 0,00 27! 0,00 27 050 272 1,00 2! 0,00 275 0,00
marketing 277 0,00 27* 000 27 0,00 2% 0,75 277 0,00 27! 0,00
pageblocks 200 0,00 22 0,00 2¥ 050 27! 025 27! 0,25 25 0,50

penbased 25 0,50 29 0,75 2 o025 22 100 26 0,25 27 0,25
phoneme 24 0,00 2% 050 27 1,00 22 o075 23 100 2* 0,75
satimage 2t 050 2 0,25 2 000 28 100 22 0,00 2° 0,75

segment 200 075 29 100 2% o075 22 000 22 1,00 2% 0,00
spambase 272 025 2' 000 27 0,75 272 050 2° 075 26 1,00
thyroid 200 050 27 0,75 28 0,75 22 100 2* 025 2* 0,50
titanic 2200 025 2 100 2% 1,00 27! 075 22 1,00 2™ 0,75
vowel 210 050 22 1,00 220 o025 26 000 2% 075 2% 1,00

wineq-red 275 0,00 2% 050 2 075 277 000 2% 0,75 2° 1,00
wineq-white 2% 0,00 273 0,00 2* 025 2! 025 273 025 2% 0,00
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Tabela 27 — Hiperparametros C' e v obtidos apés o 5-fold para o método FKDSN, nos

experimentos da Se¢ao 3.4.4.1.

Base/Método _FKDSN |
Cc
cnae9 2> 9l2
¢0il2000 217 220
contracep. 215 29
marketing 20 25
pageblocks 220 26
penbased ol4 o7
phoneme 210 92
satimage 216 o7
segment 220 28
spambase 220 98
thyroid 220 oT
titanic 25 27
vowel 220 96
wineq-red 215 99
wineq-white =~ 27 26

Tabela 28 — Fungoes de ativacao obtidas apos o 5-fold nos experimentos da Secao 3.4.4.1.
As fungoes sigmoide, hard-limit, gaussiana e multiquadrica sdo representadas
pelas letras ‘s’, ‘h’, ‘v’ ¢ ‘m’, respectivamente.

Base/Método

R-ELM GR-ELM

DSN

FDSN

FDSN-GR

ae svd rfm ae svd

rfm

ae

svd

rfm ae

svd
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svd

cnae9

coi12000
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wn
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Tabela 29 — Valores de aRRMSE obtidos sobre o conjunto de teste para os experimentos da
Secao 3.4.4.2, no formato “média (desvio padrao)”. A notagao xe? representa

o numero z X 10Y.

R-ELM GOR-ELM DSN FDSN FDSN-GOR

Base/Métod FKDSN
ase/Método rfm  ae svd rfm ae svd rfm ae svd rfm  ae svd rfm ae SV
021 027 035 022 049 039 017 0,15 0,17 022 0,15 0,15 026 0,15 0,16 0,15
ANACALT
(0,01) (0,01) (0,03) (0,01) (0,06) (0,03) (0,01) (0,00)0,02) (0,02) (0,01)(0,01)0,03) (0,01)0,02) (0,00)
bl 0,69 068 067 068 0,67 0,67 0,71 067 067 0,66 0,66 0,66 0,67 069 069 0,66
abalone
(0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,01) (0,00) (0,00) (0,00)0,00)(0,00)0,00) (0,01) (0,01) (0,00)
. 0,44 0,39 0,39 044 041 0,39 0,50 042 040 047 0,53 0,0 047 054 041 0,39
allerons
(0,00) (0,00)(0,00)0,00) (0,01) (0,00)(0,01) (0,02) (0,00) (0,01) (0,18) (0,00) (0,01) (0,20) (0,00) (0,00)
. 0,54 0,54 0,54 0,57 0,66 0,58 057 056 057 059 061 0,63 061 062 061 0,57
1rTo1
e (0,00)(0,01)0,00)0,00) (0,00) (0,00) (0,01) (0,02) (0,01) (0,02) (0,02) (0,02) (0,02) (0,02) (0,02) (0,01)
baniionn 076 068 068 076 072 071 073 0,67 0,60 074 068 068 076 069 068 069
an n
(0,01) (0,00) (0,00) (0,01) (0,01) (0,00) (0,00) (0,00)0,00) (0,01) (0,00) (0,00) (0,01) (0,01) (0,00) (0,00)
_— 0,20 0,20 0,20 021 021 022 023 0,19 0,19 022 0,20 0,19 0,22 020 020 0,20
an. m
(0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00)0,00)0,01) (0,00) (0,00)(0,00) (0,00) (0,00) (0,00)
o 0,49 082 097 050 053 059 049 051 0,48 051 125 050 052 069 049 0,50
calirornia
(0,01) (0,37) (0,44) (0,01) (0,02) (0,07) (0,00) (0,11) (0,00)0,00) (1,48) (0,01) (0,00) (0,46) (0,00) (0,00)
. 0,02 0,02 0,02 0,02 0,02 0,02 0,05 003 0,02 0,05 0,03 0,03 005 003 003 0,02
carbonnano.
(0,00)(0,00)(0,00)0,00)0,00)(0,00)(0,00) (0,00) (0,00)0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00)
_— 0,46 046 047 047 047 048 0,45 0,45 0,89 0,45 0,45 0,45 0,45 0,45 0,45 0,45
combpineacy.
¥ (0,00) (0,00) (0,01) (0,00) (0,00) (0,01) (0,00%0,01)0,25) (0,00)0,00)(0,00)0,00)0,00)0,00)0,00)
; 0,19 0,19 017 022 022 021 029 017 016 031 0,18 0,15 035 018 0,15 0,23
compactiv
P (0,00) (0,01) (0,01) (0,01) (0,01) (0,01) (0,02) (0,01) (0,00) (0,02) (0,02) (0,01)(0,03) (0,01) (0,00)0,01)
. 0,33 0,33 034 036 043 041 036 033 0,32 040 0,37 038 040 039 041 0,36
COREEEE T 0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01)0,02) (0,01) (0,02) (0,02) (0,03) (0,08) (0,01)
. 0,19 0,17 016 022 022 0,19 028 017 016 032 0,16 0,15 0,36 0,17 0,16 0,22
cpuac
P (0,00) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00) (0,02) (0,01) (0,01)0,05) (0,02) (0,01) (0,01)
, 019 018 019 020 019 020 023 0,17 0,17 023 0,17 0,18 025 020 0,17 019
cpusma.
P (0,00) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00)0,00)0,01) (0,01)(0,01) (0,02) (0,04) (0,00)0,01)
ltaag 0586 057 057 059 057 0,56 0,56 0,56 0,60 0,56 0,56 059 0,57 0,57 0,56 0,56
elta_al
(0,00)(0,00) (0,00) (0,01) (0,00) (0,00)(0,00)0,00)0,03) (0,00)0,00)0,02) (0,00) (0,01) (0,01)0,00)
0,60 0,59 0,60 0,61 0,60 0,60 0,59 0,59 0,60 0,59 0,59 0,59 0,60 0,59 0,59 0,59
delta_cl
AEY T 0,00) (0,00)(0,00) (0,00) (0,00) (0,00) (0,00)0,00)0,00) (0,00)0,00)0,00)0,00) (0,00)0,00)(0,00)
- 0,04 0,05 005 005 007 007 005 0,04 0,05 0,04 0,04 0,04 0,05 005 005 0,06
ele
(0,00)(0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00)0,00) (0,00)0,00)0,00)0,00) (0,00) (0,00) (0,01)
vt 0,35 0,34 034 036 036 0,34 042 032 0,30 041 0,34 0,30 0,41 034 0,30 0,32
elevators
(0,00) (0,00) (0,00) (0,00) (0,03) (0,01) (0,01) (0,00) (0,00)(0,01) (0,01) (0,00)0,01) (0,01) (0,00)(0,00)
fied 0,25 024 0,22 026 029 0,32 027 024 0,22 027 0,25 026 027 027 027 0,22
riedman
(0,00) (0,01) (0,00)(0,00) (0,02) (0,01) (0,01) (0,01) (0,00)0,01) (0,01) (0,01) (0,01) (0,02) (0,02) (0,00)
. 0,71 0,94 4,65 0,72 083 0,85 0,70 0,69 0,68 0,72 0,74 0,70 0,80 0,72 0,68 0,69
ouse
(0,01) (0,12) (3,15) (0,00) (0,05) (0,10) (0,01) (0,01) (0,01)0,01) (0,16) (0,02) (0,06) (0,20) (0,01)0,00)
Louses] 0,58 0,59 0,61 061 0,60 0,62 061 059 060 0,61 0,62 0,61 064 064 0,61 0,61
ouse
(0,00)0,00) (0,02) (0,01) (0,00) (0,00) (0,00) (0,00) (0,01) (0,00) (0,04) (0,01) (0,03) (0,05) (0,01) (0,00)
fing 0,38 0,38 0,39 0,38 0,55 0,54 046 040 041 057 0,51 047 051 048 045 0,48
masnm

(0,01)(0,01)0,00) (0,01)0,02) (0,01) (0,01) (0,01) (0,01) (0,03) (0,04) (0,01) (0,02) (0,04) (0,02) (0,01)
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Tabela 29 — Continuacdo
Base/Métod R-ELM GOR-ELM DSN FDSN FDSN-GOR FKDSN
ase etodo
rim ae SV rim ae SV rim ae SV rim ae SV rim ae SV
f; d rf d rf d rf d rf
. 0,10 0,08 0,11 0,15 0,36 0,30 0,14 0,10 0,09 0,13 0,12 0,13 0,13 0,18 0,13 0,13
aser
(0,01) (0,01)(0,01) (0,00) (0,04) (0,03) (0,01) (0,01) (0,01) (0,01) (0,02) (0,02) (0,02) (0,08) (0,03) (0,01)
. 0,02 0,02 0,02 0,02 0,03 0,03 003 0,03 0,02 0,03 0,03 0,02 0,03 0,03 0,03 0,03
mortgage
88 (0,00)(0,00)(0,00)(0,00)(0,00) (0,00) (0,00) (0,00) (0,00)0,00) (0,00) (0,00)0,00) (0,00) (0,00) (0,00)
0,05 0,02 0,02 0,06 0,03 0,03 0,15 0,04 0,03 0,18 0,05 0,04 0,16 0,05 0,04 0,05
mv
(0,00) (0,00)(0,00)0,00) (0,00) (0,00) (0,01) (0,00) (0,00) (0,01) (0,01) (0,00) (0,01) (0,01) (0,00) (0,00)
. 0,00 0,01 0,01 0,00 0,33 0,03 0,04 0,01 0,01 0,04 0,05 003 0,04 0,07 0,09 0,05
navalprop.
prop (0,00)(0,00) (0,00) (0,00)(0,01) (0,00) (0,01) (0,00) (0,00) (0,00) (0,01) (0,00) (0,01) (0,01) (0,03) (0,01)
st 0,43 0,43 0,43 0,43 0,45 0,45 0,43 0,43 0,43 0,43 0,43 0,43 0,44 044 0,550 0,43
astic
P (0,00)(0,00)(0,00)(0,00)(0,00) (0,00) (0,00)(0,00)0,00)0,00)(0,00)0,00)0,00) (0,00) (0,06) (0,00)
. 0,36 0,39 0,44 0,37 0,40 045 0,32 029 0,33 041 0,28 0,35 0,41 0,28 0,32 0,33
ole
P (0,01) (0,01) (0,02) (0,01) (0,01) (0,02) (0,01) (0,01) (0,01) (0,02) (0,01)0,01) (0,02) (0,01)0,01) (0,01)
0 0,96 0,96 0,96 0,99 1,00 1,00 0,89 0,88 0,90 0,89 089 0,88 0,89 091 0,91 0,88
uma
P (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00) (0,00)(0,01) (0,00) (0,01) (0,01)(0,00) (0,01) (0,01) (0,00)
Suh 0,61 059 059 063 0,63 0,63 063 059 059 0,68 0.61 0,58 0,66 060 0,60 0,64
umadsn
P (0,00) (0,00) (0,00) (0,00) (0,02) (0,01) (0,00) (0,00) (0,00) (0,01) (0,01) (0,00)(0,01) (0,00) (0,00) (0,01)
N 2,49 1,16 1,07 2,71 1,06 1,12 18,47 1,8¢* 9,15 21,04 2,1e® 6,6e® 2,77 8,64 5,12 1,03
uake
4 (0,17) (0,16) (0,05) (0,18) (0,01) (0,04) (30,9) (7,2e*Y5,1e8)71,36)5,0e3)1,3¢)2,89) (32,71)8,14) (0,01)
o 0,15 0,15 0,20 0,10 0,11 0,17 0,28 0,68 0,24 0,28 0,45 0726 0,26 1,09 020 0,23
N
(0,01) (0,01) (0,01) (0,01)0,01) (0,01) (0,01) (0,14) (0,01) (0,01) (0,11) (0,01) (0,01) (0,60) (0,01) (0,01)
o 0,51 0,49 0,49 0,28 0,14 0,14 0,58 0,42 046 0,57 0,73 049 0,58 0,68 043 0,34
I
(0,01) (0,01) (0,01) (0,02) (0,01)(0,01)(0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01)
14 0,37 0,34 0,35 0,38 0,34 0,35 0,48 044 0,40 0,49 048 0,44 0,49 046 044 0,38
Scm
(0,00) (0,00)(0,00) (0,00) (0,00)(0,00) (0,00) (0,01) (0,00) (0,01) (0,01) (0,00) (0,01) (0,00) (0,00) (0,00)
20d 0,49 0,44 0,50 0,50 0,44 0,50 0,62 0,59 0,57 0,65 0,62 0,61 0,66 0,62 0,61 0,60
sScm
(0,00) (0,00)(0,00) (0,00) (0,00)(0,00) (0,00) (0,00) (0,00) (0,00) (0,01) (0,00) (0,01) (0,01) (0,00) (0,00)
cock 0,11 0,12 0,13 0,12 0,22 0,17 0,13 0,12 0,12 0,13 0,13 0,14 0,14 0,14 0,14 0,14
stoc
(0,00)(0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,00) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01) (0,00)
4 0,22 0,15 0,14 0,23 0,17 0,15 0,38 0,28 0,23 0,42 0,35 0,28 0,42 0,35 0,28 0,23
superconduc.
P (0,00) (0,00) (0,00)(0,00) (0,00) (0,00) (0,01) (0,00) (0,00) (0,01) (0,01) (0,00) (0,01) (0,01) (0,00) (0,00)
i 1,09 1,41 1,66 1,03 1,17 1,03 0,99 0,98 0,99 0,99 1,02 099 1,04 1,03 1,00 0,98
1C
(0,02) (0,10) (0,24) (0,00) (0,05) (0,00) (0,00) (0,00)(0,00) (0,00) (0,04) (0,01) (0,00) (0,05) (0,01) (0,00)
. 0,06 0,05 0,06 0,07 0,07 0,06 0,07 008 006 0,07 121 006 0,07 010 0,06 0,06
reasur
Y (0,00) (0,00)(0,00) (0,00) (0,00) (0,00) (0,00) (0,02) (0,00) (0,00) (3,80) (0,00) (0,00) (0,09) (0,00) (0,00)
N 0,09 0,09 0,08 0,09 0,10 0,08 0,12 0,10 0,10 0,11 0,19 0,11 0,11 0,12 0,10 0,10
wankara
(0,00) (0,01) (0,00)(0,00) (0,02) (0,00)(0,01) (0,01) (0,01) (0,01) (0,13) (0,03) (0,01) (0,03) (0,01) (0,00)
. 0,09 0,08 0,08 0,09 0,08 0,08 0,12 0,09 0,08 0,11 0,11 0,08 0,10 0,10 0,08 0,08
WI1zmir
(0,00) (0,00)(0,00)0,00) (0,00)0,00)0,01) (0,00) (0,00)0,01) (0,01) (0,00)0,01) (0,00) (0,00)0,00)
8,61 22,56 30,04 6,29 1,34 1,77 1,12 1,52 1,90 1,12 1,51 1,54 1,11 1,55 1,55 0,96
wq

(0,54) (2,26) (3,20) (0,30) (0,05) (0,09) (0,02) (0,35) (0,28) (0,03) (0,19) (0,15) (0,02) (0,24) (0,21) (0,00)

Tabela 30 — Tempos de treinamento dos experimentos da Se¢ao 3.4.4.2, no formato “média

(desvio padrao)”.

, R-ELM GOR-ELM DSN FDSN FDSN-GOR
Base/Método FKDSN
ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae sv
ANACALT 0,04 0,09 0,04 0,21 0,95 0,76 0,02 0,03 0,03 0,02 0,01 0,01 0,37 0,03 0,03 0,02
(0,00) (0,00) (0,00) (0,03) (0,04) (0,15) (0,00) (0,00) (0,00) (0,00) (0,00)(0,00)(0,00) (0,00) (0,00) (0,00)
abalone 0,05 0,09 0,05 0,95 0,99 0,96 0,02 0,05 0,03 0,02 0,02 0,02 0,37 0,04 0,04 0,02
(0,01) (0,01) (0,00) (0,03) (0,03) (0,03) (0,00)(0,00) (0,00) (0,00)(0,00)(0,00)(0,01) (0,00) (0,00) (0,00)
ailerons 0,17 0,33 0,16 4,37 4,70 4,56 0,11 0,12 0,10 0,07 0,06 0,07 1,19 0,09 0,11 0,09
(0,01) (0,01) (0,01) (0,24) (0,04) (0,05) (0,01) (0,01) (0,01) (0,01) (0,00)(0,01) (0,04) (0,00) (0,01) (0,00)
airfoil 0,02 0,04 0,02 0,24 0,24 0,22 0,01 0,02 0,01 0,01 0,01 0,01 0,20 0,02 0,02 0,01

(0,00) (0,00) (0,00) (0,01) (0,00) (0,00) (0,00)(0,00) (0,00)(0,00)(0,00)0,00)(0,00) (0,00) (0,00) (0,00)
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Tabela 30 — Continuacdo

R-ELM GOR-ELM DSN FDSN FDSN-GOR

FKDSN

Base/Método
rfm  ae svd rfm  ae svd rfm ae svd rfm  ae svd rfm ae SV
bank32ah 0,10 0,20 0,10 1,85 1,92 1,84 0,06 0,06 0,06 0,04 0,03 0,04 0,65 0,07 0,07 0,05
ank32n
(0,01) (0,01) (0,01) (0,03) (0,02) (0,03) (0,00) (0,00) (0,01) (0,00) (0,00)0,00) (0,01) (0,01) (0,01) (0,00)
banksf 0,10 0,19 0,10 1,84 1,95 1,83 0,06 0,09 0,05 0,04 0,03 0,04 0,65 0,06 0,07 0,05
ank8fm
(0,01) (0,01) (0,01) (0,04) (0,03) (0,02) (0,00) (0,01) (0,00) (0,00) (0,00)0,00) (0,02) (0,00) (0,01) (0,00)
liforni 0,25 0,47 0,24 6,37 6,59 6,33 0,15 0,19 0,12 0,10 0,09 0,10 2,88 0,15 0,15 0,13
california
(0,01) (0,01) (0,01) (0,04) (0,05) (0,04) (0,01) (0,01) (0,01) (0,01) (0,01)0,01) (0,09) (0,01) (0,01) (0,00)
b 0,14 0,26 0,13 4,03 4,18 4,06 0,08 0,08 0,08 0,05 0,06 0,05 1,22 0,12 0,11 0,07
carbonnano.
(0,01) (0,01) (0,01) (0,06) (0,06) (0,06) (0,00) (0,00) (0,01) (0,00)0,00) (0,00)0,02) (0,01) (0,01) (0,00)
bined 0,12 0,23 0,12 2,27 3,74 277 0,07 0,11 0,07 0,05 0,05 0,04 098 0,10 0,10 0,06
combinedcy.
N (0,01) (0,01) (0,01) (0,22) (0,06) (0,85) (0,01) (0,01) (0,01) (0,00) (0,00) (0,00)0,03) (0,01) (0,01) (0,00)
" 0,10 0,19 0,10 1,62 195 183 0,03 0,06 0,06 0,04 0,03 0,03 0,65 0,06 0,06 0,05
compactiv
P (0,01) (0,01) (0,01) (0,13) (0,03) (0,02) (0,00)(0,00) (0,01) (0,00) (0,00)0,00)0,02) (0,00) (0,00) (0,00)
conerete 0,01 0,02 0,01 0,10 0,14 0,12 0,01 0,01 0,01 0,01 0,01 0,01 0,17 0,02 0,02 0,01
(0,00)(0,00) (0,00)(0,01) (0,00) (0,00) (0,00)0,00)0,00)0,00)0,00)0,00)0,01) (0,00) (0,00) (0,00)
. 0,10 0,19 0,10 1,84 195 184 0,03 0,06 0,06 0,04 0,03 0,04 0,65 0,06 0,07 0,05
cpuac
P (0,01) (0,01) (0,01) (0,02) (0,03) (0,02) (0,00)(0,00) (0,00) (0,00) (0,00)0,00) (0,02) (0,00) (0,01) (0,00)
1 0,10 0,19 0,10 1,85 1,93 183 0,06 0,06 0,05 0,03 0,03 0,04 0,64 0,06 0,07 0,05
cpusma
P (0,01) (0,01) (0,01) (0,02) (0,03) (0,02) (0,00) (0,00) (0,00) (0,00)(0,00)0,00) (0,01) (0,00) (0,01) (0,00)
lelta.ail 0,09 0,18 0,08 1,59 1,68 1,59 0,05 0,05 0,04 0,03 0,03 0,03 0,61 0,07 0,06 0,04
delta_ai
(0,01) (0,01) (0,01) (0,02) (0,02) (0,02) (0,00) (0,00) (0,00) (0,00)0,00)0,00)0,02) (0,01) (0,01) (0,00)
delta_el 0,12 0,23 0,12 3,12 3,25 3,11 0,06 0,10 0,04 0,04 0,05 0,04 0,73 0,08 0,08 0,05
clta_elv
(0,01) (0,01) (0,01) (0,03) (0,04) (0,04) (0,00) (0,01) (0,00)(0,00)(0,00) (0,00)0,02) (0,01) (0,01) (0,00)
0,01 0,02 0,01 0,12 0,14 0,13 0,01 0,01 0,01 0,01 0,01 0,01 0,17 0,02 0,02 0,01
le2
oe (0,00)(0,00) (0,00)(0,00) (0,00) (0,00) (0,00)0,00)0,00)0,00)0,00)(0,00)0,01) (0,00) (0,00) (0,00)
levat 021 0,39 0,19 538 556 539 0112 0,19 0,11 0,08 0,09 0,08 1,72 0,12 0,12 0,10
elevators
(0,01) (0,01) (0,01) (0,04) (0,04) (0,05) (0,01) (0,01) (0,01) (0,01)(0,01) (0,01)0,08) (0,01) (0,01) (0,00)
fried 0,01 0,03 o0,01 0,15 0,18 0,16 0,01 O,01 0,01 oO,01 0,01 0,01 0,18 0,02 0,02 0,01
riedman
(0,00)(0,00) (0,00)(0,01) (0,01) (0,00) (0,00)0,00)0,00)0,00)(0,00)(0,00)0,00) (0,00) (0,00) (0,00)
b 0,28 0,55 0,26 7,24 7,52 7,23 0,13 0,22 0,16 0,10 0,11 0,09 3,41 0,18 0,16 0,15
ouse
(0,01) (0,01) (0,01) (0,05) (0,05) (0,04) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01)0,09) (0,01) (0,01) (0,01)
b 8l 0,28 0,55 0,26 7,33 7,52 7,32 0,13 0,22 0,13 0,10 0,10 0,11 3,38 0,18 0,18 0,15
ouse
(0,01) (0,02) (0,01) (0,04) (0,05) (0,04) (0,01) (0,01) (0,00) (0,01)(0,01)0,01) (0,08) (0,01) (0,01) (0,01)
King 0,10 0,19 0,10 2,70 2,78 268 0,06 0,08 0,05 0,04 0,03 0,04 0,67 0,08 0,07 0,05
in8nm
(0,01) (0,01) (0,01) (0,04) (0,03) (0,04) (0,00) (0,01) (0,00) (0,00) (0,00)0,00) (0,01) (0,01) (0,01) (0,00)
1 0,01 0,02 0,01 0,12 0,13 0,08 0,01 0,01 0,01 0,01 0,01 0,01 0,16 0,02 0,02 0,01
aser
(0,00)(0,00) (0,00)(0,00) (0,01) (0,01) (0,00)0,00)(0,00)0,00)0,00)0,00)0,01) (0,00) (0,00) (0,00)

. 0,01 0,02 0,01 0,12 0,14 0,13 0,01 0,02 0,01 0,01 0,01 0,01 0,17 0,02 0,02 0,01

mortgage

sa8 (0,00)0,00) (0,00)0,00) (0,00) (0,00) (0,00)(0,00) (0,00)0,00)0,00)0,00)0,01) (0,00) (0,00) (0,00)

0,46 0,92 0,45 13,12 13,54 13,07 0,32 0,51 0,31 0,21 0,21 0,21 8,16 0,36 0,36 0,32
mv
(0,01) (0,01) (0,01) (0,08) (0,06) (0,08) (0,01) (0,02) (0,01) (0,01)(0,01)0,01)0,05) (0,01) (0,01) (0,01)

| 0,15 029 0,14 4,38 4,47 434 009 0,09 0,06 0,06 0,06 0,06 1,48 0,12 0,11 0,08

navalprop.

PIOP-(0,01) (0,01) (0,01) (0,06) (0,06) (0,06) (0,01) (0,00) (0,00)(0,00)(0,01)0,00)0,02) (0,01) (0,01) (0,00)
lasti 0,02 0,04 0,02 0,26 0,27 0,26 0,01 0,02 0,02 0,01 0,01 0,01 0,21 0,02 0,03 0,01
astic

P (0,00) (0,00) (0,00) (0,01) (0,00) (0,00) (0,00)(0,00) (0,00) (0,00)0,00)0,00)0,01) (0,00) (0,00) (0,00)

) 0,18 0,36 0,18 4,92 5,16 4,98 0,11 0,16 0,09 0,07 0,07 0,06 1,42 0,10 0,11 0,10
ole
P (0,01) (0,01) (0,01) (0,04) (0,05) (0,04) (0,01) (0,01) (0,01) (0,01) (0,01) (0,01)(0,04) (0,01) (0,01) (0,01)

- 0,10 020 0,10 2,73 2,80 2,69 0,06 0,10 0,06 0,04 0,03 0,04 0,68 0,06 0,06 0,05
ma 1

pu (0,01) (0,01) (0,01) (0,04) (0,04) (0,04) (0,01) (0,01) (0,00) (0,00) (0,00)0,00) (0,02) (0,00) (0,00) (0,00)
8nh 0,10 0,19 0,10 2,75 2,78 2,71 0,05 0,09 0,05 0,04 0,04 0,04 0,65 0,07 0,06 0,05
uma8n
P (0,01) (0,01) (0,01) (0,04) (0,04) (0,03) (0,00) (0,01) (0,00) (0,00)(0,00)0,00)0,02) (0,01) (0,01) (0,00)

I 0,02 0,05 0,02 045 046 045 0,01 0,02 0,01 0,01 0,01 0,01 0,24 0,02 0,02 0,01
uake
d (0,00) (0,00) (0,00) (0,04) (0,05) (0,03) (0,00)0,00) (0,00)0,00)(0,00)(0,00)0,00) (0,00) (0,00) (0,00)
1 0,12 0,23 0,11 1,75 2,25 1,551 0,08 0,08 0,08 0,04 0,04 0,04 0,39 0,11 0,12 0,06
r

(0,01) (0,01) (0,01) (0,09) (0,12) (0,12) (0,00) (0,00) (0,01) (0,00)(0,00)(0,00)0,02) (0,00) (0,01) (0,00)

o 0,11 0,24 0,11 2,07 3,32 253 0,19 0,24 0,20 0,04 0,04 0,04 0,47 0,12 0,12 0,06

r

(0,01) (0,01) (0,01) (0,12) (0,06) (0,15) (0,02) (0,02) (0,01) (0,00)0,00)0,00)(0,02) (0,00) (0,01) (0,00)
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APENDICE B. Tabelas de Resultados - Métodos Offline - Problemas de Regressdo

Tabela 30 — Continuacgdo

Base/Método

R-ELM GOR-ELM DSN FDSN FDSN-GOR

FKDSN

rfm  ae svd rfm  ae svd rfm ae svd rfm ae svd rfm ae SV

scmld

scm20d

stock

superconduc.

tic

treasury

wankara

wizmir

wq

0,14 0,26 0,13 133 239 123 013 017 0,114 0,05 0,06 0,05 0,58 0,117 0,116 0,07
(0,01) (0,01) (0,01) (0,08) (0,19) (0,10) (0,01) (0,01) (0,01) (0,01)(0,01) (0,00)(0,04) (0,01) (0,01) (0,00)
0,2 0,23 0,11 1,53 3,08 422 008 010 0,09 0,04 0,05 005 066 015 015 0,06
(0,01) (0,01) (0,00) (0,06) (0,27) (0,07) (0,00) (0,00) (0,00) (0,00)(0,00) (0,00) (0,02) (0,01) (0,01) (0,00)
0,01 0,02 0,01 0,06 0,12 0,11 0,01 0,01 0,01 0,01 0,01 0,01 0,17 002 002 0,01
(0,00)(0,00) (0,00)(0,01) (0,00) (0,00) (0,00)(0,00)(0,00)0,00)(0,00)(0,00)(0,00) (0,00) (0,00) (0,00)
0,26 050 0,26 4,77 7,57 7,33 0,18 025 019 0111 0,10 0,11 151 0,19 020 0,15
(0,01) (0,02) (0,01) (0,47) (0,11) (0,10) (0,01) (0,01) (0,01) (0,01) (0,01)0,01) (0,08) (0,01) (0,02) (0,01)
0,12 026 0,13 3,29 3,41 329 008 009 009 005 0,04 0,04 025 007 008 0,06
(0,01) (0,01) (0,01) (0,05) (0,05) (0,05) (0,00) (0,00) (0,00) (0,00) (0,00)0,00)(0,01) (0,00) (0,01) (0,00)
0,01 0,02 0,01 0,12 0,14 0,12 0,01 0,01 0,01 0,01 0,01 0,01 0,17 0,02 0,02 0,01
(0,00)(0,00) (0,00)(0,00) (0,00) (0,00) (0,00)(0,00)(0,00)(0,00)(0,00)(0,00)(0,01) (0,00) (0,00) (0,00)
0,02 0,04 0,02 023 027 025 002 002 002 0,01 0,01 0,01 020 002 0,02 0,01
(0,00) (0,00) (0,00) (0,02) (0,01) (0,00) (0,00) (0,00) (0,00) (0,00)(0,00)(0,00)(0,01) (0,00) (0,00) (0,00)
0,01 0,03 0,01 020 0723 0,22 0,01 0,02 0,01 0,01 0,01 0,01 0,20 002 0,02 0,01
(0,00)(0,00) (0,00)(0,02) (0,01) (0,00) (0,00)0,00) (0,00)(0,00)(0,00)(0,00)(0,01) (0,00) (0,00) (0,00)
0,01 0,02 0,01 0,63 0,65 0,63 0,01 0,02 0,02 0,01 0,01 0,01 0,28 006 0,06 0,01
(0,00)(0,00) (0,00)(0,01) (0,01) (0,01) (0,00)(0,00) (0,00) (0,00)(0,00)0,00)(0,02) (0,00) (0,01) (0,00)

Tabela 31 — Quantidade de kilobytes gastos em

cada modelo dos experimentos da

Secao 3.4.4.2.
Base/Método R-ELM GOR-ELM DSN FDSN FDSN-GOR FKDSN
ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae svd
ANACALT 70 70 70 70 70 70 107 107 107 29 29 29 46 45 45 30
abalone 78 78 78 78 78 78 114 114 114 30 30 30 67 54 58 31
ailerons 328 328 328 328 328 328 364 364 364 55 55 55 147 71 87 56
airfoil 55 55 55 55 55 55 91 91 91 28 28 28 62 55 57 28
bank32nh 266 266 266 266 266 266 302 302 302 49 49 49 91 133 71 49
bank8fm 78 78 78 78 78 78 114 114 114 30 30 30 60 46 46 31
california 78 78 78 78 78 78 114 114 114 30 30 30 49 61 53 31
carbonnano. 78 78 78 78 78 78 220 220 220 72 72 72 89 89 89 73
combinedcy. 55 55 55 55 55 55 196 196 196 70 70 70 86 86 8 70
compactiv 180 180 180 180 180 180 216 216 216 40 40 40 81 56 56 41
concrete 78 78 78 78 78 78 114 114 114 30 30 30 63 60 59 31
cpuact 180 180 180 180 180 180 216 216 216 40 40 40 95 56 64 41
cpusmall 109 109 109 110 110 110 146 146 146 33 33 33 61 49 57 34
delta_ail 55 55 55 55 55 55 91 91 91 28 28 28 54 46 44 28
delta_elv 63 63 63 63 63 63 99 99 99 29 29 29 47 49 49 29
ele2 47 47 47 47 47 47 83 83 83 27 27 27 53 43 43 27
elevators 156 156 156 156 156 156 192 192 192 38 38 38 77 54 54 38
friedman 55 55 55 55 55 55 91 91 91 28 28 28 61 60 59 28
house 141 141 141 141 141 141 177 177 177 36 36 36 93 60 93 37
house8l 78 78 78 78 78 78 114 114 114 30 30 30 61 64 50 31
kin8nm 78 78 78 78 78 78 114 114 114 30 30 30 62 58 56 31
laser 47 4T 47 47 47 47 83 83 83 27 27 27 55 43 43 27
mortgage 133 133 133 133 133 133 169 169 169 36 36 36 75 51 51 36
mv 94 94 94 94 94 94 130 130 130 32 32 32 61 47 47 32
navalprop. 156 156 156 156 156 156 263 263 263 66 66 66 82 83 94 66
plastic 31 31 31 31 31 31 67 67 67 25 25 25 63 59 64 26
pole 219 219 219 219 219 219 255 255 255 44 44 44 112 60 105 45
pumad2h 266 266 266 266 266 266 302 302 302 49 49 49 127 65 65 49
puma8nh 78 78 78 78 78 78 114 114 114 30 30 30 57 46 46 31
quake 39 39 39 39 39 39 75 75 75 26 26 26 42 48 48 27
rfl 570 570 570 570 570 570 853 853 853 178 178 178 194 194 194 178
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Tabela 31 — Continuacdo

R-ELM GOR-ELM DSN FDSN FDSN-GOR
Base/Método FKDSN
rfm ae svd rfm ae svd rfm ae svd rfm ae svd rfm ae svd
rf2 4570 4570 4570 4570 4570 4570 4853 4853 4853 578 578 578 594 594 595 578
semld 2320 2320 2320 2320 2320 2320 2884 2884 2884 465 465 465 481 499 481 466
scm20d 609 609 609 610 610 610 1173 1173 1173 294 294 294 310 310 310 295
stock 86 86 86 86 86 8 122 122 122 31 31 31 55 60 68 31
superconduc. 656 656 656 656 656 656 798 798 798 130 130 130 164 146 146 131
tic 680 680 680 680 680 680 716 716 716 90 90 90 106 106 285 91
treasury 133 133 133 133 133 133 169 169 169 36 36 36 81 51 51 36
wankara 86 86 86 86 86 86 122 122 122 31 31 31 67 47 47 31
wizmir 86 86 86 86 86 86 122 122 122 31 31 31 63 47 47 31
wq 242 242 242 242 242 242 735 735 735 229 229 229 245 245 245 230

Tabela 32 — Hiperparametros de regularizagdo (C') obtidos ap6s o 5-fold para os métodos
R-ELM, DSN e FDSN, nos experimentos da Se¢ao 3.4.4.2.

Base/Método R-ELM DSN FDSN

rfm ae svd rfm ae svd rfm ae svd
ANACALT 272 220 9-1 9-5 90 99 92 9-2 92
abalone 25 oll 919 93 93 ol 9l gl ot
ailerons 24 23 971 9220 o—1 93 920 920 920
airfoil 26 219 920 ol 94 o 9=2 9-2 o-1
bank32nh 220 91095 920 920 920 920 90 920
bank8fm 2-L 96 9l7 920 95 9ll 90 94 98
california 260 213 915 920 913 95 920 9l2  old
carbonnano. 211 920 920 920 920 920  9ll 22 25
combinedcy. 2% 220 220 99 9l0 9ld 96 96 o7
compactiv. 278 29 925 920 o4 95 93 90 93
concrete 24 220 9l8 94 96 9l0 95 od 98
cpuact 27T 29 2T 9200 9200 95 920 9-2 o
cpusmall ol ot 27 23 96 97T 9-3 90 oll
delta_ail 20 98 215 20 9l 9l2 92 ol 99
delta_elv 22 97 2200 90 94 o7 92 92 ol
ele2 26 214 220 23 211 210 26 211 210
elevators 273 23 2l 920 920 96 920 920 o7
friedman 26 29 21T 95 96 9ll  9l0 920 o7
house 220 212 215 220 220 220 220 23 220
houseS8] 2l 97 215 920 97 96 920 96 oll
kin&nm 271 220 220 220 211 25 220 220 210
laser 212 220 920 9-1 95 98 95 96 96
mortgage 210 220 220 210 210 213 29 211 213
mv 2—1 220 220 220 29 211 220 25 28
navalprop. 920 920 920 920 920 920 920 9l5 920
plastic 28 9200 920 90 9l 9l2 90 92 92
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Tabela 32 — Continuacdo

i R-ELM DSN FDSN
Base/Método
rfm ae svd rfm ae svd rfm ae svd
pole 2—6 2—1 2—3 220 220 220 220 2—3 2—2
puma32h 220 220 220 220 220 220 220 210 220

pumag8nh 22 210 919 920 9I2 9l0 90 ol 93

quake 220 213 220 220 220 215 215 217 211
rfl 20 90 9=3 90 ol 93 9=l 98 od
I‘f2 271 271 24 220 220 220 220 274 220

semld 276 22 273 220 220 220 220 220 272

sem20d 2-2 920 95 9200 920 920 920 920 92

stock 2-1 9l5 9200 95 9l2 96 99 912 96

superconduc. 273

tic 220 220 220 220 220 220 220 22 220
treasury 27 oll gld 96 9l3 9ll 96 9l4  9l0
wankara ol 96 98 92 95 9l2 92 9l 9l3

wizmir ol 94 94 93 94 9T 93 92 o

wq 220 220 220 2—2 211 29 20 214 210

Tabela 33 — Hiperparametros C' e v obtidos apés o 5-fold para o método FKDSN, nos
experimentos da Secao 3.4.4.1.

Base FKDSN Base FKDSN

c v cC v
ANACALT 220 29 laser 220 28
abalone 216 96 mortgage 220 96
ailerons 220 oll mv 220 99
airfoil 220 o7 navalpropulsion ~ 220 26
bank32nh 214 210 plastic 215 97
bank8fm 220 98 pole 213 96
california 220 96 pumad2h 22 96
carbonnanotubes 220 217 puma8nh 219 98
combinedcycle 220 25 quake 220 20
compactiv 220 910 rfl 220 98
concrete 220 95 rf2 220 ol6
cpuact 220 99 scmld 220 916
cpusmall 220 929 scm20d 218 99
delta_ail 220 98 stock 220 96
delta_elv 220 26 | superconductivity 22° 212
ele2 220 26 tic 220 212
elevators 220 99 treasury 220 98
friedman 220 96 wankara 220 910
house 216 o7 wizmir 220 99
house8] 220 98 wq 220 99

kin8nm 220 28 - - -
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Tabela 34 — Hiperparametros obtidos apds o 5-fold para os métodos GOR-ELM e FDSN-
GOR, nos experimentos da Secao 3.4.4.2.

GOR-ELM FDSN-GOR

Base/Método fm ae svd rfm ae svd

C Q C « C « C « C « C o

ANACALT 230,00 272 000 22 000 272 050 27'" 000 2° 0,00
abalone 272 0,00 273 000 272 000 2°' o050 28 075 260 0,75
ailerons 22 0,00 27 000 22 000 2% 075 206 0,00 2% 050
airfoil 220,00 277 0,00 0,00 2° 100 27' 025 272 025

bank32nh 2720 0,00 2% 0,00 0,00 22 025 2% 050 22 025

NN
N
o O

bank8fm 24 000 2° 0,00 27* 000 22 050 220 000 2% 0,00
california 27 0,00 27° 0,00 2720 000 2° 0,25 2% 100 26 0,75
carbonnano. 27° 0,00 27° 000 2% 0,00 2! 050 272 025 27! 025
combinedcy. 272 0,00 276 000 2% 000 2 075 2* 000 2* 0,00
compactiv 22 000 2' 000 272 o000 2° 1,00 27% 000 2' 0,00
concrete 272 0,00 27* 000 272 000 272 1,00 2% 050 2* 0,50
cpuact 27 0,00 2' 000 2% 000 2' 0,75 2° 000 2% 0,25
cpusmall 20,00 2' 000 275 0,00 2' 050 2° 0,00 2* 025
delta_ail 275 0,00 278 0,00 272° 0,00 272 1,00 2! 0,25 2% 0,00
delta_elv 272 000 277 0,00 277 000 2° 0,75 21 050 26 0,25
ele2 2l 0,00 27° 0,00 2% 000 27 0,75 24 000 22 0,00
clevators 25000 2% 000 2°' 000 22 1,00 27 0,00 220 0,00
friedman 272 0,00 27 0,00 272° 0,00 272 1,00 22 0,75 2* 1,00
house 27200 000 277 0,00 2720 000 2% 0,25 2' 025 2720 050
house8l 27 0,00 273 0,00 2720 000 22 0,50 27 1,00 22 0,50
kin8nm 275 0,00 27% 000 272° 0,00 22 050 2* 1,00 2° 1,00
laser 273 0,00 28 000 2* o000 2° 025 2* 000 2% 0,00
mortgage 274 000 276 000 2% 000 27* 0,75 220 000 220 0,00
mv 25 000 275 000 277 000 2% 050 2 000 2° 0,00
navalprop. 275 0,00 276 000 2720 000 27* 0,75 2% 100 220 1,00
plastic 2720 000 27 0,00 271 000 2°' o050 2° 050 22 1,00

pole 250,00 22 0,00 2* 000 22 1,00 27' 000 276 0,25
puma32h 272 0,00 27¢ 0,00 272 0,00 22 075 2* 000 2* 0,00
puma8nh 271 0,00 27* 0,00 2720 0,00 22 025 273 0,00 2% 0,00

quake 2720 0,00 272 0,00 2720 0,00 27° 000 27 075 26 0,50
rfl 21 0,00 27 0,00 22 000 2720 100 27 000 2° 0,50
rf2 200 0,00 274 0,00 272 0,00 2720 0,00 27 000 29 1,00
scmld 230,00 273 0,00 22 000 2720 0,00 27" 1,00 27 1,00
scm?20d 21 0,00 272 000 277 000 2720 000 2% 1,00 2% 1,00
stock 250,00 27° 0,00 2% 000 2% 050 28 025 23 0,50
superconduc. 2* 0,00 277 0,00 27* 000 2* 025 2° 025 2° 0,00
tic 27200 000 2719 0,00 2720 000 22 0,00 27 000 2% 0,25
treasury 274 0,00 27° 000 2% o000 2°' 025 27 000 22 0,00
wankara, 230,00 279 0,00 27* 000 27! 1,00 272 000 22 0,00
wizmir 23000 27! 000 275 000 2° 050 2' 000 22 0,00
wq 279 0,00 27° 0,00 2720 000 272 0,00 27 1,00 25 0,00
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Tabela 35 — Fungoes de ativacao obtidas apés o 5-fold nos experimentos da Secao 3.4.4.2.

As funcoes sigmoide, hard-limit, gaussiana e multiquadrica sao representadas

pelas letras ‘s’, ‘h’, ‘v’ e ‘m’, respectivamente.

R-ELM GOR-ELM DSN FDSN FDSN-GOR
ac svd rfm ae svd rfm aec svd rfm ae svd rfm ae svd

rfm

Base/Método
ANACALT

h

abalone
ailerons
airfoil
bank32nh
bank8fm
california
carbonnanotubes

m

S

combinedcycle

compactiv

concrete

cpuact
cpusmall

delta_ail

S

delta_elv

ele2
elevators
friedman

house
house8l
kin8nm

S

laser
mortgage

mv

navalpropulsion

m

plastic

pole
pumad2h
puma8nh

S
S

quake

rfl
rf2
scmld

scm?20d

stock
superconductivity

S

tic
treasury
wankara

wizmir

wq
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Tabela 36 — Hiperparametros obtidos no estudo de caso feito no Capitulo 4. O hiper-
parametro funcao de ativacao nao se aplica ao método FKDSN, onde as
fun¢des sigmoide, hard-limit, gaussiana e multiquadrica sdo representadas
pelas letras ‘s’, ‘h’, ‘v’ e ‘m’, respectivamente. J& o hiperparametro ~y se aplica
apenas ao método FKDSN, pois ele é um hiperparametro do kernel deste
método. L se refere ao ntimero de neurtnios por médulo e S é o niimero

méximo de moédulos.

- Hiperparametros

Base  Método C L S Fun. Ativ. + (kernel)
FDSN,, 2° 100 10 s -

Solar FDSN,. 2% 50 9 ) ]
FDSN.q 2* 100 10 r -
FKDSN 218 100 8 - 2!
FDSN,, 2° 100 1 s -

_ . FDSN,. 2'® 100 1 s -

Wind ppSNG 2 100 1 s y
FKDSN 219 100 1 - 2°
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Tabela 37 — Valores de RMSE obtidas nos experimentos da Secao 5.2.3.1, no

“média (desvio padrao)”.

. OSFDSN-v OSFDSN-v-i Learnt+
Base/Método DOER kNN OEOA OWE
ae svd - ae Y NSE
, 0,63 1,15 066 0,63 1,81 0,66 064 069 071 064 065
FriedmanGRA
(0,02)(1,65) (0,14) (0,03)(2,11) (0,11) (0,01) (0,00) (0,00)  (0,00) (0,00)
_ 0,65 1,17 0,70 0,66 1,82 0,69 0,64 071 0,72 0,64 0,64
FriedmanGnRG
(0,02) (1.65) (0.13) (0,03) (2.10) (0,11) (0,00) (0,00) (0,00)  (0,00) (0,00)
ricdmanLa 099 062 056 059 062 0,55 062 059 074 062 063
riedman
(0,02) (0,07) (0,01) (0,02) (0,07) (0,01)(0,01) (0,00) (0,00)  (0,00) (0,00)
Hosers] 0,64 0,68 065 063 0,67 0,64 0,45 084 053 0,45 0,45
erplane
yperp (0,05) (0,02) (0,02) (0,03) (0,03) (0,01) (0,00) (0,00) (0,00)  (0,00) (0,00)
bl 0,69 0,73 069 0,68 0,77 0,69 0,77 076 078 077 0,76
apalone
(0,01) (0,04) (0.01) (0,01)(0,12) (0,04) (0,00) (0,00) (0,01)  (0,00) (0,00)
ebtant 1,08 2,76 1,01 1,11 4,17 1,06 0,78 1,11 1,87 0,78 1,30
ebutanizer
(0,10) (4,14) (0,03) (0,10) (6,72) (0,04) (0,00) (0,00) (0,00)  (0,00) (0,00)
N 1,34 125 1,03 1,35 1,39 1,12 1,01 1,13 1,01 1,01 1,04
ake
qan (0,15) (0,23) (0,04) (0,15) (0,41) (0,14) (0,00) (0,00) (0,00) (0,00) (0,00)
- 0,54 0,73 0,52 0,54 0,61 0,52 0,58 059 064 059 0,60
WIn
(0,01) (0,47) (0,01)0.01) (0,13) (0,02)(0,00) (0,00) (0,01)  (0,00) (0.00)
_ " 0,87 087 0,86 0,86 0,92 0,86 091 093 1,13 091 1,11
WIn all
At (0,01) (0,01) (0,01)(0,01)(0,10) (0,03)(0,01) (0,00) (0,02)  (0,00) (0,01)

formato

Tabela 38 — Tempos de treinamento dos testes da Se¢do 5.2.3.1, no formato “média (desvio

padrao)”.

Base/Método

OSFDSN-v OSFDSN-v-i Learntt

DOER kNN
- ae NSE

svd - ae SV

OEOA OWE

FriedmanGRA

FriedmanGnRG

FriedmanL A

Hyperplane

abalone

debutanizer

quake

2,80 2,86 2,78 0,23 0,27 0,30 1818,630,02 9,71
(0,13) (0,15) (0,13) (0,02) (0,02) (0,03) (14,96) (0,02)(0,03)
2,77 2,78 2,68 0,23 0,25 0,28 1791,360,02 9,63
(0,13) (0,07) (0,04) (0,02) (0,02) (0,03) (15,31) (0,01)(0,03)
2,64 2,67 2,71 0,25 0,27 0,29 1794,680,01 9,28
(0,03) (0,05) (0,04) (0,04) (0,03) (0,02) (17,72) (0,00)(0,01)
2,73 2,67 2,66 0,28 0,29 0,30 1778,200,02 9,67
(0,04) (0,05) (0,06) (0,02) (0,02) (0,02) (7,65) (0,00)(0,01)
6,42 6,14 6,33 0,57 0,65 0,70 3999,190,05 16,21
(0,18) (0,16) (0,17) (0,17) (0,22) (0,26) (10,11) (0,01)(0,03)
3,62 3,66 3,63 0,32 0,28 0,35 2121,060,02 8,07
(0,11) (0,12) (0,08) (0,06) (0,02) (0.06) (7,08) (0,00)(0,01)
346 3,34 340 0,23 0,22 0,23 1995530,01 3,73
(0,09) (0,05) (0,13) (0,02) (0,00) (0,01) (9,10) (0,00)(0,00)

1828,02178,39
(14,55) (0,31)
1808,83171,02
(7,26) (1,12)
1801,91 177,72
(12.14) (0,16)
1782,72 168,38
(18,53) (0,20)
4007,48 298,70
(13,33) (2,07)
2134,57 151,62
(7,72) (0.10)
2001,64 64,45
(14,53) (0,61)
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Tabela 38 — Continuacdo

| OSFDSN-v OSFDSN-v-i Learnt+

Base/Método DOER kNN OEOA OWE

- ae svd - ae  svd NSE
ind 10,23 10,06 9,89 0,82 0,95 0,99 6261,870,11 44,34  6274,70818,75

win
(0,27) (0,65) (0,25) (0,26) (0,34) (0,31) (28,19) (0,01)(0,04) (27,62) (0,79)
. . 7,61 7,62 7,64 0,58 0,60 0,70 4778,260,07 25,16  4787,07473,89
winequality

(0,18) (0,16) (0,09) (0,11) (0,12) (0,16) (18,97) (0,01)(0,02)  (16,14) (1,08)

Tabela 39 — Quantidade de kilobytes gastos em cada modelo dos experimentos da

Secao 5.2.3.1.
OSFDSN-v OSFDSN-v-i Learn®™+
Base/Método DOER kNN OEOA OWE
- ac  svd - ac  svd NSE
FriedmanGRA 29 34 31 10 13 16 71 187 39 69 28
FriedmanGnRG 28 34 31 10 13 18 69 187 40 71 28
FriedmanL A 19 22 35 14 18 21 72 187 39 73 28
Hyperplane 23 28 28 21 23 26 78 187 38 79 29
abalone 94 99 112 30 37 44 55 325 53 55 25
debutanizer 98 118 112 24 15 26 65 167 44 66 26
quake 133 124 138 5 5 6 46 84 41 46 30
wind 109 132 120 28 35 39 66 820 61 66 28
winequality 141 148 155 23 26 32 56 495 67 55 26

Tabela 40 — Nimero médio de médulos dos métodos empilhados dos testes da Se¢ao 5.2.3.1

e numero de vizinhos mais proximos do método kNN.

Base/Método OSFDSN-v OSFDSN-v-i NN
- ae svd - ae svd

FriedmanGRA 6,90 830 7,60 2,00 290 3,70 3
FriedmanGnRG 6,70 830 7,50 2,10 2,70 4,20 5
FriedmanLA 4,40 5,10 8,40 3,10 4,10 5,00 7
Hyperplane 550 6,60 6,80 4,90 5,40 6,20 9
abalone 24,00 25,40 28,60 7,30 9,10 10,90 3
debutanizer 25,10 30,20 28,70 5,70 3,40 6,40 3
quake 34,40 32,00 35,60 1,00 1,00 1,20 11
wind 27,70 33,70 30,50 6,60 8,40 9,40 3

winequality 36,20 38,10 39,80 5,30 6,10 7,70 3
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Tabela 41 — Valores de RMSE obtidas nos experimentos da Sec¢ao 5.2.3.2, no formato

“média (desvio padrao)”.

i OSFDSN-v OSFDSN-v-i Learn™t
Base/Método kNN OWE
- ae  svd - ae svd NSE

1,32 0,42 0,58 1,35 6,71 0,63 0,42 0,71 0,65

FriedmanGRA
redman (1,71) (0,04)0,25) (1,71) (18,17(0,18) (0,00)(0,00)  (0,00)
FriedmenCnpc 039 041 040 041 072 041 044 072 0,64
riedman(sn
(0,02)(0,03) (0,02) (0,05) (0,94) (0,05) (0,00) (0,00)  (0,00)
riodmanL 037 092 0,35 041 042 040 039 074 063
riedman
(0,02) (1,46) (0,01)(0,07) (0,09) (0,07) (0,00) (0,00)  (0,00)
T 0,40 046 042 042 062 043 052 0,53 045
erplane
yperp (0,03)(0,10) (0,02) (0,07) (0,56) (0,05) (0,00) (0,00)  (0,00)
SRUL 0,79 0,79 0,66 0,79 1,52 067 0,69 121 1,11
(0,27) (0,10) (0,02)0,27) (1,15) (0,03) (0,00) (0,00)  (0,00)
SRU2 072 0,74 0,65 0,72 120 0,66 0,71 1,20 1,08
(0,21) (0,13) (0,03)0,21) (1,11) (0,03) (0,00) (0,00)  (0,00)
- 043 0,41 042 0,44 056 045 045 078 0,76
apalone
(0,05) (0,01)(0,01) (0,05) (0,17) (0,03) (0,00) (0,01)  (0,00)
_— 025 025 0,24 0,25 025 0,24 033 043 0,36
al m
(0,00) (0,01) (0,00)0,00) (0,01) (0,00) (0,00) (0,00)  (0,00)
debutant 081 1,00 0,76 0,84 249 080 081 187 1,30
ebutanizer
(0,20) (0,42) (0,14)0,19) (5,30) (0,14) (0,00) (0,00)  (0,00)
levat 052 095 050 0,55 1,21 053 0,43 088 1,71
elevators
(0,25) (1,01) (0,18) (0,25) (0,91) (0,18) (0,00)(0,01)  (0,62)
084 092 047 085 2,17 051 0,44 1,02 1,05
housel6h
(0,88) (0,87) (0,02) (0,88) (4,16) (0,04) (0,00)(0,01)  (0,00)
Lins 055 048 045 0,58 1,15 051 0,35 085 0,85
monm
(0,28) (0,08) (0,02) (0,27) (1,06) (0,05) (0,00)(0,00)  (0,00)
021 020 0,15 0,24 020 0,16 0,18 0,60 0,53
mv
(0,02) (0,03) (0,01)0,07) (0,03) (0,05) (0,00) (0,00)  (0,00)
1 077 0,73 0,75 0,85 1,04 083 0,51 099 0,99
(0]
P (0,33) (0,22) (0,21) (0,32) (0,60) (0,20) (0,00)(0,02)  (0,00)
won 069 1,10 063 0,69 1,15 0,64 0,55 1,12 1,11
e
buma (0,34) (1,48) (0,32) (0,34) (0,74) (0,29) (0,00)(0,00)  (0,00)
. 0,73 0,73 0,63 0,74 093 065 065 101 1,04
uake
4 (0,14) (0,16) (0,02)0,14) (0,36) (0,03) (0,00) (0,00)  (0,00)
. 033 035 0,32 0,36 037 0,35 0,37 064 0,60
WI1n
(0,01) (0,05) (0,00)0,03) (0,07) (0,03) (0,00) (0,01)  (0,00)
, " 061 061 0,60 0,61 062 061 0,67 1,13 1,11
winequality

(0,01) (0,01) (0,01)(0,01) (0,03) (0,02) (0,00) (0,02)  (0,01)
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Tabela 42 — Tempos de treinamento, em segundos, dos experimentos da Secao 5.2.3.2, no

formato “média (desvio padrao)”.

i OSFDSN-v OSFDSN-v-i Learnt+
Base/Método kNN OWE
ae svd - ae svd NSE
] 10,46 10,37 10,14 0,45 048 0,46 0,03 9,71 178,39
FriedmanGRA
(0,10) (0,07) (0,07) (0,02) (0,03) (0,03) (0,02)(0,03) (0,31)
. 10,34 10,35 10,41 0,48 0,50 0,51 0,02 9,63 171,02
FriedmanGnRG
(0,09) (0,07) (0,11) (0,04) (0,03) (0,04) (0,00)(0,03)  (1.12)
. 10,23 10,20 10,21 0,49 0,50 0,54 0,02 928 177,72
FriedmanL A
(0,06) (0,04) (0,04) (0,04) (0,03) (0,06) (0,00)(0,01)  (0,16)
0 ) 10,41 10,36 10,47 0,51 0,54 0,57 0,03 9,67 168,38
erplane
yperp (0,13) (0,11) (0,19) (0,05) (0,05) (0,05) (0,00)(0,01)  (0,20)
64,25 64,61 62,83 1,43 1,37 1,42 0,21 25,82 464,63
SRU1
(0,71) (1,38) (1,00) (0,30) (0,33) (0,38) (0,01)(0,03)  (0,25)
61,92 62,84 62,75 1,47 1,47 1,60 0,20 24,84 446,30
SRU2
(0,73) (0,70) (1,39) (0,45) (0,34) (0,59) (0,01)(0,03)  (0,35)
bal 21,90 22,24 22,10 0,62 0,69 0,70 0,06 16,21 298,70
abalone
(0,22) (0,14) (0,25) (0,04) (0,03) (0,06) (0,01)(0.03)  (2.07)
44,44 43,26 44,27 2,03 2,10 2,41 0,15 31,81 557,97
bank8fm
(0,69) (0,44) (0,36) (0,60) (0,62) (0,58) (0,00)(0,04)  (4,89)
4 12,85 12,77 12,82 0,54 0,56 0,58 0,03 8,07 151,62
debutanizer
(0,07) (0,09) (0,08) (0,08) (0,05) (0,06) (0,00)(0,01)  (0,10)
102,93108,36103,601,85 3,41 2,46 0,69 136,19 2567,88
elevators
(2,28) (4,32) (2,57) (1,08) (3,52) (1,79) (0,01)(0.13)  (4.28)
155,29156,34160,602,10 3,39 2,85 1,34 168,84 3186,59
housel6h
(3,43) (5,97) (4,51) (0,72) (1,92) (1,90) (0,01)(0,10)  (14,76)
Kin 45,02 44,72 45,65 0,90 1,00 1,04 0,15 31,45 581,09
in8nm
(0,35) (0,56) (0,33) (0,07) (0,06) (0,09) (0,00)(0,04) (0,45)
260,71260,73265,2719,47 21,69 34,29 3,30 195,29 3461,62
mv
(6,01) (4,96) (6,90) (7,17) (7,55) (9,70) (0,05)(0,20)  (38,97)
1 90,39 86,61 90,04 1,47 5,63 1,76 1,01 334,84 6402,71
o
P (1,36) (1,32) (1,63) (0,15) (6,33) (0,48) (0,02)(6,20)  (38,64)
46,60 47,03 47,01 0,84 1,16 0,86 0,26 118,85 232461
pumad32h
(0,36) (0,58) (0,71) (0,05) (0,25) (0,04) (0,01)(0.09) (36,69
K 11,43 11,39 11,55 0,45 0,48 0,46 0,02 3,73 64,45
uake
4 (0,07) (0,08) (0,08) (0,01) (0,05) (0,02) (0,00)(0,00) (0,61)
- 35,51 35,83 36,01 1,08 1,27 1,31 0,13 4434 818,75
11
v (0,60) (0,21) (0,27) (0,25) (0,29) (0,36) (0,01)(0,04)  (0,79)
, " 27,09 27,00 26,30 0,84 0,87 0,88 0,07 2516 473,89
winequali
AU (0,21) (0,13) (0,14) (0,15) (0,17) (0,20) (0,00)(0,02)  (1,08)

Tabela 43 — Quantidade de kilobytes usados em cada modelo dos experimentos da

Secao 5.2.3.2.
OSFDSN-v OSFDSN-v-i Learnt+
Base/Método kNN OWE
- ac  svd - ac svd NSE

FriedmanGRA 32 33 35 7 12 9 187 39 28
FriedmanGnRG 41 40 53 14 16 19 187 40 28
FriedmanL A 34 42 52 14 18 24 187 39 28
Hyperplane 33 30 41 21 24 28 187 38 29
SRU1 560 585 581 20 20 23 551 97 24
SRU2 516 521 532 24 23 29 551 83 24
abalone 126 130 130 9 14 13 325 53 25
bank8fm 179 171 219 76 76 95 639 39 28
debutanizer 103 117 103 21 20 23 167 44 26
elevators 573 719 603 21 66 35 2590 125 37
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Tabela 43 — Continuacdo

OSFDSN-v OSFDSN-v-i Learnt+t
Base/Método kNN OWE
- ae  svd - ae svd NSE

housel6h 837 863 928 16 49 33 3203 179 31
kin8nm 201 203 225 8 12 12 639 83 26
mv 626 626 679 208 237 402 3821 65 31
pol 442 404 481 15 160 25 5859 146 36
pumad2h 321 350 356 10 32 10 2173 118 43
quake 134 125 166 6 6 6 84 41 30
wind 149 171 173 30 43 47 820 61 28
winequality 193 207 203 24 29 30 495 67 26

Tabela 44 — Nuimero médio de médulos dos métodos empilhados dos testes da Se¢ao 5.2.3.2

e numero de vizinhos mais proximos do método kNN.

OSFDSN-v OSFDSN-v-i
Base/Método kNN
- ae svd - ae svd
FriedmanGRA 7,50 7,90 8,40 1,00 2,30 1,70 3
FriedmanGnRG 9,90 9,60 13,10 3,00 3,40 4,30 3
FriedmanLA 8,20 10,30 12,80 3,00 3,90 5,60 3
Hyperplane 7,90 7,10 10,00 4,70 5,40 6,40 3
SRU1 145,60 152,20 151,10 4,70 4,70 5,30 5
SRU2 134,10 135,40 138,30 5,70 5,30 7,00 3
abalone 32,30 33,20 33,30 1,60 3,00 2,60 3
bank8fm 46,00 44,00 56,40 19,10 19,20 24,20 3
debutanizer 26,10 30,00 26,20 4,70 4,60 5,40 3
elevators 148,30 186,40 156,20 4,30 16,10 8,10 5
housel6h 217,40 224,30 241,10 3,20 11,80 7,50 5
kin8nm 51,70 52,40 57,90 1,40 2,50 2,50 3
mv 162,60 162,70 176,40 53,60 61,20 104,00 3
pol 113,10 103,00 123,30 1,70 39,50 4,20 3
puma32h 82,10 89,70 91,10 1,00 6,70 1,00 3
quake 34,40 32,20 42,70 1,00 1,10 1,20 )
wind 38,00 43,70 44,10 6,80 10,30 11,20 3
winequality 49,60 53,30 52,20 5,50 6,70 7,00 3




